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基于改进 ＹＯＬＯｖ３ 的行人检测研究

车启谣， 严运兵

（武汉科技大学 汽车与交通工程学院， 武汉 ４３００６５）

摘　 要： 针对 ＹＯＬＯｖ３ 在检测行人时易漏检小目标以及遮挡问题，提出了一种改进的 ＹＯＬＯｖ３ 行人检测模型。 改进模型采

用 Ｋ－ｍｅａｎｓ＋＋聚类算法取代原 Ｋ－ｍｅａｎ 聚类算法，以减轻因初始聚类中心随机选择不当对结果所造成的误差影响；通过加入

残差网络模块方法的轻量化模型，并在结构中加入 ＣＢＡＭ 注意力机制与 ＭＨＳＡ 多头自注意力机制；通过高效的分配计算资

源与捕获全局信息，来提高算法的特征提取能力。 实验表明，改进后的算法在 ＣＵＨＫ 数据集上取得了较好的效果，其中通过

实验得到的 ｍＡＰ 值为 ８８．２０％，相对原算法提升了 １７．４５％，有着较好的特征提取能力，提升了检测小目标与被遮挡行人的能

力，同时在检测精准度方面更优。
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０　 引　 言

近年来，行人检测技术得到快速发展并取得了

一定成果，在智能人脸安检、辅助驾驶系统，以及智

能网联等领域占据了重要地位。 在自动驾驶领域

中，行人检测技术主要采用安装在物体上的视觉传

感器，对采集到的感兴趣区域进行分析处理，以完成

对行人的识别。 现有的行人检测技术主要通过提取

人体的几何特征［１－４］ 与运动信息特征［５－７］ 来设计特

征提取方法，虽在检测速度与精准度上都有所提升，
但仍有一些问题未得到很好的解决。 如：检测结果

易受到光照变化和遮挡物的影响，降低了行人检测

效果，且行人自身存在较大的形变，加大了有效特征

提取的难度。 此外，还存在目标检测算法复杂、对于

多目标情况下检测时间较长、实时性较差、鲁棒性也

难以达到要求等问题。
目前，针对行人检测问题所采用的算法可分为

２ 种：一是采用人工选取目标点特征，再通过机器学

习训练分类器的检测算法；二是采用深度学习训练

网络模型的检测算法。
采用机器学习训练分类器的算法提出较早，并且

一直处于不断的优化中。 ２００１ 年，Ｖｉｏｌａ 等人［８］ 通过

提取 Ｈａａｒ 特征，再对 ＡｄａＢｏｏｓｔ 级联分类器进行训练

的方法实现目标人脸检测。 ２００５ 年，Ｄａｌａｌ 等人［９］ 通

过提取 ＨＯＧ 特征，对行人的边缘特征进行描述，并发

现 ＨＯＧ 描述子十分适合人的检测，但是描述子生成



过程较长，实时性差，并且难以处理行人被遮挡的问

题。 ２０１５ 年，谭飞刚等人［１０］ 提出一种结合二值化

Ｈａａｒ 特征多部件验证的双层行人检测算法，提高了

行人部分被遮挡时的检测精准度。 虽然传统的机器

学习算法也在持续优化与更新，但仍难以满足相应的

要求。
目前，基于深度学习的检测算法在描述目标特

征图时的精准检测与输出，已逐渐占据了主导地位。
２０１４ 年，Ｇｉｒｓｈｉｃｋ 等人［１１］ 提出的 Ｒ－ＣＮＮ 目标检测

框架，主要通过选择性地搜索可能包含检测目标的

候选区域，并对每个候选框进行分类，再利用 ＣＮＮ
提取特征，现已成为最典型的双阶段目标检测算法。
随后，针对双阶段目标检测算法空间模型规模大、测
试速度慢等缺点，２０１５ 年，Ｇｉｒｓｈｉｃｋ 等人［１２］ 提出基

于边界框和多任务损失分类的 Ｆａｓｔ Ｒ－ＣＮＮ 算法。
２０１７ 年，Ｒｅｎ 等人［１３］ 通过引入区域建议网络，提出

了 Ｆａｓｔｅｒ Ｒ－ＣＮＮ 算法。
当前情况下，双阶段目标检测算法虽然在不断

地进行优化，但是仍然难以满足目标检测算法适用

场景的实时性与鲁棒性。 相比较之下，基于回归分

析思想的单阶段目标检测算法具有检测速度快、精
度高的特点。 ２０１５ 年，Ｒｅｄｍｏｎ 等人提出了 ＹＯＬＯ
检测算法［１４］，将特征提取、回归和分类置于单个卷

积网络中，通过简化网络结构的方法，实现端到端的

目标检测，但该算法对小尺度目标的检测精准度与

召回率低。 针对此问题，２０１６ 年，Ｌｉｕ 等人［１５］ 采用

分层提取特征的思想与目标预测机制提出了 ＳＳＤ

算法。 ２０１７ 年，Ｊｅｏｎｇ 等人［１６］ 基于 ＳＳＤ 算法，通过

增减反卷积模块提出 Ｒ－ＳＳＤ 算法。 Ｌｉ 等人［１７］ 通过

融合多种特征层与特征尺度并生成特征金字塔的方

法，提出了 Ｆ－ＳＳＤ 算法。 但是，以上算法仍然会存

在对小目标检测效果欠佳、检测速度较慢的缺陷。
尽管传统的目标检测方法基本能够满足物体本

身的检测要求，但效率和精准度方面却仍有不足亟

待完善。 为此，本文对传统 ＹＯＬＯｖ３ 检测算法提出

了一些改进，并在 ＣＵＨＫ 数据集上对改进后算法的

准确率和召回率进行了仿真验证。

１　 ＹＯＬＯｖ３ 神经网络算法

自 ２０１５ 年以来，学界就陆续推出了更新换代的

数个 ＹＯＬＯ 系列版本。 ＹＯＬＯ 系列算法相对于 Ｆａｓｔ
Ｒ－ＣＮＮ 算法来说，未将检测结果分 ２ 部分进行求

解，而是基于回归的思想，在输出回归层直接回归出

目标位置及其类别，有着更好的检测精度与检测速

度。
２０１８ 年，Ｊｏｓｅｐｈ 等人提出 ＹＯＬＯｖ３ 算法，相对于

前身对多个部分融入了改进内容。 主要借用

ＲｅｓＮｅｔ 残差网络的思想，采用更好的基础特征提取

网络 Ｄａｒｋｎｅｔ－５３，和之前的网络结构相比，在一定程

度上提升了检测速度，网络性能对比见表 １［１８］；同
时，采用多尺度融合预测的方法，共提取 ３ 个特征

层，提升了算法对小目标的检测精度。 至此，为保证

每个目标的预测准确率与多目标标签分类，采用新

的代价函数 ｓｉｇｍｏｉｄ 替换原函数 Ｓｏｆｔｍａｘ。

表 １　 Ｄａｒｋｎｅｔ－５３ 网络性能对比表

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｔａｂｌｅ ｏｆ Ｄａｒｋｎｅｔ－５３ ｎｅｔｗｏｒｋ ｐｅｒｆｏｒｍａｎｃｅ

主干网络 Ｔｏｐ－１ 准确率 ／ ％ Ｔｏｐ－５ 准确率 ／ ％ 浮点运算次数 ／ （次· ｓ－１） 图像检测速度 ／ ＦＰＳ

Ｄａｒｋｎｅｔ－１９ ７４．１ ９１．８ １ ２４６ １７１

Ｄａｒｋｎｅｔ－５３ ７７．２ ９３．８ ２ ４５７ ７８

ＲｅｓＮｅｔ－１０１ ７７．１ ９３．７ １ ０３９ ５３

ＲｅｓＮｅｔ－１５２ ７７．６ ９３．８ １ ０９０ ３７

　 　 ＹＯＬＯｖ３ 检测模型主要由骨干网络和检测网络

两部分组成，其网络结构如图 １ 所示［１９］。 图 １，采用

基于残差网络思想的 Ｄａｒｋｎｅｔ－５３ 作为用于特征提取

的主干网络。 Ｄａｒｋｎｅｔ－５３ 模型包含 ５３ 个卷积层和 ２３
个跳跃连接，具有相对 ＹＯＬＯｖ２ 模型更深的卷积层。
　 　 检测网络部分采用 Ｆａｓｔｅｒ Ｒ －ＣＮＮ 中使用的

ＦＰＮ 特征金字塔结构［２０］，尽可能地减少特征损失，

提高检测精度。 其中，共提取 ３ 个特征层，分别为：
输出特征分辨率为 ５２×５２ 的中间层、２６×２６ 的中下

层和 １３×１３ 的底层，３ 个特征层分别针对小、中、大
三种分辨率的目标对象通过检测。 在获得 ３ 个有效

特征层后通过多特征融合，并对有效特征层进行预

测，得到预测结果后，再利用解码预测模块，对网络

处理后的数据进行解码，由此得到最终结果。
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图 １　 ＹＯＬＯｖ３ 模型结构

Ｆｉｇ． １　 ＹＯＬＯｖ３ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

２　 改进的 ＹＯＬＯｖ３ 神经网络算法

２．１　 选用 Ｋ－ｍｅａｎｓ＋＋聚类算法

ＹＯＬＯ 系列算法从 ＹＯＬＯｖ３ 开始，采用 ９ 个

ａｎｃｈｏｒ 进行预测，但仍然采用与 ＹＯＬＯｖ２ 相同的 Ｋ－
ｍｅａｎｓ 聚类算法来获取 ａｎｃｈｏｒｓ 的大小。 Ｋ－ｍｅａｎｓ
聚类算法会随机指定 Ｋ 个聚类中心（ｃｌｕｓｔｅｒ）作为初

始点，并将距离相近的 ｃｌｕｓｔｅｒ 不断进行均值化处

理，当 ｃｌｕｓｔｅｒ 很小时，保存聚类来确定 ａｎｃｈｏｒ 的初

始位置。 距离相近的依据以 ＩＯＵ 值进行判定，具体

公式如下：
ｄ（ｂｏｘ，ｃｅｎｔｒｏｉｄ） ＝ １ － ＩＯＵ（ｂｏｘ，ｃｅｎｔｒｏｉｄ） （１）

　 　 其中， ｄ 为样本点到每一个 ｃｌｕｓｔｅｒ质心的距离；
ｂｏｘ 为其它边框；ｃｅｎｔｒｏｉｄ 为聚类时被选作中心的边

框；ＩＯＵ 为目标预测框与目标标签框的交并比。
由于 Ｋ－ｍｅａｎｓ 聚类算法中聚类中心的随机性

与离群点及孤立点的敏感性，算法的聚类效果易受

到因初始值选取不当而造成的影响。 此外，也会导

致算法在分类时的不精准现象，出现错误分类的情

况。 为此，本文使用 Ｋ－ｍｅａｎｓ＋＋算法取代原聚类算

法，以期得到更符合样本的先验证框。
Ｋ－ｍｅａｎｓ＋＋与 Ｋ－ｍｅａｎｓ 算法不同的是：第一步

会随机选取一个 ｃｌｕｓｔｅｒ 作为初始点，同时为了避免

噪声，采取轮盘法选择一个新的距离较远的点，直至

Ｋ 个 ｃｌｕｓｔｅｒ 被选出；此后再进行 Ｋ－ｍｅａｎｓ 聚类算

法。 尽管在初始点的选择上，Ｋ－ｍｅａｎｓ＋＋算法花费

了较多的时间，但实际上却减轻了初始聚类中心选

择不当所造成的误差，提升了算法的计算效率。
２．２　 残差网络模块

卷积神经网络深度的加深，可以提取更为丰富

的特征，提升检测性能。 但随着网络层数的增加，也
会加重深层网络的训练负担，造成网络的性能退化

等一系列问题。 为了缓解网络加深后所带来的种种

问题，ＹＯＬＯｖ３ 算法采用了与文献 ［ ２１］ 中提出的

ＲｅｓＮｅｔ 相类似的残差网络结构。
　 　 残差网络结构通过快捷连接的方式，将每若干

层中的某一层数据直接添加到后面数据层的输出部

分，将中间的某一层或多层卷积层进行缩减，用来减

少计算量，并降低网络深度。
ＹＯＬＯｖ２ 采用大量的 ３×３ 的卷积核进行卷积，

而 ＹＯＬＯｖ３ 则先采用一个大小为 ３×３、步长为 ２ 的

卷积核进行卷积，将输入特征层的高和宽进行压缩，
从而产生一个新的卷积层 Ｌａｙｅｒ，稍后再保存 Ｌａｙｅｒ
并进行一次 ３×３ 的卷积和 １×１ 的卷积，得到的结果

与 Ｌａｙｅｒ 相加，便构成了残差网络结构。 ＹＯＬＯｖ３ 残

差网络模块结构如图 ２ 所示。

卷积层
3?3

卷积层
3?3,s=2

卷积层
1?1

卷积层
3?3,s=2

relu

输出

输入

relu

relu

图 ２　 残差网络模块结构图

Ｆｉｇ． ２　 Ｒｅｓｉｄｕａｌ ｎｅｔｗｏｒｋ ｍｏｄｕｌｅ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 为了解决由于网络深度增大而产生的准确率下

降和性能退化问题，本文在网络进行最末端的卷积

处理后，加入残差网络模块来降低模型的计算量。
该模块采用 ３ 层卷积层的网络结构，并使用 １×１ 的

卷积代替 ３×３ 卷积。 改进后的 ＲｅｓＮｅｔ－Ｈ 结构如图

３ 所示。

０１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



卷积层
3?3

卷积层
1?1,s=2

卷积层
1?1

卷积层
1?1,s=2

relu

输出

输入

relu

relu

图 ３　 ＲｅｓＮｅｔ－Ｈ 模块结构图

Ｆｉｇ． ３　 ＲｅｓＮｅｔ－Ｈ ｍｏｄｕｌｅ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

２．３　 ＣＢＡＭ 注意力机制

通常，人眼在接触到某一场景或客观事物时，关
注点的不均匀分布会导致人的注意力朝向会转移至

感兴趣的区域或者信息。 通过这种选择性的视觉注

意力机制，可以高效地分配注意力资源，并最终服务

于人的主观意志。 基于此，为了使计算机视觉在识

别信息时自主学会留意关键有用的信息，研究人员

通过计算概率分布的形式来展示词之间的关系，从
而产生了注意力机制。

与其它机制相比，ＣＢＡＭ 注意力机制采用了通

道注意力与空间注意力相结合的方法，通过 ２ 个维

度依次在输入特征图中推断出特征权重，再将该权

重与输入特征图进行点积，从而得到优化后的输出

特征图。 整体流程如图 ４ 所示。

Refined
Feature

Input
Feature

Spatial
Attention
Module

Channel
Attention
Module

图 ４　 ＣＢＡＭ 模块的结构

Ｆｉｇ． ４　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＣＢＡＭ ｍｏｄｕｌｅ

　 　 ＹＯＬＯｖ３ 检测算法的本质是将输入的图像进行

编码，而后再从中解码出目标位置和类别信息进行

输出［２２］。 在此过程中，通过在网络中加入 ＣＢＡＭ 注

意力机制，可以使 ＹＯＬＯｖ３ 网络对行人施加较大的

权重，从而提升特征提取能力。
　 　 由图 １ 可知，ＹＯＬＯｖ３ 最初会提取 ３ 个基础特

征层，每次基础特征层与其他上采样的特征层堆叠

拼接后，会进行 ５ 次的卷积处理，此时在卷积处理中

加入注意力模块。 网络结构中加入的具体部位如图

５ 所示。

ConvBlock4L

CBAM

ConvBlockL

Conv+UpSamplingConcatResidualBlock

图 ５　 加入 ＣＢＡＭ 模块后的结构图

Ｆｉｇ． ５　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ａｆｔｅｒ ａｄｄｉｎｇ ＣＢＡＭ ｍｏｄｕｌｅ

２．４　 多头自注意力机制 ＭＨＳＡ
卷积神经网络 ＣＮＮ 在识别特征时，通常会采用

较小的卷积核来识别物体的局部特征，增加网络层

数的同时，也减少了参数，但也会使得卷积层的感受

野相对特征图要小上很多。 尤其在行人检测中，往
往需要在较大的特征图中获取行人特征，使得网络

能够从目标的较大相邻区域中收集上下文信息，提
取更好的行人特征。 为了得到全局信息，需要拓展

网络的深度，堆叠多个卷积层，为此需要消耗很多计

算资源。
自注意力机制 （ Ｓｅｌｆ － ａｔｔｅｎｔｉｏｎ） 在 ２０１７ 年由

Ｖａｓｗａｎｉ 等人［２３］ 提出，并主要应用于学习文本表

示［２３］。 在文本语言处理中，自注意力机制能够通过

计算每个词的注意力概率来更好地捕获上下文信

息，以表达词与词之间的语义关系。 同时，文中还提

出了 多 头 自 注 意 力 机 制 （ Ｍｕｌｔｉ － ｈｅａｄｅｄ Ｓｅｌｆ －
ａｔｔｅｎｔｉｏｎ），即通过多次 Ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ 计算，将每个机

制上的不同注意点权重矩阵结果进行拼接融合，即
可表达出更加全面的关联程度。 为此，考虑将其引

入行人检测网络，由此来提取图片的全局特征。
多头自注意力机制结构如图 ６ 所示。 该机制将

Ｑ、Ｋ 和 Ｖ 矩阵进行不同维度的矩阵映射， 输出参数

后进行储存，并将多次结果进行拼接融合后、再进行

一次矩阵映射，就得到了输出结果。 另外，由于使用

过多的多头自注意力机制会导致计算机负荷增加，
从而降低检测精度，故会在第四次的下采样后再将

其加入进去。
２．５　 改进后的 ＹＯＬＯｖ３ 模型结构

本文主要通过将 Ｋ－ｍｅａｎｓ 更改为 Ｋ－ｍｅａｎｓ＋＋
聚类算法、在网络结构中加入改进的残差网络模块、
ＣＢＡＭ 注意力机制与 ＭＨＳＡ 多头自注意力机制的方

法来对 ＹＯＬＯｖ３ 加以改进，改进后的 ＹＯＬＯｖ３－ｉ 模
型结构如图 ７ 所示。
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图 ６　 多头自注意力机制结构

Ｆｉｇ． ６　 Ｍｕｌｔｉ－ｈｅａｄｅｄ ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｓｔｒｕｃｔｕｒｅ
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图 ７　 ＹＯＬＯｖ３－ｉ 模型结构

Ｆｉｇ． ７　 ＹＯＬＯｖ３－ｉ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

３　 验证与分析

３．１　 实验环境设置

本文实验在 Ｗｉｎｄｏｗｓ １０ 系统下进行。 ＧＰＵ 为

ＮＶＩＤＩＡ Ｔｅｓｌａ Ｖ１００、内存 ３２ Ｇ、显存 ３２ ＧＢ；深度学

习框架为 Ｐｙｔｏｒｃｈ １．５．１ 版本。
３．２　 实验数据配置

实验所选取的数据集为香港中文大学（ＣＵＨＫ）
开源行人检测数据集，共包括 １ ０６３ 张行人图片。
实验开始前，先选用其中的 ８００ 张图片进行调试训

练，稍后另取各 １００ 张图片进行验证与测试。
训练采用的初始学习率为 ０．００１，学习率衰减策

略为每经过一个 ｅｐｏｃｈ， 学习率降低为原来的 ０．０５
倍，迭代次数为 １ ０００ 次， Ｂａｔｃｈ ｓｉｚｅ 为 ４５。 即每个

ｅｐｏｃｈ 在训练集中取 ４５ 个样本进行训练，直至全部

样本都遍历完成一次训练。
３．３　 实验结果及分析

在相同的实验场景下，本文将基于 ＹＯＬＯｖ３ 改

进的 ＹＯＬＯｖ３－ｉ 算法与 ＹＯＬＯｖ３ 检测算法共进行 ５
组实验，旨在验证加入各个模块后，对行人检测方面

的性能改进。 实验明细概述如下。
（１）实验 Ａ： 原 ＹＯＬＯｖ３ 算法；
（２）实验 Ｂ：使用 Ｋ－ｍｅａｎｓ＋＋改进后的 ＹＯＬＯｖ３

算法；
（３）实验 Ｃ： 使用 Ｋ－ｍｅａｎｓ＋＋和残差网络模块

改进后的 ＹＯＬＯｖ３ 算法；
（４）实验 Ｄ： 使用 Ｋ－ｍｅａｎｓ＋＋、残差网络模块、

ＣＢＡＭ 注意力机制改进后的 ＹＯＬＯｖ３ 算法；
（５）实验 Ｅ： 使用 Ｋ－ｍｅａｎｓ＋＋、残差网络模块、

ＣＢＡＭ 注意力机制和 ＭＨＳＡ 多头自注意力机制改进

后的 ＹＯＬＯｖ３ 算法；
５ 组实验的平均准确率 ｍＡＰ、召回率 Ｒｅｃａｌｌ、准确

率 Ｐｒｅｃｉｓｉｏｎ 及调和平均值 Ｆ１ Ｓｃｏｒｅ 结果见表 ２。
表 ２　 不同实验检测结果对比

Ｔａｂ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｅｘｐｅｒｉｍｅｎｔｓ ％

名称 ｍＡＰ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１ Ｓｃｏｒｅ

实验 Ａ ７０．７５ ８５．６７ ７３．９８ ７９．４０
实验 Ｂ ７６．５５ ８７．５９ ７７．０５ ８２．３５
实验 Ｃ ７７．６８ ８８．４６ ７８．６７ ８３．６９
实验 Ｄ ７９．３５ ８９．９７ ８１．４４ ８５．５０
实验 Ｅ ８８．２０ ９３．８３ ８５．３１ ８９．３７

　 　 从表 ２ 中可以看出，本文提出的 ＹＯＬＯｖ３－ｉ 算
法的 ｍＡＰ 值达到 ８８． ２０％，而原算法的 ｍＡＰ 值为

７０．７５％，相比而言提高了 １７．４５％；召回率、检测精准

度等数值也均有提升。 而从 Ｄ、Ｅ 两组实验可见，实
验 Ｅ 的 ｍＡＰ 相对提升了 ８．８５％，表明多头注意力机

制相比于传统的卷积网络有更强的特征提取能力。
原 ＹＯＬＯｖ３ 与本文提出的 ＹＯＬＯｖ３－ｉ 改进算法

的实际测试结果对比如图 ８ 所示。 在小目标的检测

上，经过图 ８（ａ）与图 ８（ｂ）的对比，可以清晰地看出
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改进的算法对行人目标的边缘轮廓进行了更好的刻

画，提升了特征检测效果。 而对于受到严重遮挡重

叠的行人目标部分，图 ８（ｄ）相对图 ８（ｃ）而言仍能

进行识别。 由此可以表明：改进后的算法提升了对

小目标以及被遮挡部位的特征提取能力，能够更加

精准地发现行人检测目标。

（ａ） ＹＯＬＯｖ３ 检测结果　 　 　 　 　 （ｂ） ＹＯＬＯｖ３－ｉ 检测结果

（ｃ） ＹＯＬＯｖ３ 检测结果　 　 　 　 （ｄ） ＹＯＬＯｖ３－ｉ 检测结果

图 ８　 不同实验检测效果对比图

Ｆｉｇ． ８　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｅｔｅｃｔｉｏｎ ｅｆｆｅｃｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｅｘｐｅｒｉｍｅｎｔｓ

４　 结束语

本文以 ＹＯＬＯｖ３ 网络为基础，通过选用 Ｋ －
ｍｅａｎｓ＋＋聚类算法、在网络结构中加入改进的残差

网络模块、ＣＢＡＭ 注意力机制与 ＭＨＳＡ 多头自注意

力机制的方法，提出了改进的行人检测方法。 本文

算法在 ＣＵＨＫ 数据集上进行训练及对比测试，实验

结果表明：优化后的算法有着更强的特征提取能力，
较大地提升了 ＹＯＬＯｖ３ 算法对行人的检测效果。

但本文提出的方法仍然存在问题，如改进的算

法在当前的训练集上会有较好的提升，但在其它数

据集上，若图片中行人受到严重遮挡或距离较远时，
检测效果会有所下降。 其次，算法未在实际道路及

场景上进行测试，后续将进一步展开研究，尝试提高

算法的抗干扰和实时检测能力。
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