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改进目标检测网络的仰卧起坐测试计数

包梓群

（浙江理工大学 信息学院， 杭州 ３１００１８）

摘　 要： 针对深度学习技术在仰卧起坐测试领域的实时性较差问题，提出了一种改进目标检测网络的仰卧起坐测试计数算

法。 该算法首先对被测试人员进行目标检测，然后对被测试人员进行关键点提取，最后对被测试人员的仰卧起坐动作进行分

析。 为了达到实时检测的效果，改进了 ＲｅｔｉｎａＮｅｔ 骨干网络中的传统卷积层，以减小计算量，加快识别速度；提出了一种改进的

边框损失函数，以达到实时检测效果的同时，保证检测的精度。 经对其算法进行仿真实验，验证了其识别速度和检测精度，达
到了预期效果。
关键词： 仰卧起坐实时检测； 目标检测； ＲｅｔｉｎａＮｅｔ 网络； 边框损失函数

Ｓｉｔ－ｕｐｓ ｔｅｓｔ ｃｏｕｎｔｉｎｇ ｂａｓｅｄ ｏｎ ｉｍｐｒｏｖｅｄ ｔａｒｇｅｔ ｄｅｔｅｃｔｉｏｎ ｎｅｔｗｏｒｋ
ＢＡＯ Ｚｉｑｕｎ

（Ｓｃｈｏｏｌ ｏｆ ｉｎｆｏｒｍａｔｉｃｓ Ｓｃｉｅｎｃｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ， Ｚｈｅｊｉａｎｇ Ｓｃｉ－Ｔｅｃｈ Ｕｎｉｖｅｒｓｉｔｙ， Ｈａｎｇｚｈｏｕ ３１００１８， Ｃｈｉｎａ）

【Ａｂｓｔｒａｃｔ】 Ａｉｍｉｎｇ ａｔ ｔｈｅ ｐｏｏｒ ｒｅａｌ－ｔｉｍｅ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｓｉｔ－ｕｐｓ ｔｅｓｔ， ａ ｓｉｔ－ｕｐｓ ｔｅｓｔ ｃｏｕｎｔｉｎｇ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ｉｍｐｒｏｖｅｄ ｔａｒｇｅｔ
ｄｅｔｅｃｔｉｏｎ ｎｅｔｗｏｒｋ ｉｓ ｐｒｏｐｏｓｅｄ ｉｎ ｔｈｉｓ ｐａｐｅｒ． Ｔｈｅ ａｌｇｏｒｉｔｈｍ ｆｉｒｓｔ ｄｅｔｅｃｔｓ ｔｈｅ ｔａｒｇｅｔ ｏｆ ｔｈｅ ｔｅｓｔｅｄ ｐｅｒｓｏｎ， ｔｈｅｎ ｅｘｔｒａｃｔｓ ｔｈｅ ｋｅｙ ｐｏｉｎｔｓ ｏｆ
ｔｈｅ ｔｅｓｔｅｄ ｐｅｒｓｏｎ， ｆｕｒｔｈｅｒｌｙ ａｎａｌｙｚｅｓ ｔｈｅ ｓｉｔ－ｕｐｓ ｏｆ ｔｈｅ ｔｅｓｔｅｄ ｐｅｒｓｏｎ． Ｉｎ ｏｒｄｅｒ ｔｏ ａｃｈｉｅｖｅ ｔｈｅ ｅｆｆｅｃｔ ｏｆ ｒｅａｌ－ ｔｉｍｅ ｄｅｔｅｃｔｉｏｎ， ｔｈｅ
ｔｒａｄｉｔｉｏｎａｌ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ ｉｎ ｔｈｅ ｂａｃｋｂｏｎｅ ｎｅｔｗｏｒｋ ｏｆ ＲｅｔｉｎａＮｅｔ ｉｓ ｉｍｐｒｏｖｅｄ ｔｏ ｒｅｄｕｃｅ ｔｈｅ ａｍｏｕｎｔ ｏｆ ｃａｌｃｕｌａｔｉｏｎ ａｎｄ ｓｐｅｅｄ ｕｐ
ｔｈｅ ｒｅｃｏｇｎｉｔｉｏｎ ｓｐｅｅｄ． Ａｔ ｔｈｅ ｓａｍｅ ｔｉｍｅ， ａｎ ｉｍｐｒｏｖｅｄ ｆｒａｍｅ ｌｏｓｓ ｆｕｎｃｔｉｏｎ ｉｓ ｐｒｏｐｏｓｅｄ ｔｏ ｅｎｓｕｒｅ ｒｅａｌ－ ｔｉｍｅ ｄｅｔｅｃｔｉｏｎ ａｎｄ ｄｅｔｅｃｔｉｏｎ
ａｃｃｕｒａｃｙ． Ｆｉｎａｌｌｙ， ｔｈｅ ｓｉｍｕｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ ｏｆ ｔｈｅ ａｌｇｏｒｉｔｈｍ ｉｓ ｃａｒｒｉｅｄ ｏｕｔ ｔｏ ｖｅｒｉｆｙ ｉｔｓ ｒｅｃｏｇｎｉｔｉｏｎ ｓｐｅｅｄ ａｎｄ ｄｅｔｅｃｔｉｏｎ ａｃｃｕｒａｃｙ，
ａｎｄ ｔｈｅ ｅｘｐｅｃｔｅｄ ｅｆｆｅｃｔ ｉｓ ａｃｈｉｅｖｅｄ．
【Ｋｅｙ ｗｏｒｄｓ】 ｒｅａｌ ｔｉｍｅ ｄｅｔｅｃｔｉｏｎ ｏｆ ｓｉｔ－ｕｐｓ； ｔａｒｇｅｔ ｄｅｔｅｃｔｉｏｎ； ＲｅｔｉｎａＮｅｔ； ｆｒａｍｅ ｌｏｓｓ ｆｕｎｃｔｉｏｎ

�哈尔滨工业大学主办 系统开发与应用

基金项目： 国家级大学生创新创业训练计划项目（２０２０１０３３８０２４）； 浙江省教育厅一般科研项目（Ｙ２０２１４７６５９）； 浙江省重点研发计划项目

（２０２０Ｃ０３０９４）； 国家自然科学基金（６２０７０５０１４１）。

作者简介： 包梓群（２００１－），男，本科生，主要研究方向：计算机视觉、智能图像处理。

收稿日期： ２０２２－０１－２７

０　 引　 言

仰卧起坐是国内各个阶段学生体育测试中的一

项重要运动。 在日常测试过程中，需要人工对其动

作是否规范进行评判并计数。 随着深度学习中目标

检测技术被广泛应用于生产生活中， 同时也为机器

检测的实现提供了技术基础。 目标检测为当今计算

机视觉的热门研究方向。 其主要工作就是预测目标

在视频或者图片中的具体位置，现已在安防、自动驾

驶、行为分析等应用领域起着至关重要的作用［１］。
目标检测［２］，旨在从数字图像中检测出特定类

别的实例，这是计算机视觉中一项基本且具有挑战

性的 任 务［３］。 但 近 年 来， 随 着 卷 积 神 经 网 络

（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＣＮＮ） ［４］不断发展与

演进，使得目标检测算法越来越成熟。 采用 ＣＮＮ 的

目标检测算法因其在特征提取上具有良好的泛化

性，逐渐取代了基于人工特征的目标检测算法。 基

于 ＣＮＮ 的目标检测算法在不同的场景中产生多种类

型：
（１） 基于区域候选目标检测算法，如 Ｆａｓｔｅｒ －

ＲＣＮＮ［５－６］。
（２ ） 基 于 端 到 端 回 归 的 算 法 模 型， 如

ＹＯＬＯ［２，６］、ＲｅｔｉｎａＮｅｔ［７］。
２ 种模型的特点较为明显：基于区域候选的模

型可以得到较好的检测准确率，但检测速度较慢；基
于回归的模型目标检测速度快，但准确率较低［８］。
为了使模型能在实时检测的同时又不有损精度，本
文提出了一种改进的 ＲｅｔｉｎａＮｅｔ 网络目标检测算法。

１　 网络模型

ＲｅｔｉｎａＮｅｔ 网络模型主要由主干网络、颈部网

络、分类子网络和回归自网络组成。 其中，主干网络

即为卷积池化层的堆叠网络，一般为 ＲｅｓＮｅｔ［９］ 网络

和 ＶＧＧ［１０］网络；颈部网络则用于特征的堆叠和融



合，一般使用特征金字塔网络 （ Ｆｅａｔｕｒｅ Ｐｙｒａｍｉｄ
Ｎｅｔｗｏｒｋ， ＦＰＮ） ［１１］。 ＦＰＮ 将多尺度特征加以融合，
使得最后的预测结果包含各帧图片内各个尺度的信

息，模型的性能也得以提升；分类子网络利用全卷积

层对颈部网络的输出进行处理，再对图像中的目标

对象去做类别预测；回归子网络利用全卷积层对颈

部网络的输出进行处理，并对图像中的目标对象实

现定位。 ＲｅｔｉｎａＮｅｔ 网络模型结构如图 １ 所示。
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图 １　 一般 ＲｅｔｉｎａＮｅｔ 网络模型图

Ｆｉｇ． １　 Ｇｅｎｅｒａｌ ＲｅｔｉｎａＮｅｔ ｎｅｔｗｏｒｋ ｍｏｄｅｌ ｄｉａｇｒａｍ

２　 改进的 ＲｅｔｉｎａＮｅｔ 网络目标检测算法

针对原始网络对于视频中目标检测精度不高的

问题，采用 ２ 个 ＲｅｔｉｎａＮｅｔ 网络模型级联，即将第一

个 ＲｅｔｉｎａＮｅｔ 网络的输出作为第二个 ＲｅｔｉｎａＮｅｔ 网络

的输入，用来对待检测图像进行目标检测，增加模型

的泛化能力。 但是网络模型的级联会增加资源消耗

和参数数量。 为了解决此问题，引入深度可分离卷

积（Ｄｅｐｔｈ Ｓｅｐａｒａｂｌｅ Ｃｏｎｖｏｌｕｔｉｏｎ， ＤＳＣ） ［１２］ 取代原始

的卷积模块，以降低网络级联带来的资源消耗和计

算量。 使用深度卷积模块，虽然简化了模型的骨干

网络，但会弱化模型的特征提取能力，导致模型精度

下降。 为此， 提出了一种新的 ＬＩｏＵ 函数， 用来计算

定位框的损失，弥补丢失的精度。
２．１　 深度可分离卷积

深度可分离卷积（Ｄｅｐｔｈ Ｓｅｐａｒａｂｌｅ Ｃｏｎｖｏｌｕｔｉｏｎ，
ＤＳＣ） 是 把 常 规 卷 积 分 为 深 度 卷 积 （ Ｄｅｐｔｈｗｉｓｅ
Ｃｏｎｖｏｌｕｔｉｏｎ， ＤＷ）和点卷积（Ｐｏｉｎｔｗｉｓｅ Ｃｏｎｖｏｌｕｔｉｏｎ，
ＰＷ）两个阶段［１２］。 其中，ＤＷ 阶段实质上起到一个

滤波的作用，通过使用和输入图像通道数相同的卷积

核，提取每一个单独通道的特征信息。 ＰＷ 阶段可以

看作是对 ＤＷ 阶段的输出进行组合的过程，使用一个

１ × １ × Ｃｉｎ × Ｃｏｕｔ（这里，Ｃｉｎ 为输入通道数，Ｃｏｕｔ 为输出

通道数）的卷积核对 ＤＷ 的输出进行整合，其结构如

图 ２ 所示。
　 　 深度可分离卷积的计算量和参数量都比一般卷

积要小，可以极大地增加模型检测的速度，满足仰卧

起坐实时检测的需求。 但因其简化了特征提取模

块，因此就需要改进预测回归的损失函数，来弥补准

确率的丢失。

（ａ） 深度卷积过程　 　 　 　 　 （ｂ） 点卷积过程

图 ２　 深度可分离卷积

Ｆｉｇ． ２　 Ｄｅｐｔｈ Ｓｅｐａｒａｂｌｅ Ｃｏｎｖｏｌｕｔｉｏｎ

２．２　 损失函数的改进

在目标检测中，常常利用预测框 （ Ｐｒｅｄｉｃｔｉｏｎ
Ｂｏｘ， Ｐ） 与真实框（Ｇｒｏｕｎｄ Ｔｒｕｔｈ， Ｇ） 之间的交并比

（Ｉｎｔｅｒｓｅｃｔｉｏｎ ｏｖｅｒ Ｕｎｉｏｎ， ＩｏＵ） ［１３］ 作为衡量两者之间

关系的重要度量，ＩｏＵ 的计算公式如下：

ＩｏＵ ＝ Ｐ ∩ Ｇ
Ｐ ∪ Ｇ

（１）

　 　 相对于其它预测回归的损失函数， ＩｏＵ 具有更好

的效果，但也存在一定的局限性。 研究给出了几种预

测框与真实框间的关系如图 ３ 所示。 由图 ３（ｂ）、图 ３
（ｃ）可知，当预测框与真实框没有重叠时，２ 种情况的

ＩｏＵ 损失值相同，但图 ３（ｂ）的效果略好于图 ３（ｃ）。
另一方面，当损失函数的值为 ０ 时，在反向传播中其

梯度为 ０，无法对网络进行优化。 当初始值选择不佳

时，会使训练出来的模型拟合效果极差。
　 　 为了解决上述问题，对 ＩｏＵ 回归损失函数进一

步优化。 对此可表示为：
ＦＩｏＵ ＝ １ － ＩｏＵ （２）

　 　 由式（２）可知，当 ＩｏＵ 的值为 ０ 时， ＦＩｏＵ 恒为 １，
可见单凭借 ＦＩｏＵ 依然无法很好地进行优化。 为解决

此问题，在 ＦＩｏＵ 中加入正则项 ＳｍｏｏｔｈＬ１。 ＳｍｏｏｔｈＬ１

函数可以计算预测框与标准框之间的位置偏差，此
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　 （ａ） 预测框和真实框重合　 　 （ｂ） 预测框和真实框不重合　 　 　 （ｃ） 预测框和真实框不重合　 　
图 ３　 几种预测框与真实框之间的关系

Ｆｉｇ． ３　 Ｒｅｌａｔｉｏｎｓｈｉｐ ｂｅｔｗｅｅｎ ｓｅｖｅｒａｌ ｐｒｅｄｉｃｔｉｏｎ ｆｒａｍｅｓ ａｎｄ ｒｅａｌ ｆｒａｍｅｓ

时用到的数学公式可写为：

ＳｍｏｏｔｈＬ１ ｘ( ) ＝
０．５ ｘ２ 　 　 ｉｆ ｘ ＜ １
ｘ － ０．５　 ｏｔｈｅｒｗｉｓｅ{ （３）

　 　 其中， ｘ 表示真实框与预测框之间的偏差。
将其求导得到：

ｄＳｍｏｏｔｈＬ１

ｄｘ
＝

ｘ　 　 ｉｆ ｘ ＜ １
± １　 ｏｔｈｅｒｗｉｓｅ{ （４）

　 　 从式（４）中可以看出， ＳｍｏｏｔｈＬ１ 在 ｘ 较小时，对
ｘ 的梯度也较小；当 ｘ 变大时，也只能在 １ 之内，限制

了梯度跌涨自由，不会破坏网络参数，解决了当 ｘ 值

比较大时导致训练损失值出现明显变化而引起的训

练不稳定问题。
比较 ＦＩｏＵ 和 ＩｏＵ函数，引入正则项，改变了 ＩｏＵ 的

正负号，使得其与正则项有一样的梯度朝向。 构建

预测回归的损失函数 ＬＩｏＵ 公式如下：

ＬＩｏＵ ＝ ＦＩｏＵ ＋ λ·ＳｍｏｏｔｈＬ１ ｙ，ｙ^( ) （５）

　 　 其中， ｙ 表示预测框； ｙ^ 表示真实框； λ 为平衡

因子。
由式（５）可知，若出现被测试人员半卧起、卧起

姿态的特殊情况时，虽然 ２ 种情况具有相同的 ＩｏＵ
值，即与公式 （ ５） 中的 ＦＩｏＵ 值相同。 但得益于

ＳｍｏｏｔｈＬ１ 正则项，边框损失函数 ＬＩｏＵ 的梯度仍然可

以得到反向传播。 实验测得 λ ＝ ３ 时，在仰卧起坐

测试上有着较好的效果。

３　 人体姿态估计

人体姿态估计、即关键点检测， 目的是检测人

体身上 Ｋ 个关键点的位置（头部、手肘、膝盖等），抽
象出人体的当前行为。 目前，最先进的方法是把该

问题转变为估计 Ｋ 热图。 需要一提的是，每个热图

Ｈｋ 的值，表示第 ｋ 个关键点的位置置信度。
在网络设计方面，当前大多数方法都是将高分

辨率到低分辨率的子网络串联起来，且每个子网络

形成一个阶段，相邻子网络之间存在一个下采样层，
将分辨率缩小一半。 本文采用 ＨＲＮｅｔ 并行地连接

高到低的子网，保持了高分辨率的表示，生成了整个

过程的空间精确热图估计。 通过重复融合高到低子

网产生的高分辨率，生成可靠的高分辨率表示。
本文将 ＨＲＮｅｔ 引入到模型中，测试时被测试人

员各个姿态的关键点效果如图 ４ 所示。
具体地，图 ４（ａ）表示被测试人员平躺姿态的骨

架图； 图 ４（ｂ）表示被测试人员半卧起姿态的骨架

图；图 ４（ｃ）表示被测试人员卧起姿态的骨架图。

（ａ） 被测试人员平躺姿态　 　 （ｂ） 被测试人员半卧起姿态　 　 （ｃ） 被测试人员卧起姿态

图 ４　 被测试人员各个姿态的关键点提取

Ｆｉｇ． ４　 Ｋｅｙ ｐｏｉｎｔｓ ｅｘｔｒａｃｔｉｏｎ ｏｆ ｅａｃｈ ｐｏｓｅ ｏｆ ｔｈｅ ｔｅｓｔｅｄ ｔａｒｇｅｔ

４　 实验结果分析

实验所用的计算机系统配置：ＣＰＵ 为 Ｉｎｔｅｌ（Ｒ）
Ｘｅｏｎ（Ｒ） Ｓｉｌｖｅｒ ４１１０ ＣＰＵ ＠ ２．１０ ＧＨｚ；ＧＰＵ 为 ２４ Ｇ

ＲＴＸ３０９０ 显卡；主频为 ４．００ ＧＨＺ；系统为 ＣｅｎｔＯＳ ７．７。
采用 Ｐｙｔｈｏｎ３．６ 语言编写实验代码，深度学习框架选

取 Ｐｙｔｏｒｃｈ１．４．０。
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４．１　 性能评价指标

由于将网络用于仰卧起坐的实时检测具有一定

的特殊性，无法使用召回率、 Ｆ１ 等常用指标来进行

评价。 因此，本文设计了一些合理的评价指标，用于

实验检测，对此拟做阐释分述如下。
采集 １００ 次 １ ｍｉｎ 仰卧起坐测试实时计数数据

集。 其中， 设定 Ｉ^为测试得到仰卧起坐数量的集合，
内有 １００（Ｎｕｍ） 个元素； Ｉ 为实际测得仰卧起坐数

量的集合， 内有 １００（Ｎｕｍ） 个元素。
（１）平均测得仰卧起坐数量可由如下公式计算

求出：

ｍＴｅｓｔＮｕｍ ＝ Σ Ｉ^
Ｎｕｍ

（６）

　 　 （２）平均实际仰卧起坐数量。 可由如下公式计

算求出：

ｍＴｒｕｅＮｕｍ ＝ ΣＩ
Ｎｕｍ

（７）

　 　 （３）平均反应时间。 可由如下公式计算求出：

１ ｍｉｎ
ｍＴｅｓｔＮｕｍ

－ １ ｍｉｎ
ｍＴｒｕｅＮｕｍ

（８）

　 　 （４）平均测试准确率。 可由如下公式计算求

出：

１ － ｍＴｒｕｅＮｕｍ － ｍＴｅｓｔＮｕｍ
ｍＴｒｕｅＮｕｍ

（９）

４．２　 实验结果以及分析

为了验证本文提出的改进目标检测网络相对于

原始效果有所提升，使用 ４．１ 节中采集的数据集展

开对比试验，并使用上述指标进行评价。 实验结果

见表 １。 为了得出式（５）中最好的超参数 λ， 在［０，
１０］的区间内，设置步长为 １ 进行调参。 实验结果

如图 ５ 所示。

表 １　 改进前后网络各个指标具体数值表

Ｔａｂ． １　 Ｓｐｅｃｉｆｉｃ ｖａｌｕｅｓ ｏｆ ｎｅｔｗｏｒｋ ｉｎｄｉｃａｔｏｒｓ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ ｉｍｐｒｏｖｅｍｅｎｔ

模型 平均测得仰卧起坐数量 平均实际仰卧起坐数量 平均模型反应时间 ／ ｍｓ 平均测试准确率 ／ ％ ＦＰＳ ／ （Ｆ·Ｓ－１）

改进后的网络（ λ ＝ ３ ） ４２．３２ ４３．８９ ５０ ９６．４ ２５

改进前的网络 ２０．４４ ４３．８９ １ ５７０ ４６．６ ２５

1.0

0.9

0.8
1 2 3 4 5 6 7 8 9 10

λ值-准确率

图 ５　 获取最佳超参数 λ的实验结果图

Ｆｉｇ． ５　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｇｅｔｔｉｎｇ ｔｈｅ ｂｅｓｔ ｓｕｐｅｒ ｐａｒａｍｅｔｅｒｓ λ

　 　 由图 ５、表 １ 可以看出，改进后的网络相对于原

网络在速度和精度上有了质的飞跃。 模型反应时间

由原来的 １ ５７０ ｍｓ 降低到了 ５０ ｍｓ，达到了实时检

测的效果。 得益于速度的增长和损失函数的改进，
模型的准确率提高了 ０．４９８。 以上结论验证了改进

网络的有效性。

５　 结束语

本文提出了一种改进的 ＲｅｔｉｎａＮｅｔ 网络目标检

测算法。 为了提高检测效果，将 ２ 个 ＲｅｔｉｎａＮｅｔ 网络

级联，采用深度可分离卷积代替了原网络中的骨干

模块，以减小级联网络带来的额外计算量；而后对边

框损失函数加以改进， 引入了 ＳｍｏｏｔｈＬ１ 正则项，在
ＩｏＵ给出了重合度信息的基础上，ＳｍｏｏｔｈＬ１ 又提供了

预测框与真实框的位置信息， 使得网络效果得到提

升，并且训练也更加稳定。 由实验结果可知，改进后

的网络针对仰卧起坐测试计数具有良好的效果，满
足正确检测的实时要求。
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