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基于 Ｕ－ｎｅｔ 变体和分类器的动漫线稿风格迁移

冯煜颋， 李志伟

（上海工程技术大学 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 近年来，随着一些突破性的神经风格迁移方法的出现，一张动漫线稿和一张匹配的风格图像可以通过风格迁移的方

法，生成一张彩色图像。 但是，当需要将这幅图像的风格具体应用到某张动漫线稿的时候，这些方法都只是将线稿的素描线

随即上色作为输出，并且无法得到想要的具体风格类型迁移。 在本文中，利用一种改进的残差增强 Ｕ－ｎｅｔ 变体结合辅助分类

器组成辅助分类器生成对抗网络模型（ＡＣ－ＧＡＮ）应用于神经风格迁移动漫线稿上色中。 实验结果表明，该方法能够将辅助

图像的颜色风格应用到线稿当中，同时生成的彩色图像具有较高的质量。
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０　 引　 言

素描或线稿艺术上色是一个有着巨大市场需求

的研究领域。 与强烈依赖纹理信息的普通照片上色

不同，草图上色更具挑战性，因为草图可能没有纹

理。 在动漫、游戏这些产业中，大部分的作品都是通

过素描或线稿来进行创作的，这就会耗费大量的时

间和精力，因为需要人工去给这些线稿上色来达到

人们想要的状态。 如果尝试将某种绘画风格应用到

半成品的动漫线稿上，那么就可以省去不少多余的

工作，比如用一个动漫的特定人物的某张图片作为

风格参考图像，并将这种颜色风格应用到人物的素

描上。 而图像上色一般分为 ２ 种：有引导上色和无

引导上色。 其中，无引导指的是全交由算法进行自

动化上色，而有引导是在上色过程中有人为（其它

参照）干预，比如给出一幅风格参考图像或指定某

一区域为特定颜色。 本文提出的上色方法属于一种

有引导上色。
神经风格算法可以结合线稿图和风格图生成优

秀的图像，但是却缺乏处理素描线稿的能力，生成的

图像远未达到人工上色的预期效果。 事实上，Ｕ－ｎｅｔ
和生成对抗网络已获证明在图像上色方面有着很好

的效果。 Ｚｈａｎｇ 等人［１］提出了一种二阶段的线稿上

色方法：第一阶段是草稿阶段，根据人工输入颜色提

示或是提供参考图生成模拟合成草图；第二阶段是

精修阶段，通过 Ｉｎｃｅｐｔｉｏｎ Ｖ１ 网络提取草图的颜色

特征和预先提示的颜色特征，来控制最终生成图像

的颜色风格。 Ｚｈａｎｇ 等人［２］开发了线稿风格迁移工

具 Ｓｔｙｌｅ２ｐａｉｎｔｓ，实现了线稿到彩色图像的风格迁移

上色，根据自带一些颜色风格特征或是参考图像可

以进行快速的线稿上色。 于是改进了一种残差增强

的 Ｕ－ｎｅｔ 来增加生成网络学习特征图的能力，结合

辅助分类器对抗生成网络 （ＡＣＧＡＮ） 作为解决方

案［３－５］。 这种前馈网络能够快速地合成绘画，节省



时间。 另外，Ｕ－ｎｅｔ 和条件 ＧＡＮ（ＣＧＡＮ）在没有成

对输入和输出信息的均衡量时性能会相对下降。 因

此，本文在原有的生成网络基础上附加了 ２ 个指引

解码器来实现额外的损失。 网络的整体结构如图 １
所示。
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图 １　 生成对抗网络的整体结构

Ｆｉｇ． １　 Ｔｈｅ ｏｖｅｒａｌｌ ｓｔｒｕｃｔｕｒｅ ｏｆ ｔｈｅ ｇｅｎｅｒａｔｉｖｅ ａｄｖｅｒｓａｒｉａｌ ｎｅｔｗｏｒｋ

　 　 生成网络由残差增强的 Ｕ－ｎｅｔ、分类器和指引

解码器组成；判别网络由 ＡＣ－ＧＡＮ 进行改进，经判

别器处理后会输出一个 ２ ０４８ 或 ４ ０９６ 维的特征向

量对应 ＶＧＧ 的特征向量（颜色风格），而不再是原

始 ＧＡＮ 的二分类值。 全局的颜色风格提示可以被

看作是一个具有 ２ ０４８ 或 ４ ０９６ 个类的低级分类结

果。

１　 相关工作

生成对抗网络（ＧＡＮＳ）的出现，在深度学习领

域中日益受到广大学者的关注［６］。 生成对抗模型

通常是由一个生成器和一个判别器组成，其中生成

器捕捉真实样本的潜在分布，并且生成新的数据样

本；判别器往往是一个二值分类器，通过训练可以尽

可能正确地从生成样本中区分出真实样本。 利用判

别器来引导生成器的训练，通过 ２ 个模型之间的交

替训练不断进行对抗，最终使得生成模型能够更好

地完成生成任务。 而随着越来越多 ＧＡＮＳ 变体的出

现，ＧＡＮＳ 在图像的各个领域都取得了不错的成果。
在图像上色领域中，ＧＡＮＳ 同样在主流算法中占据

着至关重要的地位。 目前，基于深度学习的自动着

色模型大多采用 ＧＡＮＳ 体系结构。
Ｌｅｅ 等人［７］提出的动漫线稿自动上色算法是基

于二次规划图匹配，但是这种基于参考图的自动上

色方法难度较大，原因在于线稿中人物姿态的变化，
使得参考图和线稿的一些区域无法对应起来，给图

匹配算法带来了极大挑战。 这种上色方法生成的彩

色图像因参考图和线稿有些区域并不匹配，一些区

域只能随机上色，导致图像的质量很差。 ＧＡＮ 的出

现使线稿基于参考图上色逐渐变得可靠，在生成器

和判别器的对抗式训练中，模型不断学习并将线稿

到对应彩色图像间的映射关系做了进一步优化。
神经风格迁移，是通过基于最小化深度卷积层

的格拉姆矩阵的差异的算法，可以将一张普通的照

片赋予另外一种艺术作品风格［８－１０］。 然而，本文的

目标是将风格图像和草图相结合。 事实上，从风格

图像到草图的神经风格迁移得到的最终图像远不是

一幅正常的图像，往往和风格图像有很大差异。
Ｐｉｘ２ｐｉｘ 是基于条件生成对抗网络 ＣＧＡＮ 的风

格迁移模型之一，在成对数据集的情况下，可以完成

很多任务。 如：将素描画轮廓转换成图片，将黑夜场

景转换成白天场景，自动上色等等［１１］。 但在实验中

发现，网络的输出的质量最终取决于输入信息和输

出信息的差距程度。 实际上，条件判别器很容易导

致生成器过于关注草图和绘画之间的关系，因此，在
某种程度上，忽略了绘画的组成，导致不可避免的过

拟合。

２　 本文方法

２．１　 增强型的残差连接

本 文 提 出 的 残 差 连 接 Ｅｎｈａｎｃｅｄ ｒｅｓｉｄｕａｌ
ｃｏｎｎｅｃｔｉｏｎ，是对 ＲｅｓＮｅｔ 中残差模块的一种改进。 这

种连接方式是 ＳｗｉｓｈＭｏｄ 集成残差模块的连接方式，
ＳｗｉｓｈＭｏｄ 包含了卷积层和 Ｓｗｉｓｈ 激活函数。 其残差

连接结构如图 ２ 所示。
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图 ２　 增强残差连接方式

Ｆｉｇ． ２　 Ｅｎｈａｎｃｅｄ ｒｅｓｉｄｕａｌ ｃｏｎｎｅｃｔｉｏｎ ｍｏｄｅ

　 　 本文图 ２ 中， ｘ 表示输入数据，Ｆ（ｘ） 表示残差，
Ｆ（ｘ） ＋ ｘ 是残差连接后的输出，“ ＋” 表示像素点对

应相加；Ｇ（ｘ） 表示 ＳｗｉｓｈＭｏｄ 中卷积层的输出，
“·”表示像素点对应相乘； Ｔ（ｘ） 表示卷积层经过

非线性 ＬＲｅＬＵ 函数后的输出， Ｓ（ｘ） 是 ＳｗｉｓｈＭｏｄ 的
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输出，“⊕” 表示特征图之间进行拼接， “Ｔ（ｘ） ⊕
Ｓ（ｘ）” 是 Ｅｎｈａｎｃｅｄ ｒｅｓｉｄｕａｌ ｃｏｎｎｅｃｔｉｏｎ 的最终输出。

在残差连接中，输入数据 ｘ 没有经过处理就直

接和残差相加；而在 ＳｗｉｓｈＭｏｄ 中，对 ｘ 进行了处理，
使用了 Ｓｉｇｍｏｉｄ 函数， 该种设计优势就在于能够控

制数值的幅度，在深层网络中可以保持数据幅度不

会出 现 大 的 变 化。 此 外， 对 Ｅｎｈａｎｃｅｄ ｒｅｓｉｄｕａｌ
ｃｏｎｎｅｃｔｉｏｎ 中的卷积层使用了非线性 ＬＲｅＬＵ，对于生

成类的任务比 ＲｅＬＵ 有着更好的效果。
采用 ＳｗｉｓｈＭｏｄ 滤波输入数据 ｘ，控制了输入数

据 ｘ 从底层到高层之间通过一个捷径的特征图传

输，得到更精细和准确的颜色特征。
ＳｗｉｓｈＭｏｄ 定义为：

Ｓ ｘ( ) ＝ ｘ·σ Ｇ ｘ( )( ) （１）
　 　 ＳｗｉｓｈＧａｔｅｄＢｌｏｃｋ 的输出为：

ｙ ＝ Ｔ ｘ( )  Ｓ ｘ( ) （２）
　 　 其中， Ｔ（ｘ） 是模块中的残差部分，Ｓ（ｘ） 是

ＳｗｉｓｈＭｏｄ 滤波后的信息，两者拼接在一起输出得到

更精细的颜色特征。
２．２　 生成网络结构和损失函数

Ｕ－ｎｅｔ 虽然在图像合成领域有着出色的表现，
能够提取每个层次的特征图像，一旦 Ｕ－ｎｅｔ 具备了

能够在低级层中处理问题的能力后，那么高级层就

不会再去学习任何东西。 如果训练一个 Ｕ－ｎｅｔ 来做

一项简单的工作、即复制图像（如图 ３ 所示），当输

入和输出相同时，损失值将立即降至 ０。 因为第一

层编码器发现，可以简单地经由跳过连接，将所有特

征图直接传输到解码器的最后一层，来最小化损失。
在这种情况下，无论训练多少次，中间层都不会得到

任何梯度。 对于 Ｕ－ｎｅｔ 的解码层来说，每一层的特

征图都是由更高层或是跳接层中获得。 在训练过程

的每次迭代中，这些层选择了经过非线性激活其它

层的输出来最小化损失。 当 Ｕ－ｎｅｔ 用高斯随机数初

始化网络时，编码器中第一层的输出具有足够的信

息来表达完整的输入映射，而解码器中第二到最后

一层的输出似乎存在噪声。 因此，“懒惰的”Ｕ－ｎｅｔ
放弃了相对来说有噪声的特征图。
　 　 网络生成器网络整体结构是基于残差增强

Ｕ－ｎｅｔ的变体（如图 ４ 所示），每个蓝色模块都是一

个 Ｅｎｈａｎｃｅｄ ｒｅｓｉｄｕａｌ ｃｏｎｎｅｃｔｉｏｎ，在下一个分辨率提

取特征时，通过残差增强可以得到更精细的特征。
随着等级的提高，分辨率也逐渐降低。 该网络也可

以看做是左、右两个分支，但是把同一个分辨率等级

的左、右分支之间嵌入一个 ＳｗｉｓｈＭｏｄ，来滤波编码

路径传递到解码路径的信息，而不再是原来的跳接。
因此，ＳｗｉｓｈＭｏｄ 在提高网络收敛速度的同时，还能

提高网络的性能。 在左侧分支中，每个 Ｅｎｈａｎｃｅｄ
ｒｅｓｉｄｕａｌ ｃｏｎｎｅｃｔｉｏｎ 的输出由残差部分输出的特征图

和经过 ＳｗｉｓｈＭｏｄ 滤波的特征图组成； 而在右侧分

支中，每个 Ｅｎｈａｎｃｅｄ ｒｅｓｉｄｕａｌ ｃｏｎｎｅｃｔｉｏｎ 的输出是由

残差部分输出的特征图、经过 ＳｗｉｓｈＭｏｄ 滤波的特征

图、以及对应左侧分支通过 ＳｗｉｓｈＭｏｄ 滤波的特征图

三部分组成。 由此可见，经过残差增强的 Ｕ－ｎｅｔ，完
全解决了 Ｕ－ｎｅｔ 在训练时中间层不会得到任何梯度

的问题。

Convolutionlayers

图 ３　 Ｕ－ｎｅｔ 的跳接方式

Ｆｉｇ． ３　 Ｓｋｉｐｐｅｄ ｃｏｎｎｅｃｔｉｏｎ ｂｅｔｗｅｅｎ Ｕ－ｎｅｔ ｌａｙｅｒｓ

Enhancedresidualconnection

SwishMod

图 ４　 残差增强 Ｕ－ｎｅｔ 层与层之间的连接

Ｆｉｇ． ４　 Ｔｈｅ ｃｏｎｎｅｃｔｉｏｎｓ ｂｅｔｗｅｅｎ ｒｅｓｉｄｕａｌ ｅｎｈａｎｃｅｄ Ｕ－ｎｅｔ ｌａｙｅｒｓ

　 　 此外，本文在生成器的结构中增加了一个分类

器，如图 ５ 所示。 相对来说，１×１×２５６ 的风格提示不

能够满足动漫线稿的颜色风格，所以在 ＶＧＧ１９ 全连

接层的输出中不再使用 ＲｅＬｕ 激活函数，则会得到更

多的 １×１×４ ０９６ 的颜色风格提示。 然而，对于一个

新初始化的 Ｕ－ｎｅｔ，如果将 ４ ０９６ 维的特征向量直接

添加到该层中，中间层的输出噪声可能会非常大。
由于有噪声的中间层会被 Ｕ－ｎｅｔ 放弃，因此这些层

不能接收到任何梯度。
　 　 为了解决上述问题，本文在原有的生成网络中

附加了 ２ 个解码器（见图 ５）。 如果给每一层附加额

外的损失，无论中间一层的输出有多嘈杂，该层将永

远不会被 Ｕ－Ｎｅｔ 放弃，不会出现梯度消失的情况，
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从而会得到稳定的梯度。 通过向中间层添加一个有

信息量和有具体内容的噪声提示，解决了原本网络

传递特征信息跳过中间层而导致训练时中间层梯度

消失的问题。 通过在“指引解码器 １”和“指引解码

器 ２”中实现了 ２ 个额外的损失，因此就避免了中间

层的梯度消失。

GuideDecoder1 GuideDecoder2

32 32
6464

128 128
256 256

512512

U-netEncoder

VGG16/19

U-netDecoder

64

32

128
5122048

ConvolutionlayersinEncoder
ConvolutionlayersinDecoder
LayersinVGG16/19
Enhancedfeaturemaplayer
Enhancedfeaturemaplayer

16
32 64

128
256

64

图 ５　 生成器的网络结构

Ｆｉｇ． ５　 Ｔｈｅ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ ｔｈｅ ｇｅｎｅｒａｔｏｒ

　 　 损失函数定义为：
Ｌｌ１ Ｖ，Ｇｆ，ｇ１，ｇ２

( ) ＝ Εｘ，ｙ ～Ｐｄａｔａ ｘ，ｙ( ) ‖ｙ － Ｇｆ ｘ，Ｖ ｙ( )( ) ‖[ １ ＋
α ‖ｙ － Ｇｇ１ ｘ( ) ‖１ ＋ β‖ｙ － Ｇｇ２ ｘ，Ｖ ｙ( )( ) ‖１ ] （３）
　 　 其中， ｘ、ｙ 是线稿和参考图的配对域； Ｖ（ｘ） 是

不经 过 ＲｅＬｕ 的 ＶＧＧ１９ 全 连 接 层 输 出； Ｇｆ（ｘ，
Ｖ（ｘ）） 是 Ｕ － ｎｅｔ 的最终输出； Ｇｇ１（ｘ） ａｎｄ Ｇｇ２（ｘ，
Ｖ（ｘ）） 是 ２ 个指引解码器在中间层的入口和出口的

输出。 这里，α 和 β 的推荐参数值为 ０．３ 和 ０．９。
此外，通过用灰度图输入位于中间层入口的指

引解码器，可以改善颜色的分布，让颜色分布不会特

别单一，因此最终的损失如下：
Ｌｌ１ Ｖ，Ｇｆ， ｇ１， ｇ２

( ) ＝ Εｘ， ｙ ～Ｐｄａｔａ（ｘ， ｙ） ‖ｙ － Ｇｆ ｘ， Ｖ ｙ( )( ) ‖１[ ＋
α ‖Ｔ ｙ( ) － Ｇｇ１ ｘ( ) ‖１ ＋ β ‖ｙ － Ｇｇ２ ｘ，Ｖ ｙ( )( ) ‖１ ]

（４）
其中， Ｔ（ｙ） 可以将 ｙ 转换为灰度图像。

２．３　 判别网络结构和损失函数

绘画是一项复杂的过程，需要人类考虑到色彩

的选择、构图和微调，所有这些都需要一个艺术家专

注于绘画的整体方式。 然而，条件鉴别器总是更倾

向于关注素描线和颜色之间的关系，而不是全局信

息。 比如在 Ｐｉｘｔｏｐｉｘ 中使用的是条件鉴别器，生成

器会产生强烈的抵抗，这就导致了最终的彩色图像

会出现颜色溢出和颜色混淆的结果。
在进行风格迁移时，需要判别器具有判断图像

的颜色风格、并在风格转移时相应地提供梯度的能

力，因此选用了集成 ＡＣ－ＧＡＮ 的判别器。 与 ＡＣ－
ＧＡＮ 判别器相比，本文判别器输出不含 ｒｅａｌ ／ ｆａｋｅ 二

分类，只包含生成图像的类标签。 具体而言，判别器

的输出为一个 ４ ０９６ 维的特征向量，与 ＶＧＧ 输出特

征向量的意义基本相同，可视为色彩风格类别的分

类结果。 当判别器的输入图像为 ｆａｋｅ 时，输出向量

接近于全为 ０；当判别器的输入图像为 ｒｅａｌ 时， 输出

向量接近于 ＶＧＧ１９ 的全连接层输出的特征向量。
最终的损失函数定义为：

ＬＧＡＮ Ｖ，Ｇ ｆ，Ｄ( ) ＝
Ｅｙ ～ Ｐｄａｔａ（ｙ） Ｌｂ Ｄ ｙ( ) ＋ １ － ｎｏｒｍ Ｖ ｙ( )( )( )( )[ ] ＋
Ｅｘ ～ Ｐｄａｔａ（ｘ） Ｌｂ １ － Ｄ Ｇ ｆ ｘ，Ｖ ｙ( )( )( )( )[ ] （５）

其中， ｎｏｒｍ（ｘ） 是归一化函数，用于对 ＶＧＧ 的

输出进行归一化，来拟合经过线性激活的特征之间

的对数似然距离；Ｅｙ ～ Ｐｄａｔａ（ｙ）
是对真实样本的判别，

Ｅｘ ～ Ｐｄａｔａ（ｘ）
是对生成样本的判别。 在此，Ｄ（ｙ） 越接近

ｎｏｒｍ（Ｖ（ｙ）） 的值越好，Ｄ（Ｇ ｆ（ｘ， Ｖ（ｙ））） 越接近 ０
越好。 ｎｏｒｍ（ｘ） 归一化函数非常适合本文的判别器

网络结构，可使得 ＶＧＧ 输出的三维向量能够成为判

别器标签。
本文使用的归一化函数如下：
Ｎｏｒｍｔ ｓｉｇｍｏｉｄ ｘ( ) ＝ ２ｓｉｇｍｏｉｄ ｒｅｌｕ ｘ( )( ) － １ （６）

　 　 最终目标函数为：
Ｇ∗ ＝ ａｒｇ ｍｉｎ

Ｇｆ
ｍａｘ

Ｄ
ＬＧＡＮ Ｖ，Ｇ ｆ，Ｄ( ) ＋ λＬｌ１ Ｖ， Ｇ ｆ，ｇ１，ｇ２

( )

（７）

３　 实验分析

３．１　 数据集

研究指出，由于目前还没有一个动漫线稿和参

考图配对的数据集，本文使用的是训练好的 ＶＧＧ 网

络－ＩｍａｇｅＮｅｔ 图片分类数据集。 由于本文的生成网
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络使用的是 Ｕ－Ｎｅｔ 网络，可以对任意形状大小的图

片进行卷积操作，特别是任意大的图片。 因此，在图

像上色任务中，就可以对任意分辨率的灰度图像进

行上色。 实验数据随机截取了 ＩｍａｇｅＮｅｔ 图片分类

数据集中的 ５ ０００ 幅匹配图像进行训练，并将所有

图像分辨率都调整为 ２５６×２５６。
３．２　 实验结果

为了证明本文采用的 ２ 个指引解码器能够解决

训练时中间层梯度消失的问题，实验对象分别采用

２ 个指引解码器和无指引解码器的上色模型；目标

函数分别采用指引解码器的额外损失和原 ＧＡＮ 的

生成对抗损失。 Ｓｔｙｌｅ２ｃｏｌｏｒ－Ｇｕｉｄｅ 使用了 ２ 个指引

解码器的生成模型，生成模型的目标函数选择了 ２
个指 引 解 码 器 的 额 外 损 失 作 为 目 标 函 数；
Ｓｔｙｌｅ２ｃｏｌｏｒ－ＧＡＮ不使用指引解码器的生成模式，生
成模型的目标函数采用原始 ＧＡＮ 的生成对抗损失。
实验结果如图 ６ 所示。 由图 ６ 可见， Ｓｔｙｌｅ２ｃｏｌｏｒ －
Ｇｕｉｄｅ 上色模型生成的彩色图像有着更多的颜色层

次，彩色图像质量优于 Ｓｔｙｌｅ２ｃｏｌｏｒ － ＧＡＮ。 此外，
Ｓｔｙｌｅ２ｃｏｌｏｒ－Ｇｕｉｄｅ 生成的彩色图像颜色风格在细节

上更接近于风格图像，而 Ｓｔｙｌｅ２ｃｏｌｏｒ－ＧＡＮ 在细节上

的表现依然欠佳（如图 ６ 中眼睛的颜色部分）。

（c）Style2color-Guide

（a）线稿

（b）参考图

（d）Style2color-GAN

图 ６　 ２ 种方法结果图对比

Ｆｉｇ． ６　 Ｒｅｓｕｌｔｓ ｏｆ ｔｗｏ ｃｏｌｏｒｉｎｇ ｍｅｔｈｏｄｓ

　 　 为了验证本文方法中判别器和生成器都能学习

到深层次的颜色特征、同时训练时不会有中间梯度

消失，将本文方法与 Ｓｔｙｌｅ２ｐａｉｎｔｓ 方法进行了对比，
对比 结 果 如 图 ７ 所 示。 由 图 ７ 可 以 看 出，
Ｓｔｙｌｅ２ｐａｉｎｔｓ 过于追求风格迁移，在很多区域的颜色

都出现了溢出现象，而本文方法生成的图像在视觉

上更符合审美观念，同时也能生成更精细的颜色特

征，颜色分布不会混淆，算法生成的图像有着更高的

视觉质量和更加自然的色彩梯度。

（c）Style2paints

（a）线稿

（b）参考图

（d）本文方法

图 ７　 本文方法和 Ｓｔｙｌｅ２ｐａｉｎｔｓ生成图像对比

Ｆｉｇ． ７　 Ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄ ａｎｄ Ｓｔｙｌｅ２ｐａｉｎｔｓ

３．３　 定量分析

从上色结果可以直观地看出，Ｓｔｙｌｅ２ｃｏｌｏｒ－Ｇｕｉｄｅ
的上色效果相比 Ｓｔｙｌｅ２ｃｏｌｏｒ－ＧＡＮ 的上色效果更加

细腻连贯。 因为 ２ 个上色模型结构几乎一致，进一

步采用 ＦＩＤ （ Ｆｒｅｃｈｅｔ Ｉｎｃｅｐｔｉｏｎ Ｄｉｓｔａｎｃｅ）指标［１２－１３］

来评价最终生成的彩色图像的质量。 ＦＩＤ 指标的实

验结果见表 １。 由此可见，Ｓｔｙｌｅ２ｃｏｌｏｒ－Ｇｕｉｄｅ 生成的

彩色图像质量略优于 Ｓｔｙｌｅ２ｃｏｌｏｒ－ＧＡＮ 生成的彩色

图像。 对于动漫线稿颜色迁移来说，２ 种指引解码

器额外实现的损失函数效果不仅比传统 ＧＡＮ 生成

的对抗损失效果更好，还能避免网络训练时梯度消

失的问题。
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表 １　 Ｓｔｙｌｅ２ｃｏｌｏｒ－Ｇｕｉｄｅ 和 Ｓｔｙｌｅ２ｃｏｌｏｒ－ＧＡＮ 的实验结果

Ｔａｂ． １　 Ｒｅｓｕｌｔｓ ｏｆ Ｓｔｙｌｅ２ｃｏｌｏｒ－Ｇｕｉｄｅ ａｎｄ Ｓｔｙｌｅ２ｃｏｌｏｒ－ＧＡＮ

上色模型 ＦＩＤ

Ｓｔｙｌｅ２ｃｏｌｏｒ－Ｇｕｉｄｅ ９８．３２６

Ｓｔｙｌｅ２ｃｏｌｏｒ－ＧＡＮ ９９．６６３

　 　 此外，为了进一步证明本文方法的优越性， 采

用峰值信噪比（ＰＳＮＲ）、相似结构性（ＳＳＩＭ）、特征相

似度（ＦＳＩＭ） ［１４－１５］ 三种常规评价图像质量的方法，
评价本文算法和现在流行的 Ｓｔｙｌｅ２ｐａｉｎｔｓ 算法生成

的彩色图像质量（清晰度）和色彩多样性，结果见表

２。 由表 ２ 可见，本文方法在所有指标上都获得了较

好的表现，说明这种残差增强型的生成网络能够解

决Ｕ－ｎｅｔ训练时中间层梯度消失的问题。
表 ２　 本文方法和 Ｓｔｙｌｅ２ｐａｉｎｔｓ的实验结果

Ｔａｂ． ２　 Ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄ ａｎｄ Ｓｔｙｌｅ２ｐａｉｎｔｓ

上色模型 ＰＳＮＲ ＳＳＩＭ ＦＳＩＭ

Ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄ １７．４８６ ０．８１２ ３２３ ０．８１９ ５９１

Ｓｔｙｌｅ２ｐａｉｎｔｓ １５．６３２ ０．７８４ ２８３ ０．７９１ ３６２

４　 结束语

本文提出了一种集成 Ｕ－ｎｅｔ 变体和分类器的线

稿风格迁移模型。 通过残差增强的 Ｕ－ｎｅｔ 变体能够

更好地传递颜色特征图信息，避免了 Ｕ－ｎｅｔ 训练时

中间层梯度容易消失的问题，生成的彩色图像不会

出现颜色混淆和颜色溢出的问题。 同时引入 ２ 个指

引解码器来附加 ２ 个损失，通过这 ２ 个损失来训练

生成网络，取代了原来的生成对抗的训练方式，使得

网络模型能够更多地聚焦于全局信息、而不再关注

颜色和线条的关系。 经过实验证明，本文算法比

Ｓｔｙｌｅ２ｐａｉｎｔｓ 在输出的结果上有着更高的颜色质量和

更加平滑的颜色梯度，满足了人们的艺术审美需求。
本文的不足在于 ＶＧＧ 的分类是 ＩｍａｇｅＮｅｔ 分

类，只能使用训练好的 ＶＧＧ，如果可以找到或者制

作一个庞大的线稿匹配数据自行训练，则网络的训

练效果会更趋完善，甚至于生成的彩色图像会完全

接近人工上色的效果。
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