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摘　 要： 目前对于中文影视剧本的分类主要借助人工经验，具有成本高、效率低等特点。 当前没有针对中文影视剧本主题自

动分类的相关研究，本文将对主题提取进行研究，传统主题生成模型借助于文档和段落、段落和语句、语句和词的相似性，而
忽略了文本语句与语句之间的相似性。 首先，采用 ＩＳＯＭＡＰ 方法降低样本集的向量空间维度；其次，提出交叉熵结合困惑度

的算法模型，进而确定 ＬＤＡ 需要提取的最优主题数目；最后，通过剧本－主题的方式，利用 ＬＤＡ 算法挖掘剧本的隐含主题词，
同时利用 ＳＶＭ 对主题词做出进一步的分类。
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Ｒｅｓｅａｒｃｈ ｏｎ ＬＤＡ－ＳＶＭ ｓｕｂｊｅｃｔ ｂａｓｅｄ ｏｎ ｃｒｏｓｓ ｅｎｔｒｏｐｙ ａｎｄ ｐｅｒｐｌｅｘｉｔｙ
ＸＵＥ Ｊｉａｑｉ１， ＹＡＮＧ Ｆａｎ２

（１ Ｓｃｈｏｏｌ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ ａｎｄ Ｃｏｎｔｒｏｌ Ｅｎｇｉｎｅｅｒｉｎｇ， Ｘｉ＇ａｎ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ａｒｃｈｉｔｅｃｔｕｒｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ， Ｘｉ＇ａｎ ７１００５５， Ｃｈｉｎａ；
２ Ｓｃｈｏｏｌ ｏｆ Ｓｃｉｅｎｃｅ， Ｘｉ＇ａｎ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ａｒｃｈｉｔｅｃｔｕｒｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ， Ｘｉ＇ａｎ ７１００５５， Ｃｈｉｎａ）

【Ａｂｓｔｒａｃｔ】 Ａｔ ｐｒｅｓｅｎｔ， ｔｈｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｏｆ Ｃｈｉｎｅｓｅ ｆｉｌｍ ａｎｄ ｔｅｌｅｖｉｓｉｏｎ ｓｃｒｉｐｔｓ ｍａｉｎｌｙ ｒｅｌｉｅｓ ｏｎ ｍａｎｕａｌ ｅｘｐｅｒｉｅｎｃｅ， ｗｈｉｃｈ ｈａｓ ｔｈｅ
ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ ｏｆ ｈｉｇｈ ｃｏｓｔ ａｎｄ ｌｏｗ ｅｆｆｉｃｉｅｎｃｙ． Ｔｈｅｒｅ ｉｓ ｃｕｒｒｅｎｔｌｙ ｎｏ ｒｅｓｅａｒｃｈ ｏｎ ｔｈｅ ａｕｔｏｍａｔｉｃ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｏｆ Ｃｈｉｎｅｓｅ ｆｉｌｍ ａｎｄ
ｔｅｌｅｖｉｓｉｏｎ ｓｃｒｉｐｔｓ． Ｔｈｉｓ ｐａｐｅｒ ｅｘｐｌｏｒｅｓ ｔｈｅ ｔｏｐｉｃ ｅｘｔｒａｃｔｉｏｎ． Ｔｈｅ ｔｒａｄｉｔｉｏｎａｌ ｔｏｐｉｃ ｇｅｎｅｒａｔｉｏｎ ｍｏｄｅｌ ｒｅｌｉｅｓ ｏｎ ｔｈｅ ｓｉｍｉｌａｒｉｔｙ ｏｆ ｄｏｃｕｍｅｎｔｓ
ａｎｄ ｐａｒａｇｒａｐｈｓ， ｐａｒａｇｒａｐｈｓ ａｎｄ ｓｅｎｔｅｎｃｅｓ， ｓｅｎｔｅｎｃｅｓ ａｎｄ ｗｏｒｄｓ， ｗｈｉｌｅ ｉｇｎｏｒｉｎｇ ｔｈｅ ｓｉｍｉｌａｒｉｔｙ ｂｅｔｗｅｅｎ ｔｅｘｔ ｓｔａｔｅｍｅｎｔｓ ａｎｄ
ｓｔａｔｅｍｅｎｔｓ．Ｆｉｒｓｔｌｙ， ｔｈｅ ＩＳＯＭＡＰ ｍｅｔｈｏｄ ｉｓ ｕｓｅｄ ｔｏ ｒｅｄｕｃｅ ｔｈｅ ｖｅｃｔｏｒ ｓｐａｃｅ ｄｉｍｅｎｓｉｏｎ ｏｆ ｔｈｅ ｓａｍｐｌｅ ｓｅｔ． Ｓｅｃｏｎｄｌｙ， ｔｈｅ ａｌｇｏｒｉｔｈｍ
ｍｏｄｅｌ ｏｆ ｃｒｏｓｓ ｅｎｔｒｏｐｙ ｃｏｍｂｉｎｅｄ ｗｉｔｈ ｐｅｒｐｌｅｘｉｔｙ ｉｓ ｐｒｏｐｏｓｅｄ ｔｏ ｄｅｔｅｒｍｉｎｅ ｔｈｅ ｏｐｔｉｍａｌ ｎｕｍｂｅｒ ｏｆ ｔｏｐｉｃｓ ｔｈａｔ ＬＤＡ ｎｅｅｄｓ ｔｏ ｅｘｔｒａｃｔ．
Ｂａｓｅｄ ｏｎ ｔｈｅ ａｂｏｖｅ， ｔｈｒｏｕｇｈ ｔｈｅ ｓｃｒｉｐｔ－ｔｈｅｍｅ ｍｅｔｈｏｄ， ｔｈｅ ｓｃｒｉｐｔ ｉｓ ｕｓｅｄ ｔｏ ｍｉｎｅ ｉｍｐｌｉｃｉｔ ｓｕｂｊｅｃｔ ｔｅｒｍｓ ｏｆ ｔｈｅ ｓｃｒｉｐｔ， ｗｈｉｌｅ ｕｓｉｎｇ
ＳＶＭ ｔｏ ｆｕｒｔｈｅｒ ｃｌａｓｓｉｆｙ ｔｈｅ ｓｕｂｊｅｃｔ ｗｏｒｄｓ．
【Ｋｅｙ ｗｏｒｄｓ】 Ｃｈｉｎｅｓｅ ｆｉｌｍ ａｎｄ ｔｅｌｅｖｉｓｉｏｎ ｓｃｒｉｐｔ； ＩＳＯＭＡＰ ｄｉｍｅｎｓｉｏｎ ｒｅｄｕｃｔｉｏｎ； ＬＤＡ； ｃｒｏｓｓ ｅｎｔｒｏｐｙ； ｐｅｒｐｌｅｘｉｔｙ； ＳＶＭ

�哈尔滨工业大学主办 学术研究与应用

作者简介： 薛佳奇（１９９３－），男，硕士研究生，主要研究方向：大数据、人工智能； 杨　 凡（１９９５－），女，硕士研究生，主要研究方向：机器学习、文

本分析。

收稿日期： ２０１９－０５－１８

０　 引　 言

互联网上文本类型数据数量呈现指数式的激

增，则使得当今社会各个方面对互联网数据挖掘方

法的需求也越来越大［１－２］。 与此同时，人们正更加

倾向于随时随地浏览信息和观看影视作品，文学剧

本的数量也开始急剧上升，也就必然给影视审核人

员带来巨大的挑战，即剧审人员需要快速熟知海量

剧本的主题。 目前，自动化的剧本主题分析鲜有学

者进行相关研究，本文即拟对影视剧本的主题词发

现展开探讨与论述。
研究可知，剧本与文本同时存在维数过高的问

题，因此需要采取降维方法。 常见的降维方法有

ＰＣＡ 降维和 ＩＳＯＭＡＰ 降维，其中 ＰＣＡ 降维存在信息

丢失问题，故而本文选用了 ＩＳＯＭＡＰ 降维方法。 而

研究中，将通过 ＬＤＡ 来选取主题词，但考虑到 ＬＤＡ
的参数 Ｋ 多会通过困惑度进行计算，本文则有针对

性地提出了困惑度与交叉熵结合度的方法。 文中对

此可做研究分析如下。

１　 主题提取相关研究

选择剧本主题特征词时，应选择能代表剧本类

别的词作为特征，而在通过向量来表示剧本时，向量

空间稀疏和高特征维数问题就是剧本提取特征词的

研究热点。 针对这一状况，通常需要进行特征降维，
降维不仅能够缩减剧本的特征维数，减小模型训练

时的迭代次数，也可以消除相似语义的特征，进而提

高剧本主题分类的准确率、召回率和效率。 相较于

英文剧本，中文剧本有着更多的字词组合、更大的编

码空间、更稀疏的原始特征空间，更高的矩阵维度等

特点，为了获取高效的剧本特征降维方法，不影响剧

本主题的分类性能，就需要选取适合于中文影视剧

本的降维方法。 这里可得研究内容分述如下。



１．１　 ＰＣＡ 与 ＩＳＯＭＡＰ 降维

１．１．１　 ＰＣＡ 降维

ＰＣＡ［３］降维算法是为了去除剧本向量空间中相

似的元素，消除维度灾难，从而得到有效的特征空

间。 ＰＣＡ 的计算过程详见如下。
设样本数为 ｎ， 特征数为 ｍ， 第 ｉ 维第 ｋ 列的样

本值为 ｖ（ ｉ）（ｋ）， 第 ｉ 维特征的均值是 μ（ ｉ）， 第 ｉ 维
的标准差为 σ（ ｉ）。

首先，计算每一维特征的均值 μ（ ｉ）， 参考计算

公式如下：

μ（ ｉ） ＝
∑

ｎ

ｋ ＝ １
ｖ（ ｉ）（ｋ）

ｎ
， （１）

　 　 然后，将第 ｉ 维特征的第 ｋ 列的样本值变为

ｖ（ ｉ）（ｋ）， 其计算公式如下：

ｖ（ ｉ）（ｋ） ＝ ｖ（ ｉ）（ｋ） － μ（ ｉ）， （２）
　 　 接下来，求取方差归一化，相应数学公式如下：

σ （ ｉ） ２ ＝ １
ｎ － １∑

ｎ

ｋ ＝ １
ｖ（ ｉ） （ｋ） ２， （３）

ｖ（ ｉ）（ｋ） ＝ ｖ（ ｉ）（ｋ）
σ（ ｉ）

， （４）

　 　 在此基础上，计算协方差矩阵。 协方差矩阵的

第 ｈ 行第 ｇ 列的维度值的运算将用到如下计算公

式：

ｃｏｖ（ｈ，ｇ）＝ Ｅ（（ｖ（ｈ）→ － Ｅ（ｖ（ｈ）→））（ｖ（ｇ）→ － Ｅ（ｖ（ｇ）→）））＝

　 　 Ｅ（ｖ（ｈ）→∗ ｖ（ｇ）→） － Ｅ（ｖ（ｈ）→）∗Ｅ（ｖ（ｇ）→）， （５）
过程中，还要求得协方差矩阵的特征值和特征

向量。 此时，运用 Ｊａｃｏｂｉａｎ ｍｅｔｈｏｄ 求解矩阵 Σ 的特

征值和特征向量，并初始化单位矩阵 Ｐ。
选择矩阵 Σ 中非对角线上绝对值最大的数，记

为 Ｚ（ ｉｊ） ，求解 θ：ｔａｎ２θ ＝ ２Ｚ（ ｉｊ）
Ｚ（ ｉｉ） － Ｚ（ ｊｊ）

， 更新矩阵

Ｐ， 其 中， Ｐ（ ｉｉ） ＝ ｃｏｓ θ，Ｐ（ ｊｊ） ＝ ｃｏｓ θ，Ｐ（ ｉｊ） ＝
－ ｓｉｎ θ，Ｐ（ ｊｉ） ＝ ｓｉｎ θ。

将 Ｐ 赋值给 Ｐ１， 即 Ｐ１ ＝ Ｐ。 重新得到矩阵 Σ，
Σ ＝ ＰＴ

１ΣＰ１， 重复这一操作，直到矩阵 Σ 中非对角线

上的绝对值最大的数趋于 ０ 为止。 赋予 Ｂ ＝ ∏
ｎ

ｉ ＝ １
ｐｉ，

其中 ｎ 为生成的新矩阵 Ｐ 的个数。
Σ 对角线上的值便为对应的特征值， Ｂ 矩阵中

列即是特征值对应的特征向量。
将特征值按照从大到小排序，选出前 Ｋ 大个特

征值。 通常情况下，前 Ｋ 大特征值之和占总特征值

之和的 ８０％，即用前 Ｋ 个特征值来取代矩阵中的 ｍ
个特征。 第 ｊ 个 ＰＯＩ 的 Ｒａｎｋ 值公式具体如下：

Ｒａｎｋ（ｊ）＝ ∑
Ｋ

ｉ ＝１
ｅｉｇｅｎｖａｌｕｅ（ｉ）∗∑

ｍ

ｋ ＝１
ｖ（ｉ）（ｋ）∗ｅｉｇｅｎｖｅｃｔｏｒ（ｉ）（ｋ）．

（６）
１．１．２　 ＩＳＯＭＡＰ 降维

ＩＳＯＭＡＰ 算法可以进行非线性降维，将高维空

间中数据信息映射到低维空间，再通过特征提取方

法获得提取后特征，该算法依据多维尺度变换

（ＭＤＳ），将数据点之间原来使用的欧几里得距离替

换为测地线距离，保证降维后的数据信息损失最小，
同时将高维空间有效映射到低维空间里，在减小计

算量的基础上，提高运算速率。
ＩＳＯＭＡＰ 算法引进了邻域图，距离很近的点可

以用欧氏距离来代替，较远的点可通过最短路径算

出距离，在此基础上进行降维保距。 邻域图中相邻

且靠近的点之间存在连接，而与之相反的便不存在

连接，因此计算 ２ 个点之间的距离问题就是测地线

距离计算问题，也即演变成了邻域图中 ２ 点之间的

最短路径计算问题，最短路径的计算常采用经典

Ｆｌｏｙｄ 算法或 Ｄｉｊｋｓｔｒａ 算法。
假设高维度空间 Ｒｎ 中Ｘ ＝ （ｘ１，ｘ２，．．．，ｘｍ），低维

度子空间 Ｒｄ 中 Ｙ ＝ （ｙ１，，ｙ２，．．．，ｙｍ），ｄｍ 为测地线距

离， ｄ 为欧几里得距离，对 Ｘ 中的数据进行预处理，
找到一个满足公式（７）的线性嵌入函数 ｆ ：

ｍｉｎ
ｆ
∑
ｉ，ｊ

（ｄｍ（Ｘ ｉ，Ｘ ｊ） － ｄ （ ｆ（Ｘ ｉ）， ｆ（Ｘ ｊ）） ２， （７）

　 　 应用多维缩放算法对目标函数进行优化，原始

Ｄａｔａ 的内积形式通过测地线距离转化为新的矩阵。
令 ＤＧ 为最短路径矩阵， ＤＹ 为降维子空间中的欧几

里得距离矩阵， τ（ＤＧ），τ（ＤＹ） 为内积矩阵，目标函

数如下：
ｍｉｎ

ｆ
‖τ（ＤＧ） － τ（ＤＹ）‖Ｌ２， （８）

　 　 线性映射函数为： ｆ（ｘ） ＝ ａＴｘ， 其中 ｙｉ ＝ ｆ（ｘｉ） 和

Ｙ ＝ （ｙ１，ｙ２，．．．，ｙｍ） ＝ ａＴｘ， 得到 τ（ＤＹ） ＝ ＹＴＹ ＝
ＸＴａＴａＸ，因此，求解 ｆ（ｘ） 最优解变换为如下函数形式：

ａ∗ ＝ ｍｉｎ
ａ

‖τ（ＤＧ） － ＸＴａＴａＸ‖２， （９）

其中：
‖τ（ＤＧ） － ＸＴａａＴＸ‖２ ＝ ｔｒ（τ（ＤＧ） － ＸＴａａＴＸ）（τ（ＤＧ） －
　 ＸＴａａＴＸ）Ｔ） ＝ ｔｒ（τ（ＤＧ）τ（ＤＧ）Ｔ － ＸＴａａＴＸＸτ（ＤＧ）Ｔ －
　 τ（ＤＧ）ＸＴａａＴＸ ＋ ＸＴａａＴＸＸＴａａＴＸ）， （１０）

其中， ａ 代表投影的方向，并不影响实际大小，
因此，添加如下限制条件：

ａＴＸＸＴａ ＝ １，
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得到：
ｔｒ（ＸＴａａＴＸＸＴａａＴＸ） ＝ ｔｒ（ａＴＸＸＴａａＴＸＸＴａ） ＝ １，

　 　 因此，目标函数（８）可进一步改写为：
ａｒｇ ｍａｘａＴ

ａＴＸＸＴａ ＝ １
Ｘτ（ＤＧ）ＸＴａ， （１１）

　 　 其中， ａｉ（ ｉ ＝ １，２，．．．，ｌ） 是影响目标函数求得最

小值的向量，目标向量求解等同于求解式（１２）的特

征解，即：
Ｘ［τ（ＤＧ）］ＸＴａ ＝ λＸＸＴａ． （１２）

　 　 令 Ａ ＝ ［ａ１，ａ２，．．．，ａｉ］， ：ｘ→ ｙ ＝ＡＴｘ，ｌ维的向量

Ｙ 表示更高维度的数据 ｘ，Ａ 为变换矩阵。 本文将在

第 ２ 实验部分对比上述 ２ 种降维算法。
１．２　 交叉熵与困惑度

１．２．１　 交叉熵

在统计学中，利用困惑度评价模型的性能优劣，
能够给测试数据得出更高概率值的算法显然更

好［４ ］，即困惑值越小，模型对实验的文本数据有更

好的预测能力，因此困惑值与剧本潜在主题数量呈

反比。 在 ＬＤＡ 主题模型中，困惑度计算公式可表示

如下：

Ｐｅｒｐｌｅｘｉｔｙ（Ｄ） ＝ ｅｘｐ
∑Ｍ

ｄ ＝ １
ｌｏｇ ｐ（ｗｄ）

∑Ｍ

ｄ ＝ １
Ｎｄ

{ } ， （１３）

　 　 其中， Ｄ 表示语料库中的测试集，共 Ｍ 篇文档；
Ｎｄ 表示每篇文档 ｄ 中的单词数；ｗｄ 表示文档 ｄ 中的

词数；ｐ（ｗｄ） 表示文档中词 ｗｄ 产生的概率。
１．２．２　 交叉熵结合困惑度方法

在计算主题相似度时，目前常用的方法有：
Ｋｕｌｌｂａｃｋ－Ｌｅｉｂｌｅｒ 散度（ＫＬ 散度） ［５］、Ｊｅｎｓｅｎ－Ｓｈａｎｏｎ
散度（ＪＳ 散度） ［６］、交叉熵（Ｃｒｏｓｓ Ｅｎｔｒｏｐｙ，ＣＥ）。 其

中，ＫＬ 散度不满足对称性和三角不等式，ＪＳ 散度也

不能很好地衡量每个真实主题和预测的主题之间的

相似性，因此本文选取交叉熵作为衡量剧本各个主

题间相似度的标准。 在交叉熵的基础上，将随机变

量方差的概念引入到潜在主题空间中，即可衡量主

题空间的整体差异性［７］。 主题方差 Ｖａｒ（Ｔ） 是各个

主题分别与其均值之间的距离平方和的平均数。 主

题方差的计算方法详述如下。
先计算求出主题－词概率分布 ϕ 均值 ϕ－ ； 再利

用未曾应用于剧本主题的交叉熵来得到各个主题间

的方差，数学公式可写作如下形式：

Ｖａｒ（Ｔ） ＝
∑
Ｋ

ｉ ＝ １
ＨＣＥ（Ｔｉ， ϕ

－
）[ ]

２

Ｋ
， （１４）

　 　 其中， Ｔ 表示 ＬＤＡ 抽取的主题； Ｋ 表示主题数

目；ＣＥ 表示交叉熵。
Ｖａｒ（Ｔ） 可以计算得到隐藏主题之间的稳固性，

Ｖａｒ（Ｔ） 越大，稳固性越好，主题易于分类。 困惑度

可以用来作为模型预测能力评价指标，过分追求指

标值会导致主题数偏大，因此可将二者相结合。 由

此提出如下的 Ｐｅｒｐｌｅｘｉｔｙ － Ｖａｒ 指标的公式：

Ｐｅｒｐｌｅｘｉｔｙ － Ｖａｒ（Ｄｔｅｓｔ） ＝
Ｐｅｒｐｌｅｘｉｔｙ（Ｄｔｅｓｔ）

Ｖａｒ（Ｔｅｓｔ）
．（１５）

　 　 其中， Ｄｔｅｓｔ 为测试数据集； Ｐｅｒｐｌｅｘｉｔｙ（Ｄｔｅｓｔ） 是

困惑度； Ｖａｒ（Ｔ） 是隐藏主题间的方差。
Ｐｅｒｐｌｅｘｉｔｙ － Ｖａｒ 指标含义是：从以上关系式分

析得出，Ｐｅｒｐｌｅｘｉｔｙ － Ｖａｒ 值最小时， 则寻求的 ＬＤＡ
主题模型为最优。
１．３　 ＬＤＡ 主题模型

ＬＤＡ 模型可以提取出研究篇章中的隐含主题，
通过主题、词频生成文档，因此属于生成模型。 针对

剧本，使用 ＬＤＡ 模型可以生成主题，提取剧本的隐

含语义并对剧本进行形式化的表示。 假设剧本集 Ｄ
包含Ｍ篇剧本，每篇剧本的长度是 Ｎｉ，在 ＬＤＡ 模型

中，ＬＤＡ 概率图模型如图 １ 所示。 完整的文档生成

步骤参见如下。
（１） 抽取剧本 － 主题分布 θ ｉ ～ Ｄｉｒｉｃｈｌｅｔ（α），ｉ ＝

１，２，．．．，Ｍ。
（２） 抽取主题词分布 φ ｉ ～ Ｄｉｒｉｃｈｌｅｔ（β），ｋ ＝ １，

２，．．．，Ｋ。
（３） 对于剧本中的每个词 ｉ∈｛１，２，．．．，Ｍ｝，ｊ∈

｛１，２，．．．，Ｎｉ｝。
（４） 抽取主题 Ｚｉｊ ～ Ｍｕｌｔｉｎｏｍｉａｌ（θ ｉ），抽取词ω ｉｊ

～ Ｍｕｌｔｉｎｏｍｉａｌ（φ ｚｉｊ）。

ψ

θα

β

Z W

M

N

K

图 １　 ＬＤＡ 概率图模型

Ｆｉｇ． １　 ＬＤＡ ｐｒｏｂａｂｉｌｉｔｙ ｍａｐ ｍｏｄｅｌ

　 　 图 １ 中，Ｍ表示剧本数量，Ｎ表示单篇剧本中词

的数量，Ｋ 表示主题数量，Ｗ 表示剧本集中的所有

词，Ｚ 表示所有主题；参数 θ 表示文档－主题分布，由
Ｄｉｒｉｃｈｌｅｔ 先验知识 α 控制产生；ψ 表示主题－词分

布，由 Ｄｉｒｉｃｈｌｅｔ 先验知识 β 控制产生；矩形表示连续

重复过程，外层矩形表示从 Ｄｉｒｉｃｈｌｅｔ 分布中为剧本
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集 Ｄ 中的每篇剧本反复抽取主题分布，内层矩形表

示从主题分布中反复抽样产生剧本 ｄ 的词。

２　 实验结果及分析

２．１　 实验数据与处理

本文的数据来源于互联网资源，共计 ３１７ 篇外国

剧本。 该数据集是 ＰＤＦ 格式，利用程序将 ＰＤＦ 格式

剧本文件转化为实验所需要的 ｔｘｔ 剧本格式，通过人

工标注将 ３１７ 篇剧本分为 ２０ 种类别，分别是爱情、传
记、动作、犯罪、歌舞、记录、家庭、惊悚、剧情、科幻等。

首先，分词；然后，通过停用词表过滤掉剧本中的

一些无关词，将剧本文字形式转化为 ＴＤ－ＩＤＦ 的向量

形式，使用 ＴＦ－ＩＤＦ 算法；最后，将 ＴＦ－ＩＤＦ 向量矩阵

进行降维，降维后的 ＴＦ－ＩＤＦ 作为 ＬＤＡ 的输入参数。
２．２　 基于 ＩＳＯＭＡＰ 的 ＴＦ－ＩＤＦ 降维实验

ＳＶＭ 模型中的输入是数据，因此本文可任选向

量空间模型，权重采用 ＴＦ－ＩＤＦ 权重值，但由于剧本

转化为 ＴＦ－ＩＤＦ 时维数达到了 ５０ 万，超出了普通计

算机的运算能力，故而仍需继续降维。 而降维时，在
保证信息损失最少的同时，同时还要保证可靠的计

算效率。 通过实验对比来观测 ＰＣＡ 降维与 ＩＳＯＭＡＰ
降维的处理时间的对比，将高维数据降到 ２ 维，再聚

类为 １０ 类，最终可得各种降维算法处理时间的结果

对比如图 ２ 所示。

0 1
2
-2

0

2

LLE(0.95sec) LTSA(0.81sec) HessianLLE(1.3sec)ModifiedLLE(0.91sec)

ManifoldLearningwith1000points,10neighbors

ISOMAP(1.4sec) MDS(7.5sec) SpectralEmbedding(0.59sec)PCA(0.063sec)

-1 01

图 ２　 各种降维聚类后处理时间图

Ｆｉｇ． ２　 Ｖａｒｉｏｕｓ ｔｉｍｅ ｇｒａｐｈ ａｆｔｅｒ ｄｉｍｅｎｓｉｏｎ ｒｅｄｕｃｔｉｏｎ ａｎｄ ｃｌｕｓｔｅｒｉｎｇ ｐｒｏｃｅｓｓｉｎｇ

　 　 由图 ２ 可以看出，ＩＳＯＭＡＰ 算法的处理时间要

好于 ＰＣＡ 算法，但是聚类效果明显优于 ＰＣＡ，如此

就降低了信息的丢失率。 故而，对于剧本特征降维，
本文选择了 ＩＳＯＭＡＰ 算法。

通过实验得到 ４ 组数据，将得到的稀疏矩阵维

数降为 １ ０００ 维、３ ０００ 维、５ ０００ 维、１０ ０００ 维。 对

这 ４ 组数据使用带有高斯核函数的 ＳＶＭ 训练模型，
并以训练语料测试分类准确率，研究得到的结果见

表 １。
表 １　 ＰＣＡ 与 ＩＳＯＭＡＰ 降维后 ＳＶＭ 准确率

Ｔａｂ． １　 ＳＶＭ ａｃｃｕｒａｃｙ ａｆｔｅｒ ＰＣＡ ａｎｄ ＩＳＯＭＡＰ ｄｉｍｅｎｓｉｏｎ ｒｅｄｕｃｔｉｏｎ ％

１ ０００ 维 ３ ０００ 维 ５ ０００ 维 １０ ０００ 维

ＰＣＡ ９２．４ ９３．２ ９１．６ ８６．４

ＩＳＯＭＡＰ ９３．５ ９４．７ ９２．３ ８９．１

　 　 ＰＣＡ 与 ＩＳＯＭＡＰ 降维对比结果曲线如图 ３ 所

示。 根据表 １ 与图 ３ 的结果，当 ＰＣＡ 与 ＩＳＯＭＡＰ 降

到 ３ ０００ 维的时候，分类的准确率最高，同时可以证

明，在剧本分类中，使用 ＩＳＯＭＡＰ 在特征降维方面要

优于 ＰＣＡ 降维，因此本实验中选取降维后的维数为

３ ０００维。 在图 ３ 中，ＰＣＡ 降维至 ５ ０００ 维之后，基
本呈一条直线，考虑到 ＰＣＡ 降维时可能造成大量信

息损失，会使得分类准确率大致呈现线性下降趋势。
２．３　 基于交叉熵与困惑度的最优主题数实验

研究中，根据困惑度、以及困惑度与交叉熵相结

合的算法，并结合各种分类器进行对比实验，通过仿

真来验证该算法的优越性。 在进行对比实验时，将
降维算法加以统一，ＬＤＡ 主题个数寻优实验选择

８４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 ９ 卷　



ＰＣＡ 降维，同样，选择 ＴＦ－ＩＤＦ 特征向量加权算法；
ＳＶＭ 的核函数，选择高斯核函数。 定义困惑度计算

得到的主题数为 Ｐｅｒｐ＿Ｋ，定义困惑度和交叉熵相结

合的主题数量为 ＰｅｒｐＳｉｍｌａ＿Ｋ，通过本文提出的交叉

熵与困惑度计算公式分别得到最优主题个数，
Ｐｅｒｐ＿Ｋ ＝ ２００，ＰｅｒｐＳｉｍｌａ＿Ｋ ＝ ２３０。 不同主题数的分

类器的准确率见表 ２。
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图 ３　 ＰＣＡ 与 ＩＳＯＭＡＰ 降维对比图

Ｆｉｇ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＰＣＡ ａｎｄ ＩＳＯＭＡＰ ｄｉｍｅｎｓｉｏｎ ｒｅｄｕｃｔｉｏｎ
表 ２　 不同主题数的分类器的准确率

Ｔａｂ． ２　 Ａｃｃｕｒａｃｙ ｏｆ ｃｌａｓｓｉｆｉｅｒｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｓｕｂｊｅｃｔ ｎｕｍｂｅｒｓ ％

主题数 贝叶斯 ＫＮＮ ＳＶＭ

Ｐｅｒｐ＿Ｋ ＝ ２００ ８５．７ ８８．３ ９０．１

ＰｅｒｐＳｉｍｌａ＿Ｋ ＝ ２３０ ８７．５ ８９．５ ９３．２

　 　 由表 ２ 得到的结果数据显示，利用交叉熵与困惑

度结合的方法，使得各个分类器的分类准确率明显高

于单独使用困惑度方法，困惑度计算可以为主题数量

的确定提供有效参考，但并未能够保障构造得到最优

分类器。 因此需要进一步的仿真研究验证最优主题

数是否准确且有效，需要将 ＬＤＡ 的主题个数 Ｋ 值范

围设置在经验数值 ５０～４５０ 之间。 交叉熵和困惑度结

合下的不同主题数的对比结果值如图 ４ 所示。

困惑度曲线
困惑度与交叉熵结合曲线
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图 ４　 交叉熵和困惑度结合下的不同主题数的值

Ｆｉｇ． ４　 Ｖａｌｕｅｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｓｕｂｊｅｃｔ ｎｕｍｂｅｒｓ ｕｎｄｅｒ ｔｈｅ ｃｏｍｂｉｎａｔｉｏｎ
ｏｆ ｃｒｏｓｓ ｅｎｔｒｏｐｙ ａｎｄ ｃｏｎｆｕｓｉｏｎ

　 　 由图 ４ 与表 ２ 可以得知，基于困惑度与交叉熵

结合的方法，得到的最优主题数明显优于单纯基于

困惑度计算剧本最优主题数。 在接下来的部分实验

中将会采用此方法，进行 ＬＤＡ 主题提取。
２．４　 ＬＤＡ 隐含主题特征词提取

一个主题下有大量相近的词，一个词也会依附

于不同的主题，这些词语和该主题有很强的相关性，
也正是这些词语共同定义了这一主题。 对于一篇剧

本来说，通常是由若干个主题生成。 综上分析可知，
ＬＤＡ 主题模型，能够发现隐含的主题。 对降维过后

的数据，进行 ＬＤＡ 主题提取，以确保更低的维数，进
而提取更准确的特征，后续即以 ＬＤＡ 提取的特征作

为 ＳＶＭ 的输入。
由于剧本数量多，因此采用了 ｓｔｅｍ 图（火彩梗

图）。 此处，显示了前 ３ 篇剧本的可能的主题词的

概率大小。 运行结果如图 ５ 所示。
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图 ５　 前 ３ 篇剧本的主题词概率图

Ｆｉｇ． ５　 Ｔｈｅ ｐｒｏｂａｂｉｌｉｔｙ ｍａｐ ｏｆ ｔｈｅ ｓｕｂｊｅｃｔ ｗｏｒｄｓ ｉｎ ｔｈｅ ｆｉｒｓｔ ｔｈｒｅｅ
ｓｃｒｉｐｔｓ

　 　 最终，运行得到的 ３ 篇文档的主题词具体如下：
∗Ｔｏｐｉｃ ０
－ 近景 胳臂 中景 远景 特写 前景 后景 柜台

盯住 指指 二人 侦探 望望 摇拍 起居室 侍者 男子

手枪 艾达 后拉

∗Ｔｏｐｉｃ １
－ 日本 东京 刑警 冈田 店员 道路 警察署 少年

西佳敬 爱德华 久间 科长 辛苦 罗尼 大海 日元 同

上 玛丽 混蛋 太郎

∗Ｔｏｐｉｃ ２
－ ｗｏｒｌｄｃｉｎｅｍａ 蒙蒂 起居室 学生 库尔特 史蒂

夫 泰亚 戴维 劳丽 布卢 莱尔 斯莱特 玛莉 ｓｃｒｉｐｔｓ
特里 约翰 斯蒂芬 ２０１１ 雅各布 公寓

２．５　 实验结果分析

由前文的实验部分确定了 ＬＤＡ 的 Ｋ 值，紧接着

将提取的特征向量，输入到各类分类器中，用来验证

融合核函数对于剧本主题分类的优越性。
本节将从 ＫＮＮ、贝叶斯以及向量机分类器进行

对比实验。 在 ｐｙｔｈｏｎ 环境里，ＳＶＭ 的模型参数可以
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选择自定义的核函数。 各类分类器对比实验结果见

表 ３。
表 ３　 各类分类器对比实验结果

Ｔａｂ． ３ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｖａｒｉｏｕｓ ｔｙｐｅｓ ｏｆ
ｃｌａｓｓｉｆｉｅｒｓ ％

ＫＮＮ 贝叶斯
ＳＶＭ（多项式

核函数）
ＳＶＭ

（线性核）
ＳＶＭ

（高斯核）

准确率 ８９．５ ８７．５ ８６．９ ９４．３ ９３．２

召回率 ８４．３ ８５．４ ８３．５ ９０．２ ８８．７

　 　 由表 ３ 可以看出，线性核的准确率逼近融合核，
验证了从低维映射到高维线性可分的理论，而且由

于使用了 ＩＳＯＭＡＰ 降维方法以及 ＬＤＡ，使得特征空

间基本处于线性可分的状态。 同时表 ３ 给出的实验

结果还验证了，相比其它核函数和分类器而言，ＳＶＭ
核函数对剧本及其它文本分类能够获得更好的研究

效果。

３　 结束语

本文首先将剧本集向量化，得到向量空间；传统

的文本向量空间，通常是利用词频作为分析的依据。
而剧本向量空间，采用 ＴＦ－ＩＤＦ 算法得到词语加权

向量空间。 对比了 ＰＣＡ 与 ＩＳＯＭＡＰ 降维效果，通过

实验发现 ＰＣＡ 与 ＩＳＯＭＡＰ 相比有着更快的执行速

率，而 ＩＳＯＭＡＰ 有着更好的降维效果，因此在更大程

度上有效提升了剧本主题的分类准确率。 提出交叉

熵结合困惑度的方法，通过实验表明，提出的交叉熵

结合困惑度的方法，可以显著改善剧本主题词的个

数不准确问题，进而提高剧本主题分类准确率。 本

文不足之处在于，没有对 ＳＶＭ 核函数做进一步的实

验研究，未来工作将是利用核函数融合进行深入的

探讨与分析。
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象`，ＮＭＮＮ 能够发现位于稀疏区域和数据集内边缘

的对象，ＮＳＮＮ 检测出的数据对象相对比较集中。

５　 结束语

本文从概念上对目前存在的近邻技术进行了对

比分析，对各种近邻技术的特点进行了剖析。 结合

自然最近邻概念，提出了自然逆最近邻、自然互最近

邻和自然共享最近邻 ３ 种算法，并给出了 ３ 种算法

的定义和算法描述。 对提出的算法在离群检测应用

中进行了实验对比，实验结果表明自然逆最近邻和

自然互最近邻能够有效地检测出局部和全局离群

点，自然共享最近邻与数据集中数据的相对分布密

度有关，检测出的对象相对比较集中。
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