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摘　 要： 本文用主成分分析 （ＰＣＡ） 降维技术解大型超定线性方程组 ＡＸ ＝ Ｂ 的最小二乘解。 工业上遇到的大型方程组的求

解要消耗大量的时间和内存， 系数矩阵通常是病态的， 会带来不可忽视的误差。 本文设计基于 ＰＣＡ 的算法， 并从理论上说

明其可行性。 实验证明该方法有效， 不仅测试误差极小， 接近原方程的误差， 而且计算时间显著减少。
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０　 引　 言

很多工业问题最终会转化成解线性方程组问

题。 但是，通常工业级的方程组规模巨大， 直接求

解会消耗大量的时间和内存。 本文提出一种基于主

成分分析 （ＰＣＡ） ［１－５］的快速降维算法求解大型线

性方程组。
目前，印染行业急需解决的难题是在染色过程

中， 因为事先不清楚染料光谱的精确数值， 只能先

从多个布匹的染色流程中， 获取染色光谱数据， 再

估计使用染料的光谱数据， 最后用于新的布匹染

色。 设建立一个线性模型：
　 　 其中， Ａｉｊ 为流程 ｉ 染料 ｊ 的用量（百分比）； Ｘ ｊｋ

为染料 ｊ色谱第 ｋ个分量； Ｂ ｉｋ 为流程 ｉ染色布料色谱

第 ｋ 个分量。 ３ 个量具有线性关系：

Ｂ ｉｋ ＝ ∑ ｊ
ＡｉｊＸ ｊｋ， （１）

　 　 其矩阵形式为：

ＡＸ ＝ Ｂ。
　 　 其中， Ａ∈ℝ Ｎ×ｍ； Ｘ∈ℝ ｍ×ｎ； Ｂ∈ℝ Ｎ×ｎ。 问题

是：使用了多种染料， 获取了大量光谱数据。 方程

规模非常巨大， 常规解法可能会消耗大量时间和内

存。 因此用机器学习的降维方法来缩小矩阵大小，
然后再解方程。

按照机器学习的说法， 这是一个针对模型 ＡＸ ＝
Ｂ 的训练过程， 模型的输入 － 输出样本为 Ａ，Ｂ， 通

过训练得到参数估计 Ｘ^。
本文采用了 ５ ０００ 多组数据，（而这只是工业数

据中极小的一部分）， 目的在于验证本文方法的有

效性。

１　 算法设计

解线性方程组 ＡＸ ＝ Ｂ， 其中矩阵 Ａ 很大， 可能

是病态的， 且一般是列满秩的 （Ａ 的行数远大于列



数）， 因此可用 ＡＴＡ的条件数衡量方程病态程度。 Ｂ
有时也不只有一列。

由于各种原因， 原方程可能没有解， 只能寻求

最小二乘解， 即解优化问题。
ｍｉｎ

Ｘ
‖ＡＸ － Ｂ‖２， （２）

　 　 其中，向量的 ２ 范数是 ‖ｘ‖２ ＝ ∑ ｉ
ｘ２
ｉ 。 矩

阵看成列向量的组合， 其范数也应该是列向量范数

的组合， 即 Ｆｒｏｂｅｎｉｕｓ 范数。

‖Ｘ‖Ｆ ＝ ∑ ｊ
‖Ｘ ｊ‖２

２ ＝ ∑ ｉｊ
｜ ｘ ｊ ｜ ２ ， （３）

　 　 如果数据采集没有误差， 原方程组应该有非负

解。 即使解包含负元素， 其绝对值也不会太大， 可

直接设置为 ０， 不会对解有显著影响。 增加限制条

件 ｘ ｊｋ ≥ ０ 并无意义， 因为误差也传递到了解上，可
代之以正则化约束。

本文记号遵循如下规范： Ａｉｊ 表示矩阵元素；（Ｖ１，
Ｖ２） 表示分块矩阵；ＡＴ 表示矩阵转置； Ａ ＋ 表示广义

逆；λ 表示矩阵特征值； 直接用 １ 代表单位矩阵。
１．１　 矩阵分析

为了避免多余的矩阵运算， 没有按照标准的

ＰＣＡ 流程，而是直接对ＡＴＡ进行奇异值分解 （ＳＶＤ）
或特征值分解：

Ａ ＝ ＣＶＴ ＝ ＵΛＶＴ， （４）
　 　 其中， Ｖ 是 ＡＴ 特征向量构成的矩阵；Ｃ 是主成

分矩阵；Λ主对角线包含 Ａ的奇异值， 也是 ＡＴＡ的特

征值， 且与 Ａ 形状一致。 可将 Λ 处理成对角方阵，
此时 Ｕ 不再是方阵。

选择 Ｃ 中 ｐ 个列向量 Ｃ１ 作为主成分， 对应有：
Ａ１ ＝ Ｃ１ＶＴ

１ ＝ Ｕ１Λ１ＶＴ
１， （５）

　 　 问题转化成求解 Ａ１Ｘ ＝ Ｂ。 理论上可以得到最

小二乘解 Ａ１
＋ Ｂ， Ａ１

＋ ＝ Ｖ１Λ１
＋ Ｕ１

Ｔ，其中，Λ ＋
１ 只需对

Λ１ 的非零元素求倒数， 通常 Λ１ 可逆。 通过进一步

的线性代数演算， 可以证明：
ＡＸ － Ｂ ＝ ＡＡ１

＋ Ｂ － Ｂ
＝ Ｕ１ＥＵＴ

１Ｂ － Ｂ
＝ Ｕ（Ｅ － １）ＵＴＢ， （６）

其中， ｐ 阶对角矩阵 Ｅ 满足：

Ｅ ｉｉ ＝
１，　 ｉ ∈ Ｃ１， λ ｉ ≠ ０，
０，　 λ ｉ ＝ ０．{

　 　 Ｅ则是 Ｅ填充适当个数的 ０ 元素得到的矩阵。
由于通常 Ａ 满秩， 因此 Ｅ 是单位矩阵。 这里主成分

矩阵和这些主成分（Ｃ 列向量或其编号） 构成的集

合被等同起来看，ｉ∈ Ｃ１ 代表第 ｉ个主成分被选中。

由式 （６） 可知， 对误差来说， 选择哪些主成分

似乎并不重要， 相对误差大致可以写成：

ｅｒｒｏｒ ～ ∑
ｉ∉Ｃ１

ｗ ｉ，　 ∑
Ｎ

ｉ ＝ １
ｗ ｉ ＝ １， ｗ ｉ ≥ ０．

　 　 但是，计算 Ａ１
＋ （或 Λ１

＋） 时， 如果 Λ１ 的元素太

小， 可能会带来巨大的溢出误差，这是选择对应最

大几个特征值主成分的真正原因。
此外， ＰＣＡ 可以控制方程病态性。 可用 ＡＴＡ 的

条件数作为方程病态性的指标， 大致为
λｍａｘ

λｍｉｎ
， 即最

大特征值与最小特征值之比。 ＰＣＡ 只选取特征值

较大的几个分量， 因此分母变大， 则条件数变小。
若对 Ｂ 降维，有如下公式：
ＡＸ － Ｂ ＝ Ｕ（Ｅ － １）ＵＴＢ１ ＋ （Ｂ１ － Ｂ）， （７）
其中， Ｂ１ 是对 Ｂ 的 ＰＣＡ 重构。 观察式 （７）， 显

然应该选取对应特征值绝对值最大的主成分。
１．２　 算法

根据上述分析设计如下算法（见表 １），将一个

大型方程组分解成 ２ 个小型方程组。
表 １　 ＰＣＡ 解线性方程组算法

Ｔａｂ． １　 Ａｌｇｏｒｉｔｈｍ ｆｏｒ ｓｏｌｖｉｎｇ ｌｉｎｅａｒ ｅｑｕａｔｉｏｎｓ ｖｉａ ＰＣＡ

输入方程 ＡＸ ＝ Ｂ， 输出解 Ｘ^

（１） 用 ＰＣＡ， 分解 Ａ ＝ ＣＶＴ， 方程归约为解 ＣＹ ＝ Ｂ， Ｙ ＝ ＶＴＸ
（２）Ｃ ＝ （Ｃ１，Ｃ２） ， Ｖ ＝ （Ｖ１，Ｖ２）（根据主成分分块）

① 解 Ｃ１Ｙ１ ＝ Ｂ， 得到 Ｙ１ ～ Ｃ１
＋ Ｂ ＝ Λ ＋

１ ＣＴ
１Ｂ

② 解 Ｖ１
ＴＸ ＝ Ｙ１， 得到 Ｘ ～ Ｖ１Ｙ１

（３） 令 Ｘ^ ＝ Ｖ１Ｙ１ 作为对 Ｘ 的估计， 计算误差 ‖ＡＸ^ － Ｂ‖２

　 　 注： 算法没有按照 ＰＣＡ 标准实现， 即没有对 Ａ
中心化， 而是直接对 ＡＴＡ 进行奇异值分解：

ＡＴＡ ＝ ＶΛＶＴ， Ｃ ＝ ＡＶ．
　 　 并得到 Ｃ ＋

１ ＝ Λ ＋
１ ＣＴ

１。 算法并没有真的使用最小

二乘法，① 和 ② 基本不影响计算效率。
若使用 ＮＭＦ 或其它分解技术， 分解 Ａ ＝ ＷＨ，

则不能避免做最小二乘法。
理论上， 最小二乘解是方程误差最小的解， 但

降维之后， 这个解就不再是原方程的最优解了。
１．３　 解的处理

设最后得到的 Ｘ^ ＝ Ｖ１Ｙ１，是原方程 ＡＸ ＝ Ｂ 的降

维（最小二乘） 解。 工业中有时候默认所有量都是

非负的， 但是降维解可能含有负数。 为了满足非负

性， 可将其修正为：
Ｘ^ ＋ ＝ ｍａｘ（ Ｘ^，０）， （８）

　 　 实际上， 为了方便计算， 还可对 Ｂ 进行降维，
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此时方程变为：
Ａ（ＸＷ） ＝ ＢＷ ＝ Ｄ，

　 　 其中， ＢＷ代表 Ｂ 的主成分矩阵。 只选用前面几

个， 记为Ｄ１ ＝ ＢＷ１，方程的解为Ｘ０ ＝ ＸＷ１， 不再是Ｘ。
因为 Ｘ０Ｗ１

Ｔ 并不能完全重构 Ｘ， 此时不需要做

非负化处理。 此外， 数值实验表明“非负处理” 对

误差的影响非常微小。
考虑上述对 Ｂ降维处理， 最终得到解的估计为：

Ｘ^ ＝ Ｖ１（Ｃ１
＋ Ｄ１）Ｗ１

Ｔ ． （９）

２　 数值实验

本文算法用 Ｐｙｔｈｏｎ 实现， 运行于 ＭａｃＯＳ 上。
所用数据、源代码和运行结果都托管在 Ｇｉｔｈｕｂ 上，
网址为 ｈｔｔｐｓ： ／ ／ ｇｉｔｈｕｂ． ｃｏｍ ／ Ｆｒｅａｋｗｉｌｌ ／ ＰＣＡ － ｌｉｎｅａｒ －
ｅｑｕａｔｉｏｎｓ．
２．１　 主成分选择

对矩阵 Ａ，Ｂ 降维， 通过观察累计百分比曲线，
选择适当的主成分数。 如图 １ 所示。
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图 １　 Ａ、Ｂ 主成分数－累计百分比关系图

Ｆｉｇ． １　 Ｄｉａｇｒａｍ ｏｆ ｐｒｉｎｃｉｐａｌ ｃｏｍｐｏｎｅｎｔｓ－ｃｕｍｕｌａｔｉｖｅ ｐｅｒｃｅｎｔａｇｅｓ ｏｆ

Ａ，Ｂ

２．２　 误差分析

误差采用向量的 ２ 范数， 对矩阵来说就是

Ｆｒｏｂｅｎｉｕｓ 范数。 本文用相对误差公式衡量算法逼

近能力。
‖ＡＸ^ － Ｂ‖Ｆ

‖Ｂ‖Ｆ
． （１０）

　 　 如果对 Ｂ 降维， 那么 Ｘ^ 包含重构 Ｘ０Ｗ１
Ｔ， 即式

（９）。
２０％的样本会被事先抽取出来， 测试误差通常

比训练误差更有说服力。 降维是对训练样本进行

的， 而不是对测试样本进行。 但对 Ａ 的降维也可以

应用于训练样本， 因为其是已知输入值， 而测试样

本中的 Ｂ 作为目标值， 不参与降维。 如图 ２ 所示。
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图 ２　 Ａ 主成分数－误差关系图（参考累计百分比）

Ｆｉｇ． ２　 Ｄｉａｇｒａｍ ｏｆ ｐｒｉｎｃｉｐａｌ ｃｏｍｐｏｎｅｎｔｓ ｏｆ Ａ ａｎｄ ｅｒｒｏｒ （Ｒｅｆｅｒ ｔｏ
ｃｕｍｕｌａｔｉｖｅ ｐｅｒｃｅｎｔａｇｅｓ）

　 　 由图 ２ 结果可知：
（１）原方程组没有解。 图中原方程误差是理论

上最小（在没有约束的情况下）， 不妨看做一个相对

０ 点。 如果降维方法的误差低于这个点， 可认为是

系统误差造成的， 不是数值分析意义上的误差。
（２）降维方程组的误差衰减达到预期。 “负数

值置 ０”的处理， 对误差没有太大影响。 当 Ａ 的主

成分数超过 ７０ 时， 计算变得不稳定， 预测误差表现

很夸张。
（３）从误差曲线不难看出， 解方程组时并不需

要用到所有样本，样本数量对本算法没有太大影响。
实际应用中， 随机挑选充分数量的样本即可。

图 ３ 是对 Ｂ 取前 ４ 个主成分得到的误差图， 和

之前的实验相比，并没有显著影响误差。 时间和主

成分数基本上呈线性关系， 符合预期。 为了获得较

为准确的运行时间， 本次实验对每一个主成分数重

复 ５０ 次， 无论时间还是误差都取均值。
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图 ３　 Ｂ 主成分数－误差关系图（包含对应的相对用时）
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　 　 由图 ４ 结果可知：
（１） Ｂ 主成分数对误差影响没有 Ａ 大 （这是优

点）， 由于 Ｂ维数较低， 且主成分比较集中， 在第一

个主成分处， 误差已降到 ０．３ 左右。
（２） 用时与主成分数近似呈弱线性相关， Ｂ 的

降维也相应提高了效率。
总之， 对 Ｂ 降维是完全合理的。

0.34

0.32

0.30

0.28

0.26

0.24

0.22

相
对

误
差

相对用时 降维方程组误差
预测误差

0.34

0.32

0.30

0.28

0.26

0.24

0.22

0 5 10 15 20 25 30
B主成分数

原方程相对误差

预测相对误差

降
维

用
时

/不
降

维
用

时
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（ｃｏｎｔａｉｎｉｎｇ ｔｈｅ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｒｅｌａｔｉｖｅ ｕｓｅ ｔｉｍｅ）

　 　 注：训练样本和测试样本是随机选取的， 各自

的最小误差略有不同， 而且每次实验都会变动。 可

通过设定随机种子， 产生固定的训练－测试样本（实
验重复 ５０ 次）。
　 　 选用 Ａ 前 ３０ 个主成分， Ｂ 前 ４ 个主成分。 获得

实验结果见表 ２。
表 ２　 数值实验报告

Ｔａｂ． ２　 Ｒｅｐｏｒｔ ｏｎ ｎｕｍｅｒｉｃａｌ ｅｘｐｅｒｉｍｅｎｔｓ

方程 ＡＸ ＝ Ｂ Ａ：４ １７７ × ８７ Ｂ：４ １７７ × ３５

设置 Ａ 主成分数 ／ 总数 ３０ ／ ８７
Ｂ 主成分数 ／ 总数

测试样本比例
４ ／ ３５
２０％

实验结果 训练误差
用时

０．２５２ ２
０．００８ ８ ｓ

测试误差 ０．２５０ ２

原方程误差 ０．２２４ ２

２．３　 其它降维策略与拟合方法

ＮＭＦ 降维的效果和 ＰＣＡ 相近， 但矩阵分解后

需解较为复杂的方程。 ＰＣＡ 的优势在于能分解出

正交矩阵， 可以设计出更快捷的算法， 计算用时

短。 中心化 ＰＣＡ 在主成分数较少时表现较好， 这

是因为中心化 ＰＣＡ 采用的是仿射变换， 比单纯的

线性变换多了常数项， 但随着主成分数增加， 并没

有表现出明显优势。 目前中心化 ＰＣＡ 只是简单重

构 Ａ， 即：

Ａ ～ Ｃ１ＶＴ
１ ＋ Ｍ。

　 　 其中， Ｃ１ＶＴ
１ 是中心化后的分解， 即通常意义上

的 ＰＣＡ， Ｍ 是均值矩阵，其无法简化方程， 计算时

间维持在某个常数。 若能设计出简化方程的算法，
那么中心化 ＰＣＡ 或许是不错的选择。

当主成分增加时， 负数解都是无法避免的。 数

值实验表明主成分过多还有可能出现异常。 几种求

解方法的测试比较结果如图 ５ 所示。

PCA相对用时
NMF相对用时
中心化PCA预测误差

PCA预测误差
NMF预测用时
中心化PCA预测误差

1.0

0.9

0.8

0.7

0.6

0.5

0.4

0.3

60

50

40

30

20

10

0

降
维

用
时

/不
降

维
用

时

相
对

误
差

0 5 10 15 20 25 30
A主成分数

图 ５　 基于 ＰＣＡ、ＮＭＦ、中心化 ＰＣＡ 解方程性能比较

Ｆｉｇ． ５　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｓｏｌｖｉｎｇ ｌｉｎｅａｒ ｅｑｕａｔｉｏｎｓ ｂａｓｅｄ
ｏｎ ＰＣＡ， ＮＭＦ ａｎｄ ｃｅｎｔｒａｌｉｚｅｄ ＰＣＡ

　 　 显然，完全可以用其它方法求解降维后的方程

组， 尤其是当人们只关心预测， 而不在乎 Ｘ 时。 如

果只为了建立 Ａ 与 Ｂ 的联系， 完全可以采用一些非

线性方法。 表 ３ 中给出一些线性模型测试结果，用
到了一些较复杂的计算策略， 含非线性成分， 误差

无显著降低， 运行时间则较长。 这些模型均由

Ｐｙｔｈｏｎ 第三方库 ｓｃｉｋｉｔ－ｌｅａｒｎ 实现［７－８］。
表 ３　 其它线性回归方法（以及和神经网络的比较）

Ｔａｂ． ３ 　 Ｏｔｈｅｒ ｌｉｎｅａｒ ｒｅｇｒｅｓｓｉｏｎ ｍｅｔｈｏｄｓ （ ａｎｄ ｃｏｍｐａｒｉｓｏｎ ｗｉｔｈ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ）

类型 方法 测试误差 用时 ／ ｓ

线性回归 ＢａｙｅｓｉａｎＲｉｄｇｅ ０．２４１ １ ０．０３１ ３

ＥｌａｓｔｉｃＮｅｔ ０．２４１ ５ ０．０６２ ３

ＥｌａｓｔｉｃＮｅｔＣＶ ０．２４３ ５ ０．３５９ ９

ＨｕｂｅｒＲｅｇｒｅｓｓｏｒ ０．２５４ ０ ０．４２６ ３

Ｌａｒｓ ０．２４１ ３ ０．０４０ ７

ＬａｒｓＣＶ ０．２４１ ３ ０．２２１ ７

Ｌａｓｓｏ ０．２４１ ５ ０．０６５ ８

ＬａｓｓｏＣＶ ０．２４１ ９ ０．３９４ ０

ＬａｓｓｏＬａｒｓ ０．５６５ ２ ０．０１１ ０

ＬａｓｓｏＬａｒｓＣＶ ０．２４１ １ ０．２２９ ４

非线性 双层神经网络 ０．２１０ ９ １５．５２０ ５

４９ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 ９ 卷　



　 　 最后， 给出一般的计算框架， 可为解线性方程

组开发新的算法：
（１） 降维， ＡＸ ＝ Ｂ 转化成 Ａ１Ｘ１ ＝ Ｂ１

（２） 拟合，解 Ａ１Ｘ１ ＝ Ｂ１，得到 Ｘ^１

（３） 重构，根据（１） 从 Ｘ^１ 重构 Ｘ^
（４） 误差计算，采用（２） 提供的范数

如果忽略不在乎计算 Ｘ， 只关心预测， 那么算

法还可以这样设计：
（１） 降维，ＡＸ ＝ Ｂ 转化成 Ａ１Ｘ１ ＝ Ｂ１

（２） 拟合，解 Ａ１Ｘ１ ＝ Ｂ１，得到 Ｘ^１

（３） 预测，Ｂ１ ～ Ａｔ１Ｘ^１， 其中Ａｔ１ 是测试数据Ａｔ 的

降维， 重构 Ｂ
（４） 误差计算，采用（２） 提供的范数

３　 结束语

ＰＣＡ 降维在解大型线性方程组表现的非常出

色， 随着主成分增加， 误差快速递减。 这种简单的

代数学技巧， 不仅计算快， 算法设计简单， 由于矩

阵分解为对角矩阵和正交矩阵的乘积， 之后也无需

解任何线性方程组。 可以根据需要任意压缩原方

程。
本文提供的方法可以应用于工业生产中。 但在

实验中发现过多的主成分可能使得算法不稳定。 今

后的工作重点：

（１）当变量有非负性或其它约束条件时， 本文

还没有给出更合理的处理办法。
（２）如何实现有效的基于中心化 ＰＣＡ 的算法。

本文提到的中心化 ＰＣＡ 没有真正起到压缩方程组

的作用。
（３）应利用系数矩阵的一些特点， 如稀疏性，

设计更有针对性的算法。

参考文献

［１］ ＨＡＳＴＩＥ Ｔ， ＴＩＢＳＨＩＲＡＮＩ Ｒ， ＦＲＩＥＤＭＡＮ Ｊ Ｈ． Ｔｈｅ ｅｌｅｍｅｎｔｓ ｏｆ
ｓｔａｔｉｓｔｉｃａｌ ｌｅａｒｎｉｎｇ： Ｄａｔａ ｍｉｎｉｎｇ， ｉｎｆｅｒｅｎｃｅ， ａｎｄ ｐｒｅｄｉｃｔｉｏｎ ［Ｍ］ ．
Ｎｅｗ Ｙｏｒｋ ：Ｓｐｒｉｎｇｅｒ－Ｖｅｒｌａｇ， ２００１．

［２］ ＨＯＴＥＬＬＩＮＧ Ｈ． Ａｎａｌｙｓｉｓ ｏｆ ａ ｃｏｍｐｌｅｘ ｏｆ ｓｔａｔｉｓｔｉｃａｌ ｖａｒｉａｂｌｅｓ ｉｎｔｏ
ｐｒｉｎｃｉｐａｌ ｃｏｍｐｏｎｅｎｔｓ ［ Ｊ］ ． Ｊｏｕｒｎａｌ ｏｆ Ｅｄｕｃａｔｉｏｎａｌ Ｐｓｙｃｈｏｌｏｇｙ，
１９９３，２４（６）： ４１７－４４１．

［３］ ＴＵＲＫ Ｍ Ａ， ＰＥＮＴＬＡＮＤ Ａ Ｐ． Ｆａｃｅ ｒｅｃｏｇｎｉｔｉｏｎ ｕｓｉｎｇ ｅｉｇｅｎｆａｃｅｓ
［Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ １９９１ ＩＥＥＥ Ｃｏｍｐｕｔｅｒ Ｓｏｃｉｅｔｙ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
ＣｏｍｐｕｔｅｒＶｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ． Ｍａｕｉ， ＨＩ， ＵＳＡ： ＩＥＥＥ，
１９９１：５８６－５９１．

［ ４ ］ ＳＨＡＬＥＶ － ＳＨＷＡＲＴＺ Ｓ， ＢＥＮ － ＤＡＶＩＤ Ｓ． Ｕｎｄｅｒｓｔａｎｄｉｎｇ
ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ： ｆｒｏｍ ｔｈｅｏｒｙ ｔｏ ａｌｇｏｒｉｔｈｍ［Ｍ］ ． Ｎｅｗ Ｙｏｒｋ， ＮＹ，
ＵＳＡ ：Ｃａｍｂｒｉｄｇｅ Ｕｎｉｖｅｒｓｉｔｙ Ｐｒｅｓｓ， ２０１４．

［５］ 焦李成，等． 稀疏学习、分类与识别［Ｍ］ ． 北京：科学出版社，
２０１７．

［６］ 解锋昌， 韦博成， 林金官． 零过多数据的统计分析及其应用

［Ｍ］ ． 北京：科学出版社， ２０１３．
［７］ ＨＡＣＫＥＬＩＮＧ Ｇ． Ｍａｓｔｅｒｉｎｇ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ ｗｉｔｈ ｓｃｉｋｉｔ － ｌｅａｒｎ

［Ｍ］ ． ２ｎｄ ｅｄ． Ｂｉｒｍｉｎｇｈａｍ ：Ｐａｃｋｔ Ｐｕｂｌｉｓｈｉｎｇ， ２０１７．
［８］ ＣＯＵＲＮＡＰＥＡＵ Ｄ． Ｓｃｉｋｉｔ － ｌｅａｒｎ ［ ＥＢ ／ ＯＬ］ ． ［ ２０１９］ ． ｈｔｔｐｓ： ／ ／

ｓｃｉｋｉｔ－ｌｅａｒｎ．ｏｒｇ ／ ｓｔａｂｌｅ ／ ．

（上接第 ９０ 页）
建后台数据库，利用服务器实现 Ａｎｄｒｏｉｄ 端与 Ｗｅｂ
端数据的云同步。 服务器方面，采用 Ｗｉｎｄｏｗｓ 操作

系统，符合大众的常规使用习惯，便于对服务器进行

后续的维护和改进。 后端主要分为： Ｂｅａｎ 层、
Ｃｏｎｔｒｏｌｌｅｒ 层、Ｄａｏ 层、ＤａｏＩｍｐｌｅ 层、Ｓｅｒｖｉｃｅ 层、Ｔｅｓｔ 层
等，由此来构建系统框架，实现系统的功能模块。

５　 结束语

本文对大学生时间利用率低、对生活没有规划、
现有时间规划类平台受众广泛、不适合大学生使用

等问题进行了研究与探索。 文中构建了一个专门面

向高校学生的时间管理类软件，采用了 Ａｎｄｒｏｉｄ 端

技术来研发各类界面，Ｗｅｂ 端搭建服务器用于数据

的存储与传输，实现了业务逻辑的分离，构建了一个

实用完备的大学生时间管理系统。 希望本平台能够

帮助在校大学生更加高效地利用时间，统筹规划自

己的生活，使学生生活更加充实，对于提升高等院校

人才培养质量在一定意义上也有着积极的推动作

用。
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