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基于 Ｓｈａｐｌｅｙ 组合模型的上海市电力需求趋势预测

王　 涛

（上海理工大学 管理学院， 上海 ２０００９３）

摘　 要： 现代社会中，家家户户都离不开电力的供应，稳定可靠的电力供应对于经济、社会的发展以及人民生活水平的提高起

着重要作用。 上海市作为中国重要的经济和贸易中心，电力需求一直保持着高速增长，对于电力供应单位而言，需要对用户

的电力需求进行科学预测，以满足用户的用电需求，稳定电力供应，助力经济社会发展。 本文采用 ＡＲＩＭＡ 模型、ＢＰ 神经网络

模型和 Ｈｏｌｔ 指数平滑模型分别对 １９９５～２０１７ 年上海市电力需求数据进行建模分析，并运用合作对策理论中的 Ｓｈａｐｌｅｙ 组合模

型方法进行组合建模，求解了上述三种单一预测方法的权重，构建了组合模型，并依据组合模型预测了未来五年的上海市电

力需求量趋势。 根据实例结果，Ｓｈａｐｌｅｙ 组合模型具备更高的预测精度，预测平均相对误差仅为 ２．３３％，拟合效果较好，有利于

电力供应单位稳定电力供应，促进经济社会发展。
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０　 引　 言

随着现代社会的高速发展，电力资源作为必备

的重要能源，对于促进社会发展、提高人民物质生活

水平起着至关重要的作用。 现代社会中，家家户户

都离不开电力的供应，稳定可靠、价格合适的电力供

应成为了人们关注的焦点。 因此，电力供应单位需

要准确地制定供电计划，确保对用电量的准确预测

以及电力的稳定供应。 上海市作为中国重要的经济

和贸易中心，自改革开放以来经济一直保持着良好

增长态势，人民生活水平显著提高，物质生活获得了

极大的丰富，由此也带来了用电量的激增，这对供电

单位而言同样也是极大的考验。 因而选择科学、有

效的预测模型，准确地对市场中的用电需求进行预

测，有助于供电单位制定供电计划，稳定电力供应，
助力社会经济的高速平稳运行，不断提高人民生活

质量。
近年来，国内外学者对于预测方法的研究有很

多，也取得了可观成果［１－１７］。 目前，常用的预测方法

主要包括系统动力学方法［１］、随机森林法［２－３］、支持

向量机法［４－５］、神经网络法［６－９］、灰色预测法［１０－１３］、
回归分析法［１４－１７］等。 文献［１］从系统动力学的角度

研究了城市长期电力需求的预测方法，在经济新常

态的背景下，城市支柱产业面临着由要素驱动向创

新驱动的转变，因而传统的电力需求预测模型逐渐

不再适用，文章结合新的影响因素进行了定量分析，



提出了一种适用于经济新常态的长期电力需求预测

模型的动力学方法，并取得了较好的效果。 文献

［９］基于 ＢＰ 神经网络算法，研究了北京市夏季日最

大电力负荷的预测方法。 文献 ［ １６］ 基于 ２００９ ～
２０１３ 年北京市电力负荷和气象资料，通过多元回归

的思想构建了北京市日最大电力负荷的预测模型，
并取得了较好的预测准确率，展现了良好的预报能

力。 文献［１７］将自回归积分滑动平均模型（ＡＲＩＭＡ
模型）和支持向量机法（ＳＶＭ）相结合，基于 ＡＲＩＭＡ
和 ＳＶＭ 混合模型对短期电力负荷进行了预测。 然

而目前大多数的预测文献中采用了单一的预测方

法，往往偏重于数据的某一类特征，无法充分利用数

据的各种有效信息，从而导致预测的误差较大，未能

得到令人满意的预测精度和效果。 但是研究可知组

合预测模型可以克服单一模型的局限性，最大程度

地利用数据的各种有效信息，因而组合预测模型方

法更加有利于实现科学的预测，广泛适用于信息量

不完备的复杂经济系统。 一般而言，电力需求量数

据序列为非平稳时间序列，可以通过差分的方法转

换为平稳时间序列， 进而采用 ＡＲＩＭＡ 模型进行建

模预测分析。 同时，ＢＰ 神经网络也是一种常用的预

测方法，具有高度的信息处理能力，在处理数据的过

程中表现出良好的自学习、自适应能力，因而也尤为

突显出该方法独特的优越性；指数平滑法则是一种

较简单的预测方法，常适用于光滑、且显出一定趋势

的数据，在计算的复杂程度和适应性上占据着优势。
在上述分析基础上，本文拟将采用组合 ＡＲＩＭＡ

模型、 ＢＰ 神经网络模型和指数平滑模型，基于

Ｓｈａｐｌｅｙ 组合预测模型对上海市电力需求趋势展开

预测分析，并给出未来五年上海市电力需求的预测

结果。 对此可得研究论述如下。

１　 ＡＲＩＭＡ 模型建模

ＡＲＩＭＡ 模型，又称自回归积分滑动平均模型，
是一种经典的时间序列计量模型，主要用于对时间

序列的宏观趋势预测研究［１８］。 ＡＲＩＭＡ 模型通过把

非平稳时间序列转化为平稳时间序列，将因变量对

其滞后和随机误差项的当前值与滞后进行回归所建

立的模型，可以有效地描述时间序列数据的动态连

续特性，适用于解决非平稳时间序列趋势预测问题。
在ＡＲＩＭＡ（ｐ， ｄ， ｑ） 模型中，ＡＲ称为自回归，ｐ表示

自回归的阶数，ＭＡ 表示移动平均，ｑ 为移动平均的

阶数，ｄ 为将非平稳时间序列转化为平稳时间序列

的差分阶数。 ＡＲＩＭＡ 模型的基本结构如下：

Φ Ｂ( ) Ñ
ｄＸ ｔ ＝ Θ Ｂ( ) εｔ；

Ｅ εｔ( ) ＝ ０，Ｖａｒ εｔ( ) ＝ σ２，Ｅ εｔεｓ( ) ＝ ０，ｓ ≠ ｔ；
Ｅ Ｘｓεｔ( ) ＝ ０，ｓ ＜ ｔ ．

ì

î

í

ï
ï

ï
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（１）
其中，Φ Ｂ( ) ＝ １ － ϕ１Ｂ － … － ϕｐＢｐ 表示平稳可

逆 ＡＲＭＡ（ｐ，ｑ） 模型的自回归系数多项式； Θ Ｂ( ) ＝
１ － θ１Ｂ － … － θｑＢｑ 为ＡＲＭＡ（ｐ，ｑ） 模型的滑动系数

多项式； εｔ{ } 为白噪声过程。
对于任意非平稳时间序列，均可以通过差分运

算，转化为平稳时间序列，继而进行 ＡＲＭＡ 模型的

拟合。 对于时间序列建立 ＡＲＩＭＡ 模型的步骤可分

述如下。
（１）时间序列的平稳性检验。 根据获得的时间

序列，进行 ＡＤＦ 单位根检验，依据结果判断是否为

平稳时间序列。
（２）将非平稳时间序列转化为平稳序列。 对于

非平稳时间序列，运用差分运算的方法，转化为平稳

时间序列。
（３）识别模型并判断模型阶数。 对于平稳时间

序列，依据自相关与偏自相关图初步分析模型的阶

数 ｐ，ｑ，并依据 ＡＩＣ 或 ＢＩＣ 准则最终确定其数值。
（４）模型参数检验。 对模型残差进行白噪声检验。
（５）模型拟合预测。 依据模型，对时间序列进

行预测。
根据上述步骤，对上海市电力需求量时间序列

进行 ＡＲＩＭＡ 模型建模。 对此，可推得研发阐述如

下。
１．１　 时间序列的平稳性检验

根据 １９９５ ～ ２０１７ 年上海市电力需求量历史数

据（文中所用数据来自国家统计局官方数据库），绘
制 １９９５ ～ ２０１７ 年上海市电力需求量时序图如图 １
所示。
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图 １　 上海市电力需求量趋势曲线图

Ｆｉｇ． １　 Ｓｈａｎｇｈａｉ ｐｏｗｅｒ ｄｅｍａｎｄ ｔｒｅｎｄ ｃｕｒｖｅ

４３ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 ９ 卷　



　 　 观察图 １ 时序可知，上海市电力需求量呈现明

显的上升趋势，分析可知这不是一个平稳序列。 为

了进一步确定上海市电力需求序列的平稳性， 运用

ＡＤＦ 单位根检验的方法进行判断，运算结果见表 １。
表 １　 ＡＤＦ 单位根检验结果

Ｔａｂ． １　 ＡＤＦ ｕｎｉｔ ｒｏｏｔ ｔｅｓｔ ｒｅｓｕｌｔｓ

ＡＤＦ 统计量
临界值

１％置信水平 ５％置信水平 １０％置信水平

Ｔ 统计量 ０．１６３ ５０５ － ４．４４０ ７３９ － ３．６３２ ８９６ － ３．２５４ ６７１

Ｐ 值 ０．９９５ ９００ － －

　 　 根据 ＡＤＦ 单位根检验结果， Ｐ 值为 ０．９９５ ９００，
不能拒绝原假设，上海市电力需求量序列不是一个

平稳的时间序列。 因此需要将数据进行差分平稳性

处理。
１．２　 差分运算处理

对上海市电力需求量时间序列进行一阶差分处

理。 为了判断一阶差分后该序列是否平稳，绘制一

阶差分后序列的自相关图和偏自相关图如图 ２ 所

示。
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图 ２　 一阶差分后序列自相关图和偏自相关图

Ｆｉｇ． ２　 Ｆｉｒｓｔ－ｏｒｄｅｒ ｄｉｆｆｅｒｅｎｔｉａｌ ｓｅｑｕｅｎｃｅ ａｕｔｏｃｏｒｒｅｌａｔｉｏｎ ｇｒａｐｈ ａｎｄ
ｐａｒｔｉａｌ ａｕｔｏｃｏｒｒｅｌａｔｉｏｎ ｇｒａｐｈ

　 　 由图 ２ 可知，初步判断一阶差分后序列为平稳

序列。 为了保证判断的正确性，同理，可以通过

ＡＤＦ 单位根检验的方法对差分后的时间序列进行

判断。 预算结果见表 ２。
表 ２　 一阶差分序列 ＡＤＦ 单位根检验结果

Ｔａｂ． ２　 Ｆｉｒｓｔ－ｏｒｄｅｒ ｄｉｆｆｅｒｅｎｔｉａｌ ｓｅｑｕｅｎｃｅ ＡＤＦ ｕｎｉｔ ｒｏｏｔ ｔｅｓｔ ｒｅｓｕｌｔ

ＡＤＦ 统计量
临界值

１％置信水平 ５％置信水平 １０％置信水平

Ｔ 统计量 － ３．８６５ ８１２ － ４．４６７ ８９５ － ３．６４４ ９６３ － ３．２６１ ４５２

Ｐ 值 ０．０３２ ９００ － － －

　 　 由 ＡＤＦ 单位根检验结果， Ｐ值 ０．０３２ ９００＜０．０５，
拒绝原假设，可以认为一阶差分之后为平稳序列。
因此， 可以考虑采用 ＡＲＩＭＡ（ｐ，１，ｑ） 模型。

基于准确性原则和数据最优化考虑，对一阶差

分后的时间序列再做一次差分运算。 为了判断二阶

差分后该序列是否平稳，绘制二阶差分后序列的自

相关图和偏自相关图如图 ３ 所示。
根据图 ３ 可初步判断二阶差分后序列为平稳序

列。 为了保证判断的正确性，同理通过 ＡＤＦ 单位根

检验的方法对差分后的时间序列进行判断。 结果见

表 ３。
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图 ３　 二阶差分后序列自相关图和偏自相关图

Ｆｉｇ． ３ 　 Ｓｅｃｏｎｄ －ｏｒｄｅｒ ｄｉｆｆｅｒｅｎｔｉａｌ ｓｅｑｕｅｎｃｅ ａｕｔｏｃｏｒｒｅｌａｔｉｏｎ ｇｒａｐｈ
ａｎｄ ｐａｒｔｉａｌ ａｕｔｏｃｏｒｒｅｌａｔｉｏｎ ｇｒａｐｈ

表 ３　 二阶差分序列 ＡＤＦ 单位根检验结果

Ｔａｂ． ３ 　 Ｓｅｃｏｎｄ － ｏｒｄｅｒ ｄｉｆｆｅｒｅｎｔｉａｌ ｓｅｑｕｅｎｃｅ ＡＤＦ ｕｎｉｔ ｒｏｏｔ ｔｅｓｔ
ｒｅｓｕｌｔ

ＡＤＦ 统计量
临界值

１％置信水平 ５％置信水平 １０％置信水平

Ｔ 统计量 － ５．９０５ ５９８ － ２．６９２ ３５８ － １．９６０ １７１ － １．６０７ ０５１

Ｐ 值 　 ０．０００ ０００ － － －

　 　 由表 ３ 分析可知，二阶差分之后序列即为平稳

序列。 因此， 可以考虑 ＡＲＩＭＡ（ｐ，２，ｑ） 模型。
１．３　 识别模型，判断模型阶数

根据上述 ＡＤＦ 单位根检验的结果，可以看出上

海市电力需求数据在一阶差分和二阶差分下 ＡＤＦ
检验 Ｐ 值均小于 ０．０５，即差分后的时间序列均为平

稳序列，参数 ｄ 的选取需要考虑 １ 与 ２ 两个值。
在 ＡＲＩＭＡ 模型中除了考虑差分阶数 ｄ 的选择，

还需要考虑参数 ｐ 与 ｑ 的选择， 时间序列的自相关

系数（ＡＣＦ） 与偏自相关系数（ＰＡＣＦ） 可以提供对于

参数 ｐ，ｑ 的判断方法。 若自相关函数在 ｑ 阶截尾和

偏自相关系数在 ｐ 阶截尾，则可初步判定模型为

ＡＲＩＭＡ（ｐ，ｄ，ｑ）。
通过观察自相关函数与偏自相关函数图， ｐ 值

可以选取 ０，１，２，ｑ 值可以选取 １，２。 根据上述结论，
初步设定的模型为 ＡＲＩＭＡ（０，１，１）、ＡＲＩＭＡ（０，２，
１）、ＡＲＩＭＡ（１，２，１）、ＡＲＩＭＡ（２，２，１）、ＡＲＩＭＡ（０，２，
２）、ＡＲＩＭＡ（１，２，２）、ＡＲＩＭＡ（２，２，２）。 由于上述模

型的确定主要是根据自相关图和偏自相关图定性判
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断得出，为了精准确定最优模型参数， 可以使用 ＡＩＣ
和 ＢＩＣ准则进行判断。 一般认为，ＡＩＣ和ＢＩＣ函数值

较小的模型参数有着较高的准确性，更加接近真实

模型的阶数。 使用 Ｒ 语言对上述七种模型进行比

较，各模型的 ＡＩＣ 和 ＢＩＣ 准则值见表 ４。
表 ４　 各模型参数对比表

Ｔａｂ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｔａｂｌｅ ｏｆ ｍｏｄｅｌｓ ｐａｒａｍｅｔｅｒ

模型 Ｌｉｋｅｌｉｈｏｏｄ ＡＩＣ ＢＩＣ

ＡＲＩＭＡ（０，１，１） ５０．７５ －９７．５０ －９５．３１

ＡＲＩＭＡ（０，２，１） ５５．９１ －１０７．８２ －１０５．７３

ＡＲＩＭＡ（１，２，１） ５６．３０ －１０６．６０ －１０３．４６

ＡＲＩＭＡ（２，２，１） ５９．８４ －１１１．６８ －１０７．５０

ＡＲＩＭＡ（０，２，２） ５６．４１ －１０６．８１ －１０３．６８

ＡＲＩＭＡ（１，２，２） ５６．４３ －１０４．８６ －１００．６７

ＡＲＩＭＡ（２，２，２） ６０．０８ －１１０．１５ －１０４．９３

　 　 根据 ＡＩＣ 和 ＢＩＣ 准则对上述模型进行比较，发
现模型 ＡＲＩＭＡ（２，２，１）结果较好。 选取 ＡＲＩＭＡ（２，
２，１）模型为最优模型，序列 ｘ１，ｘ２，．．．，ｘｎ{ } 的拟合

结果为：
ｘｔ ＝ － １．３２２ ２ｘｔ －１ － ０．７３４ ８ｘｔ －２ ＋ εｔ ＋ ０．８９１ ０εｔ －１ ．

（２）
１．４　 模型参数检验

对 ＡＲＩＭＡ（２，２，１）模型残差序列进行白噪声检

验，得到 ｐ 值为 ０．９５９ ６＞０．０５，表明残差序列是纯随

机的，为白噪声序列，说明模型显著，拟合效果较好，
ＡＲＩＭＡ（２，２，１）模型对该时间序列拟合成功。
１．５　 模型预测

应用 ＡＲＩＭＡ（２，２，１）模型对上海市 ２０１８～２０２２
年电力需求量进行短期预测，结果见表 ５。

表 ５　 ＡＲＩＭＡ 模型预测结果

Ｔａｂ． ５　 ＡＲＩＭＡ ｍｏｄｅｌ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ

年份 ／ 年 ２０１８ ２０１９ ２０２０ ２０２１ ２０２２

预测值 ／
亿千瓦小时

１ ６０２．９４ １ ６７０．２１ １ ７３０．１ １ ８１６．２ １ ８８１．３７

２　 ＢＰ 神经网络

根据 １９９５ ～ ２０１７ 年上海市电力需求量的历史

数据，选择每前三年的数据来预测第四年的数据。
即在 ＢＰ 神经网络中，输入层选择 ３ 个神经元，输出

层选择 １ 个神经元，根据文献［９］，在隐含层的节点

应为输入层节点的 ２～３ 倍左右搜索，经过多次实验

模拟，测试发现在输入层节点为 ３，输出层节点为 １
的情况下，隐含层节点数为 １０ 时，ＢＰ 神经网络的拟

合效果较好。 因此可按照如下参数来训练 ＢＰ 神经

网络建模，即：输入层节点数为 ３，隐含层节点数为

１０，输出层节点数为 １，训练次数为３ ０００ 次，神经网

络训练误差设为０．０００ １，网络的初始权值 ／学习速

度和阈值等由 Ｍａｔｌａｂ 软件自动选取。
研究中，在保证训练次数和训练误差的前提下，

应用 ＢＰ 神经网络模型对上海市 ２０１８～２０２２ 年电力

需求量进行短期预测，结果见表 ６。
表 ６　 ＢＰ 神经网络模型预测结果

Ｔａｂ． ６　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｍｏｄｅｌ

年份 ／ 年 ２０１８ ２０１９ ２０２０ ２０２１ ２０２２

预测值 ／
亿千瓦小时

１ ６１７．２４ １ ７０９．４８ １ ７６８．０６ １ ７９５．５３ １ ８０３．７２

３　 Ｈｏｌｔ 指数平滑法

指数平滑法，是一种基于预测对象历史数据利

用加权平均的方法进行数据的拟合与预测的方

法［１９］。 根据上述关于 １９９５ ～ ２０１７ 年上海市电力需

求量的变化趋势图可以看出，上海市电力需求呈现

出一定程度的线性变化趋势，具有水平截距和线性

趋势斜率，无季节因素影响。 基于指数平滑理论，
Ｈｏｌｔ 指数平滑法可以对有水平项和趋势项的时间序

列实现拟合预测，本文采取 Ｈｏｌｔ 指数平滑的方法对

上海市电力需求量变化趋势进行预测。 这里，研究

推得 Ｈｏｌｔ 指数平滑法的计算模型的数学公式可顺

次表述如下。
对于时间序列 ｘ１，ｘ２，．．．，ｘｎ{ } ， Ｈｏｌｔ 指数平滑

后的序列 ｘ^ｔ 的计算公式为：

ｘ^ｔ ＋ｋ ＝ ａ ｔ( ) ＋ ｋ·ｂ ｔ( ) ， （３）
　 　 其中， ａ 为水平截距， ｂ 为趋势或斜率。 这 ２ 个

参数由下列递推公式计算得到：
ａｔ ＋１ ＝ αｘｔ ＋１ ＋ １ － α( ) ａｔ ＋ ｂｔ( ) ，
ｂｔ ＋１ ＝ β ａｔ ＋１ － ａｔ( ) ＋ １ － β( ) ｂｔ ．

（４）

其中， α 和 β 在 ０，１( ) 之间，均为模型参数。
根据前两期的数据作为初值，即：

ａ１ ＝ ｘ１，ｂ１ ＝ ｘ２ － ｘ１， （５）
　 　 研究可知，Ｒ 语言的 ｆｏｒｅｃａｓｔ 包主要用于时间序

列的拟合预测。 其中， 函数 ｅｔｓ（） 主要用于关于指

数预测模型的数据拟合， 而且还会依据平均相对误

差最小准则，自动选取对原始数据拟合优度最高的

模型，以上海市电力需求量历史数据的指数模型拟

合为例，可得拟合优度最高的 Ｈｏｌｔ 指数平滑模型。
对应模型参数有：

α ＝ ０．８４６ ７，
β ＝ ０．３７７ ５ ．{ （６）
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　 　 应用 Ｈｏｌｔ 指数平滑模型对上海市 ２０１８ ～ ２０２２
年电力需求量进行短期预测，运算结果见表 ７。

表 ７　 Ｈｏｌｔ 指数平滑模型预测结果

Ｔａｂ． ７　 Ｈｏｌｔ ｅｘｐｏｎｅｎｔｉａｌ ｓｍｏｏｔｈｉｎｇ ｍｏｄｅｌ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ

年份 ／ 年 ２０１８ ２０１９ ２０２０ ２０２１ ２０２２

预测值 ／
亿千瓦小时

１ ５６８．７２ １ ６１２．１２ １ ６５５．５１ １ ６９８．９１ １ ７４２．３１

４　 基于 Ｓｈａｐｌｅｙ 组合模型法的上海市电力

需求预测

４．１　 Ｓｈａｐｌｅｙ 方法基本思路

Ｓｈａｐｌｅｙ 组合法是由 Ｓｈａｐｌｅｙ 在 １９５３ 年提出的

用于解决多参与者合作对策问题的一种方法。 该方

法针对各个参与者在合作中的不同贡献，着眼于每

个参与者对合作的平均贡献，突出了合作中每个参

与者的重要性，因而易于为合作的各个参与者所接

受，并获得了较好的应用［２０－２１］。
在 Ｓｈａｐｌｅｙ 组合法中，假设存在 ｓ 种预测方法，

集合为 Ｉ ＝ １，２，．．．，ｓ{ } ， 对其中任意子集 ｐ，ｑ，
Ｅ（ｐ），Ｅ（ｑ） 分别为该预测子集的误差。 则有：

（１）对于子集 ｐ，ｑ，有Ｅ（ｐ） ＋ Ｅ（ｑ） ⩾Ｅ（ｐ∪ ｑ）。
（２）设 ｙｉ 为第 ｉ 种预测方法在合作中最终分摊

的误差值，有 ｙｉ ≤ Ｅ（ ｉ）， 其中 Ｅ（ ｉ） 表示第 ｉ 种预测

方法产生的误差。
（３）对于 ｓ 种预测方法基于 Ｓｈａｐｌｅｙ 法组合模型

产生的总误差 Ｅ（ ｓ），有 Ｅ（ ｓ） ＝ ∑ ｉ∈ｓ
ｙｉ。

假设第 ｉ 种预测方法产生的相对误差的均值为

Ｅ ｉ， 组合模型的总误差为 Ｅ， 则有：

Ｅ ｉ ＝
１
ｍ∑

ｍ

ｊ ＝ １
ｅｉｊ ， ｉ ＝ １，２，．．．，ｓ( ) ， Ｅ ＝ １

ｓ ∑
ｓ

ｉ ＝ １
Ｅ ｉ，

（７）
其中， ｍ 表示样本的个数， ｅｉｊ 表示第 ｉ 种预

测方法中第 ｊ 个样本的相对误差。
在 Ｓｈａｐｌｅｙ 组合法中，各个合作参与者的权重

分配可参考如下计算公式：

Ｅ ｉ ＝ ∑
ｉ∈ｐ

ω ｐ( ) Ｅ ｐ( ) － Ｅ ｐ ＼ ｉ( )[ ] ，ｉ ＝ １，２，．．．，ｓ，

（８）

ω ｐ( ) ＝ ｓ － ｐ( ) ！ ｐ － １( ) ！
ｓ！

， （９）

其中， ω ｐ( ) 为加权系数，表示在 Ｓｈａｐｌｅｙ 组

合中参与者 ｉ 承担的组合边际贡献； ｉ 表示参与到

Ｓｈａｐｌｅｙ 组合中的某个预测模型； ｐ ＼ ｉ( ) 表示在

Ｓｈａｐｌｅｙ 组合中除去模型 ｉ ； Ｅ ｉ 表示参与的预测模型

ｉ 分配的误差，即 Ｓｈａｐｌｅｙ 值； ｐ 表示在集合 Ｉ 中的任

意子集； ｐ 表示子集中预测模型的个数。
根据上式，关于在 Ｓｈａｐｌｅｙ 组合预测中，参与其

中的各个预测方法的权重计算将用到如下公式：

ωｉ ＝
１

ｓ － １
·

Ｅ － Ｅ ｉ

Ｅ
，ｉ ＝ １，２，．．．，ｓ． （１０）

　 　 其中， ｓ 表示预测方法的个数。
４．２　 基于 Ｓｈａｐｌｅｙ 方法的上海市电力需求量预测

使用均方误差 （ＭＡＰＥ） 准则对上述三种单一

预测方法，即：ＡＲＩＭＡ 模型、ＢＰ 神经网络模型和

Ｈｏｌｔ 指数平滑模型的预测误差进行计算分析。 根据

上述三种单一预测方法的预测误差，可求得组合预

测的总误差值为（２．４９＋２． ９９ ＋ ２． ７９） ／ ３ ＝ ２． ７６。 由

Ｓｈａｐｌｅｙ 方法，参与组合预测模型总误差分配的“合
作关系”成员为： Ｉ ＝ １，２，３{ } ，Ｉ 所有子集的组合误

差 分 别 为： Ｅ １{ } 、Ｅ ２{ } 、Ｅ ３{ } 、Ｅ １，２{ } 、Ｅ １，３{ } 、
Ｅ ２，３{ } 、Ｅ １，２，３{ } ， 其数值的大小为该子集所包括

的向量的误差平均值，计算结果见表 ８。
表 ８　 预测误差分配结果

Ｔａｂ． ８　 Ｐｒｅｄｉｃｔｉｏｎ ｅｒｒｏｒ ｄｉｓｔｒｉｂｕｔｉｏｎ ｒｅｓｕｌｔ

组合 Ｅ １{ } Ｅ ２{ } Ｅ ３{ } Ｅ １，２{ } Ｅ １，３{ } Ｅ ２，３{ } Ｅ １，２，３{ }

数值 ２．４８８ ５ ２．９９１ ２ ２．７９３ ９ ２．７３９ ９ ２．６４１ ２ ２．８９２ ５ ２．７５７ ９

　 　 根据 Ｓｈａｐｌｅｙ 组合法给出的计算公式，可以计

算出组合中对应的成员 １ 的 Ｓｈａｐｌｅｙ 值为：

Ｅ１ ＝ ０！ × ２！
３！

Ｅ １{ } － Ｅ １{ } － １{ }( )[ ] ＋

　 １！ × １！
３！

Ｅ １，２{ } － Ｅ １，２{ } － １{ }( )[ ] ＋

　 １！ × １！
３！

Ｅ １，３{ } － Ｅ １，３{ } － １{ }( )[ ] ＋

　 ２！ × ０！
３！

Ｅ １，２，３{ } － Ｅ １，２，３{ } － １{ }( )[ ] ＝

　 １
３

× ２．４８８ ５ ＋ １
６

× ２．７３９ ９ － ２．９９１ ２( ) ＋

　 １
６

× ２．６４１ ２ － ２．７９３ ９( ) ＋ １
３

×

　 ２．７５７ ９ － ２．８９２ ５( ) ＝ ０．７１７ ３， （１１）
同理， Ｅ２ ＝ １．０９４ ３， Ｅ３ ＝ ０．９４６ ３。 ３ 个成员

Ｓｈａｐｌｅｙ 值之和为： Ｅ１ ＋ Ｅ２ ＋ Ｅ３ ＝ ０．７１７ ３ ＋ １．０９４ ３ ＋
０．９４６ ３ ＝ ２．７５７ ９，等于组合预测的总误差。

由权重公式（１０），可以计算出各个预测方法的

权 重 为 ω ＝ ０．３７０ ０　 ０．３０１ ６　 ０．３２８ ４( ) ， 则

Ｓｈａｐｌｅｙ 组合预测模型为：
ｙ⌒ｔ ＝ ０．３７０ ０ｙ⌒１ｔ ＋ ０．３０１ ６ｙ⌒２ｔ ＋ ０．３２８ ４ｙ⌒３ｔ ． （１２）
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其中， ｙ⌒ｔ 表示上海市电力需求的 Ｓｈａｐｌｅｙ 组合

模型预测值； ｙ⌒１ｔ 表示 ＡＲＩＭＡ 模型预测值； ｙ⌒２ｔ 表示

ＢＰ 神经网络模型预测值； ｙ⌒３ｔ 表示 Ｈｏｌｔ 指数平滑模

型预测值。
由上述对于各个预测模型的权重公式，可以对

ＡＲＩＭＡ 模型、ＢＰ 神经网络模型和 Ｈｏｌｔ 指数平滑模

型进行组合。 利用组合预测模型对 １９９５ ～ ２０１７ 年

上海市电力需求量进行预测，该组合模型的预测值

与误差详见表 ９。

表 ９　 基于 Ｓｈａｐｌｅｙ 组合模型的上海市电力需求拟合结果

Ｔａｂ． ９　 Ｓｈａｎｇｈａｉ ｅｌｅｃｔｒｉｃ ｐｏｗｅｒ ｄｅｍａｎｄ ｆｉｔｔｉｎｇ ｒｅｓｕｌｔｓ ｂａｓｅｄ ｏｎ Ｓｈａｐｌｅｙ ｃｏｍｂｉｎｅｄ ｍｏｄｅｌ

年份
实际电力需求量 ／

亿千瓦小时

单一预测模型

ＡＲＩＭＡ
模型

ＢＰ 神经

网络

Ｈｏｌｔ 指数

平滑模型

各单一模型相对误差 ／ ％

ＡＲＩＭＡ
模型

ＢＰ 神经

网络

Ｈｏｌｔ 指数

平滑模型

Ｓｈａｐｌｅｙ 法组合模型

拟合值
相对

误差 ／ ％

１９９８ ４８２．９４ ４８２．４５ ４８９．３９ ４８０．８５ ０．１０ １．３３ ０．４３ ４８４．０１ ０．２２

１９９９ ５０１．２０ ５１１．５９ ５１７．０７ ５０９．３７ ２．０７ ３．１７ １．６３ ５１２．５１ ２．２６

２０００ ５５９．４５ ５２８．３１ ５３４．２９ ５２６．５９ ５．５７ ４．５０ ５．８７ ５２９．５５ ５．３４

２００１ ５９２．９８ ６０４．３０ ６１８．１９ ５８９．０６ １．９１ ４．２５ ０．６６ ６０３．４８ １．７７

２００２ ６４５．７１ ６２８．６１ ６５０．８８ ６２８．２８ ２．６５ ０．８０ ２．７０ ６３５．２２ １．６３

２００３ ７４５．９７ ７２１．８７ ７４９．７０ ６８４．５１ ３．２３ ０．５０ ８．２４ ７１７．９９ ３．７５

２００４ ８２１．４４ ８０４．２１ ９２４．６６ ７９７．６６ ２．１０ １２．５７ ２．８９ ８３８．３９ ２．０６

２００５ ９２１．９７ ９３９．６５ ９２２．５６ ８８６．５１ １．９２ ０．０６ ３．８５ ９１７．０４ ０．５３

２００６ ９９０．１５ １ ０２７．４６ ９８９．６０ ９９６．５８ ３．７７ ０．０６ ０．６５ １ ００５．９０ １．５９

２００７ １ ０７２．３８ １ ０７５．９５ １ ０４６．４３ １ ０６９．１３ ０．３３ ２．４２ ０．３０ １ ０６４．８１ ０．７１

２００８ １ １３８．２２ １ １８２．５５ １ １３５．５８ １ １５０．９１ ３．８９ ０．２３ １．１２ １ １５７．９９ １．７４

２００９ １ １５３．３８ １ １９１．９４ １ １５７．１０ １ ２１５．１４ ３．３４ ０．３２ ５．３５ １ １８９．０５ ３．０９

２０１０ １ ２９５．８７ １ ２２５．３５ １ ０８０．１５ １ ２１８．０８ ５．４４ １６．６５ ６．００ １ １７９．１７ ９．０１

２０１１ １ ３３９．６２ １ ３８０．８３ １ ３３９．１９ １ ３６４．０４ ３．０８ ０．０３ １．８２ １ ３６２．７６ １．７３

２０１２ １ ３５３．４０ １ ３９４．９４ １ ３４２．４４ １ ４１５．６６ ３．０７ ０．８１ ４．６０ １ ３８５．９１ ２．４０

２０１３ １ ４１０．６０ １ ４５８．６０ １ ３２９．８９ １ ４１５．３４ ３．４０ ５．７２ ０．３４ １ ４０５．５７ ０．３６

２０１４ １ ３６９．０３ １ ３９２．７９ １ ４０５．１２ １ ４６２．２１ １．７４ ２．６４ ６．８１ １ ４１９．３１ ３．６７

２０１５ １ ４０５．５５ １ ４０５．３４ １ ４１０．５４ １ ４０４．４１ ０．０２ ０．３６ ０．０８ １ ４０６．６０ ０．０７

２０１６ １ ４８６．０２ １ ４１１．９７ １ ４４４．８４ １ ４２６．８４ ４．９８ ２．７７ ３．９８ １ ４２６．７７ ３．９９

２０１７ １ ５２６．７７ １ ５１７．６２ １ ５１６．９５ １ ５１７．３２ ０．６０ ０．６４ ０．６２ １ ５１７．３２ ０．６２

ＭＡＰＥ － － － － ２．４９ ２．９９ ２．７９ － ２．３３

　 　 根据表 ９ 中数据的分析比较后可知，采用

Ｓｈａｐｌｅｙ 组合模型预测法运算得到的 １９９８ ～ ２０１７ 年

上海市电力需求量的预测结果的平均相对误差

（ＭＡＰＥ） 为 ２．３３％，属于最小。 所以，可以认为基于

Ｓｈａｐｌｅｙ 组合模型预测法得到的预测结果具有较高

的预测精度，拟合效果较好，相对单一的预测方法较

为有效。
在此基础上，拟对 ２０１８ ～ ２０２２ 年五年内上海市

电力需求量进行预测。 首先采用上述单一模型进行

预测，然后根据 Ｓｈａｐｌｅｙ 组合模型预测法，基于各单

一预测方法的权重值进行组合加权，最终算出组合

预测值。 预测结果见表 １０。

表 １０　 Ｓｈａｐｌｅｙ 组合模型预测结果

Ｔａｂ． １０　 Ｓｈａｐｌｅｙ ｃｏｍｂｉｎｅｄ ｍｏｄｅｌ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ／ 亿千瓦小时

年份

ＡＲＩＭＡ 模型

分析

（ω１ ＝ ０．３７０ ０）

ＢＰ 神经

网络分析

（ω２ ＝ ０．３０１ ６）

Ｈｏｌｔ 指数

平滑法分析

（ω３ ＝ ０．３２８ ４）

Ｓｈａｐｌｅｙ 组合

预测模型

２０１８ １ ６０２．９４ １ ６１７．２４ １ ５６８．７２ １ ５９６．０１

２０１９ １ ６７０．２１ １ ７０９．４８ １ ６１２．１２ １ ６６２．９７

２０２０ １ ７３０．１０ １ ７６８．０６ １ ６５５．５１ １ ７１７．０５

２０２１ １ ８１６．２０ １ ７９５．５３ １ ６９８．９１ １ ７７１．４４

２０２２ １ ８８１．３７ １ ８０３．７２ １ ７４２．３１ １ ８１２．２８

８３ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 ９ 卷　



５　 结束语

本文首先采用 ＡＲＩＭＡ 模型、ＢＰ 神经网络模型

和 Ｈｏｌｔ 指数平滑模型三种单一预测模型分别对

１９９５～２０１７ 年上海市电力需求数据进行建模分析，
接着运用合作对策理论中的 Ｓｈａｐｌｅｙ 组合模型方法

进行组合建模，求解了上述三种单一预测方法的权

重，构建了组合模型，并依据组合模型预测了未来五

年的上海市电力需求量趋势。 根据实例结果，相比

于三种单一的预测方法的拟合效果，Ｓｈａｐｌｅｙ 组合模

型具备更高的预测精度，预测平均相对误差仅为

２．３３％，拟合效果较好。
在实际应用中，根据 Ｓｈａｐｌｅｙ 组合模型的预测

结果，未来 ５ 年内上海市的电力需求仍将呈现较大

的增长态势，预计到 ２０２２ 年上海市的电力需求量为

１ ８１２．２８亿千瓦时，该预测运算的拟合结果较好，因
此可为上海市的供电单位决策提供参考。 对于上海

市的供电单位而言，需要制定科学合理的供电量增

长规划以及供电基础设施的建设工作，稳定上海市

电力供应，服务于高速发展的经济社会活动，促进人

民生活水平的提高。
此外，本文主要选取了 ３ 种预测领域应用较多、

效果较好的单一预测方法用于 Ｓｈａｐｌｅｙ 组合模型，
如何更加全面有效地选择预测方法进行 Ｓｈａｐｌｅｙ 组

合预测，提高应用的一般性，获得更高的拟合精度，
仍然是一个亟待深入探究和讨论的研究课题。
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