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基于能量过滤的不确定时间序列数据清洗方法
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摘　 要： 精确度是数据科学领域研究的重要方面，对后续数据处理等过程都有至关重要的影响。 利用多个传感器返回的多个

时间序列可提升时间序列数据的精确度，称为不确定时间序列，这多个时间序列样本在真实数据上下随机波动。 已有关于时

间序列的研究大多直接在不确定时间序列上提出新算法，其缺点是算法复杂度通常较高，直接对不确定时间序列进行清洗，
获得尽可能接近真实的数据有重要意义。 本文提出基于能量过滤的方法对不确定时间序列进行清洗，实验结果表明与已有

方法相比，本文方法在效果和效率上都更优。
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０　 引　 言

时间序列数据在日常生活和工业生产中无处不

在，例如气象学中的温度、湿度、风速、ＰＭ２．５；医学

中的心跳、血压、体温；以及经济学中的股票指数、恩
格尔系数以及其它描述宏观经济形势的指数等。 这

些数据都是随时间变化的数值型数据。 由于环境干

扰、传感器的精度不够、获取数据时的舍入等原因，
时间序列数据通常是不精确的，距离真实数据总有

一些误差。 而这些误差往往给人们的日常生活、医
疗中的病情诊断及监控以及政府部门的决策等带来

负面影响。
为了尽可能降低误差带来的影响，常用的解决

方法就是对同一时间序列数据采集多个样本，每个

样本都在真实数据周围随机的上下波动，对这些样

本求平均值，或者直接在这些样本上设计新算法，都
能在一定程度上解决误差带来的影响。 求平均值的

方法最简单快速，但结果精确度不够高；设计新算法

的思路能够获得更高的精度，但往往有着很高的时

间复杂度。
结合时间序列平滑的特性以及随机噪声的波动

特性，本文给出一种基于能量过滤的时间序列清洗

算法。 根据给定的时间序列样本，计算出数据中噪

声所占能量的比重，根据这个比重找出一个频率阈

值，并将傅里叶变换之后高于该阈值的部分过滤掉，
所得结果更加平滑且接近真实数据，在 Ｔｏｐ－ｋ 查询

问题上和已有算法做了实验对比，结果显示在效果

上本文算法较好，而时间效率上本文算法远远优于

已有算法。

１　 问题描述

１．１　 时间序列

时间序列 Ｓ 是一个长度为 ｎ 的有序数据序列

＜ ｓ１，ｓ２，…，ｓｎ ＞ ， 其中 ｓｉ（１ ≤ ｉ ≤ ｎ） 是数值型数



据，表示第 ｉ 个时刻对应的数值如温度、湿度、股票

价格等，也可表示为 Ｓ ｉ[ ] 。
在时间序列数据的相关应用中，最为广泛的操

作是计算时间序列之间的距离。 给定 ２ 个长度为 ｎ
的时间序列 Ｓ 和 Ｔ， 计算 Ｓ 和 Ｔ 之间的距离度量：
Ｄｉｓｔ（Ｓ，Ｔ）， 针对应用场景的不同，对 Ｓ 和 Ｔ 距离的

度量 方 式 有 很 多， 常 用 的 包 括 动 态 时 间 规 整

（ＤＴＷ）、欧式距离等。 其中欧氏距离是应用最为广

泛的时间序列相似度度量方法。 其形式化定义如

下：

Ｄｉｓｔ Ｓ，Ｔ( ) ＝
　

∑
ｎ

ｉ ＝ １
（Ｓ ｉ[ ] － Ｔ［ ｉ］） ２ ．

其中， Ｄｉｓｔ Ｓ，Ｔ( ) 越小，表示 Ｓ 和 Ｔ 的距离越

小，其相似度也越高。
１．２　 不确定时间序列

在很多实际情况中，收集到的数据往往是不精

确的，比如采集温度数据的传感器，本身有一定的误

差，为降低误差，对同一时刻的数据收集多个数据样

本，以提高测量精度。 因此本文给出的不确定时间

序列模型描述如下：
不确定时间序列 Ｘ 是一个有序集合 ＜ ｘ１，ｘ２，

…，ｘｎ ＞ ，其中ｘｉ（１≤ ｉ £≤ ｎ） 是数值型数据集合，表
示第 ｉ个时刻对应数值的所有样本值， ｜ ｘｉ ｜ ＝ ｍ是样

本大小，ｘｉ 也可表示为 Ｘ［ ｉ］。 ｘ ｊ
ｉ 表示第 ｉ 个时刻的

第 ｊ个样本值。 为便于理解，将 ｉ时刻某一样本的可

能取值看成一个连续型随机变量Ｘ ｉ，Ｘ ｉ 的概率分布

和当前时刻的真实值ｓｉ 以及数据收集器（如温度传

感器等） 的误差有关， 因此可表示为：
Ｘ ｉ ＝ ｓｉ ＋ Ｙｉ ．

　 　 其中： Ｙｉ 是一个随机变量，表示第 ｉ 时刻的误差

分布。 为简化问题，本文给出 ２ 个合理的假设：
（１）不同时刻值的误差是独立同分布的随机变

量；
（２） Ｙｉ 的期望值为 ０，即数据收集器自身没有

系统偏差。
１．３　 不确定时间序列的清洗

关于不确定时间序列的已有研究中，都致力于

提出新的模型和算法对不确定时间序列数据进行搜

索、聚类和 Ｔｏｐ－ｋ 查询等。 而相关问题在确定时间

序列上的研究已经十分成熟，为了使这些方法能够

直接用在不确定时序数据上，本文主要研究如何对

不确定数据进行清洗（或者还原），使之变为尽可能

接近真实数据的确定时间序列。 下面给出不确定时

间序列的清洗问题。

对于时间序列 Ｓ ＝ ＜ ｓ１，ｓ２，…，ｓｎ ＞ ， 不确定时

间序列 Ｘ ＝ ＜ ｘ１，ｘ２，…，ｘｎ ＞ 是对 Ｓ 的观察值，其中

ｘｉ 是对 ｓｉ 进行观测得到的 ｍ 个样本值。 在 Ｘ 已知，

Ｓ 未知的条件下，计算 Ｓ 的估计值 Ｓ^ ＝ ＜ ｓ^１，ｓ^２，…，ｓ^ｎ

＞ ， 使得 Ｓ^ 尽可能的接近 Ｓ， 即 Ｄｉｓｔ（Ｓ， Ｓ^） 尽可能

小。
之所以要最小化估计值和真实值之间的欧氏距

离，是因为欧氏距离是评估时间序列相似度中最常

用的方法。 若要查询序列 ＱＳ 到 Ｓ 之间的距离

Ｄｉｓｔ（ＱＳ，Ｓ） ，考虑用 Ｄｉｓｔ（ＱＳ，Ｓ^） 去近似，由于欧氏

距离满足三角不等式，即对于任意时间序列 Ｓ１ ， Ｓ２

和 Ｓ３ ， Ｄｉｓｔ Ｓ１，Ｓ２( ) ＋ Ｄｉｓｔ Ｓ２，Ｓ３( ) ≥ Ｄｉｓｔ（Ｓ２，Ｓ３） 恒

成立， 不 难 得 出 Ｄｉｓｔ ＱＳ，Ｓ( ) ∈ ［Ｄｉｓｔ ＱＳ，Ｓ^( ) －

Ｄｉｓｔ Ｓ，Ｓ^( ) ，Ｄｉｓｔ ＱＳ，Ｓ^( ) ＋ Ｄｉｓｔ Ｓ，Ｓ^( ) ］， 很 明 显，

Ｄｉｓｔ（Ｓ，Ｓ^） 越小，该区间就越小，所得到的结果也就

越精确。

２　 基于能量过滤的清洗方法

为了对不确定序列进行估计，最直观的方法是

直接对每个时间点的样本求均值 ｘｉ ，并用 ｘｉ 作为相

应的估计值 ｓ ｉ^。 然而这种方法单独对每个时间点

进行计算，忽略了相邻时间点数据的相关性，实验验

证部分也证实该方法并不能够很好地对数据进行还

原。
由于数据点之间的相关性在频域表现比较明

显，因此本文考虑在频域进行降维，从而达到清洗数

据的目的。 其直观思想是，时间序列数据在频域上

分布极不均匀。 即有些频率上的数据分布很集中

（高能区域），而有些频率上只有很少数据信息（低
能区域），而不确定数据中的噪声在各个频率上的

分布相对均匀。 因此，在低能区域，噪声数据占据主

导地位，直接将其舍弃掉虽然会丢失一部分有用信

息，但同时丢掉了更多的垃圾信息，使得整体的数据

质量得到提升。 该方法的优点主要包括：
（１）大大减少了数据量，每个时间点的数据由

ｍ 维降低到 １ 维，并且在频域上只需要保留很少的

数据（例如在实验中， 长度为 ２ ｋ 的数据在频率域只

需要保留 １００ 个左右的数据点）；
（２）大大提升了数据质量，通过自适应的选取

一个能量阈值，本文的方法能够去掉尽可能多的噪

声，保留尽可能多的有用信息，从而使最终的估计结
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果尽可能地接近真实数据，实验部分也对此进行了

验证。
２．１　 离散傅里叶变换

将时间序列转换到频域，需要用到的是离散傅

立叶变换（ＤＦＴ）。 给定时间序列 Ｓ ＝ ＜ ｓ１， ｓ２，…， ｓｎ
＞ ，Ｓ 的离散傅立叶变换是一个复数序列 Ｆ ＝ ＜ ｆ１，
ｆ２，…，ｆｎ ＞ ， 其中：

ｆｋ ＝ １ ／ 　 ｎ∑
ｎ

ｉ ＝ １
ｓｉｅｘｐ （ － ｊ２πｉｋ ／ ｎ），

　 　 其中， ｊ 是虚数单位
　 － １ 。 反过来， Ｓ 可以通

过对 Ｆ 进行逆变换得到：

ｓｉ ＝ １ ／ 　 ｎ∑
ｎ

ｋ ＝ １
ｆｋｅｘｐ （ ｊ２πｉｋ ／ ｎ），

　 　 傅立叶变换有快速算法（ＦＦＴ），其时间复杂度

为 Ｏ（ｎｌｏｇ（ｎ））。 对于复数 ｃ ＝ ａ ＋ ｊｂ ＝ Ａｅｘｐ（ ｊφ），Ａ
称之为复数的幅值， φ 称之为相位，其能量 Ｅ ｃ( ) ＝

ａ２ ＋ ｂ２， 复数序列的能量 Ｅ Ｆ( ) ＝ ∑
ｎ

ｋ ＝ １
Ｅ（ ｆｋ）。 对于

离散傅立叶变换，有如下重要定理：
定理 １（Ｐａｒｓｅｖａｌ） 　 如果 Ｆ 是 Ｓ 的离散傅立叶

变换结果，那么：

∑
ｎ

ｉ ＝ １
Ｅ（ ｓｉ） ＝ ∑

ｎ

ｋ ＝ １
Ｅ（ ｆｋ） ．

　 　 Ｐａｒｓｅｖａｌ 定理的直观含义是，序列数据在经过

离散傅立叶变换之后，其能量保持不变。 另外，离散

傅立叶变换是一个线性变换。
定理 ２　 傅立叶变换具有线性性质：
（１）若 Ｓ１ 的傅立叶变换结果是 Ｆ１，Ｓ２ 的傅立叶

变换结果是 Ｆ２， 那么 Ｓ１ ＋ Ｓ２ 的傅立叶变换结果是

Ｆ１ ＋ Ｆ２；
（２）若 Ｓ 的傅立叶变换结果是 Ｆ， 且 ａ 为任一

实数，那么若 ａＳ 的傅立叶变换结果是 ａｆ。 其中Ｓ１ ＋
Ｓ２ 表示 ２ 个序列对应元素相加， ａＳ 表示序列的每个

元素乘以 ａ。
结合上述 ２ 个定理，容易得出结论：如果 Ｓ１ 的

傅立叶变换结果是 Ｆ１，Ｓ２ 的傅立叶变换结果是 Ｆ２，
那么：
Ｄｉｓｔ Ｓ１，Ｓ２( ) ＝ Ｅ Ｓ１ － Ｓ２( ) ＝ Ｅ Ｆ１ － Ｆ２( ) ＝ Ｄｉｓｔ（Ｆ１，Ｆ２）．
　 　 该结论说明，２ 个时间序列的欧式距离等于他

们在频域的欧式距离。
２．２　 基于能量过滤清洗时间序列数据

对不确定时间序列 Ｘ 进行均值处理后，初步得到

一个比较接近真实值的序列 Ｘ
－
＝ ＜ ｘ－ １，ｘ

－
２，…，ｘ－ｎ ＞ ，

其中， ｘ－ ｉ ＝ １ ／ ｍ∑
ｘ∈ｘｉ

ｘ， 即对每个时刻的样本数据分别

求均值。 这时 Ｘ－ 可看成是真实数据 Ｓ 和噪声数据

Ｅｒｒ 的叠加：

Ｘ
－
＝ Ｓ ＋ Ｅｒｒ，

　 　 对 Ｘ
－
进行离散傅立叶变换得到 ＦＸ，且根据定理

２，有 Ｆ
－

Ｘ ＝ ＦＳ ＋ ＦＥｒｒ， 其中 ＦＳ 和 ＦＥｒｒ 分别是 Ｓ 和 Ｅｒｒ
的离散傅立叶变换结果。 对于 ＦＸ

－ 中的 ｎ 个复数按

照幅值绝对值降序排列，得到长度为 ２ｎ 的实数序列

＜ ｒ１，ｒ２，…，ｒ２ｎ ＞ ， 其中，每个元素 ｒｉ 都由 ２ 部分组

成：真实值 ｓｉ 和噪声 εｉ。 把其都看作分别从随机变

量 Ｒ，Ｓ 和 Ｅｒ 中得到的样本，则对于数据能量的期

望，有：
Ｅ Ｒ２( ) ＝ Ｅ Ｓ ＋ Ｅｒ( ) ２( ) ＝ Ｅ Ｓ２( ) ＋ Ｅ Ｅｒ２( ) ＋ Ｅ（ＳＥｒ），
　 　 由前面的假设，知道噪声的均值为 ０，且和真实

数据无关，上式变为：
Ｅ Ｒ２( ) ＝ Ｅ Ｓ２( ) ＋ Ｅ Ｅｒ２( ) ＋ Ｅ ＳＥｒ( ) ＝ Ｅ Ｓ２( ) ＋

Ｅ Ｅｒ２( ) ＋ Ｅ Ｓ）Ｅ（Ｅｒ( ) ＝ Ｅ Ｓ２( ) ＋
Ｅ Ｅｒ２( ) ．

即在某个频率上，脏数据的能量的期望等于真

实数据能量期望与噪声能量期望之和。
对于某频率的数据，如果将其舍弃掉，将导致与

真实数据之间 Ｅ Ｓ２( ) 的能量差；如果将其保留，则
将导致与真实数据之间 Ｅ Ｅｒ２( ) 的能量差。 因为能

量和欧式距离之间有平方的关系，因此要使这个能

量差尽量小。 如果 Ｅ Ｓ２( ) 未知而 Ｅ Ｅｒ２( ) 已知，那
么只 要 某 频 率 上， 脏 数 据 的 能 量 大 于 ２ 倍 的

Ｅ Ｅｒ２( ) ，就说明真实数据能量的期望大于噪声能量

的期望，将该频率上的值保留，否则说明真实数据能

量的期望小于噪声能量的期望，真实数据被噪声淹

没，则将该频率上的值舍弃。 下面讨论如何估计噪

声期望。
２．３　 噪声能量的估计

由于不同时刻的数据都是由同一个传感器收集

的，因此不同时刻的随机噪声也是独立同分布的。
每个时刻有 ｍ 个样本，均由随机变量 ｓ ＋ Ｎｓ 中采样

得到，其中 ｓ 是真实值但未知，随机变量 Ｎｓ 是传感

器的随机误差。 由于 ｓ 是常数不影响方差，因此 ｓ ＋
Ｎｓ 和 Ｎｓ 的方差相等，由概率论知识可知， ｍ 个样本

的样本方差是对 ｓ ＋ Ｎｓ 方差的无偏估计，即是对 Ｎｓ
方差的无偏估计。 由于时间序列很长，因此在每个

时间点上的数据估计 Ｎｓ 并求平均，根据大数定律容

易得出，如此求得的方差几乎等于传感器随机误差

的方差：

Ｖａｒ（Ｎｓ） ≈ １ ／ ｎ∑
ｎ

ｉ ＝ １
１ ／ （ｍ － １）∑

ｍ

ｊ ＝ １
ｘ( ｊ
ｉ － ｘｉ

－
） ２ ．

３第 ４ 期 孙纪舟， 等： 基于能量过滤的不确定时间序列数据清洗方法



　 　 同时，由方差和期望的性质可知： Ｖａｒ Ｎｓ( ) ＝
Ｅ Ｎｓ２( ) － Ｅ２（Ｎｓ）， 而传感器没有系统偏差， 即

Ｅ Ｎｓ( ) ＝ ０，从而可得 Ｅ Ｎｓ２( ) ＝ Ｖａｒ（Ｎｓ），其含义是，
传感器误差的方差等于其所产生的噪声数据的能

量。 因为能量过滤是在求均值之后的序列数据上进

行的，因此可以得知，每个时间点上 Ｘ
－
中噪声能量的

期望是：

　 Ｖａｒ Ｎｓ( ) ／ ｍ ≈１ ／ ｎ∑
ｎ

ｉ ＝ １
１ ／ （ｍ２ － ｍ）∑

ｍ

ｊ ＝ １
ｘ( ｊ
ｉ － ｘ－ ｉ）２．

（１）
因为噪声数据在频域是均匀分布的，容易得出

每个频率上噪声能量的期望也是 Ｖａｒ Ｎｓ( ) ／ ｍ， 平均

到复数的实部和虚部，各占一半。 因此 Ｅ Ｅｒ２( ) ＝
Ｖａｒ Ｎｓ( ) ／ ２ｍ， 能量过滤的阈值设为 ｔｈ ＝ ２Ｅ Ｅｒ２( ) ＝
Ｖａｒ Ｎｓ( ) ／ ｍ。
２．４　 算法

至此，可给出基于能量过滤的时间序列清洗算

法：
算法 １　 ＦｉｌｔｅｒＣｌｅａｎ 算法。
输入　 长度为 ｎ，样本数位 ｍ 的不确定时间序

列 Ｘ。

输出　 长度为 ｎ 的确定时间序列 Ｓ^，使其与真

实数据的距离尽可能小。
（１） 对 Ｘ 每个时间点上的数据分别求平均，得

到 Ｘ－ ；
（２） 对 Ｘ－ 进行快速傅立叶变换，得到频域序列

Ｆ；
（３） 根据式（１） 求出能量过滤的阈值 ｔｈ；
（４） 对 Ｆ 中每个频率上的复数；
（５） 如果复数实部的平方小于 ｔｈ，则将其实部

设置为 ０；
（６） 如果复数虚部的平方小于 ｔｈ，则将其虚部

设置为 ０；
（７） 得到过滤后的频域序列 Ｆ′；
（８） 对 Ｆ′ 进行快速傅立叶逆变换，得到时域序

列 Ｓ^；

（９） 返回 Ｓ^。
算法复杂度分析： 第 （ １） 步时间复杂度为

Ｏ（ｍｎ）， 第（２）步时间复杂度为 Ｏ（ｎＬｏｇ（ｎ））， 第

（３）步时间复杂度为 Ｏ（ｍｎ）， 第（４） ～ （７）步时间复

杂度 Ｏ（ｎ）， 第（８）步时间复杂度为 Ｏ（ｎＬｏｇ（ｎ）），

因此，算法的时间复杂度是 Ｏ ｎ Ｌｏｇ ｎ( ) ＋ ｍ( )( ) 。

３　 实验验证

最后在真实数据集和合成数据集上对本文算法

和其它算法做一对比。
３．１　 实验环境

本文算法代码用 ＪＡＶＡ 语言实现，硬件环境是

主频 ３．６０ＧＨｚ 的 ８ 核 Ｉｎｔｅｌ ｉ７ 处理器，内存大小为

８ＧＢ，硬盘大小 １ＴＢ 的台式机，底层操作系统是

Ｗｉｎｄｏｗｓ ７。
３．２　 实验数据

本实验采用的数据集为 ＵＣＲ 数据集，ＵＣＲ 是

时间序列数据研究中最常用的数据集，样本及噪声

的生成均采用文献［１］中的方法。
３．３　 算法对比

本实验主要与一个最近的关于不确定时间序列

数据上 Ｔｏｐ－ｋ 查询的算法［１］Ｈｏｌｉｓｔｃ－ＰｋＮＮ 做对比。
该算法解决的问题是，给定一个不确定时间序列数

据集，研究如何从该数据集中快速找出与查询序列

Ｑ 距离最近的不确定时间序列。 该方法是针对不确

定时间序列上的老问题设计的新算法，其最大缺点

是虽然设计了很多提高性能的优化技术，但时间开

销依然很高。
３．４　 实验结果

首先从 ＵＣＲ 数据集中随机选取了一条时间序

列数据，在该条时间序列上生成带有噪声的多个样

本，对这些样本求得的均值如图 １（ａ）所示，本文基

于能量过滤后的时间序列如图 １（ｂ）所示。 ２ 个图

中真实序列用粗实线表示，实验结果所得曲线用细

线表示。 从图中可以看出过滤后的曲线比直接求均

值的曲线平滑很多，也更接近真实值。
　 　 其后在同一个时间序列上对比了过滤前后的时

间序列与真实值之间的欧氏距离。 如图 ２ 所示。
　 　 标识的曲线是过滤过程中最优过滤阈值所得到

的结果，可以看出过滤后的曲线比过滤前的曲线更

接近真实值，而在最优阈值频率和本文所选择的阈

值频率所得的结果十分接近，几乎完全重合，说明本

文所提的阈值频率估算方法是符合实际预期的。
接下来对比了不确定数据上 Ｔｏｐ－ｋ 运算的时

间以及空间代价，如图 ３ 所示。 注意到纵坐标是对

数坐标系，可以看出和 Ｈｏｌｉｓｔｉｃ－ＰｋＮＮ 相比，在利用

本文方法清洗之后的确定序列上直接求 Ｔｏｐ－ｋ 的

时间代价和空间代价都小很多。

４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 ９ 卷　
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图 １　 真实值和（ａ）求均值以及（ｂ）过滤后的值之间的对比
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图 ２　 真实值和过滤前后的距离随（ａ）样本个数以及（ｂ）噪声幅度的变化
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