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摘　 要： 抑郁症已成为全球主要的健康负担，有效检测抑郁症是公共卫生的一大挑战。 为了更好地识别抑郁症，本文提取了

不同类型的脑电信号特征，其中包括线性特征和非线性特征，对抑郁症患者的脑电信号进行综合分析。 并使用不同的机器学

习算法模型分类器来评估最优特征集。 在结合所有类型的特征对 ＭＤＤ 患者进行分类时，获得了最佳识别准确率达到 ９１％左

右。 这项基于机器学习和脑电信号（ＥＥＧ）的抑郁症识别研究为未来应用于抑郁症领域的早期筛查、辅助诊断以及辅助治疗

决策等方面提供了一种辅助方案和一定的参考价值。
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０　 引　 言

据世界卫生组织不完全统计，全球约有超过 ３．５
亿的不同程度抑郁症患者，仅中国统计出的抑郁症

患者已超过 ３ ０００ 万，在近 ２０ 年的时间抑郁症患者

约增加了 １２０ 倍。 然而，对抑郁症的病理机制的认

识、尤其量化的评估或精神健康的指标以及有效的

精神障碍早诊早治方法仍然缺乏，这成为抑郁症患

者痊愈的主要难题。
由于抑郁症的发病隐蔽性高和大众对抑郁症不

够重视，仍有不少的抑郁症患者尚未得到有效治疗。
目前，对抑郁症的诊断主要依赖于临床医生的观察、
问诊以及问卷量表调查，这种方法存在一定的主观

性和不确定性，易导致误诊、漏诊、前后诊断不一致，
延误患者最佳治疗时期。 因此，现阶段研究者尝试

运用神经成像技术如脑电 （ Ｅｌｅｃｔｒｏｅｎｃｅｐｈａｌｏｇｒａｍ，
ＥＥＧ）、核磁共振、脑磁图、正电子发射断层显像等来

实现对抑郁症的客观评价和诊断。 其中，ＥＥＧ 具有

一定的优势，如设备价格低、操作简单方便、时间分

辨率高等。 随着人工智能的发展，采用机器学习方

法结合 ＥＥＧ 信号特征用于识别抑郁症的分类研究

越来越受到重视。
基于机器学习对抑郁症患者和正常人的脑电信

号进行识别已经有一定的研究基础。 如 Ｃａｉ 等学

者［１］利用 ８６ 名抑郁症患者和 ９２ 名正常人的脑电数

据，提取得到了一部分特征，在 ＫＮＮ 模型上达到了



８６．９８％的准确率。 Ｈｏｓｓｅｉｎｉｆａｒｄ 等研究者［２］ 利用 ４５
名抑郁症患者 ４５ 名正常人的脑电数据提取 ４ 个不

同波段的功率谱和 ４ 种非线性特征等特征，利用逻

辑回归分类器达到 ９０％的准确率。 郭雨［３］利用 １４２
名抑郁症患者和 ７２ 名健康人的静息态脑电数据，在
６ 种不同的机器学习算法模型上最好效果均达到了

８０％以上的准确率。 然而，以上这些研究只考虑到

脑电信号的时域或频域或动力学方面等单一特征对

识别的影响，而有大量研究表明抑郁症患者和正常

人之间的不同脑部区域存在不同的活动性，因此需

要从多方位地引入各种特征对抑郁症识别进行相应

的研究。 本文拟通过将机器学习和脑电信号应用到

抑郁症诊断中，一方面可以筛查出大量潜在患者并

对其进行及时有效治疗，另一方面可以更客观准确

地识别抑郁症，提高医生的工作效率，减轻工作压

力。 实现基于 ＥＥＧ 信号的抑郁症患者识别将为抑

郁症诊断提供一种新的辅助工具，具有极大的研究

价值。

１　 实验数据集介绍及脑电预处理

本研究使用的数据集选用兰州大学可穿戴计算

重点实验室公开的用于精神障碍分析的抑郁症研究

数据集［４］，经兰州大学第二附属医院伦理委员会批

准，并获得所有受试者的书面知情同意。 该数据集

包含 ２４ 名抑郁症患者和 ２９ 名健康对照者所采集的

脑电数据，采用 １２８ 导联进行脑电数据采集的头皮

电极 位 置 如 图 １ 所 示， 使 用 ＨＣＧＳＮ （ ＨｙｄｒｏＣｅｌ
Ｇｅｏｄｅｓｉｃ ＳｅｎｓｏｒＮｅｔ）系统采集脑电数据和 ＮｅｔＳｔａｔｉｏｎ
软件记录脑电数据，整个采集过程的采样频率设置

为 ２５０ Ｈｚ，分别采集了受试者闭眼静息态和睁眼刺

激态下的脑电数据（刺激态脑电实验范式是采用中

国化面孔情绪图片作为刺激材料，以此诱发注意力

任务下的 ＥＥＧ 信号。 根据情绪效价的不同，共包含

恐惧、悲伤、快乐和中性 ４ 种不同类型的面孔情绪图

片）。 抑郁症和健康对照组的年龄分布以及 ＰＨＱ－９
评分情况统计如图 ２ 所示。 由图 ２ 可知，抑郁症患

者满足如下条件：
（１）男女比例均衡且年龄范围在 １６ ～ ５６ 岁分

布；
（２）在接受被试前均符合 ＤＳＭ 的抑郁症诊断

标准，且经过 ＰＨＱ－９ 评分问卷的调查；
（３）在接受被试前两周以内未服用任何精神类

药品，排除了有严重身体疾病或不良倾向的患者。
健康对照组满足如下：
（１）男女比例均衡且年龄范围在 １８ ～ ５５ 岁分

布；
（２）排除了患有精神疾病病史以及有精神障碍

家族史的人。

图 １　 １２８ 导联头皮电极位置定位图
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图 ２　 抑郁症和健康对照组的年龄分布及 ＰＨＱ－９ 评分情况

Ｆｉｇ． ２　 Ａｇｅ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｓｕｂｊｅｃｔｓ ａｎｄ ＰＨＱ－９ ｓｃｏｒｅ ｓｔａｔｉｓｔｉｃｓ

　 　 由于 ＥＥＧ 信号在采集过程中抗干扰能力较差，
会受到各种干扰信号和伪迹的影响。 因此采用

Ｍａｔｌａｂ ２０１９ｂ ＥＥＧＬＡＢ 工具箱和 Ｐｙｔｈｏｎ 中 ＭＮＥ 软

件包对从采集设备获取到的原始脑电数据进行预处

理工作，主要步骤如下：
（１）导入连续的脑电数据；
（２）电极定位后选择适用的电极通道；
（３）降低采样率用以提高运行速度；
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（４）使用 １～４５ Ｈｚ 的带通滤波器以及 ５０ Ｈｚ 的

陷波滤波器来消除电源电路中的 ５０ Ｈｚ 工频交流电

等其他干扰信号；
（５）查看脑电时域波形图中是否存在坏通道，

若存在则需要对坏导进行插补；
（６）将连续的脑电数据分段为多段 ｅｐｏｃｈ；
（７）使用 ＩＣＡ 算法手动校正由眼电、眨眼、心电、

肌肉活动等产生的生理性伪迹成分和其他非生理性

伪迹影响的数据部分以得到较为纯净的脑电数据；
（８）手动去除漂移较大的脑电数据段；
（９）对预处理后的脑电数据进行保存。

２　 抑郁症脑电特征提取和机器学习算法

本节通过提取抑郁症患者和健康对照组不同状

态下的脑电信号的线性特征和非线性特征，使用随

机森林［５］、逻辑回归、Ｋ 近邻［６］、支持向量机［７］ 四种

机器学习算法模型进行分类识别，通过比较单一类

型特征和多种类型特征、静息态和刺激态、不同情绪

刺激态情况下的抑郁症病症识别效果，对抑郁症病

症情况进行分析，并通过调整模型参数获得最优识

别模型，具体技术实现路线如图 ３ 所示。

导入脑电
原始信号

去伪迹

滤波

构建特征
数据集

线性特征
提取

非线性特征
提取

机器学习分类
器(RF、SVM、
LR、KNN）

单特征和
多特征对比

静息态和
刺激态对比

不同情绪
刺激态对比

最优模型

图 ３　 技术实现总流程图

Ｆｉｇ． ３　 Ｇｅｎｅｒａｌ ｆｌｏｗｃｈａｒｔ ｏｆ ｔｅｃｈｎｏｌｏｇｙ ｒｅａｌｉｚａｔｉｏｎ

　 　 大脑皮层根据不同的位置一般被划分为额叶、
颞叶、顶叶和枕叶，每一块区域都能够反映出人体的

不同反应活动。 其中，额叶区域与注意力、记忆、个
性和情感等高级认知活动有关［８］，有研究者们认为

额叶病变主要导致精神障碍，常表现为注意力丧失、
冷漠、思维反应力和创造力都显著下降，这也是抑郁

症患者的一部分病症体现。 杨勇等研究人员通过分

析抑郁症患者的脑区能量占比发现，与大脑皮层中

央区域和枕叶区域相比，重症抑郁症患者在经过治

疗后的额叶区域能量占比表达更为强烈。
由抑郁症引起的脑电信号异常特征中，经典的以

明确的 α 节律为主，在额叶区域具有较高的振幅，并
且同样也会经常采集到 δ 节律，有研究表明， 与 α 节

律的异常相比，β、δ、θ 节律的变化更为明显， 不同频

带信号的功率谱或大脑不同区域的数据通道之间的

不对称性也会显示出不同。 这些脑电信号特征可用

于确定抑郁症的发作情况并评估治疗的有效性，特别

是对于长期轻度抑郁症患者。 医学上根据脑电成分

的波动特征将脑电信号分为 ５ 种节律信号，详见表 １。
不同的 ＥＥＧ 节律频段对应不同的人体状态，各种

ＥＥＧ 节律频段都可在大脑皮层的不同区域出现，但往

往在不同的生理状态下最明显的大脑区域有所不同。
表 １　 脑电信号各节律频段及特点

Ｔａｂ． １ 　 Ｆｒｅｑｕｅｎｃｙ ｂａｎｄｓ ａｎｄ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ ｏｆ ｅａｃｈ ｒｈｙｔｈｍ ｏｆ
ＥＥＧ ｓｉｇｎａｌ

节律频段 频率 ／ Ｈｚ 生理的代表性状态 出现的代表性脑区

Ｄｅｌｔａ １ ～ ４ 睡眠、病变 颞叶、顶叶

Ｔｈｅｔａ ４ ～ ７ 困倦、冥想 颞叶

Ａｌｐｈａ ７ ～ １２ 放松、运动、运动想象 枕叶

Ｂｅｔａ １２ ～ ３０ 紧张、兴奋、专注 额叶、顶叶

Ｇａｍｍａ ＞ ３０ 沉思、听觉及视觉感知 颞叶、顶叶

　 　 以上这些频段节律信号可以从不同情绪状态中

获得，在不同情绪状态下，脑电信号的频率和振幅都

会发生相应的变化。 本研究采用的线性特征主要由

脑电信号的峰峰值平均幅度、中位振幅、最大振幅、最
小振幅以及 α、β、δ、θ 四种脑电波节律信号组成［９］。

由于脑电信号的非线性、不规律性以及非平稳

性的特点，传统的线性特征只是在时域和频域上反

映 ＥＥＧ 的某方面特征，引入非线性动力学方法能够

更加全面地对 ＥＥＧ 的特征进行分析。 其中，熵作为

非线性特征，是可以用来表征一个系统的复杂性和

不规则性。 本研究采用的非线性特征主要由奇异值

分解熵、谱熵、排列熵组成［９］。
奇异值分解熵是一种通过奇异谱和信息熵相结
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合的分析方法，其基本思想是通过对系统的时域信

号序列进行相空间重构和奇异值分解，获取其内在

复杂性特征。 在信号的奇异谱分析基础上，计算奇

异谱的信息，即奇异值分解熵，则可定量描述时间序

列的复杂状态特征。 谱熵是用来表示输入信号能量

在功率谱划分下的不确定性，若信号组成成分较为

复杂时，信号对应的功率谱越分散，对应的功率谱线

会增多，得到的谱熵值就会变大，因此谱熵是对信号

在频域上能量分布的复杂程度的定量描述。 排列熵

是一种能够检测信号突变的复杂程度的平均熵参

数，其值越大就表示所对应的信号越复杂，计算过程

简单并且具有很好的抗干扰能力和鲁棒性，能将无

法定量描述的复杂系统简洁地描述出来。

３　 实验结果与分析

在本次实验中，分类器采用了机器学习中的随

机森林、逻辑回归、Ｋ 最近邻、支持向量机四种算法

模型进行构建，主要对以下几种组合情况进行讨论：
（１）线性特征和非线性特征在单独及组合构成

特征数据集下的识别效果对比；
（２）静息态和刺激状态下的脑电信号进行识别

效果对比；
（３）恐惧、悲伤、快乐三种不同情绪刺激下的脑

电信号进行识别效果对比。
３．１　 单一类型特征及组合特征下的识别结果对比

为了研究不同类型特征对抑郁症患者和正常人

的脑电信号分类的影响，首先分别对线性特征和非

线性特征这 ２ 类单一类型的特征进行抑郁症识别。
线性特征下的抑郁症识别结果见表 ２。 由表 ２

可以看出，基于刺激态特征数据集和调优后的随机森

林算法组合构建的抑郁症识别分类模型具有最高的

分类准确率，达到 ９１％。 另外，在悲伤情绪刺激态和

静息态下，模型的识别准确率最高达到了 ７０％以上。
表 ２　 线性特征下的抑郁症识别准确率

Ｔａｂ． ２　 Ａｃｃｕｒａｃｙ ｏｆ ｄｅｐｒｅｓｓｉｏｎ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｗｉｔｈ ｌｉｎｅａｒ ｆｅａｔｕｒｅｓ
％

脑电状态 随机森林 逻辑回归 Ｋ 近邻 支持向量机

全态 ４５ ５５ ５５ ７３

恐惧 ６４ ４５ ４５ ５６

悲伤 ７３ ８２ ６４ ４５

快乐 ５５ ５５ ５５ ３６

静息态 ２７ ６４ ７３ ６４

刺激态 ９１ ６４ ５５ ６４

　 　 非线性特征下的抑郁症识别分类结果见表 ３。

由表 ３ 可以看出，整体的识别准确率都不是很高，只
有基于快乐状态特征数据集和调优后的随机森林算

法组合构建的抑郁症识别分类模型的准确率能达到

６０％以上。
表 ３　 非线性特征下的抑郁症识别准确率

Ｔａｂ． ３ 　 Ａｃｃｕｒａｃｙ ｏｆ ｄｅｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｕｎｄｅｒ ｎｏｎｌｉｎｅａｒ
ｆｅａｔｕｒｅｓ ％

脑电状态 随机森林 逻辑回归 Ｋ 近邻 支持向量机

全态 ２７ ５５ ２７ ３６

恐惧 ３６ ４５ ５５ ７３

悲伤 ２７ ４５ ５５ ４５

快乐 ６４ ３６ ２７ ２７

静息态 ２７ ３６ ３６ ２７

刺激态 ４５ ５５ ４２ ４５

　 　 考虑到单一类型的特征表征抑郁症病症信息缺

乏片面性，为了充分考虑特征之间的互补性，于是将

２ 种不同类型的脑电特征进行组合作为判断抑郁症

的特征数据集，这样就能够尽可能地涵盖抑郁症人

群和健康人群中关于大脑活动模式的变化。
在上述实验的基础上，分别将线性特征数据集

和非线性特征数据集进行特征组合后再对抑郁症进

行识别分类，识别分类结果见表 ４。 表 ４ 中，在恐惧

状态、悲伤状态两种特征数据集下的抑郁症识别准

确率能达到 ７０％以上，在静息态和刺激态两种特征

数据集下的抑郁症识别准确率能达到 ６０％以上。
表 ４　 组合特征下的抑郁症识别准确率

Ｔａｂ． ４　 Ａｃｃｕｒａｃｙ ｏｆ ｄｅｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｗｉｔｈ ｃｏｍｂｉｎｅｄ ｆｅａｔｕｒｅｓ
％

脑电状态 随机森林 逻辑回归 Ｋ 近邻 支持向量机

全态 ５５ ６４ ３６ ７３

恐惧 ７３ ４５ ６４ ３６

悲伤 ６４ ７４ ５６ ４５

快乐 ４５ ５５ ３６ ３６

静息态 ２７ ５５ ６４ ６６

刺激态 ６５ ５４ ３６ ６４

　 　 分析以上 ２ 组单一类型特征下的抑郁症识别结

果，可以看到线性特征下的分类识别准确率要普遍

高于非线性特征，这在一定程度上表明了抑郁症患

者对于频段线性特征信息要更具敏感性，脑电信号

的线性特征能更有效地表征出抑郁症患者的脑内活

动变化。 分析单一类型特征和多种类型特征下的抑

郁症识别分类效果，发现相比较于单一非线性特征

的分类结果，多特征组合后的识别效果有了一定的

提升，说明这 ２ 类单一类型特征均包含表征抑郁症
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病症的有效信息，并且采用多种类型特征组合对于

识别抑郁症有一定的辅助作用。
３．２　 静息态和刺激态下的抑郁症识别对比

为了研究不同类型特征对抑郁症患者和正常人

的脑电信号分类的影响，在上述对比分析基础上，为
了进一步探究抑郁症患者和正常人对于静息态和刺

激状态下的识别效果，于是在保证同一类型特征的

基础上分别对静息态和刺激态进行识别分类，静息

态识别结果如图 ４ 所示，可以看出，静息态下的识别

准确率最高能达到 ７０％以上。 刺激态识别结果如

图 ５ 所示，可以看出，刺激态下的识别准确率最高能

达到 ９０％以上。
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图 ４　 静息态脑电信号下的抑郁症识别分类结果

Ｆｉｇ． ４　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｅｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｕｎｄｅｒ ｒｅｓｔｉｎｇ
ｓｔａｔｅ ＥＥＧ ｓｉｇｎａｌ
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图 ５　 刺激态脑电信号下的抑郁症识别分类结果

Ｆｉｇ． ５ 　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｅｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｕｎｄｅｒ

ｓｔｉｍｕｌａｔｅｄ ｓｔａｔｅ ＥＥＧ ｓｉｇｎａｌｓ

　 　 从上述对比结果可以看出，抑郁症患者在刺激下

相较于静息态下能表征出更显著的特征，因此在抑郁

症临床早期诊断可以对就诊人进行适当性的刺激以

诱发出与抑郁症状态相关的大脑区域的不同模式。
３．３　 ３ 种不同情绪刺激下的抑郁症识别对比

为了进一步分析出刺激态下抑郁症患者对哪种

情绪刺激更敏感［１０］，于是针对采集脑电实验范式中

的不同类型情绪状态下的抑郁症识别效果进行分析。
恐惧情绪刺激下的抑郁症识别分类结果如图 ６

所示。 图 ６ 中，从恐惧情绪状态下的抑郁症识别分

类结果中可以看出，非线性特征对于该情绪状态下

的抑郁症表征比较显著，最高准确率能达到 ７０％以

上，并且在进行多特征组合下，非线性特征能有效提

高线性特征下的恐惧状态下的抑郁症识别分类结

果。 悲伤情绪刺激下的抑郁症识别分类结果如图 ７
所示。 图 ７ 中，从悲伤情绪状态下的抑郁症识别分

类结果中可以看出，线性特征对于该情绪状态下的

抑郁症表征比较显著，最高准确率能达到 ８０％以

上，而特征组合的方式能有效提高非线性特征在悲

伤状态下的抑郁症识别效果。 快乐情绪刺激下的抑

郁症识别分类结果如图 ８ 所示。 图 ８ 中，从快乐情

绪状态下的抑郁症识别分类结果中可以看出，不论

是非线性特征、还是线性特征对于该情绪状态下的

抑郁症表征都不太显著，对于抑郁症识别最高准确

率才达到 ６０％左右。
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图 ６　 恐惧情绪刺激下的抑郁症识别分类结果

Ｆｉｇ． ６　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｅｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｕｎｄｅｒ ｆｅａｒｆｕｌ
ｅｍｏｔｉｏｎ
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图 ７　 悲伤情绪刺激下的抑郁症识别分类结果

Ｆｉｇ． ７ 　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｅｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｕｎｄｅｒ ｓａｄ
ｅｍｏｔｉｏｎ
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图 ８　 快乐情绪刺激下的抑郁症识别分类结果

Ｆｉｇ． ８　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｅｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｕｎｄｅｒ ｈａｐｐｙ
ｅｍｏｔｉｏｎ
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　 　 通过对以上 ３ 种情绪状态下的抑郁症识别结果

分析，能够表明抑郁症患者对于悲观情绪下的刺激

感知非常显著，对于乐观情绪下的刺激感知比较迟

钝。 该结果还充分体现了临床抑郁症患者普遍的悲

观消极情绪严重的情形。

４　 结束语

本文研究提取了脑电信号的线性和非线性特

征，使用机器学习方法对抑郁症患者进行综合分析，
通过对单特征、多特征的识别对比分析，非线性特征

不一定能有效提高对抑郁症病症的识别准确率，而
线性特征在表达抑郁症患者和正常人的区别中有一

定的优势，造成这种现象的原因可能是抑郁症患者

的症状与大脑皮层的异常活动产生的特定频段电信

号有关。 通过构建最优特征矩阵和调整最优参数得

到了基于刺激态线性特征和随机森林算法抑郁症识

别模型，其准确率达到最高 ９１％，从而验证了机器

学习方法进行抑郁症辅助诊断的适用性，能更好地

识别抑郁症，可对后续抑郁症的早发现早干预早治

疗提供一定的参考价值。 本文还创新性地对静息态

和刺激态两种不同脑电状态下的数据集进行了对比

分析，实验结果表明抑郁症患者对于外界刺激较为

敏感，进而产生了不同于静息态下的脑电波成分。
同时，还针对刺激态下的恐惧、悲伤、快乐三种情绪

状态抑郁症识别准确率进行对比分析，结果显示抑

郁症患者对于正性情绪的脑部反馈和认知出现异

常，而对负性情绪产生了认知偏向，脑区活跃程度更

大，更容易对负性情绪进行加工，这进一步验证了抑

郁症患者存在对于正性情绪的选择性抑制，表现出

难以被激活的现象，这为抑郁症的发病机制提供了

电生理证据，也为后续针对抑郁症患者进行治疗采

用非物理性的情感认知治疗手段提供了一定的可行

性验证。
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