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摘　 要： 由于金融市场具有的非线性、不确定性、复杂性等特点，其预测问题受到了学术界和相关从业人员的普遍关注。 基于

模糊认知图的方法广泛应用于金融市场预测，但大部分模型忽略了预测误差对模型精度的影响，针对这一现状本文提出了一

种两阶段的预测模型，即基于 ＢＰ 神经网络（ＢＰＮＮ）和高阶模糊认知图（ＨＦＣＭｓ）的股票价格预测模型，充分考虑了预测误差

对预测精度的影响。 模型第一阶段，利用 ＨＦＣＭｓ 模型对历史数据进行预测，并得到与之对应的误差数据集。 第二阶段结合

了 ＨＦＣＭｓ 模型和 ＢＰＮＮ 误差预测模型，得到最终的预测结果。 其中，ＨＦＣＭｓ 模型的最佳权重矩阵采用时间变化加速系数粒

子群优化（ＴＶＡＣ－ＰＳＯ）算法得到。 最后，在 ５ 个金融数据集上对所提模型进行了实验，结果表明本文的模型具有更好的预测

效果。
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０　 引　 言

作为经济学的一个重要组成部分，金融市场能

够反映当前和未来的经济形势，为金融领域从业者

提供投资参考。 为了能够更好地掌握未来的经济发

展方向，对金融数据进行预测一直是学术研究的重

要问题。 但由于金融数据呈现出的非线性、非平稳

性、不确定性和复杂性，对其进行准确预测存在着不

小的难度。 目前，已经有许多方法可以用于对金融

数据进行预测，主要可以分为传统模型和现代模

型［１］。
传统模型主要有自回归模型（ＡＲ）、自回归综合

移动平均模型（ＡＲＩＭＡ）、自回归条件异方差模型

（ＡＲＣＨ）。 文献［２］利用过去的信息建立自回归模

型来预测未来的收益。 文献［３］利用自回归综合移

动平均模型对菲律宾皮索－美元的汇率进行了预



测。 文献［４］利用自回归条件异方差模型对 ９ 种人

民币汇率的波动情况进行了预测。 这些模型为金融

时间序列预测方法的发展提供了坚实的基础，但仍

存在无法准确捕捉市场的高度非线性和复杂性的问

题。
近年来，得益于计算机技术的发展，大量的现代

预测方法被提出，并用于金融数据的预测之中。 而

模糊逻辑凭借其处理数据不确定性的优秀能力，吸
引了许多人的关注。 例如，文献［５］提出了一种将

模糊技术与灰色理论相结合的模糊灰色预测方法，
来对股票价格进行预测。 文献［６］引入了一种新的

模糊度量，并建立了一个用于预测股票指数的时间

变量模糊时间序列结构。 而结合了模糊逻辑和神经

网络的模糊认知图（ＦＣＭｓ）在经济领域中得到了广

泛的应用。 例如，在文献［７］中，提出了一个基于函

数权重的 ＦＣＭｓ 模型用于股票价格的预测。 在文献

［８］中，一种结合了动态时间扭曲和模糊 ｃ－均值技

术的 ＦＣＭｓ 模型被用于股票价格时间序列问题的研

究。 在文献［９］中，将模糊认知图与测度递进策略

相结合，从而对股票的日均值进行预测。
尽管现有的 ＦＣＭｓ 模型在金融市场预测中取得

了许多成果，但依然存在很多缺陷。 如，文献［１０］
采用小波变换技术提取的特征序列可能存在冗余，
而文献［１１］中将单变量序列先处理成了多个序列，
这些因素都可能影响模型预测的稳健性。 而且，目
前的 ＦＣＭｓ 预测方法主要通过历史数据进行预测，
没有考虑灵活运用历史数据预测过程中产生的误

差。
文献［１２］在已有预测模型的基础上构造了一

个相应的误差预测模型来提高预测的准确性。 基于

该思想，本文通过把历史预测误差列为影响模型预

测能力的一个因素，提出了一种结合 ＢＰ 神经网络

和 ＨＦＣＭｓ 模型的方法来对金融市场进行预测。 该

模型以金融数据集中的原始股票价格作为输入，以
预测股票价格作为输出。 首先，对金融数据集进行

预处理，使之达到规范化标准。 然后，建立 ＨＦＣＭｓ
模型对金融数据集进行预测，并利用 ＢＰ 神经网络

构造相应的误差预测模型。 最后，将 ２ 个模型相结

合，构造 ＢＰＮＮ－ＨＦＣＭｓ 模型来预测股票价格。 其

中，最佳权重矩阵由时间变化加速系数粒子群优化

（ＴＶＡＣ－ＰＳＯ）算法得到。
本文的结构如下。 第 １ 节介绍了模型的结构和

方法论，第 ２ 节介绍了利用上述模型对一系列金融

数据集进行实验的结果，第 ３ 节用于总结模型的优

点和不足。

１　 基于 ＢＰ 神经网络和高阶模糊认知图的

股票价格预测方法

　 　 本节将详细介绍利用高阶模糊认知图（Ｈｉｇｈ－
ｏｒｄｅｒ Ｆｕｚｚｙ Ｃｏｇｎｉｔｉｖｅ Ｍａｐｓ）模型对股票价格进行预

测的方法论，以及如何利用 ＢＰ 神经网络 （ Ｂａｃｋ
Ｐｒｏｐａｇａｔｉｏｎ Ｎｅｕｔｒａｌ Ｎｅｔｗｏｒｋ）对模型误差进行进一步

优化。 首先，用 ＴＶＡＣ－ＰＳＯ 算法来寻找 ＨＦＣＭｓ 模

型的最优参数，得到对股票价格的初步预测值。 然

后，利用 ＢＰ 神经网络建立误差预测模型，预测

ＨＦＣＭｓ 模型的预测误差，从而提高模型的预测精

度。
１．１　 高阶模糊认知图（ＨＦＣＭｓ）

模糊认知图最早由 Ｋｏｓｋｏ 等学者于 １９８６ 年提

出，是对于认知图的一种延伸。 将认知图中概念之

间的三值逻辑关系｛－１，０，１｝扩展为［－１，１］区间上

的模糊关系，便构成了模糊认知图的底层逻辑。
一般来说，ＦＣＭ 是由 Ｎ 个概念节点或实体以及

一系列加权边构成的有向图，节点与节点之间用加

权边相互连接，从而体现出各个概念之间的因果关

系。 而节点 Ｃ ｉ 和 Ｃ ｊ 之间的因果关系可以由模糊成

员关系 ｗ ｉｊ 来表示，因此可以用一个 ｎ × ｎ 阶矩阵

Ｗ ＝ （ｗ ｉｊ） ｎ×ｎ 来唯一确定一个具有 ｎ 个概念节点的

模糊认知图， ｗ ｉｊ 的取值范围即为［ －１，１］，一般来

说， ｗ ｉｊ 需要遵循以下规则：
（１） ｗ ｉｊ ＞ ０， 表示节点 Ｃ ｉ 对节点 Ｃ ｊ 有正的影

响。 即，如果 Ｃ ｉ 变化， Ｃ ｊ 会发生同向的变化，变化程

度即为 ｗ ｉｊ。
（２） ｗ ｉｊ ＜ ０， 表示节点 Ｃ ｉ 对节点 Ｃ ｊ 有负的影

响。 即，如果 Ｃ ｉ 变化， Ｃ ｊ 会发生反向的变化，变化程

度即为 ｗ ｉｊ。
（３） ｗ ｉｊ ＝ ０， 表示节点 Ｃ ｉ 对节点 Ｃ ｊ 无影响。
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图 １　 ＦＣＭｓ模型结构示意图

Ｆｉｇ． １　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＦＣＭｓ ｍｏｄｅｌ
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　 　 为了使概念描述更直观，图 １ 中描述了一个具

有 ５ 个节点的简单 ＦＣＭｓ 模型。 节点 Ｃ ｉ 在（ ｔ ＋ １）
时刻的状态值由式（１） 得到：

　 Ａ ｊ（ ｔ ＋ １） ＝ Φ ∑
Ｎ

ｉ ＝ １
ｗ ｉｊＡｉ（ ｔ）( ) 　 ｊ ＝ １，２，…，Ｎ （１）

其中， Ａｉ（ ｔ） 表示节点 Ｃ ｉ 在时间 ｔ 时的状态值；
Ａ ｊ（ ｔ ＋ １） 表示节点 Ｃ ｊ 在时间 ｔ ＋ １时的状态值；Ｎ为

概念节点的数量；ｗ ｉｊ 为概念节点 Ｃ ｉ 到 Ｃ ｊ 的连接权

重； Φ（·） 为非线性激活函数，可以将数据转换到一

定的范围之内，如［０，１］。 常用的激活函数主要有

ｓｉｇｍｏｉｄ 函数和双曲切线函数两种，分别见式（２）、
式（３）：

Φ（ｘ） ＝ １
１ ＋ ｅ －η１ｘ

（２）

Φ（ｘ） ＝ ｔａｎｈ（η２ｘ） ＝ ｅη２ｘ － ｅ －η２ｘ

ｅη２ｘ ＋ ｅ －η２ｘ
（３）

　 　 其中， η１ 和 η２ 是 ２ 个激活函数中的正数，
ｓｉｇｍｏｉｄ 函数和双曲切线函数可以将输入映射到

［０，１］和［－１，１］上。
在式（１）基础上利用历史信息，Ｓｔａｃｈ 提出了

ＨＦＣＭｓ 模型，从而减少了长期滞后性对模型预测结

果的影响。 ＨＦＣＭｓ 模型和 ＦＣＭｓ 模型的区别主要体

现在状态值的定义公式上，而 ＨＦＣＭｓ 模型的数学表

达如式（４）所示：

　 Ａｊ（ｔ ＋ １） ＝ Φ（∑
Ｎ

ｉ ＝ １
（ｗ（１）

ｉｊ Ａｉ（ｔ） ＋ ｗ（２）
ｉｊ Ａｉ（ｔ － １） ＋ …

＋ ｗ（ｍ）
ｉｊ Ａｉ（ｔ － ｍ ＋ １）） ＋ ｂｉ）

ｊ ＝ １，２，…，Ｎ （４）
其中， ｗ ｉｊ

（ｍ） 表示在 ｍ 时刻概念节点 Ｃ ｉ 到 Ｃ ｊ 的

连接权重； ｂｉ 表示偏置项；其他符号的含义与式（１）
中相同。 对比式（１）和式（２）不难看出，当 ｍ ＝ １
时，ＨＦＣＭｓ 模型与 ＦＣＭｓ 模型相同。

对于模型中的权重矩阵 ｗｉｊ， 本文通过时间变化

加速系数粒子群优化（ ＴＶＡＣ－ＰＳＯ）算法来寻优。
ＴＶＡＣ－ＰＳＯ 是一种基于种群的自适应学习算法，其
中每个个体称作粒子，并且能够保存种群中所有粒

子最优位置和速度的记忆。 通过多次迭代，粒子不

断改变其状态，直到达到最优或平衡状态。 粒子 ｉ
在 ｄ 维搜索空间中的速度 ｖｉｄ 和位置 ｘｉｄ 的定义公式

具体如下：
ｖｉｄ ＝ ｗ × ｖｉｄ ＋ ｃ１ × ｒａｎｄ × （ｐｂｉｄ － ｘｉｄ） ＋ ｃ２ ×

ｒａｎｄ × （ｇｂ － ｘｉｄ） （５）
　 　 　 　 　 　 　 　 ｘｉｄ ＝ ｘｉｄ ＋ ｖｉｄ （６）
　 　 其中， ｒａｎｄ 表示［０，１］内均匀分布的随机数；

ｐｂｉｄ 表示粒子 ｉ在 ｄ 维搜索空间中局部最佳位置； ｇｂ
表示全局最佳位置。 而研究推出的 ｗ、ｃ１、ｃ２ 的定义

公式为：

ｗ ＝ （ｗｍａｘ － ｗｍｉｎ） ×
ｉｔｅｒｍ － ｉｔｅｒ

ｉｔｅｒｍ
＋ ｗｍｉｎ （７）

ｃ１ ＝ （ｃ１ｆ － ｃ１ｉ） × ｉ
ＭＡＸ

＋ ｃ１ｉ （８）

ｃ２ ＝ （ｃ２ｆ － ｃ２ｉ） × ｉ
ＭＡＸ

＋ ｃ２ｉ （９）

　 　 其中， ｉｔｅｒｍ 和 ｉｔｅｒ 分别表示最大迭代数和当前

迭代数； ｃ１ｆ，ｃ１ｉ，ｃ２ｆ，ｃ２ｉ 为常数； ｉ 表示当前迭代数；
ＭＡＸ 为总迭代数。

ＴＶＡＣ－ＰＳＯ 通过最小化以下损失函数来得到

最佳的权重矩阵：

Ｊ１ ＝
１
Ｔ∑

Ｔ

ｔ ＝ １
∑
Ｎ

ｉ ＝ １
（Ａ

＾

ｉ（ｔ） － Ａｉ（ｔ））２ ＋ λ
２

× ∑
Ｎ

ｊ ＝ １
ｗｉｊ

２

ｓ．ｔ　 　 － １ ＜ ｗ ｉｊ ＜ １，ｉ， ｊ ＝ １，２，…，Ｎ （１０）
其中， λ 是正则化参数，范围为［０，１］。
通过 ＴＶＡＣ－ＰＳＯ 模型，可以帮助 ＨＦＣＭｓ 模型

获得更高的预测精度。
１．２　 反向传播神经网络（ＢＰＮＮ）

由于 ＨＦＣＭｓ 模型存在一定的预测误差，因此本

文通过对误差进行二次预测，从而进一步提高模型

准确率。 在此，选择了反向传播神经网络（ＢＰＮＮ）
来建立该误差预测模型。

神经网络模仿了人类神经元的激活、传递过程。
ＢＰ 神经网络采用输出结果前向传播，误差反向传播

的方式来对输入进行处理，是一种基础神经网络。
ＢＰ 神经网络包含输入层、隐层、输出层三层结构。
每一层神经元都与上一层神经元相连接，收集其传

递来的信息并通过仿射变换 ｚ 将其变为一个标量，
再由激活函数（见式（２）、式（３））处理之后把仿射

变换后的数据传递给下一层。 仿射变换 ｚ 可以用式

（１１）进行简单表述：
ｚｉ ＝ Ｗｉ × ａｉ －１ ＋ ｂｉ （１１）

　 　 其中， ａｉ －１ 为该层神经元的输入；Ｗｉ 为第 ｉ层的

权重矩阵；ｂｉ 为偏置向量。 可以看出，各层神经网络

的权重矩阵 Ｗｉ 以及对应的偏置向量 ｂｉ 即为神经网

络中的待训练参数。 为了便于理解，一个 ３ 层的 ＢＰ
神经网络结构如图 ２ 所示。
　 　 为了得到模型的最佳参数，在训练过程中，首先

对权重矩阵和偏置向量进行初始化，再使用梯度下

降法反向传递误差，从而逐渐减小模型输出值与实

际值之间的差距，使权重矩阵Ｗｉ 以及对应的偏置向
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量 ｂｉ 能够接近最佳值。
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图 ２　 ＢＰＮＮ 结构图示

Ｆｉｇ． ２　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＢＰＮＮ

１．３　 ＢＰＮＮ－ＨＦＣＭｓ
利用如上 ＢＰ 神经网络来构造对于 ＨＦＣＭｓ 的

误差预测模型，再与 ＨＦＣＭｓ 模型相结合，得到

ＢＰＮＮ－ＨＦＣＭｓ 模型对金融数据集进行预测。 为了

便于理解，图 ３ 描述了该模型的流程图。

BPNN误差
预测模型

第T天
预测误差

对应真实
值数据集

剩余50%历史
数据真实值

剩余50%历史
预测值数据

100%历史
数据

预测误差
数据集

50%历史
数据

HFCMs模型1

HFCMs模型2

第T天
预测值

第T天
最终预测值

模型建立 预测

训练

训练

图 ３　 模型结构流程图

Ｆｉｇ． ３　 Ｆｌｏｗｃｈａｒｔ ｏｆ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

　 　 ＢＰＮＮ－ＨＦＣＭｓ 模型分为模型建立部分和预测

部分。 在模型建立部分，以原始股票价格以及最大

迭代次数 ＮＧ 作为模型输入，首先用 ５０％的历史数

据利用 ＴＶＡＣ－ＰＳＯ 算法训练 ＨＦＣＭｓ 模型 １，然后用

训练好的 ＨＦＣＭｓ 模型 １ 来预测剩余的 ５０％历史数

据。 通过比较剩余 ５０％历史数据的真实值和预测

值之间的差得到预测误差集，再用 ＢＰＮＮ 算法用预

测误差集构造误差预测模型。 模型的输出即为预测

价格。
在预测部分，同样以原始股票价格作为模型输

入，首先，用 １００％的历史数据训练 ＨＦＣＭｓ 模型 ２，
得到第 Ｔ 天的预测值；然后用构造好的 ＢＰＮＮ 模型

以 Ｔ － １ 天的数据为输入，输出第 Ｔ 天的预测误差。
结合第 Ｔ 天的预测误差和第 Ｔ 天的预测值，则可以

得到第 Ｔ 天的最终预测值。 模型的输出即为最终预

测价格。
１．４　 算法

在本节中，提出一个算法来详细展示上文所提

出的预测系统， 即 ＨＦＣＭｓ 预测模型和 ＢＰＮＮ －
ＨＦＣＭｓ 模型。 为简洁起见，模型的伪代码详见算法

１ 及算法 ２。
算法 １　 ＨＦＣＭｓ 模型

输入　 原始股票价格，最大迭代次数： ＮＧ
输出　 预测价格

１：获取历史数据，并将股票价格初始化为［－１，
１］的范围内

２：随机初始化 ＴＶＡＣ－ＰＳＯ 算法中所有粒子的

速度 ｖｉｄ 和位置 ｘｉｄ

３：ｆｏｒ ｇ ＝ １ ｔｏ ＮＧ ｄｏ
４： 用方程（５）和方程（６）更新所有粒子的速度

和位置

５： 计算损失函数 Ｊ１ 的值

６： 检查是否满足结束条件

７：ｅｎｄ ｆｏｒ
８：得到 ＨＦＣＭｓ 模型框架

９：通过 ＨＦＣＭｓ 模型框架预测未来价格

算法 ２　 ＢＰＮＮ－ＨＦＣＭｓ 模型

输入　 原始股票价格

输出　 最终预测价格

１：获取历史数据

２：以 ５０％的历史数据作为输入，根据算法 １ 构

造 ＨＦＣＭｓ 模型 １
３：根据算法 １，使用 ＨＦＣＭｓ 模型 １ 预测剩余

５０％的历史数据

４：用预测误差和实际值作为输入，训练 ＢＰＮＮ
误差预测模型

５：使用 ＨＦＣＭｓ 模型预测股票价格，ＢＰＮＮ 误差

预测模型预测对应时间点的预测误差

６：结合步骤 ５ 中的预测数据和预测误差，得到

对应时间点的最终预测值

２　 实验

为了验证 ＢＰＮＮ－ＨＦＣＭｓ 模型对金融时间序列

预测的有效性并评价其预测效果，本节中选取了 ５
个金融数据集对模型进行了实验。 其中，２．１ 节介

绍了实验的设置和评价指标，２．２ 节则是对实验结

果的展示。
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２．１　 实验设置和评价指标

本文的实验均是在一台 ２．３８ ＧＨｚ ＣＰＵ、１６ ＧＢ
内存、使用 Ｐｙｔｈｏｎ３．１０ 版本的 Ｗｉｎｄｏｗｓ １０ 操作系统

的笔记本电脑上进行的。 对这里的研究内容可给出

阐释论述如下。
（１）数据集。 本文选取了 ５ 个从雅虎金融上下

载的金融时间序列数据集：ＳＰ５００、ＲＵＴ、Ｎ２２５、ＨＳＩ、
ＤＪＩ，来对预测模型的有效性进行验证。 其中，每个

数据集分别包括从 ２０１０ 年 １ 月 ４ 日到 ２０２０ 年 １０
月 ２２ 日的每日开盘价、最高价、最低价以及收盘价。
由于整个模型主要分为 ２ 个部分：根据 ＨＦＣＭｓ 的预

测结果训练误差预测模型 ＢＰＮＮ，以及结合 ＨＦＣＭｓ
模型对真实值的预测和 ＢＰＮＮ 对误差的预测，从而

得到最终的预测值。 在对 ＢＰＮＮ 模型的训练中，首
先用 ＨＦＣＭｓ 模型对 ５０％的数据集进行预测，这由

ＨＦＣＭｓ 模型预测得到的 ５０％数据即为 ＢＰＮＮ 模型

的输入。 此后再将这 ５０％的数据集以 ８０％：２０％的

比例划分为训练集和测试集进行误差预测，并与

ＨＦＣＭｓ 模型中的预测值相结合。 即从总体上来看，
数据集中 １０％数据被用于测试集，剩余的 ９０％均用

于模型的训练。 在表 １ 中对这 ５ 个金融数据集进行

了统计描述。
表 １　 各股票收盘价格的统计描述

Ｔａｂ． １　 Ｔｈｅ ｓｔａｔｉｓｔｉｃａｌ ｄｅｓｃｒｉｐｔｉｏｎ ｏｆ ｔｈｅ ｃｌｏｓｅ ｐｒｉｃｅ ｏｆ ｅａｃｈ ｓｔｏｃｋ

数据集 数量 最大值 最小值 均值 标准差

ＳＰ５００ ２ ７２１ ３ ５８０．８４０ １ ０２２．５８０ ２ ０５０．５９０ ６５９．４７６

ＲＵＴ ２ ７２１ １ ７４０．７５０ ５８０．４９０ １ １５８．９８１ ８ ３１６．３６３ ８

Ｎ２２５ ２ ６６５ ２４ ２７０．６１９ ８ １６０．００９ １６ １３０．３４０ ５ ０４０．１９８

ＨＳＩ ２ ６６８ ３３ １５４．１２１ １６ ２５０．２６９ ２３ ７６０．８９１ ３ １２９．０９２

ＤＪＩ ２ ７２１ ２９ ５５１．４１９ ９ ６８６．４８０ １８ ２６２．７６６ ５ ４９６．７３７

　 　 （２）基线模型。 为了验证模型的预测能力，本
文选取 ＨＦＣＭｓ、ＦＣＭｓ、ＢＰＮＮ 作为基线模型进行比

较。 这些基线模型的详细描述见如下。
① ＨＦＣＭｓ：ＨＦＣＭｓ 是在处理金融领域预测中

较为常见的一种预测方法，因此将其作为基线模型

之一。 此外，ＨＦＣＭｓ 模型的最佳权重矩阵由 ＴＶＡＣ－
ＰＳＯ 算法得到。

② ＦＣＭｓ：ＦＣＭｓ 是用于预测的基础模型之一，
因此将其作为基线模型之一。

③ ＢＰＮＮ：ＢＰＮＮ 是神经网络中最为经典的预

测模型之一，本质上可以将其认为是用训练样本构

造的回归模型。 通过各股票的 ４ 个基本价格（开盘

价、收盘价、最高价和最低价）作为输入来对股票的

收盘价进行预测。
（３）评价指标：在实验中用平均绝对误差（ＭＡＥ）

和均方根误差（ＲＭＳＥ） 对实验结果进行评价。 这 ２
个指标均用于衡量股票价格的真实值和预测值之间

的差异，其值可由式（１２）、式（１３）来求得：

ＭＡＥ ＝ １
Ｔ∑

Ｔ

ｉ ＝ １
｜ ｙｉ － ｙ^ｉ ｜ （１２）

ＲＭＳＥ ＝ １
Ｔ∑

Ｔ

ｉ ＝ １
（ｙｉ － ｙ^ｉ） ２ （１３）

　 　 其中， Ｔ 表示预测数据的总数， ｙｉ 和 ｙ^ｉ 分别表

示实际值和预测值。 并且， ＭＡＥ 和 ＲＭＳＥ 的值越

小，表示模型的性能越好。
２．２　 实验结果

本小节将对实验结果进行展示分析。 首先，为
了使预测结果更加准确，本文将股票价格数据映射

到了［０，１］区间内，再对所提出的模型进行训练。
对于每个归一化后的金融数据集，将其分为 ３ 个部

分，即：训练集、验证集和测试集。
　 　 考虑到高阶 ＨＦＣＭｓ 模型对计算机运算能力会

产生较大负荷，本文中使用的 ＨＦＣＭｓ 的阶数为二

阶，以减小模型计算量。
本文利用提出的 ＢＰＮＮ－ＨＦＣＭｓ 模型对各金融

数据集进行预测，并与各基线模型的预测效果进行

对比。 表 ２～表 ３ 给出了不同模型在各数据集预测

上的 ＭＡＥ 对比以及 ＲＭＳＥ 对比结果，而图 ４ ～图 ５
则是多次运行 ＢＰＮＮ－ＨＦＣＭｓ 模型得到的在各数据

集上 ＭＡＥ、ＲＭＳＥ 值的箱型图。
表 ２　 各模型 ＭＡＥ 值对比

Ｔａｂ． ２　 Ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ＭＡＥ ｏｎ ｅａｃｈ ｍｏｄｅｌ

数据集 ＨＦＣＭｓ ＢＰＮＮ－ＨＦＣＭｓ ＦＣＭｓ ＢＰＮＮ

ＳＰ５００ ６３．７１７ ６ ４５．０５８ ８ ６４．０５４ １ ６３．７８７ ４

ＲＵＴ ２９．９３６ ９ ２６．０９５ ７ ３６．９７８ １ ３５．０２２ ５

Ｎ２２５ ４１５．２７６ ６ ３１８．６６８ １ ４１９．９９７ ５ ４１８．５３３ ６

ＨＳＩ ３０１．４１８ ５ ２９８．８８１ ３ ３１６．９３９ ６ ３０４．４７９ ６

ＤＪＩ ６０５．７７９ ４ ４２５．０２２ ２ ６３５．８６７ ３ ６０６．５４７ ９
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表 ３　 各模型 ＲＭＳＥ 值对比

Ｔａｂ． ３　 Ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ＲＭＳＥ ｏｎ ｅａｃｈ ｍｏｄｅｌ

数据集 ＨＦＣＭｓ ＢＰＮＮ－ＨＦＣＭｓ ＦＣＭｓ ＢＰＮＮ

ＳＰ５００ ９８．２５５ ５ ７４．０１３ ８ １０１．７７０ ６ １００．２６４ ２

ＲＵＴ ４１．３７６ ８ ４０．７３７ ７ ４７．０１０ ２ ４５．３４７ ５

Ｎ２２５ ５０３．５２４ ５ ４０２．２４６ ７ ５１７．８４８ ４ ５０６．３２７ ２

ＨＳＩ ４００．８０４ ６ ３９８．３１０ ９ ４０８．１５２ ０ ４０５．２９４ ８

ＤＪＩ ９２８．８７７ ９ ７６５．９０１ １ ９５６．２８４ ７ ９２９．１８３ ６
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图 ４　 ＢＰＮＮ－ＨＦＣＭｓ模型在各数据集上的 ＭＡＥ 值

Ｆｉｇ． ４　 Ｔｈｅ ＭＡＥ ｖａｌｕｅ ｏｆ ＢＰＮＮ－ＨＦＣＭｓ ｍｏｄｅｌ ｏｎ ｅａｃｈ ｄａｔａｓｅｔ
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图 ５　 ＢＰＮＮ－ＨＦＣＭｓ模型在各数据集上的 ＲＭＳＥ 值

Ｆｉｇ． ５　 Ｔｈｅ ＲＭＳＥ ｖａｌｕｅ ｏｆ ＢＰＮＮ－ＨＦＣＭｓ ｍｏｄｅｌ ｏｎ ｅａｃｈ ｄａｔａｓｅｔ

　 　 从表 ２～表 ３ 可以看出，传统 ＦＣＭｓ 模型的预测

效果最差， ＢＰＮＮ 的预测效果次之， 而 ＢＰＮＮ －
ＨＦＣＭｓ 模型对于各个金融数据集的预测效果则要

优于本文选取的 ３ 个基线模型的效果。 根据图 ４ ～
图 ５，可以认为 ＢＰＮＮ－ＨＦＣＭｓ 模型的预测结果是较

为稳定的。 因此可以认为，在股票价格预测中，
ＢＰＮＮ－ＨＦＣＭｓ 模型是一种较好的预测方法。
　 　 并且，通过对比 ＢＰＮＮ－ＨＦＣＭｓ 模型与 ＨＦＣＭｓ
模型的预测结果，可以得出以下结论：用 ＢＰ 神经网

络对 ＨＦＣＭｓ 模型的预测误差做进一步预测，对于提

高模型的最终预测精度是有效的。 根据表 ２ 和表 ３
中 ２ 个模型在 ５ 个数据集预测上的 ＭＡＥ 和 ＲＭＳＥ
值，可以得出对于数据集 ＳＰ５００、Ｎ２２５ 和 ＤＪＩ，其
ＭＡＥ、ＲＭＳＥ 值均有了显著的降低。 对于 ＳＰ５００，预
测结果的 ＭＡＥ 值降低了 ２９．２％， ＲＭＳＥ 值降低了

２４． ６％；对于 Ｎ２２５，预测结果的 ＭＡＥ 值降低了

２３．２％， ＲＭＳＥ 值降低了 ２０．１％；对于 ＤＪＩ，预测结果

的 ＭＡＥ 值降低了 ２４．６％， ＲＭＳＥ 值降低了 １７．５％。
尽管金融数据集 ＲＵＴ 和 ＨＳＩ 在预测结果的 ＭＡＥ、
ＲＭＳＥ 值上降幅并不大，ＲＵＴ 上的降幅为 １２．８％和

１．５％，ＨＳＩ 上的降幅为 ０． ８％和 ０． ６％，但 ＢＰＮＮ －
ＨＦＣＭｓ 模型的预测结果依然优于 ＨＦＣＭｓ 模型。
　 　 此外，本文还应用了 Ｄｉｅｂｏｌｄ－Ｍａｒｉａｎｏ 检验（ＤＭ
检验）来验证 ２ 个模型之间在预测能力上的差异。
ＤＭ 检验的无效假设是：２ 个被测模型之间的预测能

力没有明显的差异。 其中，将第 ｉ 个模型在 ｔ 时刻的

预测误差定义为 ｅｉ ，ｔ ＝ ｙｉ ，ｔ － ｙ^ｉ，ｔ， 则 ＤＭ 统计数据可

由式（１４）运算得到：

ＤＭ ＝
ｇ

２π ｆ～ ｇ（０） ／ Ｔ
（１４）

ｇ－ ＝ １
Ｔ∑

Ｔ

ｔ ＝ １
δｔ （１５）

　 　 其中， ｆ～ ｇ（０） 表示 ｆｇ（０） 的一致估计值，即频率

为 ０ 的损耗差的频谱密度。 根据 ＤＭ 检验的 ｐ 值可

以判断 ２ 个模型预测能力是否存在差异，若 ｐ 值小

于 ０．０５，则 ２ 个模型的预测能力存在差异。 ＢＰＮＮ－
ＨＦＣＭｓ 模型与其他模型之间 ＤＭ 检验的 ｐ 值见

表 ４。 根据表 ４ 可得，本文提出的 ＢＰＮＮ－ＨＦＣＭｓ 模
型与 ＨＦＣＭｓ、ＦＣＭｓ、ＢＰＮＮ 模型的预测能力存在显

著差异。
　 　 为了更好地观察模型 ＢＰＮＮ－ＨＦＣＭｓ 的预测效

果，模型在各数据集测试集上的预测结果与真实值

的对比如图 ６ 所示。
　 　 由图 ６ 可知，ＢＰＮＮ－ＨＦＣＭｓ 模型得到的预测值

与真实值较为接近，但由于金融市场中诸多不确定

性因素的存在，依然无法实现对金融数据集的零误
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差预测。 但本文提出的模型与其他作为对照的模型

相比，依然取得了较为理想的预测效果。
表 ４　 ＢＰＮＮ－ＨＦＣＭｓ模型与其他模型之间 ＤＭ 检验的 ｐ 值

Ｔａｂ． ４　 Ｔｈｅ ｐ－ｖａｌｕｅ ｏｆ ｔｈｅ ＤＭ ｔｅｓｔ ｂｅｔｗｅｅｎ ｔｈｅ ＢＰＮＮ－ＨＦＣＭｓ
ｍｏｄｅｌ ａｎｄ ｏｔｈｅｒ ｍｏｄｅｌｓ

数据集 度量 ＨＦＣＭｓ ＦＣＭｓ ＢＰＮＮ

ＳＰ５００ ＲＭＳＥ ０．０００ ０．０００ ０．０００

ＭＡＥ ０．０００ ０．０００ ０．０００

ＲＵＴ ＲＭＳＥ ０．０００ ０．０００ ０．０００

ＭＡＥ ０．０００ ０．０００ ０．０００

Ｎ２２５ ＲＭＳＥ ０．０００ ０．０００ ０．０００

ＭＡＥ ０．０００ ０．０００ ０．０００

ＨＳＩ ＲＭＳＥ ０．０００ ０．０００ ０．０００

ＭＡＥ ０．０００ ０．０００ ０．０００

ＤＪＩ ＲＭＳＥ ０．０００ ０．０００ ０．０００

ＭＡＥ ０．０００ ０．０００ ０．０００
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　 （ｅ） ＤＪＩ
图 ６　 ＢＰＮＮ－ＨＦＣＭｓ模型在各数据集上预测结果与初始值对比图

Ｆｉｇ． ６　 Ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔ ｏｕｔｃｏｍｅｓ ａｎｄ ｉｎｉｔｉａｌ ｖａｌｕｅｓ ｏｎ
ｅａｃｈ ｄａｔａｓｅｔ ｏｆ ＢＰＮＮ－ＨＦＣＭｓ

３　 结束语

本文提出了一个基于 ＢＰ 神经网络和高阶模糊

认知图的股票价格预测模型来预测金融市场。 通过

对初步预测值和真实值的误差构建的误差预测模型

来提高预测的准确性。 模型的最佳权重矩阵通过

ＴＶＡＣ－ＰＳＯ 算法得出。 该模型主要有以下 ２ 个优点：
（１）在预测中充分考虑了预测误差对模型精度

的影响。
（２）采用 ＴＶＡＣ－ＰＳＯ 算法得到模型的最佳权重

矩阵。
最后，通过对 ５ 个金融数据集的实验，验证了该

模型的有效性。
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