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含有 Ｌ２１ 范数正则化的在线顺序 ＲＶＦＬ 算法

季江飞， 郭久森

（浙江理工大学 信息学院， 杭州 ３１００１８）

摘　 要： 单隐层前馈神经网络（ＳＬＦＮ）以其量级轻、参数量少、训练成本低等优点，目前被广泛地运用于函数逼近处理、模式识

别和控制领域中。 随机向量函数连接网络（ＲＶＦＬ）作为 ＳＬＦＮ 的一种，能够将输入层与输出层做直接相连，加强输出层与输

入层的关联。 然而目前的预测任务中，已经训练好的网络在面对批量数据会随时间不断变化的情况时，则容易显露出泛化能

力不足问题。 为了提升网络的泛化能力，并防止重复训练，本文提出了一种在线顺序的 ＲＶＦＬ 算法，使用 Ｌ２１ 范数实现正则化。
在 ＵＣＩ 数据集上经过对多种相关参数的最佳选择后，与同类型的 ＲＶＦＬ 算法和 ＬＲ２１ － ＲＶＦＬ 算法相比，本文提出的 ＬＲ２１ －
ＯＳＲＶＦＬ 算法在多种评价指标下均有更优表现。
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０　 引　 言

迄今为止，在与机器学习有关的诸多研究方

向［１－２］中，人工神经网络正起着越来越重要的作用，
常见的相关应用包括图像处理、模式识别和控制等

领域［３－５］。 当下的研究也已表明，针对不同的预测

问题，只要选定了单隐层前馈网络（ＳＬＦＮ） ［６］的激活

函数，就能够确定相应的决策边界。
单隐层前馈网络结构简单，训练代价小，在许多

场合中都有不俗表现。 目前经常见到的 ＳＬＦＮ 有极

限学习机（Ｅｘｔｒｅｍｅ Ｌｅａｒｎｉｎｇ Ｍａｃｈｉｎｅ， ＥＬＭ） ［７］ 和随

机向量函数连接网络（Ｒａｎｄｏｍ ｖｅｃｔｏｒ ｆｕｎｃｔｉｏｎａｌ－ｌｉｎｋ
ｎｅｔｗｏｒｋ， ＲＶＦＬ） ［８］。 其中，ＥＬＭ 网络结构简单，训
练和预测时计算速度较快，在做分类时有较好的性

能。 然而现如今的批处理系统在执行任务过程时数

据会不断更新，如果反复进行批量训练，就会使计算

成本偏高。 基于此，则有学者提出了在线顺序的极

限学习机（ＯＳＥＬＭ） ［９］，能够在线地训练模型，不断

更新输出权重。 ＲＶＦＬ 也是一种 ＳＬＦＮ 网络，在结构

上与 ＥＬＭ 类似，最主要的不同就在于 ＲＶＦＬ 直接将

输入层与输出层做了直接映射。 尽管 ＲＶＦＬ 在一定

程度上提升了网络复杂度，但也提升了网络的泛化

能力。 为了降低奇异点和噪声的影响，引入了核函

数［１０］来替代激活函数，再无需对隐藏层神经元数量

进行调整，但是核函数的参数选择上却又面临了灵

活多样、难以固定的困扰。 Ｚｈａｎｇ 等人［１１］ 使用了在

线的 ＲＶＦＬ 网络来预测高炉铁水质量，但是并未引

入正则化思想，神经网络的泛化能力略有不足。
Ｚｈｏｕ 等人［１２］使用 Ｌ２１ 范数的方式提升结构的稀缺

性，通过整体消除神经元来降低模型的内在复杂性，



降低损失函数［１３］中的经验损失和结构损失。
综合前述研究， 本文将在线顺序模式引入

ＲＶＦＬ，使其具有即时处理新输入的小块训练集的能

力，而不用重复计算整体大量的数据集。 同时，利用

Ｌ２１ 范数对输出权重的表达进行正则化，可有效降低

模型的内在复杂性。

１　 相关知识

１．１　 随机向量功能连接网络

随机向量功能连接网络（ＲＶＦＬ）是一种单隐层

神经网络，具体网络结构如图 １ 所示。 假设有 Ｎ 个

任意的样本，这里的第 ｉ 个样本的输入为 ｘｉ ＝
ｘｉ１，ｘｉ２，．．．．．．，ｘｉｎ[ ] ∈ Ｒｎ， 第 ｉ 个样本的输出为 ｙｉ ＝
ｙｉ１，ｙｉ２，．．．．．．，ｙｉｍ[ ] ∈ Ｒｍ 。 对于一个有 Ｌ 个隐含层

节点的 ＲＶＦＬ 网络的原理公式可写为：

∑
Ｌ

ｊ ＝ １
β ｊｇ（ｗ ｊ ｘｉ ＋ ｂ ｊ） ＋ ∑ Ｌ＋ｄ

ｊ ＝ Ｌ＋１
β ｊ ｘｉｊ ＝ ｏｉ （１）

　 　 其中， ｇ（ｘ） 为激活函数； ｗ ｊ 为输入权重， ｗ ｊ ＝
［ｗ ｊ１，ｗ ｊ２，．．．．．．，ｗ ｊｎ ］ Ｔ；ｂ ｊ 为隐含层增强节点的偏置；
β ｊ ＝ ［β ｊ１，β ｊ２，．．．．．．，β ｊｍ ］ Ｔ 为输出权重。 ｗ ｊ 和 ｂ ｊ 一般

是随机确定的。
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图 １　 ＲＶＦＬ 的网络结构

Ｆｉｇ． １　 Ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ ＲＶＦＬ

　 　 公式（１）可以简化成矩阵，矩阵形式为：
［Ｇ Ｘ］β ＝ Ｏ （２）

　 　 其中，

Ｇ ＝
ｇ ｗ１ ｘ１ ＋ ｂ１( ) … ｇ ｗＬ ｘ１ ＋ ｂＬ( )

︙ ⋱ ︙
ｇ ｗ１ ｘＮ ＋ ｂ１( ) … ｇ ｗＬ ｘＮ ＋ ｂＬ( )

é

ë

ê
ê
êê

ù

û

ú
ú
úú

Ｎ×Ｌ

，

β ＝ β １… β Ｌ＋ｎ[ ] Ｔ
（Ｌ＋ｎ） ×ｍ， Ｏ ＝ Ｏ１… ＯＮ[ ] Ｔ

Ｎ×ｍ （３）
研究可知，公式（３）是公式（２）的细节表达，这

里的 Ｇ 为隐含层增强节点的输出， β 为输出权重，
Ｏ 为实际输出。 对于 ＲＶＦＬ 网络来说，要使得输出

的误差 Ｅ ＝ ∑Ｎ

ｉ ＝ １
Ｏｉ － Ｙ ｉ( )

２
最小，可转化为求解

β^ ＝ Ｈ†Ｙ， 此处的 Ｈ† 是矩阵 Ｈ 的 Ｍｏｏｒｅ－Ｐｅｎｒｏｓｅ 广

义逆［１４］。
相较于传统的 ＲＶＦＬ 网络，正则化的 ＲＶＦＬ 能

够提升网络的泛化能力，并能有效地预防模型的过

拟合问题。 常用的做法是求出训练误差和输出权重

的最小值：

最小化：ＬＲＶＦＬ ＝ １
２
Ｃ Ｅ ２

２ ＋ １
２

β ２
２ （４）

　 　 其中，输出的误差 Ｅ ＝Ｏ － Ｙ， Ｃ 是正则化系数，
用于权衡训练误差和模型复杂度之间的影响。 为了

求得该最小值，可以通过将 ＲＶＦＬ 与 β 有关的梯度

设为零，进而推得 β 的封闭形式解为：

β ＝
ＨＴＨ ＋ Ｉ

λ
æ

è
ç

ö

ø
÷

－１

ＨＴＴ　 ｉｆ Ｎ ＞ Ｌ ＋ ｎ

ＨＴ ＨＴＨ ＋ Ｉ
λ

æ

è
ç

ö

ø
÷

－１

Ｔ　 ｉｆ Ｎ ＜ Ｌ ＋ ｎ

ì

î

í

ï
ïï

ï
ï

（５）

　 　 其中， Ｉ 是维度为 （Ｌ ＋ ｎ） 的单位矩阵。
１．２　 正则化 ＲＶＦＬ 和损失函数的 Ｌ２１范数

在数据集的收集和整理的过程中，难免会录入

一些受到噪声影响或者偶然性较大的数据点，这些

由于人为因素或环境因素造成的误差，可能会使由

常规样本训练而来的神经网络的性能难以达到预

期。 为了减少或者消除奇异点所带来的影响，这里

定义了正则化和损失函数在 Ｌ２１ 模的最小化表达：

最小化：ＬＲＶＦＬ ＝ １
２
Ｃ Ｅ ２

２ ＋ １
２

β ２１

限制条件： ｈ ｘｉ( ) β ＝ ｙＴ
ｉ － ｅＴ

ｉ ，ｉ ＝ １，２，…，Ｎ
（６）

从上文对 Ｌ２１ 模的定义可知，对矩阵处理时先按

行求其 Ｌ２ 范数，再对结果求 Ｌ１ 范数， 如此操作能够

将权重矩阵的部分行值减小到零。 从而达到剔除可

忽略不计的特征值的目的，同时也能减少网络的复

杂性。 基于 ＫＫＴ 条件，可以得到最优解：

ＬＬＲ２１－ＲＶＦＬ（λ，β，ｅ） ＝ λ
２

ｅｉ
２ ＋ １

２
Ｔｒ β ＴＤβ( ) －

∑
Ｎ

ｉ ＝ １
∑
ｍ

ｋ ＝ １
α ｉ，ｋ ｈ ｘｉ( ) β ｋ － ｙｉｋ ＋ ｅｉｋ( ) （７）

其中， α ｉ，ｋ 是第 ｉ个训练样本和第 ｋ 个输出神经
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元的拉格朗日乘数；β ｋ 是输出权重的第 ｋ 列；Ｔｒ（Ａ）
操作表示求方阵Ａ的迹；矩阵Ｄ是一个对角矩阵，其

元素ｄｉｉ ＝
１

２ β ｉ ２
。 而在有些情况中， β ｉ ２ 的计算

结果可能会趋近于零，为此引入一个足够小的量 ε，

此时有 ｄｉｉ ＝
１

２
　
β Ｔ

ｉ β ｉ ＋ ε
。

为了计算输出权重 β 的解，分别对 α ｉ，β ｋ，ｅｉ 求
偏导并使其为零，那么就可以得到输出权重的最终

解为：

β ＝
ＨＴＨ ＋ Ｄ

λ
æ

è
ç

ö

ø
÷

－１

ＨＴＯ　 　 　 　 ｉｆ Ｎ ＞ Ｌ ＋ ｎ

Ｄ －１ＨＴ ＨＴ Ｄ －１Ｈ ＋ Ｉ
λ

æ

è
ç

ö

ø
÷

－１

Ｏ　 ｉｆ Ｎ ＜ Ｌ ＋ ｎ

ì

î

í

ï
ïï

ï
ï

（８）

２　 含有 Ｌ２１范数的 ＯＳＲＶＦＬ

ＲＶＦＬ 能够批量训练全部 Ｎ 个样本值，而在实

时场景中，样本数据可能会不断地更新，此时 ＲＶＦＬ
网络则要去重新计算所有的训练数据。 为了能够对

更新的数据进行实时处理，故将研究重点关注在即

时的数据上，引入了在线顺序的方式。 通过不断地

调整新参与的训练数据与已有数据之间的关联关

系，计算和更新输出权重。 让网络对新样本也能有

好的预测效果，同时又大大减少了重复训练整块样

本数据的计算量。
文中不妨假设初始训练样本数 Ｎ０ ＞ Ｌ ＋ ｎ， 那

么初始输出权重 β ０ 可以由初始输出矩阵 Ｈ０ 和输出

向量 Ｙ０ 得到：
β０ ＝ Ｍ －１

０ ＨＴ
０ Ｔ０

Ｍ０ ＝ （ＨＴ
０ Ｈ０ ＋

Ｄ０

λ
） （９）

　 　 其中， Ｄ０ 是一个 Ｌ × Ｌ 的对角矩阵。 当一个大

小为 Ｎ１ 的新数据块加入时，此时的输出权重有：

β １ ＝ Ｍ －１
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ú
ú

Ｍ１ ＝
Ｄ１

λ
＋

Ｈ０

Ｈ１

é

ë

ê
ê

ù

û

ú
ú

Ｔ Ｈ０

Ｈ１

é

ë

ê
ê

ù

û

ú
ú
＝
Ｄ１

λ
＋ ＨＴ

０ Ｈ０ ＋ ＨＴ
１ Ｈ１ ＝

　
Ｄ１ － Ｄ０

λ
＋ Ｍ０ ＋ ＨＴ

１ Ｈ１ ＝ δＤ
λ

＋ Ｍ０ ＋ ＨＴ
１ Ｈ１

（１０）
不妨把 β ０ 和 β １ 之间的前后递推关系应用于第

ｋ 和第 （ｋ ＋ １） 个数据块之间，求 Ｍ －１
ｋ 时使用

Ｗｏｏｄｂｕｒｙ 公式，令 Ｋｋ ＝ Ｍ －１
ｋ ， 令 Ｒｋ ＝ （δＤ

λ
＋ Ｍｋ）

－１

做展开时得到中间量 （δＤ
λ

＋ Ｍｋ）
－１

， 那么可推出：
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１ Ｈ１ ＝
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＋ Ｍ０ ＋ ＨＴ

１ Ｈ１ ＝

δＤ
λ

＋ Ｍ０ ＋ ＨＴ
１ Ｈ１ （１１）

３　 实验与分析

３．１　 数据集

为了评估 Ｌ２１ － ＯＳＲＶＦＬ 算法的效果，本节将提

出的算法和一些已有的 ＲＶＦＬ 相关算法进行比较，
选用的数据集来自于 ＵＣＩ 机器学习存储库。 使用

的数据集中，随机选取数据集 ８０％样本用作于训练

集，将剩余 ２０％的样本作为测试集。 在数据被划分

为训练集和测试集之前，则会将数据集的顺序重新

打乱并随机选取出新的训练集和测试集。
３．２　 评价指标

使用不同的统计学上的指标来对算法的性能做

出评价，主要包括相关系数、均方根误差。 对此拟做

研究分述如下。
（１）相关系数。 数学定义公式具体如下：

ｒ ＝
∑ ｎ

ｉ ＝ １
［ ｙ( ｉ － ｙ

－
） ｏ( ｉ － ｏ

－
）］

　

∑ ｎ

ｉ ＝ １
ｙ( ｉ － ｙ

－
） ２

　

∑ ｎ

ｉ ＝ １
ｏ( ｉ － ｏ

－
） ２

（１２）

（２）均方根误差。 数学定义公式具体如下：

ＲＭＳＥ ＝
　 １

ｎ∑
ｎ

ｉ ＝ １
ｙ( ｉ － ｙ

－
） ２ （１３）

　 　 相关系数越接近 １ 则表示模型预测效果越好，
而均方根误差衡量的是实际值和观测值之间的误差

分布，取值越小，说明模型预测效果越好。
３．３　 不同算法对比

表 １ 给出了几种算法运用不同的激活函数，运
行在不同的数据集上的性能比较结果。 由表 １ 中看

出，对于不同的数据集而言，使用不同的激活函数能

够有不同的均方根误差。
　 　 在表 １ 基础上，确定了适用于每个数据集的最

２５１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



佳激活函数后，对相关系数进行了评估。 研究得到

的不同算法的相关系数见表 ２。

表 １　 不同激活函数结果

Ｔａｂ． １　 Ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｃｔｉｖｅ ｆｕｎｃｔｉｏｎｓ

数据集 激活函数
ＲＭＳＥ

ＲＶＦＬ ＬＲ２１ － ＲＶＦＬ ＬＲ２１ － ＯＳＲＶＦＬ

ａｂａｌｏｎｅ ｓｉｇ ０．０７８ ５ ０．０７９ ４ ０．０７７ ０

ｈａｒｄｌｉｍ ０．０８２ ３ ０．０７８ ９ ０．０７６ ６

ｒａｄｂａｓ ０．０８０ ２ ０．０７８ ５ ０．０７５ ７

ｆｒｉｅｄ ｓｉｇ ０．０８３ ５ ０．０８３ １ ０．０８２ ８

ｈａｒｄｌｉｍ ０．１０２ ４ ０．０９６ ０ ０．０９７ ２

ｒａｄｂａｓ ０．０８９ ６ ０．１０２ ４ ０．１０４ ６

ｗｉｎｅ ｓｉｇ ０．１２９ ２ ０．１２９ ９ ０．１２７ ９

ｈａｒｄｌｉｍ ０．１２９ ７ ０．１２８ ２ ０．１２６ ６

ｒａｄｂａｓ ０．１３２ １ ０．１２９ ４ ０．１２７ ２

ｍａｃｈｉｎｅ＿ｃｐｕ ｓｉｇ ０．０５３ ５ ０．０６４ ３ ０．０４７ ５

ｈａｒｄｌｉｍ ０．０４１ ０ ０．０５６ ３ ０．０３９ ２

ｒａｄｂａｓ ０．０４５ ６ ０．０５４ １ ０．０３８ １

ｐｕｍａ８ＮＨ ｓｉｇ ０．１８２ ２ ０．１８０ ８ ０．１８１ １

ｈａｒｄｌｉｍ ０．１９２ ５ ０．１８８ ７ ０．１８８ ６

ｒａｄｂａｓ ０．１８１ ９ ０．１９０ ０ ０．１８９ ６

表 ２　 不同算法的相关系数

Ｔａｂ． ２　 Ｃｏｒｒｅｌａｔｉｏｎ ｃｏｅｆｆｉｃｉｅｎｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ

数据集
ＲＭＳＥ

ＲＶＦＬ ＬＲ２１ － ＲＶＦＬ ＬＲ２１ － ＯＳＲＶＦＬ

ａｂａｌｏｎｅ ０．７１１ ０．７４１ ０．７５１

ｆｒｉｅｄ ０．８４９ ０．８５５ ０．８５４

ｗｉｎｅ ０．６１１ ０．６０９ ０．６３０

ｍａｃｈｉｎｅ＿ｃｐｕ ０．９３８ ０．９３２ ０．９６９

ｐｕｍａ８ＮＨ ０．６１２ ０．６１７ ０．６２７

　 　 从实验结果来看，本文提出的 Ｌ２１ － ＯＳＲＶＦＬ 方

法与经典的 ＲＶＦＬ 和 Ｌ２１ － ＲＶＦＬ 相比，在 ＵＣＩ 的多

个数据集中，多数情况下均取得了最佳表现。 本文

算法的预估值更为贴近真实值，与真实值的相关性

更强。

４　 结束语

针对单隐层前馈神经网络在批处理问题中，需
要反复训练网络、更新权重的问题，本文将在线顺序

机制与 ＲＶＦＬ 相结合，并且为了降低模型复杂度，引
入了 Ｌ２１ 范数对输出权重进行正则化。 在 ＵＣＩ 部分

分类数据集中，与另外 ２ 种同源算法进行了比较。
从实验结果来看，本文提出的算法的预测表现更为

出色。

参考文献

［１］ 黎英． 迁移学习在医学图像分析中的应用研究综述［ Ｊ］ ． 计算机

工程与应用，２０２１， ５７ （２０）： ４２－５２．
［２］ 王灵钰， 刘子昂， 朱兴杰， 等． 基于深度学习的新型冠状病毒肺

炎趋势预测研究综述［ Ｊ］ ． 电脑知识与技术，２０２１， １７ （ ２３）：
１０６－１０９．

［３］ 王晓宾， 马枭， 王新承． 基于人工神经网络的水彩笔油墨红外

光谱模式识别［Ｊ］ ． 激光与光电子学进展，２０２０， ５７ （１５）： ２８２－
２８６．

［４］ 谢晴． 人工神经网络在医学图像处理中的部分应用体会［ Ｊ］ ． 影

像研究与医学应用，２０１８， ２ （１５）： ２２８－２２９．
［５］ 陈亚琴， 彭浩， 冯诗愚． 基于人工神经网络的微重力流动冷凝

换热预测［Ｊ］ ． 南京航空航天大学学报，２０２１， ５３ （０６）： ９８９－
９９５．

［６］ 李娜， 刘冰， 王伟． 基于单隐层前馈神经网络的优化算法［Ｊ］ ．科
学技术与工程，２０１９， １９ （０１）： １３６－１４１．

［７］ 徐睿， 梁循， 齐金山， 等． 极限学习机前沿进展与趋势［ Ｊ］ ． 计

算机学报，２０１９， ４２ （０７）： １６４０－１６７０．
［８］ 吴天宇， 王士同． 快速多视角特权协同随机向量函数连接网络

［ Ｊ ／ ＯＬ］ ．计算机科学与探索： １－１１ ［２０２１－０３－２３］ ． ｈｔｔｐｓ： ／ ／ ｋｎｓ．
ｃｎｋｉ．ｎｅｔ ／ ｋｃｍｓ ／ ｄｅｔａｉｌ ／ １１．５６０２．ＴＰ．２０２１０３２２．１００３．００２．ｈｔｍｌ．

［９］ 尹刚， 张英堂， 李志宁， 等． 改进在线贯序极限学习机在模式识

别中的应用［Ｊ］ ． 计算机工程，２０１２， ３８ （０８）： １６４－１６６，１６９．
［１０］ＭＡＪＵＭＤＥＲ Ｉ， ＤＡＳＨ Ｐ Ｋ， ＢＩＳＯＩ Ｒ． Ｓｈｏｒｔ－ ｔｅｒｍ ｓｏｌａｒ ｐｏｗｅｒ

ｐｒｅｄｉｃｔｉｏｎ ｕｓｉｎｇ ｍｕｌｔｉ－ｋｅｒｎｅｌ－ｂａｓｅｄ ｒａｎｄｏｍ ｖｅｃｔｏｒ ｆｕｎｃｔｉｏｎａｌ ｌｉｎｋ
ｗｉｔｈ ｗａｔｅｒ ｃｙｃｌｅ ａｌｇｏｒｉｔｈｍ － ｂａｓｅｄ ｐａｒａｍｅｔｅｒ ｏｐｔｉｍｉｚａｔｉｏｎ ［ Ｊ］ ．
Ｎｅｕｒａｌ Ｃｏｍｐｕｔｉｎｇ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓ，２０２０， ３２ （１２）： ８０１１－８０２９．

［１１］ ＺＨＡＮＧ Ｌｉ， ＺＨＯＵ Ｐｉｎｇ， ＳＯＮＧ Ｈｅｄａ， ｅｔ ａｌ． Ｍｕｌｔｉｖａｒｉａｂｌｅ
ｄｙｎａｍｉｃ ｍｏｄｅｌｉｎｇ ｆｏｒ ｍｏｌｔｅｎ ｉｒｏｎ ｑｕａｌｉｔｙ ｕｓｉｎｇ ｉｎｃｒｅｍｅｎｔａｌ
ｒａｎｄｏｍ ｖｅｃｔｏｒ ｆｕｎｃｔｉｏｎａｌ－ ｌｉｎｋ ｎｅｔｗｏｒｋｓ［ Ｊ］ ． Ｊｏｕｒｎａｌ ｏｆ Ｉｒｏｎ ａｎｄ
Ｓｔｅｅｌ Ｒｅｓｅａｒｃｈ， Ｉｎｔｅｒｎａｔｉｏｎａｌ，２０１６， ２３ （１１）： １１５１－１１５９．

［１２］ＺＨＯＵ Ｓ， ＬＩＵ Ｘ， ＬＩＵ Ｑ， ｅｔ ａｌ． Ｒａｎｄｏｍ Ｆｏｕｒｉｅｒ ｅｘｔｒｅｍｅ ｌｅａｒｎｉｎｇ
ｍａｃｈｉｎｅ ｗｉｔｈ Ｌ２， １ － ｎｏｒｍ ｒｅｇｕｌａｒｉｚａｔｉｏｎ ［ Ｊ］ ． Ｎｅｕｒｏｃｏｍｐｕｔｉｎｇ，
２０１６， １７４： １４３－１５３．

［１３］伍权， 朱萌， 陈磊， 等． 基于贝叶斯正则化 ＢＰ 神经网络的 Ｓ－
ＣＯ＿（２）流动阻力特性预测［ Ｊ ／ ＯＬ］ ． 热力发电： １－１０ ［２０２２－
０１－２９］ ． ｈｔｔｐｓ： ／ ／ ｄｏｉ．ｏｒｇ ／ １０．１９６６６ ／ ｊ．ｒｌｆｄ．２０２１１２２５９．

［１４］尹钊， 贾尚晖． Ｍｏｏｒｅ－Ｐｅｎｒｏｓｅ 广义逆矩阵与线性方程组的解

［Ｊ］ ． 数学的实践与认识，２００９， ３９ （０９）： ２３９－２４４．

３５１第 １０ 期 季江飞， 等： 含有 Ｌ２１ 范数正则化的在线顺序 ＲＶＦＬ 算法


