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基于改进的 ＲｅｓＮｅｔ 与 ＩＭＵ 位姿图像特征描述子
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摘　 要： 基于深度学习的图像特征描述子，是许多 ３Ｄ 视觉任务的重要组成部分，但现有的基于深度学习的图像特征描述子框

架，通常需要特征点之间的真实对应关系来进行训练，而要想大规模获取这些对应的特征点却具有很大的挑战性。 本文提出

了一种新的弱监督学习框架，该框架只需从与图像相关联的惯性测量单元位姿中学习特征描述子。 基于此，本文构造了新的

损失函数，该函数利用 ＩＭＵ 位姿所给定的对极约束，方法稳定且高效。 因为本方法不需要特征点之间的真实对应关系，所以

在庞大且多样化的数据集上训练效果更好，为更具有区分性的局部特征描述子提供了可能。 本文将学习到的特征描述子称

为 ＰＯＳＥ 描述子，经过严格的监督训练，ＰＯＳＥ 描述子比之前基于完全监督的特征描述子更好，且数量和匹配度均有所提高。
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０　 引　 言

寻找图像局部特征稳定且高效的对应关系，是
计算机视觉任务的基本组成部分。 例如，基于多视

图几何三维重建［１］（Ｓｔｒｕｃｔｕｒｅ ｆｒｏｍ ｍｏｔｉｏｎ，ＳＦＭ）和同

步定 位 与 建 图［２］ （ Ｓｉｍｕｌｔａｎｅｏｕｓ Ｌｏｃａｌｉｚａｔｉｏｎ ａｎｄ
Ｍａｐｐｉｎｇ，ＳＬＡＭ）都需要稳定且区分度高的特征描述

子。 目前，基于深度学习的图像特征描述子［３－４］

（如：ＳｕｐｅｒＰｏｉｎｔ、ＬＦ－Ｎｅｔ），展现出比人工设计的特

征描述子具有更好的性能。 然而，一些研究表明，当
把 ＳｕｐｅｒＰｏｉｎｔ 等特征描述子应用于有遮挡的现实世

界时，存在泛化能力弱的问题。 存在这种局限性的

一个重要原因，就是无法获取图像对之间特征点真

实的对应关系。 之前，许多方法都采用 ＳＦＭ 数据集

作为替代方案，但这些数据集提供的匹配特征点并

不是真实的对应关系。
针对上述问题，本文方法不要求特征点之间具

有严格的对应关系，仅从图像对之间的相对相机位

姿中学习特征描述子，就可以通过各种基于非视觉

的传感器，例如惯性测量单元（ Ｉｎｅｒｔｉａｌ Ｍｅａｓｕｒｅｍｅｎｔ
Ｕｎｉｔ， ＩＭＵ）获得相机姿态；通过减少特征点之间严

格匹配的要求，可以在多样化的数据集上学习更好

的特征描述子，解决了特征点学习获取训练数据的

困难。
然而，由于不能基于相机姿势来构造损失函数，

现有的深度学习方法不能直接利用相机位姿作为约

束。 本文的主要贡献：提出了一种新的框架，将图像

对之间的 ＩＭＵ 位姿转换为对匹配点之间的像素位



置的对极约束作为监督约束条件（如图 １ 所示）；匹
配点的位置相对于用于训练的特征描述子是可区分

的；为了进一步降低计算成本并加快训练速度，使用

了从粗到精的匹配方案，以较低的分辨率计算对应

关系，以更精细的比例进行局部优化。

（ａ） 位姿一　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） 位姿二

图 １　 位姿一和位姿二图像匹配对之间的查询点和预测点之间的对应关系
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１　 ＩＭＵ 器件测量与运动学模型

１．１　 陀螺仪与加速度计的测量模型

陀螺仪的测量模型为：
ω～ ｂ

ｗｂ（ ｔ） ＝ ωｂ
ｗｂ（ ｔ） ＋ ｂｇ（ ｔ） ＋ ηｇ（ ｔ） （１）

　 　 其中， ｂｇ 是随时间缓慢变化的偏差， ηｇ 是白噪

声。 模型利用了静态世界假设［５］，即重力加速度不

发生变化。
加速度计的测量模型为：

ｆｂ（ ｔ） ＝ ＲｗＴ
ｂ （ａｗ － ｇｗ） ＋ ｂａ（ ｔ） ＋ ηａ（ ｔ） （２）

　 　 其中， ｂａ 是随着时间缓慢变化的偏差， ηａ 是白

噪声。
１．２　 陀螺仪与加速度计的运动模型

运动模型的微分方程形式为：

Ｒ^ｗ
ｂ ＝ Ｒｗ

ｂ（ωｂ
ｗｂ）∧

ｖ·ｗ ＝ ａｗ

ｐ·ｗ ＝ ｖｗ

ì

î

í

ï
ï

ï
ï

（３）

　 　 使用欧拉积分［６］、即三角积分可以得到运动方

程的离散形式：
Ｒｗ

ｂ（ ｔ ＋Δｔ） ＝ Ｒｗ
ｂ（ ｔ）Ｅｘｐ（ωｂ

ｗｂ（ ｔ）·Δｔ）

ｖｗ（ ｔ ＋ Δｔ） ＝ ｖｗ（ ｔ） ＋ ａｗ（ ｔ）·Δｔ

ｐｗ（ｔ ＋ Δｔ） ＝ ｐｗ（ｔ） ＋ ｖｗ（ｔ）·Δｔ ＋ １
２
ａｗ（ｔ）·Δｔ２

ì

î

í

ï
ïï

ï
ïï

（４）

其中， ωｂ
ｗｂ（ ｔ） 表示 ｔ 时刻“角速度矢量”在 ｂ 坐

标系下的坐标， ωｂ
ｗｂ（ ｔ）·Δｔ 表示“旋转矢量”在 ｂ 坐

标系下的坐标。
１．３　 测量与运动混合模型

为了使符号简明，对符号进行重新定义为：
Ｒ（ ｔ） ≐ Ｒｗ

ｂ（ ｔ）； ω（ ｔ） ≐ ωｂ
ｗｂ（ ｔ）； ｆ（ ｔ） ≐ ｆｂ（ ｔ）；

ｖ（ ｔ） ≐ ｖｗ（ ｔ）； ｐ（ ｔ） ≐ ｐｗ（ ｔ）； ｇ ≐ ｇｗ

　 　 将测量模型代入运动方程：
Ｒ（ ｔ ＋ Δｔ） ＝ Ｒ（ ｔ）·Ｅｘｐ（ω（ ｔ）·Δｔ） ＝ Ｒ（ ｔ）·

　 Ｅｘｐ（（ ω^（ ｔ） － ｂｇ（ ｔ） － ηｇｄ（ ｔ））·Δｔ）
ｖ（ ｔ ＋ Δｔ） ＝ ｖ（ ｔ） ＋ ａｗ（ ｔ）·Δｔ ＝ ｖ（ ｔ） ＋ Ｒ（ ｔ）·

　 （ ｆ^（ ｔ） － ｂａ（ ｔ） － ηａｄ（ ｔ））·Δｔ ＋ ｇ·Δｔ

ｐ（ ｔ ＋ Δｔ） ＝ ｐ（ ｔ） ＋ ｖ（ ｔ）·Δｔ ＋ １
２
ａｗ（ ｔ）·Δｔ２ ＝

　 ｐ（ ｔ） ＋ ｖ（ ｔ）·Δｔ ＋ １
２
［Ｒ（ ｔ）·（ ｆ^（ ｔ） － ｂａ（ ｔ） －

　 ηａｄ（ ｔ）） ＋ ｇ］·Δｔ２ ＝ ｐ（ ｔ） ＋ ｖ（ ｔ）·Δｔ ＋ １
２
ｇ·

　 Δｔ２ ＋ １
２
Ｒ（ ｔ）·（ ｆ^（ ｔ） － ｂａ（ ｔ） － ηａｄ（ ｔ））·Δｔ２
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î

í

ï
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（５）
其中，噪声项采用 ηｇｄ 和 ηａｄ（ｄ 表示 ｄｉｓｃｒｅｔｅ），

故与连续噪声项 ηｇ 和 ηａ 是不同的。 离散噪声与连

续噪声的协方差有如下关系：

Ｃｏｖ（ηｇｄ（ ｔ）） ＝ １
Δｔ
Ｃｏｖ（ηｇ（ ｔ））

Ｃｏｖ（ηａｄ（ ｔ）） ＝ １
Δｔ
Ｃｏｖ（ηａ（ ｔ））

ì

î

í

ï
ï

ï
ï

（６）

　 　 进一步假设 Δｔ 恒定、即采样频率不变，每个离

散时刻由 ｋ ＝ ０，１，２，… 表示，上述的 ３ 个离散运动

方程可进一步简化为：

Ｒｋ＋１ ＝ Ｒｋ·Ｅｘｐ（（ ω^ｋ － ｂｇ
ｋ － ηｇｄ

ｋ ）·Δｔ）

ｖｋ＋１ ＝ ｖｋ ＋ Ｒｋ·（ ｆ^ｋ － ｂａ
ｋ － ηａｄ

ｋ ）·Δｔ ＋ ｇ·Δｔ

ｐｋ＋１ ＝ ｐｋ ＋ ｖｋ·Δｔ ＋ １
２
ｇ·Δｔ２ ＋ １

２
Ｒｋ·（ ｆ^ｋ －

　 ｂａ
ｋ － ηａｄ

ｋ ）·Δｔ２

ì

î

í

ï
ï
ïï

ï
ï
ïï

（７）
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２　 ＲｅｓＮｅｔ 简介

２．１　 ＲｅｓＮｅｔ 架构

随着网络的加深，神经网络梯度消失，出现了训

练集准确率下降的现象。 为了解决上述问题，Ｈｅ 等

人［７］在 ２０１６ 年提出 ＲｅｓＮｅｔ 深度学习模型，该模型

的最大特性就是网络层深度可以无限叠加，而不会

出现梯度消失的问题。 该网络的提出，说明网络的

深度对许多计算机视觉识别任务至关重要，在

ＩｍａｇｅＮｅｔ 数据集上的错误率仅为 ３． ５７％， 获得

ＩＬＳＶＲＣ ２０１５ 中图像分类任务的第一名。 ＲｅｓＮｅｔ 在
ＣＯＣＯ 目标检测数据集上获得了 ２８％的相对改进。

ＲｅｓＮｅｔ 的残差模型如图 ２ 所示。 图 ２ 中， ｘ 表

示输入的 ｆｅａｔｕｒｅ ｍａｐｐｉｎｇ， Ｆ（ｘ） 为残差， Ｆ（ｘ） ＋ ｘ
表示下一层网络的输入，该网络特征可以有效确保

梯度不会消失。

x
identity

x

relu
weightlayer

relu

F(x)

F(x)+x

weightlayer

图 ２　 ＲｅｓＮｅｔ 的残差模型

Ｆｉｇ． ２　 Ｒｅｓｉｄｕａｌ ｍｏｄｅｌ ｏｆ ＲｅｓＮｅｔ

　 　 虽然 ＲｅｓＮｅｔ 网络的层数可以无限叠加，但是更

深的网络会导致训练的复杂度变大。 综合现有研究

结果可知，ＲｅｓＮｅｔ 采用 １８、３４、５０、１０１、１５２ 这 ５ 种深

度的网络结构较为普遍。 本文所提出的方法就是基

于 ＲｅｓＮｅｔ５０ 网络结构，如图 ３ 所示。

relu

1?1,256

3?3,64

1?1,64

256-d

relu

relu

图 ３　 ＲｅｓＮｅｔ５０ 的残差模型

Ｆｉｇ． ３　 Ｒｅｓｉｄｕａｌ ｍｏｄｅｌ ｏｆ ＲｅｓＮｅｔ５０

２．２　 ＲｅｓＮｅｔ５０ 的改进

由于 ＲｅｓＮｅｔ 可以重复叠加深度网络，因此可以

提取更多的网络特征。 本文提出的方法只采用

ＲｅｓＮｅｔ５０ 网络模型中的第 ３ 个 ｂｌｏｃｋ 单元块之前的

网络架构作为主干网络，第 ３ 个 ｂｌｏｃｋ 单元块输出

的 ｆｅａｔｕｒｅ ｍａｐｐｉｎｇ 大小为 ４０×３０×１ ０２４。 本文网络

架构详见表 １。
表 １　 本文方法网络架构

Ｔａｂ． １　 Ｔｈｅ ｎｅｔｗｏｒｋ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｔｈｅ ｍｅｔｈｏｄ ｐｒｏｐｏｓｅｄ ｉｎ ｔｈｉｓ ｐａｐｅｒ

序号 输入图片 网络层 输出（ｆｅａｔｕｒｅ ｍａｐｐｉｎｇ）

１ ６４０×４８０×３ ７×７ Ｃｏｎｖ， ６４， ｓｔｒｉｄｅ ２ ３２０×２４０×６４

２ ３２０×２４０×６４ ３×３ ＭａｘＰｏｏｌ， ｓｔｒｉｄｅ ２ １６０×１２０×６４

３ １６０×１２０×６４ Ｒｅｓｉｄｕａｌ Ｂｌｏｃｋ １ １６０×１２０×２５６

４ １６０×１２０×２５６ Ｒｅｓｉｄｕａｌ Ｂｌｏｃｋ ２ ８０×６０×５１２

５ ８０×６０×５１２ Ｒｅｓｉｄｕａｌ Ｂｌｏｃｋ ３ ４０×３０×１ ０２４

６ ４０×３０×１ ０２４ １×１ Ｃｏｎｖ， １２８ ４０×３０×１２８

７ ４０×３０×１ ０２４ ３×３ Ｕｐｃｏｎｖ， ５１２， ｆａｃｔｏｒ ２ ８０×６０×５１２

８ ８０×６０×１ ０２４ ３×３ Ｃｏｎｖ， ５１２ ８０×６０×５１２

９ ８０×６０×５１２ ３×３ Ｕｐｃｏｎｖ， ２５６， ｆａｃｔｏｒ ２ １６０×１２０×２５６

１０ １６０×１２０×５１２ ３×３ Ｃｏｎｖ， ２５６ １６０×１２０×２５６

１１ １６０×１２０×２５６ １×１ Ｃｏｎｖ， １２８ １６０×１２０×１２８

　 　 由表 １ 可见，第 ３ 个 Ｂｌｏｃｋ 单元块之后，在输出

４０×３０×１ ０２４的 ｆｅａｔｕｒｅ ｍａｐｐｉｎｇ 的基础上，依次进行

１×１ 的卷积、上采样 ３×３ 卷积、３×３ 卷积、上采样 ３×
３ 卷积、３×３ 卷积、１×１ 卷积等操作，从而获得不同

粒度的特征图。

通过附加的卷积层，获得了粗糙级特征图。 精

细级特征图是通过进一步的卷积层以及上采样和跳

过连接获得的。 粗略特征图和精细特征图的大小分

别是原始图像的 １ ／ １６ 和 １ ／ ４，且都具有 １２８ 维的向

量。 精细级别的局部窗口 Ｗ 的大小是精细级别特
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征图大小的 １ ／ ８。

３　 基于相机位姿的方法

如果只给出具有相机位姿的图像对，则不适用

于标准深度度量学习方法。 因此，本文设计了一种

利用 ＩＭＵ 数据进行特征描述子的学习方法。 该方

法中将相对相机位姿转换成图像对之间的对极约

束，确保预测的匹配关系服从对极约束。 考虑到该

约束是实施在像素坐标上的，因此必须使对应的坐

标相对于特征描述符是可微的，为了实现该目的，本
文提出了可区分的匹配层方法。
３．１　 损失函数

本文训练数据由含有位姿信息的图像对组成。
为了利用这些数据训练特征描述子的关联匹配，使
用 ２ 个互补的损失函数项：对极损失项和循环一致

损失项。
　 　 图 １ 中， Ｐ１ 是查询点、 Ｐ２ 是预测的对应关系；
对极损失函数 Ｌｅｐｉｐｏｌａｒ 是 Ｐ２ 和真实对极线 ＦＰ１ 之间

的距离；循环一致性损失 Ｌｃｙｃｌｅ 是 Ｐ１ 与其前后对应点

（绿色）之间的 Ｌ２ 距离。
　 　 给定一对图像 Ｉ１ 和 Ｉ２ 的相对位姿和相机内参，
就可以计算基本矩阵 Ｆ［８］。 极线约束指出，如果 ｐ１

和 ｐ２ 是真实匹配，则 ｐＴ
２Ｆｐ１ ＝ ０ 成立，其中 Ｆｐ１ ＝ ０

可以解释为对应于 Ｉ２ 中 ｐ１ 的对极线。 本文将 ｐ１ 视

为查询点，然后根据预测的对应位置与真实的对极

线之间的距离，将此约束重新化为对极损失：
Ｌｅｐｉｐｏｌａｒ（ｐ１） ＝ ｄｉｓｔａｎｃｅ（ｈ１→２（ｐ１），Ｆｐ１） （８）

　 　 其中， ｈ１→２（ｐ１） 是 Ｉ１ 中点 ｐ１ 在 Ｉ２ 中的预测对应

关系，而 ｄｉｓｔａｎｃｅ（·，·） 是点与线之间的距离。
单独的对极损失函数，预测的匹配点位于对极

线上，而不是真实的对应匹配关系（该位置在该线

上的未知位置）。 为了提供额外的约束，本文还引

入了循环一致性损失，确保该点在空间上接近其自

身：
Ｌｃｙｃｌｅ（ｐ１） ＝ ‖ｈ２→１（ｈ１→２（ｐ１）） － ｐ１‖２ （９）
对于每个图像对，总目标是对极损失函数项和

循环一致性损失项的加权总和， 共计 ｎ 个采样查询

点，可以表示为：

Ｌａｌｌ（ Ｉ１，Ｉ２） ＝ ∑
ｎ

ｉ ＝ ０
Ｌｅｐｉｐｏｌａｒ（ｐｉ

１） ＋ αＬｃｙｃｌｅ（ｐｉ
１）[ ]

（１０）
其中， ｐｉ

１ 是 Ｉ１ 中的第 ｉ个训练点， α 是周期一致

性损失项的权重。
对极约束实际上为特征描述子学习提供了足够

的监督。 其关键原因是，对极约束抑制了许多不正

确的对应关系。 而且，在满足对极约束的所有有效

预测中，鉴于其局部外观相似性，真正的对应关系最

有可能具有相似的特征编码。 因此，通过在所有训

练数据上聚合这样的几何约束，使网络学会对真实

对应之间的相似性进行编码，从而产生有效的特征

描述子。
尽管本文的重点是仅从相机的位姿中学习，但

当有真实匹配关系可用时，也可以使用真实的对应

关系进行训练。 在这种情况下，可以将损失函数替

换为预测和真实对应关系的像素位置之间的 Ｌ２ 距

离。 通过真实匹配关系训练的方法，比通过照相机

姿势训练的方法会获得更好的性能，两者均优于先

前的完全监督方法。
３．２　 可区分的匹配层

损失函数是预测对应像素位置的函数，但若使

用梯度下降法，则像素位置相对于网络参数是可区

分的。 传统方法是通过识别最近邻匹配来建立对应

关系，但这是一种不可微分的操作。
针对上述问题，本文提出了可区分的匹配层方

法。 对于给定的图像对，首先使用卷积神经网络提

取特征描述子Ｍ１、Ｍ２，为了计算 Ｉ１ 中查询点 ｘ１ 的对

应关系，将 ｘ１ 处的特征描述子（用 Ｍ１（ｘ１） 表示）与
Ｍ２ 相关联。 接下来进行 ２Ｄ ｓｏｆｔｍａｘ 操作，可以得到

ｘ１ 在 Ｉ２ 中的二维概率［９］分布 ｐ（ｘ ｜ ｘ１，Ｍ１，Ｍ２）：

ｐ（ｘ ｜ ｘ１，Ｍ１，Ｍ２） ＝
ｅｘｐ（Ｍ１ （ｘ１） ＴＭ２（ｘ））

∑ ｙ∈Ｉ２
ｅｘｐ（Ｍ１ （ｘ１） ＴＭ２（ｙ））

（１１）
其中，变量 ｙ 表示在 Ｉ２ 的像素坐标上变化。
计算单个 ２Ｄ 匹配作为此分布的期望：

ｘ⌒２ ＝ ｈ１→２（ｘ１） ＝ ∑
ｘ∈Ｉ２

ｘ·ｐ（ｘ ｜ ｘ１，Ｍ１，Ｍ２） （１２）

使用可区分的匹配层，使整个网络系统可以进

行端到端训练。 由于对应位置是根据特征描述子之

间相关性计算的，因此将有助于特征描述子的训练

学习。

４　 实验结果分析

４．１　 数据集

本文提出的方法使用 ＭｅｇａＤｅｐｔｈ 数据集［１０］ 对

网络进行训练。 该数据集由 １９６ 个不同场景组成。
其中 １３０ 个场景用于训练，其余场景用于验证和测

试。 数据集提供了数百万个具有已知相机位姿的图
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像训练匹配对，在此仅使用所提供的相机位姿和相

机内参在这些图像匹配对上进行训练。
４．２　 训练过程

本文使用 Ａｄａｍ 训练网络，其基本学习率为 １×
１０－４，循环一致性项的权重设置为 ０．１。 由于内存所

限，在每个训练图像对中使用 ４００ 个查询点。 这些

查询点由 ８０％ＳＩＦＴ 关键点和 ２０％随机点组成。
训练所使用的设备为：ＲＴＸ３０６０ ＧＰＵ，Ｕｂｕｎｔｕ

１８．０４ 操作系统与 Ｉｎｔｅｌ ｉ７ 第十代 ＣＰＵ。
４．３　 实验结果

本文在 ＭｅｇａＤｅｐｔｈ 数据集上对 ＰＯＳＥ 特征描述

子进行测试。 给定一对图像后，在 ２ 个图像中提取

关键点，并使用特征描述子进行描述。 对每个图像

匹配对之间的匹配数进行统计（仅考虑最近邻匹

配），并将 ＳＩＦＴ、ＬＦ－Ｎｅｔ［１１］与 ＰＯＳＥ 测试结果进行对

比。
去除异常点之后的匹配结果如图 ４～图 ６ 所示。

其中，图 ４ 的 ＳＩＦＴ 特征描述子代表传统人工设计方

法；图 ５ 代表 ＬＦ－Ｎｅｔ 深度学习方法；图 ６ 为采用本

文提出的方法。 根据对比的结果可以看出，本文方

法得到的结果使精度得到了提高。

图 ４　 ＳＩＦＴ 描述子

Ｆｉｇ． ４　 ＳＩＦＴ ｄｅｓｃｒｉｐｔｏｒ

图 ５　 ＬＦ－Ｎｅｔ 描述子

Ｆｉｇ． ５　 ＬＦ－Ｎｅｔ ｄｅｓｃｒｉｐｔｏｒ

图 ６　 ＰＯＳＥ 描述子

Ｆｉｇ． ６　 ＰＯＳＥ ｄｅｓｃｒｉｐｔｏｒ

　 　 实验不仅给出可视化的结果，并对几种方法进

行了量化处理。 ３ 种特征描述子对比结果见表 ２。
表 ２　 ＰＯＳＥ 特征描述子与其它模型的对比

Ｔａｂ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＰＯＳＥ ｆｅａｔｕｒｅ ｄｅｓｃｒｉｐｔｏｒ ｗｉｔｈ ｏｔｈｅｒ ｍｏｄｅｌｓ

方法 特征 匹配

ＳＩＦＴ ４４０ １２０
ＬＦ－Ｎｅｔ １７０ ８０
ＰＯＳＥ ４７０ １９０

　 　 从表 ２ 中可以看出，ＰＯＳＥ 特征描述子不仅可

以从图像中提取到更多的特征点，同时也提高了特

征描述子的匹配度。

５　 结束语

文中提出了一种新颖的特征描述子学习框架，
该框架仅使用 ＩＭＵ 获取的相机位姿监督进行训练，
利用对极几何约束构造损失函数。 实验表明，在不

使用任何特征点对应匹配关系进行训练的情况下，
其性能优于受到完全监督的其它算法。 接下来的工

作中，将进一步研究如何提高学习到的特征描述子

对图像旋转的不变性、基于位姿监督的方法和传统

度量学习方法是否有相互补充的可能性，以及相应

的组合是否可以带来更好的性能。
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