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摘　 要： 群体行为识别任务中，行为特征具有复杂的时空特性。 为了实现有效的行为特征时间编码，本文提出一种融合时间

和空间上下文特征的群体行为识别模型。 为了分析个体行为特征的时间上下文依赖关系，设计了通道级时间上下文模块，该
模块对个体特征的多个通道进行时间平移；分别研究时间延迟移动、时间双向移动、时间循环双向移动的 ３ 种策略，并讨论各

种策略下通道比例对时间上下文估计的作用。 其次，构建了基于融合通道级时间上下文特征的空间图模型，用于对个体空间

上下文的编码。 该模型使用外观和位置估计初步的个体之间的空间上下文关系，并进一步设计多图策略，来估计多种可能的

个体之间的关系。 最后，对图模型编码的个体特征，使用个体池化获得群体特征，并使用多层感知器来识别群体行为。 本文

方法在 Ｖｏｌｌｅｙｂａｌｌ 和 Ｃｏｌｌｅｃｔｉｖｅ Ａｃｔｉｖｉｔｙ 数据集上优于现有群体行为识别方法，设计的时间上下文特征具有良好个体行为编码

能力。
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０　 引　 言

群体行为识别，是通过对人员密集场所的视频

分析，并对其突发性群体行为进行识别，有利于维护

公共场所安全，避免人员伤亡和财产损失，已被广泛

应用于视频监控、视频摘要、视频检索等领域。 个体

行为识别模型只需要识别个体的单独行动，而群体

行为识别，需要依据个体的行为，推断出个体之间的

群体活动。 视频中，个体的关系是隐藏的，且行为特

征具有复杂的时序信息，个体之间的行为会相互干

扰，影响多人关系的估计结果，而解析个体的时序信

息具有一定的挑战性。
群体的外观特征通常使用卷积神经网络来提

取，但无法提取群体的时序信息。 实验表明，虽然可



以利用长短期记忆网络（ＬＳＴＭ）提取个体的时序信

息，但会导致网络性能下降。 现有的图模型结构只

专注于群体的外观信息和位置信息，不能够很好地

表达群体关系，导致群体行为识别效果欠佳。
针对上述问题，本文提出了一种时间上下文模

块，用来解决个体特征缺乏时序信息的问题。 通过

通道级的时间位移方法，每个个体的时序信息都得

到增强。 为了保证群体建模的完整性，构建了基于

融合通道级时间上下文特征的空间图模型，该图模

型使用外观和位置信息，实现对空间关系的编码。
在增强时序信息的基础上，通过建立多个个体关系

图来模拟个体之间的相互关系，将每个个体的全部

特征描述为图模型的每个节点，通过图模型的推理，
完成行为分类。

１　 相关工作

１．１　 视频特征学习

早期的视频特征学习主要采用传统手工制作的

视觉特征［１］，或采用与概率图模型结合的方法［２］。
在图模型的基础上，多尺度模型 Ａｎｄ－ｏｒ［３］ 通过对不

同的群体粒度进行建模，对群组行为分类。 双流卷

积神经网络［２］ 还可以额外学习视频帧的光流图像

特征，进一步识别不同的行为。 时间分段网络［４］ 在

双流的基础上做出改进，通过稀疏采样和加权池化

来识别行为特征。 膨胀三维卷积网络［５］ 通过将 ２Ｄ
ＣＮＮ 参数膨胀拓展为 ３Ｄ ＣＮＮ，可以解决 ＴＳＮ 单一

视频权重的问题。
１．２　 交互关系分析

群体行为分析的细节存在于群体结构中。 与个

体行为识别不同，群体行为识别更重要的是分析个

体之间交互关系。 层次关系网络（ＨＲＮ） ［６］ 使用固

定的群体结构，来学习个体之间的相互关系强度。
卷积关系机（ＣＲＭ） ［７］使用多阶段的群体结构误差，
来优化群体行为识别结果。 时空注意力图网络

ｓｔａｇＮｅｔ［８］被用于估计图结构中，用于表达目标之间

的关系。
图卷积网络（ＧＣＮ） ［９］ 在结构化数据的表示和

推 理 方 面 具 有 优 势。 图 注 意 力 交 互 模 型

（ＧＡＩＭ） ［１０］将群体节点加入图模型，并利用自注意

力同时学习个体之间和个体与群体之间的关系。 在

图模型中引入 ＬＳＴＭ 可以增强时序信息。 置信度能

量循环网络（ＣＥＲＮ） ［１１］在 ＬＳＴＭ 的动态特征基础上

构建图模型，在图模型构建阶段，可以获得群体的时

序信息。 本文在模型的设计中应用了图卷积网

络［１２］，将个体的信息作为图模型一个节点。 为了保

证群体建模的完整性，在图构建的过程中引入了多

图策略。

２　 融合时间和空间上下文特征的群体行为识别

本文使用 Ｉｎｃｅｐｔｉｏｎ －ｖ３［１２］ 对视频序列提取特

征，通过 ＲｏＩＡｌｉｇｎ［１３］从帧特征图中提取每个个体的

边界框特征，将对齐的特征通过全连接层得到每个

个体的原始特征。 原始特征经过通道级时间上下文

模块，与图卷积特征相加得到多图融合特征，最终融

合特征通过群体分类器和个体分类器完成行为的分

类。 整体网络框架如图 １ 所示。
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图 １　 融合时间和空间上下文特征的群体行为识别网络
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２．１　 通道级时间上下文模块

本文设计了通道级时间上下文模块，该模块通

过对个体特征的多个通道进行时间平移，可以让视

频帧获得相邻帧的时序信息，在图模型的建立过程

中增强模型的时序信息，并最终影响行为分类的结

果。
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通道级位移策略如图 ２ 所示，对于个体特征的

通道位移，本文分别采用时间延迟后移、时间双向移

动、时间循环双向移动策略来实现。
　 　 图 ２ 中描述了本文设计的 ３ 种位移方式，考虑

了不同的位移方式对于模型性能的影响，并最终选

择时间循环双向移动作为模块内特征位移的方式。
通过时间循环双向移动的位移策略，既增强了

时序信息，也确保个体特征不会丢失，保证了图模型

构建过程中建模的完整性。

时间维度

通
道
维
度

（a）原始特征 （b）时间延迟移动 （c）时间双向移动 （d）时间循环双向移动

图 ２　 通道级位移策略

Ｆｉｇ． ２　 Ｃｈａｎｎｅｌ－ｗｉｓｅ ｓｈｉｆｔ ｓｔｒａｔｅｇｉｅｓ

２．２　 多图时空特征融合模块

由于图模型能够实现结构化数据的表示和推

理，本文在建模中利用图模型来模拟群体行为中的

成对个体关系。 图定义为： Ｇ ＝ ｛Ｖ，Ｅ｝， 其中，节点

Ｖ ＝ ｛ｖｉ｝， 边 Ｅ ＝ ｛ｅｉ， ｊ｝， 节点编号为 ｉ ＝ １， ２，…，Ｎ，
ｊ ＝ １，２，…，Ｎ，这里 Ｎ 表示群体中个体的数量；节点

Ｖ 有外观特征和位置特征； Ｅ 表示图模型节点之间

的相互关系。 通过估计边上的关系取值，构成关系

矩阵 Ａ，表示个体 ｉ 和个体 ｊ 的关联性。
在考虑上下文建模时，对 ２ 个个体的特征使用

线性变换来学习投影特征，在投影的基础上，通过点

积和归一化来估计 ２ 个个体的关系。 使用 α ｔｅｍ
ｉ， ｊ， ｔ， ｋ

来表示学习到的 ２ 个个体上下文特征关系值，计算

方式如下：

αｔｅｍ
ｉ， ｊ， ｔ， ｋ ＝

（ｗ１
ｋｘｔｅｍ

ｉ， ｔ） Ｔｗ２
ｋｘｔｅｍ

ｊ， ｔ

ｄｘ

（１）

　 　 其中， ｗ１
ｋ 和 ｗ２

ｋ 分别表示不同外观特征的线性

变换参数（ｋ ＝ １，２．．．，Ｋ 为多图的编号），可以通过不

同的外观相似度，来生成多个图； ｘｔｅｍ
ｉ， ｔ 为个体的上下

文特征； ｄｘ 是 ｘｔｅｍ
ｉ， ｔ 的维度，作为归一化参数。

在群体活动中，位置较近的 ２ 个个体更容易发

生交互行为。 在推导个体之间位置特征关系时，设
定一个阈值，当 ２ 个个体的距离小于阈值时，将会计

算个体之间的位置特征关系。 若使用 α ｐｏｓ
ｉ， ｊ， ｔ 表示 ２

个个体的位置特征关系值，对此则可表示为：
α ｐｏｓ

ｉ， ｊ， ｔ ＝ Ｉ（ｄｉｓｔ（ｘｐｏｓ
ｉ， ｔ，ｘｐｏｓ

ｊ， ｔ） ≤ ｕ） （２）
其中， ｘｐｏｓ

ｉ， ｔ、ｘｐｏｓ
ｊ， ｔ 分别表示个体 ｉ 和个体 ｊ 在视频

帧中的坐标； ｄｉｓｔ（ｘｐｏｓ
ｉ， ｔ， ｘｐｏｓ

ｊ， ｔ） 表示 ２个 ｉ和 ｊ之间的欧

式距离；Ｉ（·） 是指示函数； ｕ 为阈值参数，如果 ２ 个

个体距离小于 ｕ， 将 α ｐｏｓ
ｉ， ｊ， ｔ 置为 １，否则为 ０。

对于给定的上下文特征关系值和位置特征关系

值，使用线性变化融合成一个权重，并将每个个体的

权重归一化。 使用 α ｆｕｓｉｏｎ
ｉ， ｊ， ｔ， ｋ 表示归一化后的个体关

系权重，推得的数学定义式可写为：

α ｆｕｓｉｏｎ
ｉ， ｊ， ｔ， ｋ ＝

α ｐｏｓ
ｉ， ｊ， ｔ·ｅｘｐ（α ｔｅｍ

ｉ， ｊ， ｔ， ｋ）

∑Ｎ

ｊ ＝ １
α ｐｏｓ

ｉ， ｊ， ｔ·ｅｘｐ（α ｔｅｍ
ｉ， ｊ， ｔ， ｋ）

（３）

本文建立了一组多图的关系矩阵进行图推理。 使

用图卷积网络实现了图的推理过程，对于图中的目标

节点，根据其周围全部个体的权重进行更新。 研究中

使用 Ｘｇｒａｐｈ
ｔ 来表示图模型输出的特征，其数学表述见如

下：

Ｘｇｒａｐｈ
ｔ ＝ ∑ Ｋ

ｋ ＝ １
σ（Ａｔ， ｋＸｔｅｍ

ｔ Ｗｋ） （４）

　 　 其中， Ａｔ， ｋ 表示个体关系权重； Ｘｔｅｍ
ｔ 表示时间上

下文特征； Ｗｋ 表示权重参数矩阵； σ（·） 是非线性

激活函数。 将 Ｋ 张图推理得到的特征，以对应维度

相加的方式进行融合，作为图模型的输出特征。
将图模型输出的特征与原始特征融合相加，得

到多图融合特征 Ｘｍｕｌｔｉ
ｔ ，即：

Ｘｍｕｌｔｉ
ｔ ＝ Ｘｇｒａｐｈ

ｔ ＋ Ｘａｐｐ
ｔ （５）

２．３　 群体行为识别

将多图融合特征 Ｘｍｕｌｔｉ
ｔ 与权重参数矩阵做线性

变换，可以得到每一帧的结果，并将视频序列的平均

预测结果作为个体行为识别的结果。 使用 ｙｐ
ｉ 表示

行为预测标签，则可推得：

ｙｐ
ｉ ＝

１
Ｔ∑

Ｔ

ｔ ＝ １
ｗｐｘｍｕｌｔｉ

ｉ，ｔ （６）

　 　 将多图融合特征通过 Ｍａｘ Ｐｏｏｌｉｎｇ 池化层减少

维度，得到群体行为特征。 并将群体行为特征与权

重参数矩阵做线性变化，可以得到每一帧的结果，将
视频序列的平均预测结果作为群体行为识别的结

果。 群体行为的预测标签 ｙＧ 数学计算公式具体如
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下：

ｙＧ ＝ １
Ｔ∑

Ｔ

ｔ ＝ １
ｗＧｍａｘｐｏｏｌｉｎｇｉ（ｘｍｕｌｔｉ

ｉ，ｔ ） （７）

２．４　 损失函数

整个模型可以通过反向传播的方式，进行端到

端的训练，使用损失函数来评价预测值和真实值偏

差的程度，损失函数的运算公式可写为：
Ｌｏｓｓ ＝ Ｌ ｙＧ，ｙＧ

ｇｔ( ) ＋ Ｌ ｙＰ，ｙＰ
ｇｔ( ) （８）

　 　 其中， Ｌ（·） 是交叉熵损失， ｙＧｇｔ 和 ｙＰｇｔ 是群体活动

和个体活动的真实标签，使用分类器得到群体活动的

预测 ｙＧ 和个体活动的预测 ｙＰ 。 式中第一项代表群

体活动分类损失，第二项代表个体活动的分类损失。

３　 实验

３．１　 数据集与评价标准

本文在 Ｖｏｌｌｅｙｂａｌｌ 数据集［６］和 Ｃｏｌｌｅｃｔｉｖｅ Ａｃｔｉｖｉｔｙ
数据集［１３］上分别进行了实验。 对此拟做阐释分述

如下。
（１）Ｖｏｌｌｅｙｂａｌｌ 数据集。 由 ５５ 场排球比赛中收

集的 ４ ８３０ 个视频片段组成，其中包括 ３ ４９３ 个训练

片段，１ ３７７个测试片段。 在每个视频片段中，视频

的中间帧标注了个体的边界框、个体行为标签和群

体行为标签。 总地说来，群体行为标签有 ８ 种，分别

是 Ｒｉｇｈｔ ｓｅｔ、Ｒｉｇｈｔ ｓｐｉｋｅ、Ｒｉｇｈｔ ｐａｓｓ、Ｒｉｇｈｔ ｗｉｎｐｏｉｎｔ、
Ｌｅｆｔ ｓｅｔ、Ｌｅｆｔ ｓｐｉｋｅ、Ｌｅｆｔ ｐａｓｓ、Ｌｅｆｔ ｗｉｎｐｏｉｎｔ；个体行为

标签 有 ９ 种， 分 别 是 Ｂｌｏｃｋｉｎｇ、 Ｄｉｇｇｉｎｇ、 Ｆａｌｌｉｎｇ、
Ｊｕｍｐｉｎｇ、Ｍｏｖｉｎｇ、 Ｓｅｔｔｉｎｇ、Ｓｐｉｋｉｎｇ、Ｓｔａｎｄｉｎｇ、Ｗａｉｔｉｎｇ。
实验中，使用一个长度为 Ｔ ＝ １０ 的时间窗口，对应

于标注帧的前 ５ 帧和后 ４ 帧。 未被标注的个体边界

框数据从该数据集提供的轨迹信息数据中获取。
（２）Ｃｏｌｌｅｃｔｉｖｅ Ａｃｔｉｖｉｔｙ 数据集。 由低分辨率相

机拍摄的 ４４ 个视频片段组成，总共约为２ ５００帧。
每个视频片段每 １０ 帧有一个标注，标注包含个体行

为和群体行为标签，以及个体的边界框。 共 ５ 个群

体活动标签，分别为 Ｃｒｏｓｓｉｎｇ、 Ｗａｉｔｉｎｇ、 Ｑｕｅｕｅｉｎｇ、
Ｗａｌｋｉｎｇ、Ｔａｌｋｉｎｇ； ６ 个个体行为标签，分别为 ＮＡ、
Ｃｒｏｓｓｉｎｇ、Ｗａｉｔｉｎｇ、Ｑｕｅｕｅｉｎｇ、Ｗａｌｋｉｎｇ、Ｔａｌｋｉｎｇ。 实验

中的 ２ ／ ３ 视频用于训练，其余用于测试。
本文采用多类正确率 （Ｍｕｌｔｉ －Ｃｌａｓｓ Ａｃｃｕｒａｃｙ，

ＭＣＡ） 作为评价标准，先求出所有类别的正确样本数，
并除以所有类别的样本总数来获得多类正确率。
３．２　 实验环境及参数设定

本文实验使用 Ｉｎｃｅｐｔｉｏｎ－ｖ３［１２］ 提取视频特征，
ＲｏＩＡｌｉｇｎ［１３］为每个个体提取 １ ０２４ 维度特征，这些

特征是在每个个体边界框约束下提取的。 数据集参

数设定如下：
（１）Ｖｏｌｌｅｙｂａｌｌ 数据集。 网络超参设置为： ｂａｔｃｈ

ｓｉｚｅ 为 ８，Ｄｒｏｐｏｕｔ 参数为 ０．３，学习率初始设置为 １ｅ－
４，权重参数 ｕ 为图片宽度的 １ ／ ５，网络训练 １８０ 个

周期，每 ３０ 个周期学习后变为之前的 ０．５ 倍，学习

率在 ４ 次衰减后停止衰减。
（２）对于 Ｃｏｌｌｅｃｔｉｖｅ Ａｃｔｉｖｉｔｙ 数据集。 网络超参

设置为： ｂａｔｃｈ ｓｉｚｅ为 １６，Ｄｒｏｐｏｕｔ参数为 ０．５，初始学

习率为 １ｅ－３，权重参数 ｕ 为图片宽度的 １ ／ ５，网络训

练 ８０ 个周期，每 １０ 个周期学习率变为之前的 ０．１
倍，学习率在 ４ 次衰减后停止衰减。

实验在 ６４ 位 Ｕｂｕｎｔｕ１６．０４ 上进行，编程环境选

择 Ｐｙｔｈｏｎ３．７，实验采用 Ｐｙｔｏｒｃｈ１．４ 深度学习平台。
计算机配置英特尔 Ｘｅｏｎ （Ｒ） Ｗ－２１３３ 处理器，内
存为 ６４ Ｇ，配有 ２ 块 ＧｅＦｏｒｃｅ ＲＴＸ ２０８０Ｔｉ 显卡。
３．３　 对比实验

在 Ｖｏｌｌｅｙｂａｌｌ 数据集上，本文方法与其它方法对

比的结果见表 １。 由表 １ 可以看出，本文方法的效

果优于其它方法，其识别准确率相比于 ＶＣ 模型［１４］

提高了 １．０％。 在个体行为准确率识别中，也表现出

了最佳的性能，相比于 ＡＴ 模型［１５］提高了 ０．４％。
在 Ｃｏｌｌｅｃｔｉｖｅ Ａｃｔｉｖｉｔｙ 数据集上，本文方法与其

它方法对比的结果见表 ２。 由表 ２ 可知，本文方法

性能优于现有的行为识别方法。 在群体行为识别准

确率上，本文模型相对于 ＶＣ 模型提高了 ０．４％；在
个体行为识别准确率上，相对于 ＧＬＩＬ 模型［１６］ 提高

了 ０．２％。
表 １　 在 Ｖｏｌｌｅｙｂａｌｌ 数据集上与其它方法的对比

Ｔａｂ． １ 　 Ｃｏｍｐａｒｉｓｏｎ ｗｉｔｈ ｔｈｅ ｓｔａｔｅ － ｏｆ － ｔｈｅ － ａｒｔ ｍｅｔｈｏｄｓ ｏｎ
Ｖｏｌｌｅｙｂａｌｌ ｄａｔａｓｅｔ

方法 Ｂａｃｋｂｏｎｅ Ｂａｃｋｂｏｎｅ 群体行为ＭＣＡ ／ ％ 个体行为ＭＣＡ ／ ％

ＨＤＴＭ （２０１６） ＡｌｅｘＮｅｔ ８１．９ －

ＳＳＵ （２０１７） Ｉｎｃｅｐｔｉｏｎ－ｖ３ ９０．６ ８１．８

ＣＥＲＮ （２０１７） ＶＧＧ１６ ８３．３ －

ＨＲＮ （２０１８） ＶＧＧ１９ ８９．５ －

ＡＲＧ （２０１９） Ｉｎｃｅｐｔｉｏｎ－ｖ３ ９２．５ ８２．８

ＣＲＭ （２０１９） Ｉ３Ｄ ９３．０ －

ＧＡＩＭ （２０２０） Ｉｎｃｅｐｔｉｏｎ－ｖ３ ９１．９ －

ＡＴ （２０２０） Ｉ３Ｄ ９３．０ ８３．７

ｓｔａｇＮｅｔ （２０２０） ＶＧＧ１６ ８９．３ ８２．３

ＶＣ （２０２１） Ｉｎｃｅｐｔｉｏｎ－ｖ３ ９３．３ －

本文方法 Ｉｎｃｅｐｔｉｏｎ－ｖ３ ９４．３ ８４．１
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表 ２　 在 Ｃｏｌｌｅｃｔｉｖｅ Ａｃｔｉｖｉｔｙ 数据集上与其它方法的对比

Ｔａｂ． ２ 　 Ｃｏｍｐａｒｉｓｏｎ ｗｉｔｈ ｔｈｅ ｓｔａｔｅ － ｏｆ － ｔｈｅ － ａｒｔ ｍｅｔｈｏｄｓ ｏｎ
Ｃｏｌｌｅｃｔｉｖｅ Ａｃｔｉｖｉｔｙ ｄａｔａｓｅｔ

方法 Ｂａｃｋｂｏｎｅ Ｂａｃｋｂｏｎｅ 群体行为 ＭＣＡ ／ ％ 个体行为 ＭＣＡ ／ ％

ＨＤＴＭ （２０１６） ＡｌｅｘＮｅｔ ８１．５ －

ＣＥＲＮ （２０１７） ＶＧＧ１６ ８７．２ ８８．３

ＡＲＧ （２０１９） Ｉｎｃｅｐｔｉｏｎ－ｖ３ ９１．０ －

ＣＲＭ （２０１９） Ｉ３Ｄ ８５．８ －

ＧＡＩＭ （２０２０） Ｉｎｃｅｐｔｉｏｎ－ｖ３ ９０．６ －

ＡＴ （２０２０） Ｉ３Ｄ ９２．８ －

ｓｔａｇＮｅｔ （２０２０） ＶＧＧ１６ ８９．１ －

ＧＬＩＬ （２０２１） Ｉｎｃｅｐｔｉｏｎ－ｖ３ － ９４．９

ＶＣ （２０２１） Ｉｎｃｅｐｔｉｏｎ－ｖ３ ９５．１ －

本文方法 Ｉｎｃｅｐｔｉｏｎ－ｖ３ ９５．５ ９５．１

３．４　 消融实验

为了验证本文方法的有效性以及各个模块的效

果，在 Ｖｏｌｌｅｙｂａｌｌ 数据集上进行消融实验分析。 设计了

一种特征通道位移的时间上下文模块，讨论了通道位

移策略对于识别准确率的影响。 实验效果数据见表 ３。

表 ３　 在 Ｖｏｌｌｅｙｂａｌｌ 数据集上不同位移方式的效果

Ｔａｂ． ３　 Ｅｆｆｅｃｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｓｈｉｆｔ ｍｏｄｅｓ ｏｎ Ｖｏｌｌｅｙｂａｌｌ ｄａｔａｓｅｔ

位移策略 群体行为 ＭＣＡ ／ ％ 个体行为 ＭＣＡ ／ ％

原始特征 ９１．２ ８０．４

时间延迟移动 ９０．１ ７９．６

时间双向移动 ９１．６ ８１．０

时间循环双向移动 ９２．５ ８１．９

　 　 由表 ３ 可见，在使用时间循环双向移动时，既得

到完整的时序信息，也保证了个体特征的完整性，且
正确率得到了明显的提升。 因此，本文最终选择时

间循环双向移动策略。
３．５　 可视化分析

实验中使用 ｔ－ＳＮＥ 来可视化不同模型的标签

分离度。 其可视化结果如图 ３ 所示。
从图 ３ 中可以看出，相对于 ＶＣ 模型，本文方法

在 Ｒｉｇｈｔ ｐａｓｓ 和 Ｒｉｇｈｔ ｗｉｎｐｏｉｎｔ 这 ２ 类群体行为中有

着更好的分离度，其它行为的分离度也优于 ＶＣ［１４］

和 ＭＬＩＲ 模型［１７］，验证了使用本文方法学习到的场

景特征有更好的分离效果。

Leftset

Leftspike

Leftpass

Leftwinpoint

Rightset

Rightspike

Rightpass

Rightwinpoint

　 　 　 　 　 　 　 　 （ａ） ＭＬＩＲ　 　 　 　 　 　 （ｂ） ＶＣ　 　 　 　 　 　 （ｃ） 本文方法

图 ３　 在 Ｖｏｌｌｅｙｂａｌｌ 数据集上 ｔ－ＳＮＥ 可视化

Ｆｉｇ． ３　 ｔ－ＳＮＥ ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｎ Ｖｏｌｌｅｙｂａｌｌ ｄａｔａｓｅｔ

４　 结束语

本文提出了一种新的通道时间上下文模块，通
过在特征通道层面进行通道时间位移，使用时间循

环双向移动作为位移策略，有效增强了个体的时序

信息。 其次，本文构建了基于融合通道级时间上下

文特征的空间图模型，实现多复杂空间关系的编码。
通过在 ２ 个公开的数据集上进行试验分析，结果显

示本文方法优于现有群体行为识别方法，验证了本

文方法的有效性。
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