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面向健康医疗的分类关联规则挖掘研究

孙明瑞， 臧天仪
（哈尔滨工业大学 计算机科学与技术学院， 哈尔滨 １５０００１）

摘　 要： 数据的爆炸式增长使知识和规则隐式地存在于数据中不被发现，形成资源孤岛，造成资源浪费。 关联分析用以挖掘

大规模、海量数据中隐式的关联规则模式。 提出一种面向健康医疗的分类关联规则挖掘算法，用以挖掘大规模个人健康数据

间隐藏的分类关联规则模式，对健康医疗及其它领域中基于关联规则的推荐具有新价值。
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０　 引　 言

数据挖掘技术是从海量数据集中挖掘出用户感

兴趣的物品或知识，这些知识是隐式的、未知的，挖
掘出的知识表示为定律、规律、规则等形式。 关联分

析（Ａｓｓｏｃｉａｔｉｏｎ Ａｎａｌｙｓｉｓ）是数据挖掘的基础，用以挖

掘大规模、海量数据中隐式的规则关系模式。 大规

模数据间存在关联关系，变量的取值也存在某种规

律性，但数据间的关系是复杂的、隐式存在的，关联

分析的目的就是挖掘数据间的隐藏关联信息，对健

康医疗领域具有新的价值。 典型的规则如购物篮事

务（Ｍａｒｋｅｔ Ｂａｓｋｅｔ Ｔｒａｎｓａｃｔｉｏｎ），“如果用户购买了婴

儿尿布，那么该用户购买啤酒的概率为 ３３％”，产生

的关系可以用关联规则（Ａｓｓｏｃｉａｔｉｏｎ Ｒｕｌｅ）或频繁模

式（Ｆｒｅｑｕｅｎｔ Ｐａｔｔｅｒｎ）表示，用以反映用户偏好的有

用规则。
基于以上的分析和讨论，本文提出了针对个人

健康信息数据的频繁特征项挖掘算法，扩展了关联

规则频繁模式的概念，引入连续性特征属性值并给

出离散化的解决方案，改进了关联规则的一般模式，

提出了分类关联规则挖掘算法，对健康医疗领域和

其它领域中基于关联规则的推荐具有重要的指导意

义和研究价值。
１　 相关工作

关联规则挖掘是数据挖掘的一个重要研究方

向，描述了交易数据集中 ２ 组不同对象之间存在的

某种关联关系。 在关联规则挖掘过程中，需要对交

易数据集进行多次扫描并与候选频繁项目集进行匹

配和计数。 由于面对巨量交易数据集，这一匹配和

计算过程需要花费大量时间，因此效率是设计算法

的关键。
１９９４ 年 Ａｇｒａｗａｌ 等人［１］开创性地提出了 Ａｐｒｉｏｒｉ

算法，用来发现购物篮中有趣的关联关系，基于“所
有长频繁项目集的子集都是频繁”的思想，对候选

频繁项目集进行剪枝，使候选频繁项目集更小，从而

显著改进频繁项目集算法的性能。 自此，学界进行

了广泛的研究，来解决关联分析中的实现和应用等

问题。 ＦＰ－ｇｒｏｗｔｈ［２］ 算法实现了 ＦＰ －ｔｒｅｅ 的构造及

在 ＦＰ－ｔｒｅｅ 上进行挖掘，在效率上较之 Ａｐｒｉｏｒｉ 算法



有很大的提高。 Ｐａｒｋ 等人［３］ 在 １９９５ 年提出一种高

效地产生频繁项目集的基于杂凑的 ＤＨＰ 算法。
Ｓａｖａｓｅｒｅ 等人［４］设计了基于划分的算法。 Ｔｏｉｖｏｎｅｎ［５］

提出了一种基于采样的算法，其核心是随机从数据集

中采集样本 Ｓ，然后搜索 Ｓ 中的频繁项集。 惠晓滨等

人［６］提出了基于频繁模式栈变换的高效关联规则算

法。 以上这些算法都是从算法实现问题的角度来解

决频繁项集挖掘。
分类关联规则（Ｃｌａｓｓ Ａｓｓｏｃｉａｔｉｏｎ Ｒｕｌｅｓ）是对关

联规则的扩展，用以区分或判别实例类标签的关联

规则。 １９９８ 年，Ｌｉｕ 等人［７］率先提出了分类关联规则

算法 ＣＢＡ。 Ｗａｎｇ 等人［８］ 融合分类关联规则和决策

树的优势，提出关联决策树 ＡＤＴ 算法。 Ｘｕ 等人［９］首

次提出利用原子型分类关联规则构建分类器的思想，
创立了原子关联规则分类（ＣＡＡＲ）新技术。

综上所述，与传统的关联规则相比，分类关联规

则具有更高的准确性及鲁棒性。 作为一种新的特征

匹配方法，如何处理连续属性特征，如何以较小的代

价挖掘频繁项集，如何从大量关联规则中提取有效

的分类关联规则，是本文研究的重点内容。
２　 问题的定义

针对关联规则模式的挖掘，本次研究的目标是

将数据的最后一列特征属性类别标识设置为关联规

则的后件，即挖掘分类关联规则，而非全局关联规

则。 设 Ｉ ＝ ｛ ｉ１， ｉ２， …， ｉｎ｝ 为具有 ｎ个特征属性的数

据集合（项集约束），ｙ表示类别标识属性，且 ｙ∩ Ｉ ＝
∅。 分类关联规则的挖掘目标是形如 Ｘ → ｙ 的分类

关联关系，其中 Ｘ ∈ Ｉ。
３　 算法研发与设计

３．１　 先验性原理

一般地， 包含 ｋ 个项的数据集会产生 ２ｋ － １ 个

频繁项集，由于 ｋ 的值可能非常大，导致项集搜索空

间的时间复杂度是指数级规模的 Ｏ（２ｎ）。 因此引入

如下定理：
定理 先验（Ａｐｒｉｏｒｉ）原理　 如果一个项集是频

繁的，则其所有的子集也一定是频繁的。
引理　 如果项集是非频繁的，则其所有超集也

都是非频繁的。
性质　 单调性原理　 设 Ｉ是项的集合，Ｊ ＝ ２Ｉ 是

Ｉ 的幂集。 度量 ｆ 是单调的（向上封闭的），当
∀Ｘ，Ｙ ∈ Ｊ：（Ｘ ⊆ Ｙ） → ｆ（Ｘ） ≤ ｆ（Ｙ）， （１）

　 　 其中， Ｘ 为 Ｙ 的子集，则 ｆ（Ｘ） 一定不会超过

ｆ（Ｙ）。
另一方面， ｆ 是反单调的（向下封闭），当
∀Ｘ，Ｙ ∈ Ｊ：（Ｘ ⊆ Ｙ） → ｆ（Ｙ） ≤ ｆ（Ｘ） ． （２）

　 　 根据性质，如图 １ 所示，通常可以采用自顶向下

（从 １ 维到 ｎ 维的项集搜索）或自底向上（从 ｎ 维到

１ 维的项集搜索）的搜索策略挖掘频繁项集。

自顶向下：a是非频繁的→a的超集是非频繁的
a

abcde

abcd abce abde acde

abc abd abe ace acd ade

ab ac ac ae ab ac ac ae

a

abc abd abe ace acd ade

abcd abce abde acde

abcde

自顶向下：abcde是频繁的→其子集是频繁的

图 １　 频繁项集封闭性原则

Ｆｉｇ． １　 Ｃｌｏｓｕｒｅ ｐｒｉｎｃｉｐｌｅ ｏｆ ｆｒｅｑｕｅｎｔ ｉｔｅｍｓｅｔ

３．２　 频繁项集挖掘算法

Ａｐｒｉｏｒｉ 算法基于支持度剪枝技术，采用分层的

完备搜索算法（深度优先），依据性质向下封闭性，
对关联规则进行挖掘，能有效防止项集的指数级增

长。 算法的功能是挖掘支持度大于等于 ｍｉｎｓｕｐ的项

集。 算法首先生成单个元素项集列表，通过扫描数

据集计算满足最小支持度的项集，删除不满足最小

支持度的项集。 对单个元素的项集进行组合以生成

２ 个元素的项集。 然后，重新扫描数据集，删除不满

足最小支持度的项集，重复该过程直到所有项集都

被删除。 频繁项集挖掘算法的设计描述见如下。

算法 １　 频繁项集挖掘算法

输入　 数据集 Ｉ，最小支持度 ｍｉｎｓｕｐ，频繁项集

个数 ｋｍａｘ

输出　 频繁项集 Ｆｋ

ｋ ←ｒａｎｄｏｍ ｉｎｔｅｇｅｒ ｆｒｏｍ １ ｔｏ ｋｍａｘ

Ｉｆ ｋ ＝ １ ｔｈｅｎ Ｆｋ ← ｛ ｉ ｜ ｉ ∈ Ｉ ∧ σ（ ｉ） ≥ Ｎ ×
ｍｉｎｓｕｐ｝ 　 　 ／ ／发现所有的频繁 １－项集

Ｅｌｓｅ ｄｏ
　 ｋ ← ｋ ＋ １
　 Ｃｋ ← ａｐｒｉｏｒｉ － ｇｅｎ（Ｆｋ －１） ／ ／产生候选项集

　 Ｆｏｒ ｅａｃｈ ｔ ∈ Ｔ ｄｏ
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　 　 Ｃ ｔ ← ｓｕｂｓｅｔ（Ｃｋ， ｔ）
　 　 ／ ／识别属于 ｔ 的所有候选

　 　 Ｆｏｒ ｅａｃｈ ｃ ∈ Ｃ ｔ ｄｏ
　 　 　 σ（ｃ） ← σ（ｃ） ＋ １

　 　 　 ／ ／ 支持度计数增值

　 　 Ｅｎｄ ｆｏｒ
　 Ｅｎｄ ｆｏｒ
　 Ｆｋ ← ｛ｃ ｜ ｃ ∈ Ｃｋ ∧ σ（ｃ） ≥ Ｎ ×

ｍｉｎｓｕｐ｝　 　 ／ ／ 提取频繁 ｋ － 项集

Ｕｎｔｉｌ Ｆｋ ＝ ∅
Ｒｅｔｕｒｎ ∪ Ｆｋ

３．３　 候选项集的挖掘和剪枝

候选项集挖掘通过合并频繁 ｋ － １项集，当且仅

当前 ｋ － ２ 项都相同。 这里设 Ｘ ＝ ｛ｘ１， ｘ２，…，ｘｋ －１｝
和Ｙ ＝｛ｙ１， ｙ２，…，ｙｋ －１｝ 是频繁 ｋ － １项集，合并 Ｘ和

Ｙ，当其均满足如下公式：
ｘｉ ＝ ｙｉ ｉ ＝ １， ２，…，ｋ － ２( ) 且ｘｉ －１ ≠ ｙｉ －１ ． （３）

３．４　 算法的时间复杂度

对于频繁 １ 项集的每个交易， 都需要计算交易

中每个项的支持度计数。 设交易的平均宽度为 ｗ，
则 ｎ个交易的时间复杂度为Ｏ（ｎｗ）。 为了挖掘候选

ｋ项集，需要合并一对频繁 ｋ － １项集，确定两者之间

的 ｋ － ２ 个项相同，每次合并最多需要 ｋ － ２ 次相同

项比较， 最坏的情况下需要的总时间复杂度为

Ｏ（∑
ｗ

ｋ ＝ ２
ｋ － ２( ) ｜ Ｆｋ－１ ｜ ２）。

３．５　 分类关联规则挖掘算法

针对分类关联规则挖掘， 关联规则的后件为类

别标识，即形如 Ｘ→ ｙ的分类关联规则。 通过 ３．２节

频繁项集挖掘，研究得到了最大频繁项集 Ｆｋ，由其

产生的子集可作为分类关联规则的前件，而目标类

标识作为关联规则后件，是一种存在具体搜索目标

的挖掘优化问题，同时需要满足设定的最小支持度

和最小置信度阈值要求。 这里，给出了分类关联规

则挖掘算法的研发代码详见如下。
算法 ２　 分类关联规则挖掘算法

输入　 频繁 ｋ 项集 Ｆｋ

输出　 分类关联规则 Ｃａｒ
　 Ｆｏｒ （ ｉ ＝ ２； Ｆ ｉ －１ ≠ ∅； ｉ ＋ ＋） Ｄｏ
　 　 Ｃｋ ← Ｃａｒ － ｃａｎｄｉｄａｔｅ － ｇｅｎ（Ｆ ｉ －１）；
　 　 　 Ｆｏｒ ｅａｃｈ ｆｒｅｑｕｅｎｔｉｔｅｍｓｅｔ ｆ ∈ Ｆｋ Ｄｏ
　 　 　 　 Ｆｏｒ ｅａｃｈ ｃａｎｄｉｄａｔｅ ｃ ∈ Ｃｋ Ｄｏ
　 　 　 　 　 　 Ｉｆ ｃ．ｃｌａｓｓｓｅｔ ｉｓ ｃｏｎｔａｉｎｅｄ ｉｎ ｆ Ｔｈｅｎ
　 　 　 　 　 　 　 ｃ．ｃｌａｓｓｓｕｐＣｏｕｎｔ ＋ ＋；

　 　 　 　 　 　 　 Ｉｆ ｆ．ｃｌａｓｓ ＝ ｃ．ｃｌａｓｓ Ｔｈｅｎ
　 　 　 　 　 　 　 　 ｃ．ｒｕｌｅｓｕｐＣｏｕｎｔ ＋ ＋；
　 　 　 　 Ｅｎｄ ｆｏｒ
　 　 　 Ｅｎｄ ｆｏｒ
　 　 Ｃａｒｋ ← ｛ ｆ ｜ ｆ ∈ Ｆｋ， ｆ．ｒｕｌｅｓｕｐＣｏｕｎｔ ／ ｆ．

ｃｌａｓｓｓｕｐＣｏｕｎｔ ≥ ｍｉｎｃｏｎｆ｝；
　 Ｅｎｄ ｆｏｒ
　 Ｒｅｔｕｒｎ ∪ Ｃａｒｋ

４　 实验评估

实验采用公开的临床数据集：加州大学欧文分

校慢性肾病（Ｃｈｒｏｎｉｃ Ｋｉｄｎｅｙ Ｄｉｓｅａｓｅ，ＣＫＤ）数据集

和皮肤病（Ｄｅｒｍａｔｏｌｏｇｙ）数据集。 考虑到数据集具

有一定程度的缺失度，因此采用均值插值的方法对

缺失值进行插值，并对连续属性项进行离散化分类

处理。 挖掘个人健康数据之间隐式关系、频繁项集、
及分类关联规则模式。

慢性肾病数据集中有 ４００ 个观测值，每个样本

有 ２５ 个属性项，其中 １４ 个是线性值类别属性项，１１
个是连续数值属性项，目标类是二元指示器，表征患

者是否患有慢性肾病 （ ｃｋｄ 表示患有慢性肾病，
ｎｏｔｃｋｄ 表示不患有慢性肾病）。 皮肤病数据集中有

３６６ 个观测值，每个样本具有 ３５ 个属性项。 其中，
３４ 个是线性类别属性项，１ 个年龄属性是连续属性

项，目标类为 ６ 种可能的疾病类型。
４．１　 数据预处理

实验中，当对年龄区间进行离散化时，遇到的问题

是如何确定区间的宽度。 如果区间过宽，会因为缺乏

置信度而丢失部分关联模式；如果区间过窄，会因为缺

乏支持度而丢失部分关联模式；如果区间宽度定为 １０
岁，将会导致某些置信度低于阈值，或者某些支持度低

于阈值。 因此，研究采用分位数离散化 （Ｑｕａｎｔｉｌｅ
Ｄｉｓｃｒｅｔｉｚｅｒ）将连续型数据转换成分类型数据。

对于连续属性项类别数目，研究中是依据已有

特征属性项目的分类的最大值确定。 因此采用 ６ 个

类别来划分各属性值，详见表 １。 例如，年龄属性

（［２， ９０］）通过字典序排序后，取用户数目的 ６ 个

百分位数分成 ６ 个区间，即｛（２， ３４］， （３４， ４６］，
（４６， ５４］， （５４， ６０］， （６０， ６７］， （６７， ９０］｝，确保

转换后的年龄特征的类别平衡性。
　 　 实验使用的皮肤病数据集见表 ２，年龄属性项

采用 ６ 个类别进行离散化处理，即（０， ２１］， （２１，
２９］， （２９， ３６］， （３６， ４３］， （４３， ５２］， （５２， ７５］，确
保转换后的年龄特征的类别平衡性。
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表 １　 实验所使用的慢性肾病数据集

Ｔａｂ． １　 Ｃｈｒｏｎｉｃ ｋｉｄｎｅｙ ｄｉｓｅａｓｅ ｄａｔａ ｓｅｔ ｕｓｅｄ ｉｎ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔ

属性项 分类结果

连续属性项

ｆ１ ． 年龄 （２，·３４］，·（３４，·４６］，·（４６，·５４］，·（５４，·６０］，·（６０，·６７］，·（６７，·９０］
ｆ２ ． 血压 （５０，·６０］，·（６０，·７０］，·（７０，·７６］，·（７６，·８０］，·（８０，·９０］，·（９０，·１８０］
ｆ１０ ． 血糖随机 （２２，·９４］，·（９４，·１０８］，·（１０８，·１２５］，·（１２５，·１４８．２］，·（１４８．２，·２０３］，·（２０３，·４９０］
ｆ１１ ． 血尿素 （１．５，·２３］，·（２３，·３２］，·（３２，·４４］，·（４４，·５３］，·（５３，·８５］，·（８５，·３９１］
ｆ１２ ． 血清肌酸酐 （０．４，·０．８］，·（０．８，·１．１］，·（１．１，·１．３］，·（１．３，·２．２］，·（２．２，·３．９］，·（３．９，·７６］
ｆ１３ ． 钠 （４．５，·１３５］，·（１３５，·１３７］，·（１３７，·１３７．５］，·（１３７．５，·１３９］，·（１３９，·１４２］，·（１４２，·１６３］
ｆ１４ ． 钾 （２．５，·３．７］，·（３．７，·４．２］，·（４．２，·４．６］，·（４．６，·４．６２］，·（４．６２，·４．９］，·（４．９，·４７］
ｆ１５ ． 血红蛋白 （３．１，·９．８］，·（９．８，·１１．４］，·（１１．４，·１２．５］，·（１２．５，·１３．７］，·（１３．７，·１５．２］，·（１５．２，·１７．８］
ｆ１６ ． 血球容积比 （９，·３１］，·（３１，·３７］，·（３７，·３８．９］，·（３８．９，·４２］，·（４２，·４７］，·（４７，·５４］
ｆ１７ ． 白血球数 （２ ２００，·６ ３００］，·（６ ３００，·７ ７００］，·（７ ７７０，·８ ４０６］，·（８ ４０６，·８ ４０６．２］，·（８ ４０６．２，·９ ８００］，·（９ ８００，·２６ ４００］
ｆ１８ ． 红细胞数 （２．１，·３．９］，·（３．９，·４．７］，·（４．７，·４．７１］，·（４．７１，·４．８］，·（４．８，·５．４］，·（５．４，·８］

分类属性项

ｆ３ ．：尿比重 １．００５，·１．０１，·１．０１５，·１．０２，·１．０２５
ｆ４ ．：白蛋白 ０，·１，·２，·３，·４，·５
ｆ５ ．：糖 ０，·１，·２，·３，·４，·５ ｜
ｆ６ ．： 红细胞 ａｂｎｏｒｍａｌ，·ｎｏｒｍａｌ
ｆ７．：Ｐｕｓ·ｃｅｌｌｓ脓细胞 ａｂｎｏｒｍａｌ，·ｎｏｒｍａｌ
ｆ８ ．： 脓细胞团 ｎｏｔｐｒｅｓｅｎｔ，·ｐｒｅｓｅｎｔ
ｆ９ ．： 细胞域 ｎｏｔｐｒｅｓｅｎｔ，·ｐｒｅｓｅｎｔ
ｆ１９． ： 高血压 ｎｏ，·ｙｅｓ
ｆ２０． ： 糖尿病 ｎｏ，·ｙｅｓ
ｆ２１． ： 冠心病 ｎｏ，·ｙｅｓ
ｆ２２． ： 食欲 ｐｏｏｒ，·ｇｏｏｄ
ｆ２３． ： 踏板水肿 ｎｏ，·ｙｅｓ
ｆ２４． ： 贫血 ｎｏ，·ｙｅｓ
ｆ２５． ： 类别 ｎｏｃｋｄ，·ｃｋｄ

表 ２　 实验所使用的皮肤病数据集

Ｔａｂ． ２　 Ｄｅｒｍａｔｏｌｏｇｙ ｄａｔａ ｓｅｔ ｕｓｅｄ ｉｎ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔ

类别属性项
特征属性项

临床特征（值为 ０，·１，·２，·３） 病理学特征（值为 ０，·１，·２，·３）
Ｃ１：·银屑病 ｆ１：·红疹 ｆ１２：·黑色素失禁

Ｃ２：·脂溢性皮炎 ｆ２：·鳞片排列 ｆ１３：·嗜酸性粒细胞浸润
Ｃ３：·扁平苔藓 ｆ３：·明确边界 ｆ１４：·ＰＮＬ 渗透
Ｃ４：·玫瑰糠疹 ｆ４：·皮肤痒 ｆ１５：·乳头状真皮纤维化
Ｃ５：·慢性皮炎 ｆ５：·同形反应 ｆ１６：·胞外分泌
Ｃ６：·毛发红糠疹 ｆ６：·多边形丘疹 ｆ１７：·棘皮症

ｆ７：·滤泡性丘疹 ｆ１８：·眼角膜细胞增多
ｆ８：·涉及口腔粘膜 ｆ１９：·角化不全
ｆ９：·涉及膝关节及肘关节 ｆ２０：·棒状突起的形成
ｆ１０：·涉及头皮 ｆ２１：·棱脊的延伸
ｆ１１：·家族史（０ ｏｒ １）· ｆ２２：·上表皮变薄

ｆ２３：·海绵状脓疱
ｆ２４：·芒罗微小脓肿
ｆ２５：·焦状颗粒层增厚
ｆ２６：·颗粒层的消失
ｆ２７：·基底层液泡化及破坏
ｆ２８：·海绵层水肿
ｆ２９：·视网膜锯齿状外观
ｆ３０：·滤泡性角插头
ｆ３１：·毛囊周角化不全
ｆ３２：·炎症性单核细胞浸润
ｆ３３：·带状渗透

ｆ３４：·年龄·（ｌｉｎｅａｒ）…（０，·２１），·（２１，·２９］，·（２９，·３６］，·（３６，

·４３］，·（４３，·５２］，·（５２，·７５］

４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　



４．２　 ＣＫＤ 数据集频繁项集及关联规则挖掘

研究设定数据集中最后一列为目标类（ｃｋｄ ＝患

病，ｎｏｔｃｋｄ＝未患病），也就是分类关联规则的后件，
实验的最小支持度 ｍｉｎｓｕｐ ＝ ０．１５， 最小置信度

ｍｉｎｃｏｎｆ ＝ ０．６，挖掘出最大的频繁 ｋ ＝ １３ 项集数量为

３ 个，由此产生的关联规则模式见表 ３（截取前 ６ 个

强关联规则模式）。
表 ３　 ＣＫＤ 数据集关联规则模式

Ｔａｂ． ３ 　 Ａｓｓｏｃｉａｔｉｏｎ ｒｕｌｅ ｐａｔｔｅｒｎｓ ｆｏｒ ｃｈｒｏｎｉｃ ｋｉｄｎｅｙ ｄｉｓｅａｓｅ ｄａｔａ
ｓｅｔｓ

分类关联规则模式 支持度 置信度

高血压＝ｙｅｓ＝ ＞ ｃｌａｓｓ ＝ ｃｋｄ ０．３６７ ５ １

糖尿病＝ｙｅｓ·＝ ＝＞· ｃｌａｓｓ ＝ ｃｋｄ ０．３４２ ５ １
细菌域＝ｎｏｔｐｒｅｓｅｎｔ·高血压 ＝ ｙｅｓ·＝ ＝ ＞· ｃｌａｓｓ
＝ ｃｋｄ

０．３３７ ５ １

脓细胞团 ＝ ｎｏｔｐｒｅｓｅｎｔ · 高血压 ＝ ｙｅｓ · ＝ ＝ ＞
· ｃｌａｓｓ ＝ ｃｋｄ

０．３００ ０ １

高血压＝ｙｅｓ·冠心病＝ｎｏ·＝ ＝＞· ｃｌａｓｓ ＝ ｃｋｄ ０．２９２ ５ １

脓细胞团 ＝ ｎｏｔｐｒｅｓｅｎｔ · 糖尿病 ＝ ｙｅｓ · ＝ ＝ ＞
· ｃｌａｓｓ ＝ ｃｋｄ

０．２８２ ５ １

　 　 由表 ３ 可知，当用户患有高血压疾病时，患有慢

性肾病的支持度为 ３６．７５％，置信度为 １；当用户患

有糖尿病时，患有慢性肾病的支持度为 ３４．２５％，置
信度为 １；当这两种疾病与其它个人健康数据状况

并发发生时，支持度略有下降。 关联规则模式中另

外一条记录（高血压 ＝ ｙｅｓ 糖尿病 ＝ ｙｅｓ ＝ ＝ ＞ ｃｌａｓｓ ＝
ｃｋｄ ｓｕｐ：０．２６５ ｃｏｎｆ：１），表示同时患有高血压和糖尿

病的患者罹患慢性肾病的样例共有 １０６ 例，置信度

为 １。 此实验的研究结果与慢性肾病权威机构

ＮＩＤＤＫ 提出的影响因素完全吻合［１０］。 因此，如果

一名患者满足上述条件，那么该患者就有极大的可

能性发展成为慢性肾病，对个人健康的影响风险巨

大。 针对此情况，患者要做好预防慢性肾病的准备。
通过对分类关联规则模式和规律的分析，就可以挖

掘有意义的信息来评价患者的身体状况。 通过研究

结果，最终揭示慢性肾病致病因素与个人健康数据

状况的关联关系，要控制并发症的产生，防止疾病进

一步恶化的情况出现，使患者能够及时接受治疗，为
用户健康提供科学的服务推荐方法。
４．３　 皮肤病数据集频繁项集及关联规则挖掘

研究中，设定数据集中最后一列为目标类（银
屑病＝ １，皮脂性皮炎 ＝ ２，扁平苔藓 ＝ ３，玫瑰糠疹 ＝
４，慢性皮炎＝ ５，毛发红糠疹 ＝ ６），即关联规则的后

件，本文中实验的最小支持度 ｍｉｎｓｕｐ ＝ ０．１５，最小置

信度ｍｉｎｃｏｎｆ ＝ ０．６，挖掘出最大的频繁 ｋ ＝ １４项集数

量为 １个， 由此产生的关联规则模式见表 ４。 截取 ６
个强关联规则模式，其中 ２ 个分类关联规则模式的

目标类为“皮脂性皮炎＝ ２”和“扁平苔藓＝ ３”。
表 ４　 皮肤病数据集关联规则模式

Ｔａｂ． ４　 Ａｓｓｏｃｉａｔｉｏｎ ｒｕｌｅ ｐａｔｔｅｒｎｓ ｆｏｒ ｄｅｒｍａｔｏｌｏｇｙ ｄａｔａ ｓｅｔｓ

分类关联规则模式 支持度 置信度

多边形丘疹＝０·乳头状真皮纤维化＝０·胞吐＝０·
海绵水肿＝０·滤泡性角插头＝０＝ ＝＞· ｃｌａｓｓ·＝ １

０．２５４ １ １

多边形丘疹＝０·乳头状真皮纤维化＝０·胞吐＝０·
海绵水肿＝０·毛囊周角化不全＝０·＝＝＞· ｃｌａｓｓ·＝ １

０．２５４ １ １

口腔粘膜介入＝０·乳头状真皮纤维化＝０·胞吐＝０· 海

绵水肿＝０·滤泡性角插头＝０·＝ ＝＞· ｃｌａｓｓ·＝ １
０．２５４ １ １

口腔粘膜介入＝０·乳头状真皮纤维化＝０·胞吐＝０· 海

绵水肿＝０·毛囊周角化不全＝０·＝＝＞· ｃｌａｓｓ·＝ １
０．２５４ １ １

同形反应＝０·滤泡性丘疹＝ ０ 黑素失禁＝ ０·乳头

状真皮纤维化＝ ０ 雷特山脊的棒状突起＝ ０ 乳头上

表皮变薄＝０颗粒层消失＝０·＝ ＝＞· ｃｌａｓｓ·＝ ２
０．１６６ ７ ０．９５

滤泡性丘疹 ＝ ０ 膝关节和肘关节受累 ＝ ０·ＰＮＬ
渗透＝ ０·乳头状真皮纤维化 ＝ ０ 雷特山脊的延

伸＝ ０ 颗粒层消失＝ ０·＝ ＝＞· ｃｌａｓｓ·＝ ３
０．２７３ ２ ０．６１

　 　 由实验可知， 银屑病（ｃｌａｓｓ ＝ １）的关联规则模

式数量远大于其它类型皮肤病关联规则模式的数

量。 以表 ４ 中第一条数据为例，若某个皮肤病患者的

临床症状满足“多边形丘疹＝０，乳头状真皮纤维化＝
０，胞吐 ＝ ０，海绵水肿 ＝ ０，滤泡性角插头 ＝ ０”，那么

该患者的皮肤病类型为银屑病的支持度为 ２５．４１％，
置信度为 １。 因此，如果一名皮肤病患者满足上述

条件，那么就有极大的可能性是患有银屑病类型的

皮肤病，医生会根据银屑病的临床症状与疾病特点，
对患者对症下药。 通过对皮肤病关联规则模式和规

律的分析，可以挖掘出有意义的数据信息来对患者

所属的皮肤病类别加以区分，针对疾病的特点进行

治疗，为患者提供个性化的服务推荐方法。
４．４　 算法性能评估

本节将讨论算法的性能。 首先研究在不同最小

支持度和最小置信度下的算法运行时间，如图 ２ 所

示。 ２ 个数据集实验结果显示，最小置信度的变化

对运行时间的性能影响不大，但是当最小支持度变

小时运行时间会呈指数级增长。
　 　 对于构建的关联规则数量，如图 ３ 所示，关联规

则的数量与运行时间的情况类似，都是随着最小支

持度的降低，而呈现指数级的增长。
　 　 频繁项集的数量，只与最小支持度有关，与最小

置信度无关，如图 ４ 所示。 频繁项集的数量也是随

５第 ２ 期 孙明瑞， 等： 面向健康医疗的分类关联规则挖掘研究



着最小支持度的降低成指数级增长。 这些实验结果

表明，最小支持度，也就是项集的反单调性，对剔除

非频繁项集是非常有效的。
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图 ２　 不同最小支持度和最小置信度的运行时间
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图 ３　 不同最小支持度和最小置信度的关联规则数量
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图 ４　 不同最小支持度的频繁项集数量
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　 　 综上所述，如果最小支持度 ｍｉｎｓｕｐ 较高，比如

达到 ３０％，此时就可以用较短的运行时间获得较少

而有意义的关联规则，当然其中的很多规则可能是

平凡的。 如果为了挖掘更有意义的关联规则模式，
可以采用较小的最小支持度，但这会导致无法接受

的系统运行时间和指数级关联规则和频繁项集。 因

此采用合理的、可接受的最小支持度和最小置信度

的值，是非常必要的。
５　 结束语

本文提出从数据的隐式特征中识别出数据间的

分类关联规则模式，通过支持度和置信度的权衡保

证分类关联规则模式的有效性。 基于关联分析的算

法，对数据内在特征的分类关联规则模式进行挖掘，
实现了个人健康数据的分解及分类，挖掘出数据的

频繁项集，发现致病因素的重要数据特征，对个人健

康特征的疾病预防与推荐具有重要的指导和建设性

意义。
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