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摘　 要： 针对传统表情识别存在相似表情识别精度不高，且深度学习模型参数量巨大问题，提出一种改进的残差网络模型。
通过引入深度可分离卷积核，减少了模型的参数量；引入压缩激励模块，改善了模型通道的加权关系；通过将中心损失引入联

合算法设计中，提高了相似表情之间的区分度。 实验结果表明，识别算法提升了相似表情的区分精度，且较好的控制了模型

的参数量。 模型在 ３ 个公开数据集上的准确率分别达到了 ９７．５７％、９６．２４％、９４．０９％。
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０　 引　 言

人工智能在生活中扮演着愈发重要的角色，表
情识别是人工智能的一个重要研究方向。 Ｅｋｍａｎ
等［１］把面部表情定义为：厌恶、愤怒、惧怕、愉快、悲
伤和惊诧。 随着汽车智能化程度的提高，驾驶员面

部表情检测已成为比较热门的研究方向［２］。 目前，
已有对驾驶员进行疲劳驾驶监测与提醒的相关算

法［３］。 但是，由于传统算法对光照变化的鲁棒性不

强，导致光线过亮或光线不充足时，检测不到表情的

变化［４］。 此外，由于人脸位姿的多变性，使用传统

方法检测时，人脸定位需要预先设计人脸提取

框［５］，并且由于人脸的照片存在不同的尺度，检测

图像时，如果输入人脸的角度发生改变，对最后的精

度影响极大［６～８］。
传统人脸表情识别算法是通过手工设计特征提

取器进行特征提取，如主成分分析法 （ Ｐｒｉｎｃｉｐａｌ
Ｃｏｍｐｏｎｅｎｔ Ａｎａｌｙｓｉｓ， ＰＣＡ） ［９］，局部二值模式 （Ｌｏｃａｌ
Ｂｉｎａｒｙ Ｐａｔｔｅｒｎｓ， ＬＢＰ ） ［１０］ 和 梯 度 方 向 直 方 图

（Ｈｉｓｔｏｇｒａｍ ｏｆ Ｏｒｉｅｎｔｅｄ Ｇｒａｄｉｅｎｔ， ＨＯＧ） ［１１］ 等等。 然

而，传统算法在进行特征提取时，所用的手工特征提

取器容易忽略对分类有较大影响的特征信息［１２］。
而深度学习则不需要人为设计特征提取器［１３］，而是

通过训练网络结构，用误差反向传播算法不断优化

网络参数，使网络自动提取图像特征信息。
Ｔｒｅｉｓｍａｎ［１４］提出一种模拟人脑注意力机制的模

型，其通过计算得到注意力的概率分布结果，从而反

应某个输入对于输出的重要作用。 目前，在人脸表



情识别领域也受到众多研究者的应用。 如： Ｈｕ
等［１５］提出了基于注意力模块化机制的结合型网络

（Ｓｑｕｅｅｚｅ－ａｎｄ－Ｅｘｃｉｔａｔｉｏｎ Ｎｅｔｗｏｒｋｓ，ＳＥＮｅｔ）。 该网络

通过学习的方式，自动获取每个特征通道的重要程

度，依照重要程度增强对当前任务重要的特征，并抑

制对当前任务用处较小的特征。 Ｌｉ 等［１６］ 提出一种

基于注意力机制的自动人脸表情识别网络，该网络

将 ＬＢＰ 特征与注意力机制相结合，增强了注意力模

型，获得了更好的效果。
为了提高表情特征的提取能力，同时增强对相

似表情的识别能力，提出一种双通道残差网络模型，
该模型由两个不同的特征提取网络组成，使之优势

互补。 对于通道一，本文对 ＬＢＰ 算子进行改进，在
保留其对微小特征敏感性的基础上，进一步提高提

取面部纹理特征的能力。 但是由于 ＬＢＰ 方法的定

义决定了其关注点更多的是在图像的纹理及轮廓等

特征上，在特征提取中侧重方向较为单一，导致提取

到表情的微小特征能力强，但相对忽略了与全局的

联系。 通过增加压缩激励模块，对特征先压缩后进

行激发，以提高图像整体的表达能力。 将两个通道

的特征输入特征融合网络，通过交叉验证方式确定

特征融合网络的系数，选择最适合的融合系数以提

高网络的分类能力。 最后使用 Ｓｏｆｔｍａｘ 函数进行分

类，在公开数据集 ＣＫ＋［１７］、Ｏｕｌｕ－ＣＡＳＩＡ［１８］和 ＪＡＦＥＥ
数据集上进行试验，并与主流算法进行了比较，验证

了本文算法的优越性。

１　 改进的可分离卷积通道特征网络模型

深度可分离卷积其本质上是将原来的卷积核进

行分解，从而实现降低参数量的目的。 由于将卷积

核拆分，实质上是增加了网络的层数，即增加了网络

的深度，有利于网络提取深层特征。 以标准的一个

深度可分离卷积为例，其总体结构如图 １ 所示。
　 　 对于卷积层来说，通常情况下一个卷积层内使

用的卷积核大小和卷积步长都是相同的，然而深度

可分离卷积由于其卷积操作的不同，可以分为两次

卷积操作：首先对输入对象进行一次正常的卷积，以
此获得每个通道的特征，这也被称为深度卷积；之后

通过 １×１ 尺寸的卷积核去调整被卷积后的特征通

道，并将这些特征融合起来，这也被称为通道卷积。
经过两次不同的卷积后，可以大量减少其中的操作

量。 通常，卷积是全部相乘做全卷积运算，而深度可

分离卷积本质上是特征的部分相乘再相加，即深度

卷积和通道卷积相加。
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图 １　 ３×３ 大小的深度可分离卷积结构

Ｆｉｇ． １　 ３×３ ｓｉｚｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ｄｅｐｔｈ ｓｅｐａｒａｂｌｅ ｃｏｎｖｏｌｕｔｉｏｎ

１．１　 改进激活函数

神经网络里激活函数的选择是至关重要的，没
有激活函数的网络模型，难以处理人脸表情网络输

入与输出之间的非线性关系。
通常情况下，激活函数添加在卷积层之后，其作

用是增加网络的非线性，以提高网络抗过拟合的能

力。 目前，使用最多的激活函数是 ＲｅＬＵ，其原理见

公式（１）。 在正区间，其函数图像是斜率等于 １ 的

直线，代表输入和输出在正区间都是线性的，并且对

函数求导后，其斜率也是不变的，使网络模型保持一

个固定的收敛速率，基本杜绝了梯度消失的问题；在
负区间，是过原点斜率为 ０ 的直线，代表此时负区间

没有输出。 正区间的线性输出和负区间的无输出，
组合成了非线性关系。 如式（１）

ＲｅＬＵ（ｘ） ＝
ｘ， ｉｆ ｘ ＞ ０
０， ｉｆ ｘ ≤ ０{ （１）

式中 ｘ 为来自于上一层神经网络的输入向量。
ＲｅＬＵ 激活函数的优点是其结构简单，容易控

制收敛速度，但其缺点也显而易见。 由于其非线性

关系是由正负区间组合而成，对于负区间来说没有

输出，与其对应的神经元不在更新参数，相当于这一

部分的神经元被舍弃掉了。
本文在 ＲｅＬＵ 激活函数的基础上，提出另一种

改进的激活函数， 即指数线性单元 （ ｅｘｐｏｎｅｎｔｉａｌ
ｌｉｎｅａｒ ｕｎｉｔｓ，ＥＬＲ） ［１９］，其通过对负区间部分进行优

化，解决了其负区间神经元不更新参数的问题，并且

当输入为负区间时，依然可以保持神经单元的运作

性。 如公式（２）：

ＲｅＬＵ（ｘ） ＝
ｘ， 　 　 　 　 ｉｆ ｘ ＞ ０
δ（ｅｘ － １）， ｉｆ ｘ ≤ ０{ （２）
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　 　 其中，参数

δ ＝ １．６７３ ２６３ ２４２ ３５４ ３７７ ２８４ ８１７ ０４２ ９９１ ６７１ ７。
１．２　 引入压缩激发模块

压缩－激发模块（Ｓｑｕｅｅｚｅ－Ｅｘｃｉｔａｔｉｏｎ）本质上属

于注意力网络的一种，通过压缩操作和激发操作对

通道赋予权重，并依此建立起通道相关的模型，而通

道的权重比例依据的是各通道中特征信息的多少来

分配的，通过分配权重的多少，判定当前通道与其他

通道的优先级关系。 而 ＳＥ 模块由于其结构中存在

池化和激活函数操作，将其放置在每个卷积层之后，
可以增大网络的有效感受野，使提取到的特征更能

全面的表征图像信息，ＳＥ 模块结构如图 ２ 所示。
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图 ２　 压缩激励模块结构

Ｆｉｇ． ２　 Ｓｑｕｅｅｚｅ－ａｎｄ－Ｅｘｃｉｔａｔｉｏｎ ｍｏｄｕｌｅ ｓｔｒｕｃｔｕｒｅ

　 　 由上图可以看到，ＳＥ 模块主要有 ３ 个部分组

成：分别为 Ｓｑｕｅｅｚｅ （压缩） 部分即图中的 Ｇｌｏｂａｌ
ｐｏｏｌｉｎｇ（全局池化）、 Ｅｘｃｉｔａｔｉｏｎ （激发）部分即图中

的 ｓｉｇｍｏｉｄ 激活函数，和 Ｓｃａｌｅ （加权）部分。 ＳＥ 模

块的计算原理是：给其一个输入为特征图，其长宽和

维度为 Ｈ × Ｗ × Ｃ， 经过全局池化后，其维度变成 １
× １ × Ｃ。 接着，连接两个 ＦＣ 层和激活函数层，以增

加输出的非线性；之后通过 ｓｉｇｍｏｉｄ 激活函数，生成

一个特征更突出的强特征图。
本文方法的 ＳＥ 模块在压缩激发中间使用两个

全连接层，其优点在于：

（１）单一的全连接层无法很好的拟合特征通道

之间的相关性，对于网络模型非线性的提升起到的

作用很小；
（２）由于引入了压缩率，其实是变相降低了网

络模型的参数，使得网络可以更快的去判断不同通

道之间的重要性。
在 ＳＥ 模块的激发部分得到每个特征通道的重

要性后，通过输出的强特征经过 Ｓｉｇｍｏｉｄ 激活函数

和原特征加权后，得到该通道的权重值，将其赋予在

通道上，就可以实现给通道分配权重。 最后，特征通

道的增强即是通过加权后得到的每个权重分别乘在

对应的通道上来实现。
１．３　 交叉熵损失函数

交叉熵损失函数主要刻画的是实际输出与期望

输出的距离，也就是交叉熵的值越小，两个概率分布

就越接近。 假设概率分布 ｐ 为期望输出，概率分布

ｑ 为实际输出，则交叉熵定义如公式（３）：

Ｈ（ｐ，ｑ） ＝ － ∑
ｘ

（ｐ（ｘ）ｌｏｇｑ（ｘ）） （３）

式中： ｑ（ｘ） 表示当前实际的输出概率值， ｐ（ｘ） 表示

当前分类值是否是对应对的标签，如果输出值对应

标签，则 ｐ（ｘ） 为 １，如果输出值不对应标签，则 ｐ（ｘ）
为 ０。 其中， ｑ（ｘ） 的值是通过对网络输出的概率分

布取对数得到，为的是在不同的标签中更具有区分

度，即使得不同样本的样本中心尽可能的互相远离，
从而提高表情分类结果的精度。
１．４　 改进网络框架

本章节提出了一种结合 ＳＥ 模块与可分离卷积

的模块以替代网络中的一部分卷积核，并将其修改

后嵌入残差网络结构中，如图 ３ 所示。 在图 ３ 中可

以看到一个改进的网络框架，其在本质上是一个轻

量化网络，通过将其中一部分卷积核进行分离，从而

实现降低模型参数量的目的。 表 １ 为本文基于深度

可分离卷积搭建的网络模型。
　 　 表 １ 为改进的网络结构及详细参数信息。 其

中，上表网络中共有 １２ 层卷积层，其中最开始的两

个卷积层使用尺寸为 ３×３，步长为 １ 的普通卷积；剩
余的 １０ 层为可分离卷积层，其卷积核尺寸有用于深

度卷积的 ３×３ 和 １×１ 用于调整通道的，以降低模型

的参数量；之后通过最大池化降低特征的 Ｈ 和 Ｗ 以

方便最后的分类；最后使用全局平均池化将输出特

征进行相加求和然后取平均值，得出 ７ 个特征值，将
其传入 Ｓｏｆｔｍａｘ 损失函数分类器，对应 ７ 种表情预测

的可能性大小。
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输入 卷积操作 压缩激励模块 最大池化 改进的分类器 分类结果

图 ３　 改进的可分离卷积计算过程

Ｆｉｇ． ３　 Ｉｍｐｒｏｖｅｄ ｓｅｐａｒａｂｌｅ ｃｏｎｖｏｌｕｔｉｏｎ ｃａｌｃｕｌａｔｉｏｎ ｐｒｏｃｅｓｓ
表 １　 改进的可分离卷积网络结构及参数

Ｔａｂ． １　 Ｓｔｒｕｃｔｕｒｅ ａｎｄ ｐａｒａｍｅｔｅｒｓ ｏｆ ｉｍｐｒｏｖｅｄ ｓｅｐａｒａｂｌｅ ｃｏｎｖｏｌｕｔｉｏｎ ｎｅｔｗｏｒｋ

网络层数 网络层种类 卷积核大小 卷积步长 输出 （Ｈ∗Ｗ∗Ｃ）

１ 卷积层 ３×３ １ ４６×４６×３２

２ 压缩激励模块 － － ４６×４６×３２

３ 卷积层 ３×３ １ ４４×４４×６４

４ 压缩激励模块 － － ４４×４４×６４

５ 可分离卷积 ３×３ １ ４４×４４×１２８

６ 压缩激励模块 － － ４４×４４×１２８

７ 可分离卷积 ３×３ １ ４４×４４×１２８

８ 压缩激励模块 － － ４４×４４×１２８

９ 最大池化 ３×３ ２ ２２×２２×１２８

１０ 可分离卷积 ３×３ １ ２２×２２×２５６

１１ 压缩激励模块 － － ２２×２２×２５６

１２ 可分离卷积 ３×３ １ ２２×２２×２５６

１３ 压缩激励模块 － － ２２×２２×２５６

１４ 最大池化 ３×３ ２ １１×１１×２５６

１５ 可分离卷积 ３×３ １ １１×１１×５１２

１６ 压缩激励模块 － － １１×１１×５１２

１７ 可分离卷积 ３×３ １ １１×１１×５１２

１８ 压缩激励模块 － － １１×１１×５１２

１９ 最大池化 ３×３ ２ ６×６×５１２

２０ 可分离卷积 ３×３ １ ６×６×１０２４

２１ 压缩激励模块 － － ６×６×１０２４

２２ 可分离卷积 ３×３ １ ６×６×１０２４

２３ 压缩激励模块 － － ６×６×１０２４

２４ 最大池化 ３×３ ２ ３×３×１０２４

２５ 可分离卷积 ３×３ １ １×１×１０２４

２６ 压缩激励模块 － － １×１×１０２４

２７ 全局池化 － － １×１×７

　 　 针对全卷积网络模型参数量巨大的问题，本文

通过使用可分离卷积替代传统卷积的思路进行优

化；本文考虑到虽然可分离卷积可以降低模型参数

量，但是过多的堆叠可分离卷积违背了设计的初衷，
并且在训练网络的时候发现并不是堆叠可分离卷积

就能使模型获得更高的识别精度，过多的可分离卷

积反而会使得模型难以训练。 所以调节模型结构并

设定一个相对合适的网络层数。

２　 实验验证与结果分析

２．１　 实验环境及数据集介绍

本文所使用环境及计算机配置为 Ｉｎｔｅｌ Ｃｏｒｅ ｉ７
８７００、３２ Ｇ 内存、ＮＶＩＤＩＡ ３０６０ｔｉ 显卡 ８ Ｇ 显存，软件

平台为 Ｐｙｔｈｏｎ３． ６、 ＴｅｎｓｏｒＦｌｏｗ － ｇｐｕ １． ３． １、 ＮＶＩＤＩＡ

１６第 ５ 期 李嘉乾， 等： 基于深度可分离卷积的表情识别改进方法



ＣＵＤＡ １０．０、ｃｕＤＮＮ ７．４．１ 库。
为了更好的和其他主流算法比较，本文在对参数

调优后，选用 Ｏｕｌｕ－ＣＡＳＩＡ、ＣＫ＋、ＪＡＦＥＥ３ 个公共的表情

数据集进行实验，各数据集及各表情数量见表 ２。
表 ２　 各数据集表情种类及数量

Ｔａｂ． ２　 Ｅｘｐｒｅｓｓｉｏｎ ｔｙｐｅｓ ａｎｄ ｑｕａｎｔｉｔｉｅｓ ｏｆ ｅａｃｈ ｄａｔａ ｓｅｔ

数据集名称 人数 中性 愤怒 厌恶 惧怕 愉快 悲伤 惊诧 总计

Ｏｕｌｕ－ＣＡＳＩＡ ８０ ８ ０１６ ４７６ ４６２ ５０５ ４８４ ４５３ ４８４ １０ ８８０

ＪＡＦＥＥ １０ ２９ ３０ ２９ ３２ ３１ ３２ ３０ ２１３

ＣＫ＋ ７０ ２２８ ９５ ７９ ７２ １０８ １１０ １０８ ８００

　 　 ３ 个数据集及其中样本数量如下：
（１）Ｏｕｌｕ－ＣＡＳＩＡ 表情数据集包含 ７ 种表情，分

别包含厌恶、愤怒、惧怕、愉快、悲伤和惊诧以及中性

表情。 其中一共包括 １０ ８８０ 个样本。 选取其他 ６
种表情样本共 ２ ８６４ 张，进行数据增广，一共生成了

１４ ３２０ 张 数 据 集， 增 广 后 的 数 据 集 样 本 量 为

２２ ３３６ 张。其中训练集 ２０ ８８６ 张，验证集 １ ４５０ 张。
（２）ＣＫ＋表情数据集同样包含 ７ 种表情，同样包

含厌恶、愤怒、惧怕、愉快、悲伤和惊诧以及中性表

情。 其中一共包括 ８００ 个样本。 进行数据增广，一
共生成了 １２ ０００ 个样本，其中训练集 １０ ８００ 张，验
证集 １ ２００ 张；

（３）ＪＡＦＥＥ 表情数据集是由日本人和白种人面

部情绪图像构成的数据集，包含厌恶、愤怒、惧怕、愉
快、悲伤和惊诧以及中性表情。 其中一共包括 ２１３
个样本。 进行数据增广，一共生成了 １０ ６５０ 个样

本，其中训练集 ９ ５８５ 张，验证集 １ ０６５ 张。
２．２　 网络参数设置

本文网络的训练基本参数包含每一批次训练量

（Ｂａｔｃｈ－ｓｉｚｅ）、基础学习率（Ｂａｓｅ－ｌｅａｒｎｉｎｇ ｒａｔｅ）、学

习率动量（Ｍｏｍｅｎｔｕｍ）、随机失活（Ｄｒｏｐｏｕｔ）。 网络

采用带动量的学习率，将初始学习率设置为 ０．０１，并
采用自适应学习率不断进行修正。 考虑到显卡性能

及显存，将 Ｂａｔｃｈ－ｓｉｚｅ 设置为 ３２。 Ｍｏｍｅｎｔｕｍ 设为

０．９。为使得模型在训练中减少过拟合现象，并使输

出结果具有一定的稀疏性，将 Ｄｒｏｐｏｕｔ 设置为 ０．５。
网络参数设置见表 ３。

表 ３　 残差网络参数设置

Ｔａｂ． ３　 Ｐａｒａｍｅｔｅｒｓ ｏｆ ｒｅｓｉｄｕａｌ ｎｅｔｗｏｒｋ

参数名称 参数值

一批次训练量 ３２
基础学习率 μｔ ０．０１
总迭代次数 ３０
初始动量 ０．９

随机失活系数 ０．５
ＳＥ 模块压缩率 ４

２．３　 实验结果对比分析

在公开数据集 ＣＫ＋、ＪＡＦＥＥ 和 Ｏｕｌｕ－ＣＡＳＩＡ 数

据集上用验证集进行实验，经过 ３０ 个 ｅｐｏｃｈｓ，得到

对应的损失 （ ｌｏｓｓ） 和识别率（ａｃｃｕｒａｃｙ）， 分别如图

４（ａ）、图 ４（ｂ）和图 ４（ｃ）所示。
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　 　 　 　 　 　 　 （ａ） ＣＫ＋数据集实验结果　 　 　 　 　 　 　 （ｂ） ＪＡＦＥＥ 数据集实验结果　 　 　 　 （ｃ） Ｏｕｌｕ－ＣＡＳＩＡ 数据集实验结果

图 ４　 三个数据集的识别率和损失率

Ｆｉｇ． ４　 Ｒｅｃｏｇｎｉｔｉｏｎ ｒａｔｅ ａｎｄ ｌｏｓｓ ｒａｔｅ ｏｆ ｔｈｒｅｅ ｄａｔａ ｓｅｔｓ

　 　 其中，ＣＫ＋数据集经过 ２６ 个 ｅｐｏｃｈｓ 后收敛；
ＪＡＦＥＥ 数据集经过 ２１ 个 ｅｐｏｃｈｓ 后收敛； Ｏｕｌｕ －
ＣＡＳＩＡ 数据集经过 ２８ 个 ｅｐｏｃｈｓ 后收敛。 迭代完 ３０
个 ｅｐｏｃｈｓ 后准确率见表 ４。
　 　 为了验证网络的有效性，本文分别对比了近年

来的经典算法和最新算法， 其中包括： Ａｌｅｘｎｅｔ、
Ｉｎｃｅｐｔｉｏｎ、 Ｘｃｅｐｔｉｏｎ、 Ｐａｒａｌｌｅｌ ＣＮＮ、 ＣＮＮ、 Ａｔｔｅｎｔｉｏｎ
Ｎｅｔ、ＦａｃｅＮｅｔ２ＥｘｐＮｅｔ、ＧＡＮ 等，并复现了部分高精度

识别网络，且对比了网络之间的模型参数量，对比结

果见表 ５。
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表 ４　 本文方法识别准确率

Ｔａｂ． ４　 Ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｔｈｉｓ ｍｅｔｈｏｄ

数据集 样本数 时间 ／ ｓ 准确率 ／ ％

ＣＫ＋ １ ５００ １９．９４ ９７．５７

ＪＡＦＥＥ １ ５００ １９．７３ ９６．２４

Ｏｕｌｕ－ＣＡＳＩＡ １ ５００ １９．９１ ９４．０９

表 ５　 在 ＣＫ＋数据集上识别率比较

Ｔａｂ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｃｏｇｎｉｔｉｏｎ ｒａｔｅ ｏｎ ＣＫ＋ ｄａｔａｓｅｔ

采用方法 数据集 时间 ／ ｓ 识别率 ／ ％ 参数量

Ｉｎｃｅｐｔｉｏｎ［２０］ ＣＫ＋ １６．３７ ９４．５８ ３ ８０７ ３００

Ｘｃｅｐｔｉｏｎ［２１］ ＣＫ＋ １１４．７５ ９６．３０ ３３ ４５２ ４５５

Ｐａｒａｌｌｅｌ ＣＮＮ［２２］ ＣＫ＋ ３６．１２ ９６．２４ １１ ０００ ０００

ＦａｃｅＮｅｔ２ＥｘｐＮｅｔ［２３］ ＣＫ＋ ４３．１８ ９７．４ １６ ６９１ ８９５

本文方法 ＣＫ＋ １９．９４ ９７．５７ ５ ８３５ ２６５

　 　 由表 ５ 可见，文献［２０］采用了单一的 Ｉｎｃｅｐｔｉｏｎ
结构，其网络层数为 １９，参数量较少，但由于其并未

对特征提取前端进行预处理，使得特征提取和分类

精度完全由网络结构决定，导致了其需要迭代较多

次数，才能将网络训练拟合。 文献［２１］在文献［２０］
的基础上改进了网络结构，使其分为多个通道进行

卷积操作，并将特征图融合，较之前提高了较多的精

度，但是由于过多的堆叠了卷积层，使得网络参数巨

量增长，模型训练困难，且难以在终端部署。 文献

［２２］在卷积神经网络的主干特征提取网络中作出

改进，提高了网络特征提取能力的同时控制了参数

量，但由于提取的特征较为单一，导致对于相似表情

的识别度不高。 文献［２３］在 ＦａｃｅＮｅｔ 的基础上结合

ＥｘｐＮｅｔ 进行改进，引入滤波对图像进行降噪处理，
并根据待检测数据优化网络结构，取得了较高的表

情识别精度，但由于其完全使用卷积结构，参数量较

大，依赖算力，难以在终端部署。 本文引入深度可分

离卷积，并在其网络结构上进行优化，使得在保证准

确率的情况下，网络参数更少，与文献［２１］的基础

网络 Ｘｃｅｐｔｉｏｎ 相比，由于使用了可分离卷积，网络

不需要过多的堆叠卷积层，减少了其卷积层数，使得

参数减少了 ７４％，网络模型的计算复杂度大大降

低，符合轻量化网络设计思想。

３　 结束语

为了解决传统算法识别精度低且深度学习模型

参数量庞大的问题，本文提出了基于深度可分离卷

积的残差网络模型。 从改进深度可分离卷积中的激

活函数入手，提高了模型抗拟合的能力；引入压缩激

励模块并设定压缩率，使其提取的特征具有更强的

鲁棒性，同时使得提取的结果可以更全面的体现面

部表情；在进行表情分类时，通过加入中心损失设计

了联合算法，提高了其对类内差异较小的特征的区

分能力，即进一步提高了具有相似特征的表情之间

的区分度，进而提高了总体表情识别精度。 在 ３ 个

数据集（ＣＫ＋、ＪＡＦＥＥ 和 Ｏｕｌｕ－ＣＡＳＩＡ）上分别到达

９７．５７％，９６．２４％和 ９４．０９％的识别准确率。 实验结

果表明，本文提出的改进方案在面部表情识别方面

具有很大优势。
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