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一种基于 Ａ 扫缺陷识别的多任务深度学习方法

邹宸玮， 王狄飏

（上海工程技术大学 航空运输学院， 上海 ２０１６２０）

摘　 要： 针对超声相控阵（ＮＤＴ）缺陷检测，本文提出一种利用多任务深度学习网络进行 Ａ 扫缺陷分类的方法。 运用超声相

控阵探伤仪检测物体缺陷，得到 Ａ 扫缺陷波形图；将得到的 Ａ 扫图像经过预处理，运用 ＭＡＴＬＡＢ 将波形图像中曲线上的数据

进行提取转为一维时序数据；利用小波变换（ＷＣＴ）将得到的一维时序数据转为二维时频图像；最后，利用深度学习网络 Ｒｅｓ⁃
ｎｅｔ 进行训练。 实验结果表明，利用小波变换结合深度学习的缺陷识别方式有较高的准确率。
关键词： 时频图像； 缺陷识别； Ａ 扫； 深度学习； 小波变换
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０　 引　 言

在工业生产过程以及实验研究过程中，由于各

种不可控的原因造成材料或零部件的损伤和腐蚀等

情况，带来的影响不言而喻，如：导致工业产品不合

格，缩短材料或设备使用寿命，因材料或零部件的不

合格有可能会产生一系列事故。
近年来，无损检测技术迅速发展，国内外针对缺

陷图像缺陷检测的方法层出不穷。 孙晓帮［１］ 等设计

基于线扫视觉的自动表面缺陷检测系统，利用二值计

算过滤较小瑕疵，对图像进行腐蚀，随后进行膨胀，去
除毛刺、孤立点等，实验表明该方法适用于较为明显

的缺陷，对于内部缺陷或表面不明显的缺陷检测效果

不佳；韩君利［２］ 等提出一种基于机器视觉的检测方

法，利用线扫相机自动完成对表面缺陷检测任务，该
方法在检测的便捷性上有一定的优势，但重度依赖线

性相机；蔡松錢［３］提出一种卷积神经网络的缺陷检测

方法，首先对网络参数与结构进行微调，放入图像，并
提取特征部分进行缺陷分类和定位，该方法网络层数

低，对图像中较小特征的识别效果较差，训练时间长，
精度不高；姚宗伟［４］提出一种使用全卷积神经网络进

行缺陷检测，但该方法的理解能力不足，模型过于冗

余，训练过程时间长；陈宗仁［５］ 提出一种基于深度学

习的缺陷检测方法，经过预处理后，利用 ＦＣＮ 网络训

练多个级联分类器，结合决策权重，实现缺陷检测。
利用深度学习进行检测的方法层出不穷，通过

二维时频图像进行缺陷检测较少。 本文利用深度学

习 Ｒｅｓｎｅｔ 网络相关方法，能够准确的对缺陷进行识

别与分类，具有训练时间短，准确率高等特点。

１　 Ｒｅｓｎｅｔ 网络结构

Ｒｅｓｎｅｔ 网络是基于卷积神经网络而提出的［６］，
其最大的特点在于从输入到输出只有一条主线，能



够直观的保留部分容易被忽略的小感受野目标特

征，同时还能解决神经网络的退化问题，可以实现跨

层式的信息传递，以这种方式保留更多的细节特征

信息， 有效的避免由非线性问题引起的衰减。
Ｒｅｓｎｅｔ 网络加入了对网络学习和测试起到重要作用

的 ＢＮ（Ｂａｔｃｈ Ｎｏｒｍａｌｉｚａｔｉｏｎ）层，能够有效解决梯度

爆炸和收敛速度缓慢的问题，在一定程度加快网络

的训练速度，减少网络训练时间。 另一方面，加入

ＢＮ 层能够起到正则化的作用，再考虑过拟合中

Ｄｒｏｐｏｕｔ、Ｌ２ 正则化参数的问题。
神经网络学习的过程中，当网络加深到一定层

次时，权值梯度弥散较慢，进而造成训练效果很差。
而 Ｒｅｓｎｅｔ 网络中的残差结构就是基于这一理念而

设计的，该网络将输入直接加到输出中，有效的避免

了网络不断加深时，非线性函数的衰减问题，残差结

构如图 １ 所示。
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图 １　 残差结构

Ｆｉｇ． １　 Ｒｅｓｉｄｕａｌ ｓｔｒｕｃｔｕｒｅ

　 　 Ｒｅｓｎｅｔ 网络结构灵活，只要适当的修改网络内

的残差结构块数量，就能够起到调整网络的作用。
相较于传统的卷积神经网络，Ｒｅｓｎｅｔ 网络对网络权

重的波动更为敏感，Ｒｅｓｎｅｔ 网络所需的计算量大幅

下降，复杂度也进一步降低［７］。 具体 Ｒｅｓｎｅｔ 网络结

构如图 ２ 所示。
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图 ２　 Ｒｅｓｎｅｔ 网络结构

Ｆｉｇ． ２　 Ｒｅｓｎｅｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 本文对 Ｌｅｔｎｅｔ － ５、Ａｌｅｘｎｅｔ、Ｒｅｓｎｅｔ１８、Ｒｅｓｎｅｔ３４、
Ｍｏｂｉｌｅｎｅｔ－Ｖ２ 等 ５ 种网络进行了实验，网络训练准

确率汇总见表 １。 Ｒｅｓｎｅｔ１８ 与 Ｒｅｓｎｅｔ３４ 效果较好，
网络训练的准确率较高，但综合训练时间与精度两

个因素，最后选择 Ｒｅｓｎｅｔ１８ 网络与小波变换作为本

文的主要网络和方法。
表 １　 网络训练准确率

Ｔａｂ． １　 Ｎｅｔｗｏｒｋ ｔｒａｉｎｉｎｇ ａｃｃｕｒａｃｙ ％

网络 短时傅里叶变换 Ｔｒａｉｎ－Ａｃｃ 小波变换 Ｔｒａｉｎ－Ａｃｃ

Ｌｅｔｎｅｔ－５ ６７．３ ７３．９
Ａｌｅｘｎｅｔ ７１．７ ８７．５
Ｒｅｓｎｅｔ１８ ９２．２ ９８．９
Ｒｅｓｎｅｔ３４ ８９．７ ９８．４

Ｍｏｂｉｌｅｎｅｔ－Ｖ２ ４７．２ ７９．２

２　 时频图像转换

２．１　 数据提取

将时频图像作为训练集进行训练之前，需提取

Ａ 扫波形图像的数据，随后将提取出的一维时序数

据转换为二维时频图像。
首先进行预处理，预处理包括对数据进行归一

化处理和去噪，主要有极大值抑制、相关性去噪、阈
值等去噪方式。 阈值去噪的方法计算速度更快且噪

声抑制效果好［８］，本文选择阈值去噪方式，随后进

行波形数据的提取，在波形数据提取过程根据波形

变化，若波形变化缓慢，则采用离散小波变换分解

（ＤＷＴ）；若波形变化较快，则采用非抽取性小波变
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换分解（ＵＷＴ）。
２．２　 时频图像转换

目前，针对一维时序数据转为二维时频图像的

方法较多，如短时傅里叶变换（ＳＩＦＴ）、马尔科夫变

迁场（ＭＴＦ）、格拉姆角场（ＧＡＦ）、小波变换（ＷＣＴ）、
Ｓ 变换等方法［９］。 本文采用小波变换将波形图像中

得到的时序数据转换成二维时频图像，随后放入深

度学习网络模型中进行训练。
小波变换有较强的数据提取能力，其能量较为集

中，能够在信号中提取到有用的信息。 在利用小波变

换的过程中，小波基函数尤为重要，其会发生衰减且

其长度有限［１０］。 利用这个特点，使用小波基函数代

替三角函数实现傅里叶变换，并按照需求调整小波变

换的尺度，得到不同时度的小波，进而实现多分辨率

与局部的时频分析［１１］。 小波变换的公式（１） ［１２］：

　 ＷＴ ａ，τ( ) ＝ １
　 ａ
∫
¥

－¥

ｆ ｔ( ) ∗φ（ ｔ
－ τ
ａ

）ｄｔ （１）

其中， φ（ ｔ）、ａ、τ 分别代表小波母函数、尺度值

与偏移量，可以控制小波函数的收缩和平移。
根据需求对小波变换的时频窗进行调整，对不

同特点的信号进行调节，对低频信号加宽窗，对高频

信号降低窗值。
利用小波变换，将图 ３ 中的原图数据转为一维

时序数据并分别转换为二维时频图像，结果如图 ４
所示。

图 ３　 原图数据

Ｆｉｇ． ３　 Ｏｒｉｇｉｎａｌ ｄｒａｗｉｎｇ ｄａｔａ

图 ４　 二维时频图像

Ｆｉｇ． ４　 Ｔｗｏ ｄｉｍｅｎｓｉｏｎａｌ ｔｉｍｅ－ｆｒｅｑｕｅｎｃｙ ｉｍａｇｅ

３　 实验与分析

本文将数据集 ５ 个类型的图像以 ８ ∶ ２ 的比例

分为训练集与验证集。 用 Ｒｅｓｎｅｔ１８ 网络，对优化器

的选取与学习率参数进行选择，以筛选出适合的最

优参数。
实验样件的缺陷分为裂纹、腐蚀、划痕、油渍、夹

杂等 ５ 种，分别用标号 １－５ 对上述 ５ 种缺陷进行表

示。 对实验样本中的各个缺陷类型进行多次采样，
获取对应缺陷的 Ａ 扫描样本数据集。 随即提取数

据，并将其转为二维时频图像，并对时频图像数据进

行扩充，最后进行训练。
３．１　 实验步骤

（１）利用超声相控阵探伤仪对缺陷检测样本进

行检测，得到 Ａ 扫图像数据；
（２）提取波形图上数据；
（３）将提取到的一维时序数据进行小波变换，

转为二维时频图像；
（４）将所采集的数据进行数据扩充，利用本文

的网络进行训练，得到训练模型；
（５）对模型中参数进行微调，避免过拟合、训练

精度低等情况。
３．２　 实验参数设置

选用 Ｒｅｓｎｅｔ１８ 网络，将 ＳＧＤ 与 Ａｄａｍ 两种优化

器作为实验变量，选择 ３ 种学习率 ｌｅａｒｎｉｎｇ ｒａｔｅ （ ｌｒ）
即０．０００ １、０．００１、０．０１ 分别进行训练。 设定每轮训

练次数 Ｅｐｏｃｈ 为 ２００，每批样本大小 Ｂａｔｃｈ ｓｉｚｅ 为

１６，利用小波变换得到二维时频图像，训练曲线图如

图 ５～图 １０ 所示。
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图 ５　 ＳＧＤ＋ｌｒ＝０．０００ １ 训练曲线图
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图 ６　 ＳＧＤ＋ｌｒ＝０．００１ 训练曲线图

Ｆｉｇ． ６　 ＳＧＤ＋ｌｒ＝０．００１ Ｔｒａｉｎｉｎｇ Ｃｕｒｖｅ

2.0

1.5

1.0

0.5

0 25 50 75 100 125 150 175 200
Epoch

0 25 50 75 100 125 150 175 200
Epoch

0.9

0.8

0.7

0.6

0.5

0.4

Ac
cu
ra
ry

trainacc
testacc
smoothtrainacc
smoothtestacc

trainloss
testloss
smoothtrainloss
smoothtestloss

lo
ss
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图 ７　 ＳＧＤ＋ｌｒ＝０．０１ 训练曲线图

Ｆｉｇ． ７　 ＳＧＤ＋ｌｒ＝０．０１ ｔｒａｉｎｉｎｇ ｃｕｒｖｅ

3.0

2.5

2.0

1.5

1.0

0.5

0 25 50 75 100 125150175200
Epoch

0 25 50 75 100 125 150 175 200
Epoch

0.8

0.6

0.4

0.2

0

Ac
cu
ra
ry

trainacc
testacc
smoothtrainacc
smoothtestacc

trainloss
testloss
smoothtrainloss
smoothtestloss

lo
ss
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图 ８　 Ａｄａｍ＋ｌｒ＝０．０００ １ 训练曲线图
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图 ９　 Ａｄａｍ＋ｌｒ＝０．００１ 训练曲线图
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　 　 （ａ） 准确率 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） 损失率

图 １０　 Ａｄａｍ＋ｌｒ＝０．０１ 训练曲线图

Ｆｉｇ． １０　 Ａｄａｍ＋ｌｒ＝０．０１ ｔｒａｉｎｉｎｇ ｃｕｒｖｅ

３．３　 实验结果分析

由图 ５～图 １０ 可知，使用不同的优化器与学习

率，训练准确率有所差异，所有方式的训练准确率均

大于 ７８．３２％，效果较为良好，但有的训练曲线图的

振荡较为明显，拟合度较差，采用 Ａｄａｍ 优化器，学
习率为 ０．０１ 的情况下尤为明显；利用 ＳＧＤ 优化器，
学习率为 ０．０００１ 时，准确率最高。 不同优化器与学

习率对应的最高准确率见表 ２。
表 ２　 两种优化器对应不同学习率的最高准确率

Ｔａｂ． ２ 　 Ｍａｘｉｍｕｍ ａｃｃｕｒａｃｙ ｏｆ ｔｗｏ ｏｐｔｉｍｉｚｅｒｓ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｔｏ
ｄｉｆｆｅｒｅｎｔ ｌｅａｒｎｉｎｇ ｒａｔｅｓ

优化器类型 学习率 最高准确率 ／ ％

ＳＧＤ ０．０００ １ ９８．９０
ＳＧＤ ０．００１ ９８．５７
ＳＧＤ ０．０１ ９３．１５
Ａｄａｍ ０．０００ １ ８５．２４
Ａｄａｍ ０．００１ ８１．７９
Ａｄａｍ ０．０１ ８６．７１

　 　 通过表 ２ 与不同组合的训练曲线图，可以得出

结论：本文 Ｒｅｓｎｅｔ１８ 网络采用 ＳＧＤ 优化器，学习率

参数设置为 ０．０００ １ 时，效果最好，最高准确率能够

达到 ９８．９０％。
３．４　 缺陷识别

将验证集中每种类型图像各选取 ５ 张，对其进行

识别与类型检测，得到具体某张图像的类别以及其对

应的概率见表 ３，可见各类型检测效果较好，识别率

较高，能够较为准确的识别出图像所对应的类型。
表 ３　 识别概率

Ｔａｂ． ３　 Ｒｅｃｏｇｎｉｔｉｏｎ ｐｒｏｂａｂｉｌｉｔｙ

编号 实际类型 预测类型 概率 ／ ％

１ 裂纹 裂纹 ９９．５
２ 夹杂 夹杂 ９６．７
３ 腐蚀 腐蚀 １００
４ 划痕 划痕 ９９．８
５ 油渍 油渍 ９９．２

３．５　 评价指标

本文采用准确率 （Ａｃｃｕｒａｃｙ）、查准率（Ｐｒｅｃｉｓｉｏｎ）、
召回率（Ｒｅｃａｌｌ） 作为模型的评价指标。 Ａｃｃｕｒａｃｙ 代表

模型预测正确的样本比例； Ｐｒｅｃｉｓｉｏｎ 表示预测正确

的正样本准确率；Ｒｅｃａｌｌ 也叫查全率，旨在找到实际

为正的样本中多少被预测正确。
计算公式（２） ～式（４）：

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ

（２）

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（３）

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（４）

　 　 其中， ＴＰ为正样本中被正确识别的数量；ＦＰ为

误报的负样本数量；ＴＮ 为负样本中被正确识别的数

量；ＦＮ 为漏报的正样本数量。
经计算求得整个模型的准确率、查准率和召回

率，分别为 ９８．９０％、９９．２５％、９８．６０％。

４　 结束语

本文提出一种基于 Ａ 扫缺陷识别的多任务深

度学习方法，将超声相控阵 Ａ 扫检测的缺陷图像，
经过小波变换转换为二维时频图像，利用 Ｒｅｓｎｅｔ 网
络对 ５ 种类型缺陷进行准确识别。
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