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摘　 要： 本文采用多层受限玻尔兹曼机和 ＢＰ 神经网络构成的深度置信网络作为分类模型，并采用遗传算法对深度置信网络

中的受限玻尔兹曼机的参数进行逐层寻优，从而构建了 ＧＡ－ＤＢＮ 分类模型。 通过与随机森林、人工神经网络、支持向量机和

ＸＧＢｏｏｓｔ 分类模型进行对比实验发现，构建的 ＧＡ－ＤＢＮ 模型在分类准确度和 Ｆ１ 值上均有较好的表现。 为验证遗传算法对

ＤＢＮ 模型的优化效果，将人工蜂群算法优化的 ＤＢＮ 模型即 ＡＢＣ－ＤＢＮ 模型与 ＧＡ－ＤＢＮ 模型进行对比实验发现，ＧＡ－ＤＢＮ
模型在准确率、 Ｆ１ 值和运行时间上均表现出良好的效果，说明遗传算法对 ＤＢＮ 模型的优化效果更突出。
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０　 引　 言

分类问题属于数据挖掘的重要任务之一，即通

过对数据进行学习，建立合理的分类预测模型，得到

目标函数，实现将新的样本数据属性集对应到目标

属性分类。 分类是一个监督学习的过程，其处理

“带标签”的数据，即分类结果的类别标签均为已知

的［１］。 已知数据集的特征以及这些特征对应的标

签，算法会遍历每一笔数据，尽可能正确地划分数据

的类别。
分类问题可分为二分类问题与多分类问题。 二

分类问题处理包含两种类别标签的数据，将每一个

样本尽可能正确地划分到这两个类别之一中，给定

一个样本作为输入，输出的答案只能有两个，诸如：
“是否”、“有无”问题即为二分类问题。 多分类问题

又可以区分为多类别问题和多标签问题，前者对含

有多个类别的数据进行处理，把每个样本归入一个

类别，这样每个样本所归属的类别就是唯一的，不能

同时归入多个类别；后者是指一个样本可以分到多

个类别中，每个样本所划分的类别不是单一的，一个

样本可能同时有多个标签来描述，是一个样本可以

属于多个类别的问题［２－３］。 本文只对分类问题中的

二分类问题进行研究。
如何对所接触的事物进行合理分类是人类认识

世界、了解世界的重要途径，同时也是机器学习领域

的重点内容［４］。 获得最佳的分类精度是各种分类

器的最终目标，主要通过以下步骤来实现：首先，通
过对训练集数据进行学习，构建分类模型，明确分类

的特定规则；其次，用已知的分类规则和分类模型在

测试集上进行检测，达到一定的准确度后，对新数据



集进行分类预测。 为解决分类问题，学者们陆续提

出了众多分类算法，常用的分类算法包括 Ｋ－近邻、
朴素贝叶斯分类算法、决策树算法、支持向量机算

法、人工神经网络算法等。
数据挖掘的主要工作包括数据描述和数据预

测。 数据描述是对数据之间存在的相关性、发展的

趋势、是否异常等潜在的联系进行归纳，预测是基于

一部分数据的属性值，对另一部分数据特定属性的

值做出判断。 当对象为离散数据，预测的属性值是

离散且无序时，该任务即为分类任务。 在分类任务

方面，本文提出了遗传算法优化的 ＤＢＮ 模型，构建

基于遗传算法改进的 ＧＡ－ＤＢＮ 模型，并利用多个数

据集进行实验，验证 ＧＡ－ＤＢＮ 模型在准确率、 Ｆ１ 值

等方面优于其他分类器。

１　 模型构建

１．１　 遗传算法

遗传算法（Ｇｅｎｅｔｉｃ Ａｌｇｏｒｉｔｈｍｓ，ＧＡ）是经典的群

智能优化算法之一。 ２０ 世纪 ６０ 年代遗传算法这一

名词便开始初露头角，但缺乏实践研究；１９７５ 年，遗
传算法在 Ｊ． Ｈｏｌｌａｎｄ 等学者出版的《自然系统和人

工系统的适配》中有了系统的论述［５］；２０ 世纪 ８０ 年

代后，ＧＡ 算法理论研究和应用研究都成为专家学

者们关注的重点，在组合优化、机器学习等方面均占

有一席之地。
群智能优化算法受自然界和生物界规律的启

发，根据其原理模仿设计出计算机求解问题的算法。
达尔文的生物进化论与孟德尔的基因理论是遗传算

法的两个重要理论基础。 生物进化的基本过程如图

１ 所示，种群中生物的生存与淘汰遵循“物竞天择，
适者生存”的规律，群体中的个体经过婚配产生子

群体，进化过程中生物机体的某些特性也会传递到

后代身上，但也会产生新的个体特性。 后代逐渐成

长为新的群体淘汰旧群体。 但为了保证多样性，淘
汰的可能性并不是由适应度唯一决定，只是适应度

高的个体被淘汰的可能性低，适应度低的个体也同

样可能进入群体，只是进入群体的可能低于适应度

高的个体。
　 　 遗传算法中通过遗传操作寻找问题最优解，基
本流程如图 ２ 所示。 算法涉及到参数编码、初始群

体设定、适应度函数计算、遗传操作和终止条件等基

本要素。
　 　 遗传操作包括选择、交叉、变异，是算法的关键

步骤。 选择就是从群体中淘汰部分个体，选择出一

部分优良个体去繁殖子代。 选择需要遵循一个既能

实现较快收敛又要维持种群多样性方法，因此不能

总挑选最好的个体也不能随机选择。 常用的选择方

法有适应度比例法、锦标赛选择策略及最佳个体保

存方法。

子群

婚配

种群

变异群体

竞争

淘汰的群体

图 １　 生物进化的基本过程
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图 ２　 遗传算法的基本流程
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　 　 交叉就是两个生物机体彼此的染色体相互混合

后产生新的染色体，即基因重组。 父代的优良基因

和不良基因都有可能被后代继承，但随着种群进化，
后代总会比上一代生存和复制得更好。 常用的交叉

方法有实数重组法和二进制交叉法。
变异就是个体基因在传递给后代的过程中发生

改变，使其成为新的个体。 变异可以对选择及交叉

过程进行修复，避免算法出现早熟现象。 常用的变

异方法有实数变异法和二进制变异法。
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　 　 遗传算法步骤如下：
（１）初始化种群。 随机生成一个有 Ｎ 个个体的

初始群体 ｐｏｐ（ ｔ），并对个体 ｐｏｐｉ（ ｔ） 进行编码，设定

群体规模、迭代次数、终止条件等参数；
（２）计算适应度。 明确目标函数，计算群体中

各个个体的适应度函数值，如式（１）：
ｆｉ ＝ ｆｉｔｎｅｓｓ（ｐｏｐｉ（ ｔ）） （１）

　 　 （３）判断是否满足终止条件：满足，算法终止；
反之执行下一步；

（４）选择操作。 在群体中，根据一定的概率，从
中随机选出一批个体形成一个新的群体；

（５）交叉操作。 随机指定两个个体中染色体的

一点进行交换；
（６）变异操作。 对某个个体染色体的部分基因

进行变异，得到新的个体；
（７）返回第（２）步，重复执行直到找到最优解。

１．２　 深度置信网络

深度 置 信 网 络 模 型 （ Ｄｅｅｐ Ｂｅｌｉｅｆ Ｎｅｔｗｏｒｋｓ，
ＤＢＮ）将 ＢＰ 算法（Ｂａｃｋ Ｐｒｏｐａｇａｔｉｏｎ，ＢＰ）与多层受限

玻尔兹曼机 ＲＢＭ （ Ｒｅｓｔｒｉｃｔｅｄ Ｂｏｌｔｚｍａｎｎ Ｍａｃｈｉｎｅ，
ＲＢＭ）进行组合，ＲＢＭ 模型完成 ＤＢＮ 模型中无监督

的学习过程，有监督学习则是由 ＢＰ 算法来完成［６］。
ＤＢＮ 模型的组成结构如图 ３ 所示。

隐含层单元

隐含层单元

生成权重

认知权重底层RBM

顶层RBM

数据标签
DBN顶层：BP神经网络

Softmax分类

可见层单元

隐含层单元

中间层RBM

图 ３　 ＤＢＮ 模型的组成结构
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　 　 ＢＰ 算法在 ＤＢＮ 模型顶层逐层微调 ＲＢＭ 模型

相关参数，尽量使模型的输出与实际标签一致，以提

高模型分类的准确率，同时使 ＤＢＭ 模型达到整体最

优。 在 ＤＢＮ 模型中，除了顶层的受限玻尔兹曼机，
其它层之间的权重可以被分为向上的认知权重和向

下的生成权重。 认知权重向上逐层传递，与当前层

的输入数据结合生成高一层的神经元状态，传递过

程中采用梯度下降法寻找最优状态，生成权重向下

与 ＢＰ 神经网络结合生成低一层次的神经元状态，
与实际神经元状态作对比求误差。

ＤＢＮ 训练过程如图 ４ 所示，主要分为两步：
（１）分别单独无监督训练每一层 ＲＢＭ 网络，确

保特征向量映射到不同特征空间时都尽可能多的保

留特征信息；
（２）在 ＤＢＮ 的最后一层设置 ＢＰ 神经网络，接

收 ＲＢＭ 的输出特征向量作为其输入特征向量，有监

督的训练实体关系分类器。 每一层 ＲＢＭ 网络只能

确保自身层内的权值对该层特征向量映射达到最

优，并不是对整个 ＤＢＮ 的特征向量映射达到最优，
因此 ＢＰ 神经网络还将错误信息自顶向下传播至每

一层 ＲＢＭ， 微调整个 ＤＢＮ 模型，避免陷入局部最

优。

数据样本

RBM

微调

反向传播

输出

微调

RBM

BP

H0

V1

V2

H1

W0

W1

W2

V0

图 ４　 ＤＢＮ 模型的训练过程
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１．３　 ＧＡ－ＤＢＮ 模型的构建

本文采用遗传算法对深度置信网络中的受限玻

尔兹曼机的参数进行逐层寻优，从而构建了 ＧＡ－
ＤＢＮ 分类模型。 遗传算法从 ＤＢＮ 模型中最底层的

ＲＢＭ 模型开始权重寻优，低层 ＲＢＭ 模型将遗传算

法训练后的权重矩阵进行正向计算和反向传播后

得到隐含层，作为上层的 ＲＢＭ 模型的输入层，
上层 ＲＢＭ重复这一过程，最终输入到 ＢＰ 神经网络

中。
ＧＡ－ＤＢＮ 模型的训练流程如图 ５ 所示。 训练

关键步骤如下：
（１）数据预处理，划分数据集并输入训练集和

测试集；
（２）各层 ＲＢＭ 模型中连接可见单元和隐藏单
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元之间的权重作为遗传算法种群，对各个权值进行

实数编码；
（３）构造适应度函数。 本文以重构误差作为适

应度函数，重构误差即经吉布斯采样重构后的数据

与原始数据之间的平方差，如式（２）：

模型训练得到重构误差作为适应度函数

是否满足终止条件

遗传算法对初始权重编码

数据预处理

开始

计算适应度值

选择、交叉、变异

获得最优权重

DBN模型

输出结果

结束

是

否

图 ５　 ＧＡ－ＤＢＮ 模型训练流程

Ｆｉｇ． ５　 ＧＡ－ＤＢＮ ｍｏｄｅｌ ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓ

ｆ ＝ ∑
Ｍ

ｉ ＝ １
∑
Ｎ

ｊ ＝ １
ｖｉｊ － ｖ＇ｉｊ( )

２
（２）

　 　 其中，Ｍ为样本个数；Ｎ为数据维度；ｖｉｊ 为第 ｉ个
样本的第 ｊ 个维度的值；ｖ′ｉｊ 为 ｖｉｊ 重构后的值。

（４）根据适应度值选择出优良个体遗传到子

代，如式（３）：

ｐｉ ＝
ｆｉ

∑
Ｎ

ｉ ＝ １
ｆｉ

（３）

　 　 （５）两个个体交叉匹配后产生新个体并遗传给

子代，如式（４）：
ｇｋ１，ｊ

＝ ｇｋ１， ｊｒ ＋ ｇｋ２， ｊ（１ － ｒ）

ｇｋ２，ｊ
＝ ｇｋ２，ｊｒ ＋ ｇｋ１， ｊ（１ － ｒ）{ （４）

　 　 其中， ｇｋ１， ｊ 为个体 ｋ１ 第 ｊ位的基因；ｇｋ２， ｊ 为个体

ｋ２ 第 ｊ 位的基因；ｒ ∈ ［０，１］ 为随机数。
（６）个体部分基因变异成为新个体，如式（５）：

ｇｉｊ ＝
ｇｉｊｒ２ ＋ （ｇｉｊ － ｇｍａｘ） ｒ１（１ － ｓ ／ ｓｍａｘ）， ｒ２ ≥ ０．５
ｇｉｊｒ２ ＋ （ｇｍｉｎ － ｇｉｊ） ｒ１（１ － ｓ ／ ｓｍａｘ）， ｒ２ ＜ ０．５{

（５）
　 　 其中， ｇｉｊ 表示个体的基因，基因的上界为

ｇｍａｘ，下界为 ｇｍｉｎ，ｒ１、ｒ２ 为随机数，当前遗传算法进化

次数为 ｓ，最大为 ｓｍａｘ。
（７）计算适应度函数，满足算法结束条件则更

新 ＲＢＭ 模型的权重和偏置量，反之执行（３）；
（８）对 ＤＢＮ 模型中的 ＲＢＭ 模型逐层训练。

　 　 遗传算法结束条件为：算法到达最大进化次数

或算法得到的重构误差逼近程度在某个范围内，且
遗传算法多次进化后发现优化结果几乎不变。

在预训练阶段完成后，ＲＢＭ 达到了局部最优。
为了实现整体最优，ＲＢＭ 模型训练好后正向输入到

ＢＰ 神经网络进行反向计算，ＢＰ 神经网络自上而下

对整个 ＤＢＮ 模型参数进行微调，并且结合预训练得

到的权重和 ＤＢＮ 参数，ｓｏｆｔ－ｍａｘ 模型对训练数据进

行分类。

２　 模型评估方法

本文选用 Ａｃｃ （Ａｃｃｕｒａｃｙ，Ａｃｃ）、 Ｆ１ 度量、受试者

工作 特 征 曲 线 （ Ｒｅｃｅｉｖｅｒ Ｏｐｅｒａｔｉｎｇ Ｃｈａｒａｃｔｅｒｉｓｔｉｃ
Ｃｕｒｖｅ， ＲＯＣ） 对分类模型性能进行综合评价。

Ａｃｃ为准确率指标，表示在分类中模型对测试集

进行分类，分类正确的个数占测试集总个数的比例，
如式（６）：

Ａｃｃ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＦＰ ＋ ＴＮ ＋ ＦＮ

（６）

　 　 Ｆ１ 度量的一般形式是 Ｆβ，是查准率（ｐｒｅｃｉｓｉｏｎ）
和查全率（ ｒｅｃａｌｌ） 的加权调和平均数，查准率代表

分类器分类正确的正类数据占分类器中分类为正的

全部数据的比例，查全率表示分类器分类正确的正

类数据占整个数据集正类数据的比例，如式（７） ～
式（９）：

ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（７）

ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（８）

Ｆβ ＝ １ ＋ β２( ) × ｐｒｅｃｉｓｉｏｎ × ｒｅｃａｌｌ
β２ × ｐｒｅｃｉｓｉｏｎ ＋ ｒｅｃａｌｌ( )

（９）

　 　 其中， ＴＰ表示预测值和真实值均为正类；ＦＮ表

示预测值为负类，真实值为正类；ＦＰ 表示预测值为

正类，真实值为负类；ＴＮ 表示预测值和真实值均为

负类；β 表示对精准率与召回率赋予的权重，本文中

β 取值为 １。
受试 者 工 作 特 征 曲 线 （ Ｒｅｃｅｉｖｅｒ Ｏｐｅｒａｔｉｎｇ

Ｃｈａｒａｃｔｅｒｉｓｔｉｃ Ｃｕｒｖｅ， ＲＯＣ） 是评价模型的常用图示

方法，ＲＯＣ 曲线示意图如图 ６ 所示，横坐标为 ＦＰＲ，
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纵坐标为 ＴＰＲ， （Ａｒｅａ Ｕｎｄｅｒ Ｃｕｒｖｅ， ＡＵＣ） 为 ＲＯＣ
曲线下的面积，其值越大代表分类器的性能越好。
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图 ６　 ＲＯＣ 曲线示意图

Ｆｉｇ． ６　 ＲＯＣ ｃｕｒｖｅ ｄｉａｇｒａｍ

３　 实验与结果分析

３．１　 数据集选取与描述

ＵＣＩ 数据库是由美国加州大学 Ｏｗｅｎ 分校提供

的开放数据库，其中包含了许多可供机器学习使用

的标准数据集，可用于验证本文分类模型的性能。
本文实验选取 ＵＣＩ 数据库中样本数不一、属性不一

的 ７ 组数据用于分类器性能对比。
选取的 ７ 组数据集的名称、样本数、属性数等信

息，见表 １。

表 １　 实验数据集

Ｔａｂ． １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｄａｔａ ｓｅｔｓ

编号 数据集名 样本数 属性数

１ Ｂｒｅａｓｔ Ｃａｎｃｅｒ ２８６ ９

２ Ｗｈｏｌｅｓａｌｅ ｃｕｓｔｏｍｅｒｓ ４４０ ８

３ Ｔｒａｎｓｆｕｓｉｏｎ ７４８ ４

４ Ｓｈｉｌｌ Ｂｉｄｄｉｎｇ ６ ３２１ １３

５ Ｍｕｓｈｒｏｏｍ ８ １２４ ２２

６ Ｂａｎｋ Ｍａｒｋｅｔｉｎｇ ４１ １８８ １７

７ Ａｄｕｌｔ ４８ ８４２ １４

３．２　 不同分类算法实验结果与分析

按照 ４： １ 的比例对 Ｂｒｅａｓｔ Ｃａｎｃｅｒ、 Ｗｈｏｌｅｓａｌｅ
ｃｕｓｔｏｍｅｒｓ、Ｔｒａｎｓｆｕｓｉｏｎ、Ｓｈｉｌｌ Ｂｉｄｄｉｎｇ、Ｍｕｓｈｒｏｏｍ、Ｂａｎｋ
Ｍａｒｋｅｔｉｎｇ、Ａｄｕｌｔ 数据集进行划分，并选取随机森林

（Ｒａｎｄｏｍ Ｆｏｒｅｓｔｓ， ＲＦ）、 人工神经网络 （ Ａｒｔｉｆｉｃｉａｌ
Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＡＮＮ）、支持向量机（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ
Ｍａｃｈｉｎｅ， ＳＶＭ ） 和 ＸＧＢｏｏｓｔ （ ｅＸｔｒｅｍｅ Ｇｒａｄｉｅｎｔ
Ｂｏｏｓｔｉｎｇ）分类模型这 ４ 个分类器在训练集上对数据

进行训练，并与本文所提出的 ＧＡ－ＤＢＮ 分类模型进

行比较。
本实验中，ＤＢＮ 模型中的 ＲＢＭ 层数均为 ３ 层，

迭代次数为 １００ 为止，其中学习速率为 ０．１０，动量学

习率为 ０．５，迭代过程中模型的重构误差逐渐降低，
当趋于某个固定值时，动量学习率变为 ０．９。 依据不

同数据集划分的 ＤＢＮ 结构见表 ２。

表 ２　 ＤＢＭ 结构

Ｔａｂ． ２　 ＤＢＭ ｓｔｒｕｃｔｕｒｅ

数据集 首层 ＲＢＭ 可见元 中间层 ＲＢＭ 可见元 顶层 ＲＢＭ 可见元 ＤＢＮ 网络节点数

１ ２８６ １５０ １５０ ２８６－１００－５０－２

２ ４４０ ２００ ２００ ４４０－２００－２００－２

３ ７４８ ３７０ ２５０ ７４８－３７０－２５０－２

４ ６ ３２１ ３ ５００ １ ０００ ６ ３２１－３ ５００－１ ０００－２

５ ８ １２４ ４ ５００ ３ ０００ ８ １２４－４ ５００－３ ０００－２

６ ４１ １８８ ２０ ０００ １０ ０００ ４１ １８８－２０ ０００－１０ ０００－２

７ ４８ ８４２ ２５ ０００ １２ ０００ ４８ ８４２－２５ ０００－１２ ０００－２

　 　 ＧＡ－ＤＢＮ 模型将重构误差作为适应度函数，通
过 ＧＡ 算法找到误差最小时对应的参数，最终可以

得到权重的学习速率以及可见层和隐藏层的偏置量

学习速率。 本文实验针对不同数据集建立了相对应

的 ＤＢＮ 模型，对 ＤＢＮ 模型中的每层 ＲＢＭ 模型进行

ＧＡ 算法优化迭代可得到该层的重构误差，多次迭

代后每层 ＲＢＭ 的重构误差都在 ０．０３ 左右，数据集 ７
中的底层 ＲＢＭ 重构误差的实验结果如图 ７ 所示。
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图 ７　 重构误差

Ｆｉｇ． ７　 Ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ ｅｒｒｏｒｓ
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　 　 各个数据集被正确分类样本数的实验结果如图

８ 所示，表明基于 ＧＡ－ＤＢＮ 分类模型对多分类问题

表现出较好的分类效果，正确分类的样本数最高。
不同分类器的实验结果见表 ３，与其他分类模型相

比，ＧＡ－ＤＢＮ 模型在分类效果上有不同程度的提

升，误判率较低。 与人工神经网络（ＡＮＮ）模型相

比，ＧＡ－ＤＢＮ 模型准确率提升了 ２．３３％ ～ １４．９１％，
Ｆ１ 度量提升 ２．７５％ ～ １４５．９２％；与 ＳＶＭ 模型相比，
ＧＡ－ＤＢＮ 模型准确率提升了 １．２３％ ～ ４．９３％， Ｆ１ 度

量提升 ０．１４％ ～４４．９９％；与 ＸＧＢｏｏｓｔ 模型相比，ＧＡ－
ＤＢＮ 模型准确率提升了 ０．１４％ ～ ４．０３％， Ｆ１ 度量提

升 ０．７７％～８．６９％。

　 　 根据表 ３，在数据集 １ 上，ＧＡ－ＤＢＮ 的准确率略

低于随机森林，但 ＧＡ－ＤＢＮ 模型在运行时间上更

短，效率明显提升；在数据集 ２ 上，ＧＡ－ＤＢＮ 在准确

率和运行时间上不及随机森林，但 Ｆ１ 值高于随机森

林；在数据集 ５ 上，ＧＡ－ＤＢＮ 模型表现一般，结合数

据集中数据的分布特点发现该数据集为不平衡数据

集，因而分类效果较差；在数据集 ７ 上，ＧＡ－ＤＢＮ 模

型的 Ｆ１ 值略低于 ＸＧＢｏｏｓｔ，但准确率高于 ＸＧＢｏｏｓｔ；
在其余数据集上，ＧＡ－ＤＢＮ 模型的准确率 Ａｃｃ 与 Ｆ１

值均较为理想。 同分类器在 ７ 个数据集上的 ＲＯＣ
曲线如图 ９ 所示。
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（ｂ） 数据集 ４、５、６、７ 正确分类样本数

图 ８　 正确分类样本数

Ｆｉｇ． ８　 Ｎｕｍｂｅｒ ｏｆ ｃｏｒｒｅｃｔｌｙ ｃｌａｓｓｉｆｉｅｄ ｓａｍｐｌｅｓ
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表 ３　 不同分类器的实验结果

Ｔａｂ． ３　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｃｌａｓｓｉｆｉｅｒｓ

数据集 分类器 Ａｃｃ ／ ％ Ｐｒｅｃｉｓｏｎ ／ ％ Ｒｅｃａｌｌ ／ ％ Ｆ１ － ｓｃｏｒｅ ／ ％ Ｔｉｍｅ ／ ｓ

１ ＲＦ ９９．１２ １００．００ ９８．６１ ９９．３０ ６．８６

ＡＮＮ ９５．６１ ９４．３１ ９５．２５ ９４．７７ ３．４６

ＳＶＭ ９６．４９ ９５．８８ ９８．６４ ９７．２４ ０．３２

ＸＧＢｏｏｓｔ ９５．６１ ９４．７３ ９８．６３ ９６．６４ ０．９５

ＧＡ－ＤＢＮ ９８．２４ ９７．３２ ９７．４５ ９７．３８ ０．１８

２ ＲＦ ９６．７１ ９２．０１ ９１．７４ ９１．８７ ０．１３

ＡＮＮ ９０．２３ ９０．７８ ８８．１６ ８８．４５ ０．１５

ＳＶＭ ９０．６７ ９０．１６ ８８．７９ ８９．４６ ０．２４

ＸＧＢｏｏｓｔ ９２．４９ ９２．１４ ９０．３１ ９１．２１ ０．５６

ＧＡ－ＤＢＮ ９４．８７ ９３．１４ ９２．９５ ９４．０４ ０．２１

３ ＲＦ ９５．５７ ９４．４３ ９０．５２ ９２．４３ ０．６３

ＡＮＮ ９４．６３ ９１．３９ ９０．１７ ９０．７７ ０．７１

ＳＶＭ ９６．２１ ９４．２７ ９１．６９ ９２．９６ ０．６７

ＸＧＢｏｏｓｔ ９５．８９ ９２．５８ ９０．３１ ９１．４３ ０．９７

ＧＡ－ＤＢＮ ９９．７５ ９７．３６ ９５．９３ ９６．６３ ０．５９

４ ＲＦ ９５．１７ ８１．６３ ６５．２８ ７２．５４ １．３９

ＡＮＮ ９４．７９ ７８．２１ ６３．９７ ７０．３７ １．２４

ＳＶＭ ９６．２１ ８０．５８ ６８．１３ ７３．８３ ０．７９

ＸＧＢｏｏｓｔ ９５．８９ ８３．５９ ７４．３７ ７８．７１ ０．８８

ＧＡ－ＤＢＮ ９７．３９ ８９．２３ ８２．１７ ８５．５５ ０．９７

５ ＲＦ ７７．２１ ７５．３８ ５０．３６ ６０．３８ １０２．２４

ＡＮＮ ７５．６５ ７４．２９ ５３．１８ ６１．９８ ９０．８６

ＳＶＭ ８３．０２ ７５．５９ ５６．４９ ６４．６６ １００．４８

ＸＧＢｏｏｓｔ ８６．７４ ７４．３２ ６３．７９ ６８．６５ ７．００

ＧＡ－ＤＢＮ ８７．１１ ７８．９０ ６３．９６ ７０．６５ ８．４９

６ ＲＦ ８９．３８ ９１．３０ ２３．４１ ３７．１６ ６２．５４

ＡＮＮ ８９．２６ ６５．３１ ２３．１８ ３４．２１ ６０．１５

ＳＶＭ ９０．３４ ６６．７７ ２２．８５ ３４．０５ ５７．６８

ＸＧＢｏｏｓｔ ９１．６５ ６５．７９ ５１．３６ ５７．６９ １７．６２

ＧＡ－ＤＢＮ ９１．７８ ６６．２５ ５８．１６ ６１．９４ ３０．９５

７ ＲＦ ７６．３３ ７４．１５ ５５．７７ ６３．６５ １０２．２４

ＡＮＮ ８０．２７ ７４．８３ ５４．３７ ６２．９６ １０５．７１

ＳＶＭ ８５．０２ ７５．５９ ５６．４９ ６４．６６ １００．４８

ＸＧＢｏｏｓｔ ８７．１１ ７７．４０ ６６．１８ ７１．３５ ４８．１５

ＧＡ－ＤＢＮ ８７．７１ ７８．９０ ６３．９６ ７０．６５ ６３．５５

３．３　 不同优化算法实验结果与分析

采用人工蜂群算法（Ａｒｔｉｆｉｃｉａｌ Ｂｅｅ Ｃｏｌｏｎｙ，ＡＢＣ）
对 ＤＢＮ 模型中的权重寻优，以验证遗传算法对 ＤＢＮ
模型的优化效果。 在实验中，ＡＢＣ 算法的各种参数
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设定与 ＧＡ－ＤＢＮ 模型一致，选取准确率、 Ｆ１ 度量和

运行时间对 ＡＢＣ－ＤＢＮ 模型和 ＧＡ－ＤＢＮ 模型进行

评价，实验结果见表 ４。
　 　 通过表 ４ 实验结果可知，与 ＡＢＣ－ＤＢＮ 模型相

比，ＧＡ－ＤＢＮ 模型在准确率和 Ｆ１ 度量上表现良好，
但 ＡＢＣ－ＤＢＮ 模型运行时间较短；在数据集 １、２、３
上，ＡＢＣ－ＤＢＮ 模型与 ＧＡ－ＤＢＮ 模型的表现相差无

几，但是随着数据量增大，样本特征变多，遗传算法

的优化效果更加突出，ＡＢＣ－ＤＢＮ 模型与 ＧＡ－ＤＢＮ
模型的差距拉大，遗传算法中的交叉和变异操作有

助于寻找 ＤＢＮ 模型实现全局最优。
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图 ９　 ＲＯＣ 图

Ｆｉｇ． ９　 ＲＯＣ ｄｉａｇｒａｍ

０３ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



表 ４　 不同优化算法的实验结果

Ｔａｂ． ４　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ

数据集 分类器 Ａｃｃ ／ ％ Ｆ１ － ｓｃｏｒｅ ／ ％ Ｔｉｍｅ ／ ｓ

１ ＡＢＣ－ＤＢＮ ９８．０７ ９６．５１ ０．２３

ＧＡ－ＤＢＮ ９８．２４ ９７．３８ ０．１８

２ ＡＢＣ－ＤＢＮ ９４．６０ ９４．１１ ０．２０

ＧＡ－ＤＢＮ ９４．８７ ９４．０４ ０．２１

３ ＡＢＣ－ＤＢＮ ９７．３１ ９５．７６ ０．７４

ＧＡ－ＤＢＮ ９９．７５ ９６．６３ ０．５９

４ ＡＢＣ－ＤＢＮ ９２．１０ ８５．４８ １．０２

ＧＡ－ＤＢＮ ９７．３９ ８５．５５ ０．７９

５ ＡＢＣ－ＤＢＮ ８０．５９ ６０．１３ ８．１０

ＧＡ－ＤＢＮ ８７．１１ ７０．６５ ８．４９

６ ＡＢＣ－ＤＢＮ ８５．２３ ６０．７４ ３０．７９

ＧＡ－ＤＢＮ ９１．７８ ６１．９４ ３０．９５

７ ＡＢＣ－ＤＢＮ ８２．３９ ５９．７２ ６０．０７

ＧＡ－ＤＢＮ ８７．７１ ７０．６５ ６３．５５

４　 结束语

在训练过程中，ＤＢＮ 模型参数具有不稳定性，
从而影响模型性能。 本文选用遗传算法（ＧＡ） 对

ＤＢＮ 模型的权重参数进行寻优，构建了 ＧＡ－ＤＢＮ 模

型；从 ＵＣＩ 数据库选取了 ７ 个样本数和属性不同的

二分类数据集作为实验数据，验证 ＧＡ－ＤＢＭ 模型的

分类效果；同时选择随机森林、人工神经网络、支持

向量机和 ＸＧＢｏｏｓｔ ４ 个常用的分类模型作为对比模

型，实验结果表明 ＧＡ－ＤＢＮ 模型在不同数据集上的

表现至少有一个指标是最优的， 整体来讲其在准确

率 Ａｃｃ、Ｆ１ 值及运行效率上均较为理想。 为了验证

ＧＡ－ ＤＢＮ 模型的优化效果，选择人工蜂群算法

（ＡＢＣ）优化后的 ＤＢＮ 模型即 ＡＢＣ －ＤＢＮ 模型与

ＧＡ－ＤＢＮ模型进行对比实验，结果表明遗传算法对

ＤＢＮ 模型的优化更稳定。
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型，尝试将一种新的多步学习方法 ＥｎＤＱＮ 应用于

该模型中，并在 ｃａｒＥｎｖ 停车场仿真环境中评估了该

方法的性能。 实验结果表明，该模型非常高效且

ＥｎＤＱＮ 大幅优于现有的进化策略和神经网络结合

的方法。 在未来，计划设计一种更合理的奖励函数

来进一步优化 ＥｎＤＱＮ 算法在停车场车位自动化排

布设计上的性能。
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