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基于机器学习的铝及其合金晶粒细化研究

温丽涛， 陈　 勇

（南华大学 机械工程学院， 湖南 衡阳 ４２１０００）

摘　 要： 机器学习作为人工智能的核心，被广泛用于各行各业。 而材料基因工程大数据技术的出现，使机器学习成为预测材

料性能的新方法。 本文利用集成算法 Ｘｇｂｏｏｓｔ、随机森林（ＲＦ）以及 ＡｄａＢｏｏｓｔ ３ 种机器学习模型，建立了铝及其合金的晶粒尺

寸与细化剂成分、含量的关系，预测铝及其合金的晶粒尺寸，并对该模型进行了交叉验证。 结果表明：随机森林模型表现最

佳，其测试集的均方根误差（Ｒｏｏｔ Ｍｅａｎ Ｓｑｕａｒｅ Ｅｒｒｏｒ，ＲＭＳＥ）为 ７．０４，决定系数 Ｒ２ 为 ０．７９。
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０　 引　 言

大数据与人工智能的结合被称为“科学的第四

范式”，机器学习被誉为材料研发的新方法。 数据

可以从实验、模拟计算、各大材料数据库等获取，再
利用机器学习进行数据挖掘，对材料进行研究［１］。
机器学习的出现为广大科研人员的科学研究给予了

极大的便利，可以加速材料的研究，节约研发成本。
目前，已有许多研究人员使用机器学习模型并获得

成果。 如：胡建军等［２］ 利用多种机器学习模型，对
材料弹性性能进行了归纳和预测；Ｚｈａｎｇ 等［３］ 利用

支持向量机回归算法，从一系列合金元素中找到恰

当合金元素，显著提高铜合金的极限抗拉强度和电

导率；Ｓｈｅｎ 等［４］利用基于不同机器学习算法，结合

物理冶金预测材料的强度，成功设计出了超高强度

不锈钢。 如此等等，都是利用机器学习来对目前产

生的大量材料数据进行数据挖掘，利用已有数据对

材料性能进行预测，不仅能充分利用材料数据，而且

能对实验研究进行系统性的指导。
晶粒细化是提高铝合金性能的重要手段，所以

细化剂在工业界被广泛应用［５］。 由于晶粒尺寸能

很好的表征晶粒细化的结果，因此本文利用机器学

习，实现晶粒尺寸的预测。 机器学习的晶粒尺寸性

能预测模型工作流程如图 １ 所示。
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图 １　 机器学习的材料性能预测工作流程
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　 　 本研究首先从文献中收集筛选出需要的数据样



本、选择特征、进行数据预处理；然后分别采用

Ｘｇｂｏｏｓｔ［６］、ＲＦ ［７］以及 ＡｄａＢｏｏｓｔ［８］３ 种机器学习模型

预测晶粒尺寸；最后采用五折交叉验证的方式进行

不同模型的验证、评估指标、得到最佳模型，从而实

现铝及其合金晶粒尺寸的预测。

１　 机器学习算法

１．１　 Ｘｇｂｏｏｓｔ
Ｘｇｂｏｏｓｔ 是一种集成算法，自提出后便被广泛用

于数学界和工业界。 其基本思想，是把成百上千个

准确率较低的、且合理生成的每颗树，组合成一个准

确率较高的模型。 该算法有诸多优点：有正则化项

防止过拟合、可以加快训练速度等等。
ＸＧＢｏｏｓｔ 的目标函数如下：

Ｏｂｊ ＝ ∑
ｎ

ｉ ＝ １
ｌ（ｙｉ － ｙ^ｉ） ＋ ∑

ｎ

ｋ ＝ １
γＴ ＋ １

２
λ ‖ｗ‖２ ．（１）

式中： ｙ^ｉ 为真实值； ｙ ｊ 为预测值；Ｔ 表示叶子结点的

个数；ｗ 表示叶子节点的分数；γ、λ 为校正常数。
１．２　 随机森林

ＲＦ 是由 Ｌｅｏ Ｂｒｅｉｍａｎ 于 ２００１ 年提出，由决策

树组合成的集成算法。 即由很多决策树组成的森

林，且每棵决策树之间无关联。 ＲＦ 是指在变量和数

据的使用上进行随机化，产生很多决策树，再将之汇

总的结果。 ＲＦ 的构造过程如下：
（１）用 Ｎ 表示训练集的个数，Ｍ 表示特征数目；
（２） 输入特征数目 ｍ，用于确定决策树节点的

结果， ｍ 应远小于 Ｍ；
（３） 从 Ｎ 个训练集中以有放回抽样的方式，取

样 Ｎ 次，形成一个训练集，并用未抽到的样本作预

测，评估其误差；
（４） 对于每个节点，随机选择 ｍ个特征，计算其

最佳的分裂方式；
（５） 每棵树都不会剪枝，这有可能在建完一棵

正常树状分类器后会被采用；
（６）按照步骤（３） ～ （５）建立大量的决策树，从

而构成 ＲＦ。
１．３　 ＡｄａＢｏｏｓｔ

Ａｄａｂｏｏｓｔ 算法是一种自适应的集成算法，１９９５
年由 Ｙｏａｖ Ｆｒｅｕｎｄ 和 Ｒｏｂｅｒｔ Ｓｃｈａｐｉｒｅ 提出。 它的自

适应在于：如果前一个弱分类器将样本分错，那么样

本对应的权值会得到加强，即权值更大，权值更新后

的样本用来训练下一个新的弱分类器。 每次训练

时，都是用总样本来训练新的弱分类器，产生新权

值，如此反复迭代直到达到预定的评估指标或达到

最大迭代次数。 简要过程如下：
（１）初始化训练集的权值分布。 如果有 ｎ 个样

本，则每一个训练的样本点最开始时都被赋予相同

的权重为 １ ／ ｎ；
（２）弱分类器训练。 具体训练过程中，若样本

准确分类，则权值降低，否则，权值增大，即弱分类器

得到更高话语权。 权值更新后的数据集被用于训练

下个分类器，如此反复迭代；
（３）集成算法。 将多个弱分类器组合成强分类

器，在每个弱分类器的训练过程结束后，误差率高的弱

分类器在最终分类器中占的比例较小，反之则较大。

２　 机器学习预测晶粒尺寸

２．１　 数据准备

本文通过对已有文献中的铝及其合金的相关数据

的查找，收集样本数据［９］。 选择的特征变量包括铝及

其合金类型、细化剂类型、细化剂成分和细化剂比例，
其中晶粒尺寸的值作为目标变量，即预测的目的变量。
２．２　 软件选择

本文使用 Ｐｙｔｈｏｎ３．７ 进行数据处理和算法模型

计算。 Ｐｙｔｈｏｎ 作为一款开源软件，因其代码的可读

性高，且拥有丰富强大的扩展包。 其中 ，第三方

Ｓｃｉｋｉｔ－ｌｅａｒｎ ［１０］库，集成了各种数据处理方法及大量

算法模型，可高效便捷地进行数据处理和建立机器

学习模型。 文中使用的 Ｏｎｅ －Ｈｏｔ 编码、数据标准

化、ＲＦ 以及 ＡｄａＢｏｏｓｔ 算法都选自 Ｓｃｉｋｉｔ － ｌｅａｒｎ 包。
Ｘｇｂｏｏｓｔ 算法来自第三方扩展包。
２．３　 数据处理

预测晶粒尺寸时，需进行特征数据的预处理。
因铝及其合金与细化剂种类为非数值类型的数据，
无法参与计算，在建立模型之前，需将其进行独热编

码，也就是 Ｏｎｅ－Ｈｏｔ 编码。
由于不同特征之间的数据量级相差较大，所以

还需要将特征数据进行标准化处理。 处理后的数据

不仅可以消除数据量级不一致对机器学习带来的影

响，并使数据仍保持了原始分布。 即对每个特征进

行如下变换：

ｘｉ ＝
ｘｉ － ｘ－

σ
． （２）

式中， ｘｉ 为输入的数据， ｘ－ 和s分别为特征的均值和

标准差。 值得注意的是，该处理虽然使原本数据失

去本来的意义，但利于模型的建立。
２．４　 模型评估

本文使用平均绝对误差 ＭＡＥ、均方根误差
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（Ｒｏｏｔ Ｍｅａｎ Ｓｑｕａｒｅｄ Ｅｒｒｏｒ，ＲＭＳＥ）和决定系数 Ｒ２值

被用来作为泛化性能评估。 公式如下：

ＥＭＡＥ ＝ １
ｎ∑

ｎ

ｊ ＝ １
｜ ｙ ｊ － ｙ^ｉ ｜ ， （３）

ＥＲＭＳＥ ＝
　

１
ｎ∑

ｎ

ｊ ＝ １
（ ｙ^ｉ － ｙ ｊ） ２ ， （４）

Ｒ２ ＝ １ －
∑
ｎ－１

ｊ ＝ ０
ｙ ｊ － ｙ^ｉ( ) ２

∑
ｎ－１

ｊ ＝ ０
ｙ ｊ － ｙ

－

ｊ( ) ２

． （５）

式中， ｎ 为样本数量； ｙ^ｉ 为真实值； ｙ ｊ 为预测值。 Ｒ２

为决定系数的最大取值，设定为 １。 取值越接近 １，
表明拟合程度越好。

３　 结果分析

不同模型的测试集评估结果见表 １。 其中，３ 种

机器学习模型的 Ｒ２ 值相差不大，表现最好的是

Ｘｇｂｏｏｓｔ 模型， Ｒ２ 为 ０．９２９ ９（即可以解释 ９２．９９ 的方

差）， ＭＡＥ 和 ＲＭＳＥ 分别为 ６． ２２０ ９、 ３８． ６９９ ０。
ＡｄａＢｏｏｓｔ 表现结果次之，ＲＦ 相对最差。 由此可见，
对于同一数据集，不同的机器学习模型表现效果不一

致。 因此，合理选用机器模型对预测结果十分重要。
表 １　 不同机器学习模型下测试样本的预测结果比较

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｅｓｔ ｓａｍｐｌｅ ｒｅｓｕｌｔｓ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｍａｃｈｉｎｅ
ｌｅａｒｎｉｎｇ ｍｏｄｅｌｓ

模型 ＭＡＥ ＲＭＳＥ Ｒ２

Ｘｇｂｏｏｓｔ ３８．６９９ ０ ６．２２０ ９ ０．９２９ ９
ＲＦ ５３．１０２ ８ ７．２８７ ２ ０．８８７ ８

ＡｄａＢｏｏｓｔ ５８．７２９ ７ ７．６６３ ５ ０．９０４ ９

　 　 为了充分使用数据集，实验采用五折交叉验方

法，保证每个数据都能作为训练集或测试集出现。
Ｘｇｂｏｏｓｔ、ＲＦ、ＡｄａＢｏｏｓｔ 算法的 Ｒ２ 交叉验证结果见表

２ 。可以看出，３种算法在交叉验证中的Ｒ２ 均存在

波动，说明在选取不同的训练集与测试集时，会导致预

测结果有较大差异。 其中 ＲＦ 算法在交叉验证的 ５ 折

交叉验证中，其 Ｒ２ 预测结果在 ０．５０－０．９７ 之间波动，变
化起伏相对其它两个较小，说明该算法在应对数据集

时稳定效果最好，且预测结果较好。 Ｘｇｂｏｏｓｔ、ＡｄａＢｏｏｓｔ
的 Ｒ２ 交叉验证结果相对 ＲＦ 来说波动幅度更大，说明

不同算法应对不同属性数据的稳定效果不同。 图 ２ 为

不同机器学习模型的 Ｒ２ 与 ＲＭＳＥ 交叉验证均值结果，
可以看出误差都比较大，预测结果不稳定，可能是数据

量不足所致。 其中 ＲＦ 的 Ｒ２ 值为 ０．７９，ＲＭＳＥ 的值为

７．０４，说明在 ３ 种机器学习模型中预测结果最佳。
表 ２　 不同机器学习的 Ｒ２交叉验证结果

Ｔａｂ． ２　 Ｃｒｏｓｓ ｖａｌｉｄａｔｉｏｎ ｏｆ Ｒ２ ｒｅｓｕｌｔｓ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ

五折交叉验证

Ｘｇｂｏｏｓｔ ０．９７７ ６ ０．７６８ ５ ０．２３７ １ ０．５３８ ９ ０．９５９ ７
ＲＦ ０．９６９ ４ ０．７９６ ４ ０．５０９ ６ ０．７４７ ６ ０．９４３ ８

ＡｄａＢｏｏｓｔ ０．１４５ ３ ０．６８６ ６ ０．６８０ ５ ０．６９１ ４ ０．９３７ ８
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图 ２　 不同机器学习模型下 Ｒ２与 ＲＭＳＥ 交叉验证均值结果

Ｆｉｇ． ２ 　 Ｃｒｏｓｓ ｖａｌｉｄａｔｉｏｎ ｍｅａｎ ｒｅｓｕｌｔｓ ｏｆ Ｒ２ ａｎｄ ＭＡＥ ｕｎｄｅｒ
ｄｉｆｆｅｒｅｎｔ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ ｍｏｄｅｌ

　 　 为了更直观地说明 ３ 种不同机器学习模型的优

劣，比较了不同算法下的预测结果，如图 ３ 所示。
可以看出，３ 种机器学习模型的预测结果大多在 ｙ ＝
ｘ 之上或附近，即预测结果相对真实值相吻合，其中

ＲＦ 的预测结果最佳。
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图 ３　 不同机器学习下的预测结果
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