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基于微调优化的深度学习在果蔬识别中的应用

来　 晓

（浙江农林大学 信息工程学院， 杭州 ３１１３００）

摘　 要： 果蔬图像分类是图像识别的重要组成部分，是实现果蔬农产品自动化分类的关键技术。 果蔬图像识别面临的主要挑

战在于果蔬种类众多，缺乏大量的有标签数据，难以通过监督学习方法来实现果蔬图像分类。 针对上述问题，本文构建果蔬

图像数据集，提出将融合迁移学习的深度卷积网络用于果蔬图像识别。 为了验证该方法的有效性，采用特定方式微调模型参

数，在数据集上进行了实验。 实验结果表明，通过微调优化方法，模型的准确性提升 ３％以上，为深度学习的微调优化提供一

定的参考依据。
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０　 引　 言

果蔬农产品种类繁多，对其进行自动分类识别

在商品交易智能化以及无人零售推广方面具有重要

意义。 近年来物联网技术的广泛应用，贸易发展的

主要方向趋于商品交易智能化［１］。 在新冠病毒疫

情影响下，以智能取餐柜为代表的无人零售业率先

兴起，国家鼓励全面推行“无接触”服务，无人零售

迎来了新的机会，因此亟需设计表征效果更好的果

蔬智能分类器，提高果蔬识别的准确率。
近年来，基于深度学习的计算机视觉研究取得了

重大的进展。 识别任务的成功与否很大程度上取决

于能否获得大量的训练样本，标记训练样本是一个昂

贵的过程。 针对果蔬识别研究，目前大多处于构建数

据集、优化分类模型阶段［２］。 随着深度学习的不断发

展与完善，深度卷积神经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋ， ＣＮＮ）广泛应用于各个领域，尤其是在图像

识别、自然语言处理中取得了巨大的成果。 深度神经

网络相比传统机器学习方法减少了人工干预过程，拥
有自主学习特征和表达能力。 ＡｌｅｘＮｅｔ、ＶｇｇＮｅｔ１６、
Ｉｎｃｅｐｔｉｏｎ Ｖ３ 等经典的深度卷积神经网络，通过数据

增强、Ｄｒｏｐｏｕｔ 方法防止过拟合，使模型适应性更强。
本文基于迁移学习方法对深度学习模型进行改

进，使用全局池化技术解决全连接问题，在自主构建

的 Ｆ＆Ｖ 果蔬数据集上进行迁移学习，用较少的计算

资源提高模型识别率。 针对融合两个库出现的数据

不平衡问题，利用模型融合的方法合并果蔬数据集。
采用特定的迁移学习引入方式，设计多类实验，结合

实验数据对比改进后的卷积神经网络模型在果蔬分

类上的性能，与现有的深度学习算法相比，本文提出

的果蔬识别方法提取到的特征对果蔬的识别分类更

加高效，进而实现果蔬农产品的快速分类。
１　 实验数据

１．１　 实验数据

标记训练样本是一个昂贵的过程，针对果蔬识

别研究，目前大多处于构建数据集、优化分类模型阶



段。 针对果蔬种类繁多的现状，以及面对光照、阴
影、阳光带来变化的现实场景，采用融合两个基数据

集的方式构建果蔬数据集 Ｆ＆Ｖ＿１。
（１）通过网络爬虫技术采集包含苹果、香蕉、火

龙果等 １５ 种常见的果蔬样本，果蔬图片按照种类区

分，存放在对应果蔬命名的文件夹下。 同时人工筛

选网络爬取的数据，手动删除无法预览以及标签与

实际不符合的数据，共计３ ５４２张图片。
（２）选用 ｋａｇｇｌｅ 公开数据集 Ｆｒｕｉｔ Ｒｅｃｏｇｎｉｚｅ 赋

予深度学习模型在真实环境中更强的感知孛习能

力。 Ｆｒｕｉｔ Ｒｅｃｏｇｎｉｚｅ 是 Ｃｈｒｉｓ Ｇｏｒｇｏｌｅｗｓｋｉ 利用高清

Ｌｏｇｉｔｅｃｈ 网络摄像头建立的一个多视角的果蔬图像

数据库，包含 １５ 个类别４４ ４０６张果蔬图像，具体见

表 １。 该数据集在相对不受限制的条件下收集的，
采集了一天的不同时间段以及不同天气环境下的果

蔬图像，具有位于自然光、人工照明等不同照明条件

下 １５ 种果蔬图片，能应对光线、阴影、阳光、姿势等

变化情况，如图 １ 所示。

香蕉

西红柿

火龙果

图 １　 果蔬样本示例

Ｆｉｇ． １　 Ｅｘａｍｐｌｅｓ ｏｆ ｆｒｕｉｔ ａｎｄ ｖｅｇｅｔａｂｌｅｓ ｉｍａｇｅｓ

１．２　 数据增强

本文使用的数据增强方法具体包括：
（１）水平翻转图像。
（２）对图像进行透视变换，变换范围为 ０～０．２。
（３）将图像随机缩放 ０～０．２５ 倍。
（４）水平平移、垂直平移图像。 在数据集 Ｆ＆Ｖ＿

１ 中，定义来自 Ｆｒｕｉｔ Ｒｅｃｏｇｎｉｚｅ 的数据为 ＦＰ，样本量

为 Ｎ１，来自 Ｏｎｌｉｎｅ Ｐｉｃｔｕｒｅ 的数据为 ＯＰ。 使用上述

数据增强方式组合，将 Ｆ＆Ｖ＿１ 数据集扩充了 ５ 倍，
构成数据增强果蔬数据集 Ｆ＆Ｖ＿２，随机抽取 ５ 次 １ ／
５ 的 Ｆ＆Ｖ＿２ 数据集样本得到 ５ 个 Ｆ＆Ｖ 数据集，具体

Ｆ＆Ｖ 见表 １。
１．３　 研究内容技术路线

通过分析国内外基于图片识别技术的果蔬分类

算法研究，提出了基于深度学习的果蔬识别研究。
采用深度学习算法对果蔬图片自动进行特征提取，
从而训练分类器进行果蔬图像分类，如图 ２ 所示。
进行深度学习模型训练时，从头开始训练一个神经

网络对于有限的计算资源是非常耗时的，往往难以

直接训练出泛化能力足够强的深度神经网络。 因

此，采用迁移学习方法，利用在 ＩｍａｇｅＮｅｔ 数据集上

己经训练好的网络，针对自己的任务再进行调整，有

效节省训练时间，提高学习精度。
表 １　 实验数据

Ｔａｂ． １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｄａｔａ

类别
源数据

Ｆｒｕｉｔ Ｒｅｃｏｇｎｉｚｅ Ｏｎｌｉｎｅ Ｐｉｃｔｕｒｅ

Ｆ＆Ｖ

ＦＲ ＯＰ

Ａｐｐｌｅ ５ ０２４ ３０６ ５０２ ３０６

Ｂａｎａｎａ ３ ０２７ ２６１ ３０２ ２６１

Ｃａｒａｍｂｏｌａ ２ ０８０ １７７ ２０８ １７７

Ｇｕａｖａ ４ ００８ ２３０ ２６５ ２３０

Ｋｉｗｉ ４ １７３ ２１２ ４１７ ２１２

Ｍａｎｇｏ ４ １５４ １９９ ４１５ １９９

Ｍｕｓｋｍｅｌｏｎ ２ ０７８ ３３８ ３４２ ３３８

Ｏｒａｎｇｅ ３ ０１２ ２９９ ３０２ ２９９

Ｐｅａｃｈ ２ ６２９ ２７５ ３７４ ２７５

Ｐｅａｒ ３ ０１２ １６０ ３０２ １６０

Ｐｅｒｓｉｍｍｏｎ ２ ０７２ ３０８ ４８５ ３０８

Ｐｉｔａｙａ ２ ５０１ １６８ ２５０ １６８

Ｐｌｕｍ ２ ３９８ １７０ ２３９ １７０

Ｐｏｍｅｇｒａｎａｔｅ ２ １６７ １７６ ２１６ １７６

Ｔｏｍａｔｏ ２ １７１ ２６３ ３０８ ２６３

总量 ４４ ５０６ ３ ５４２ ４ ９２７ ３ ５４２
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采用迁移学习方法，使用VCC-16、Inception-v3、ResNet-50等模型
对果蔬图像进行识别

分别得到VGG-16、Inception-v3、ResNet-50模型识别
后的评价指标

结果与分析

划分训练集和
测试集

对采集到的图像数据集进行融合

采集实验数据

图 ２　 技术路线

Ｆｉｇ． ２　 Ｔｅｃｈｎｉｃａｌ ｒｏｕｔｅ

１．４　 实验测量标准

为了验证果蔬分类算法的性能，选取合适的性

能指标对实验结果进行评估［３］。 采用所有有待识

别果蔬农产品的识别率指标平均精确率 （ Ｍｅａｎ
Ａｃｃｕｒａｃｙ，ＭＡ）、正样本精确率（Ｐｒｅｃｉｓｉｏｎ ，Ｐ）、正样

本召回率（Ｒｅｃａｌｌ，Ｒ）、负正类率（ＦＰＲ）、平衡 Ｆ 分数

（ｂａｌａｎｃｅｄ Ｆ Ｓｃｏｒｅ，Ｆ１－ｓｃｏｒｅ） 、ｋａｐｐａ 系数（Ｋ）来衡

量算法的识别率性能。 对于每个分类，分别计算每

个类正样本精确率，取不加权平均得到 ｍａｃｒｏ － Ｐ ，
由 ｍａｃｒｏ － Ｐ的定义可知，某一方法若想获得较高的

平均精确率，就需要每个正样本精确率都获得较高

的精度。 ｋａｐｐａ 系数值越高，代表模型实现的分类

准确性越高，计算公式（１） ～ （６）如下：

ＭＡ ＝
ｎａ

ｎｔｅｓｔ

× １００％． （１）

　 　 其中， ｎｔｅｓｔ 为待识别果蔬的总数量， ｎａ 为模型正

确识别果蔬的数量。

ｍａｃｒｏ － Ｐ ＝ １
Ｎ∑

Ｎ

ｉ

ＴＰ ｉ

ＴＰ ｉ ＋ ＦＮｉ
， （２）

ｍａｃｒｏ － Ｒ ＝ １
Ｎ∑

Ｎ

ｉ

ＴＰ ｉ

ＴＰ ｉ ＋ ＦＮｉ
． （３）

Ｆ１ － ｓｃｏｒｅ ＝ ２ × ｍａｃｒｏ － Ｐ × ｍａｃｒｏ － Ｒ
ｍａｃｒｏ － Ｐ ＋ ｍａｃｒｏ － Ｒ

， （４）

ｐｅ ＝
∑
Ｎ

ｉ ＝ １
ｎｙ × ｎ ｙ^

ｎｔｅｓｔ
２ ， （５）

Ｋ ＝
ｐ０ － ｐｅ

１ － ｐｅ
． （６）

　 　 其中， ＴＰ ｉ 为正样本正预测； ＦＰ ｉ 为负样本负预

测； ＦＮｉ 为正样本负预测； Ｎ 为类别数； ｎｙ 为第 ｉ 类
真实样本数； ｎ ｙ^

为第 ｉ 类预测样本数； ｎｔｅｓｔ 为待识别

果蔬的总数量。

２　 基于深度学习的图像识别

２．１　 迁移学习

迁移学习的常用方法有以下几种：
（１）实例迁移，源域中部分与目标域相似的数据

可以通过权重调整的方法重用，用于目标域的学习。
（２）特征迁移，将源域和目标域的交叉特征变

换到统一的特征空间，利用传统的机器识别方法进

行分类识别。
（３）参数迁移，源域和目标域共享模型参数，源

域中通过大量数据训练好的模型参数可以应用到目

标域上［４］。 参数迁移中，如果目标数据集很小而参

数量很大，对目标网络所有参数进行调整，可能会导

致过拟合，因此通常固定网络前 ｎ 层参数，仅需初始

化网络中的几层。 迁移学习为机器学习领域深度神

经网络训练，保留和重用网络模型提供了解决思路。
冯海林等提出基于树木整体图像和集成迁移学

习的树种识别，预训练模型已经具备有助于图像分

类的基本特征（边缘、颜色、纹理）提取能力，这里采

用参数迁移方法［５］。 将在 ＩｍａｇｅＮｅｔ 数据库上训练

好的模型（ＶｇｇＮｅｔ１６、ＲｅｓＮｅｔ、Ｉｎｃｅｐｔｉｏｎ－Ｖ３）的通用

特征迁移到果蔬识别的模型中，构成果蔬识别模型

Ｆｒｕｉｔ＆Ｖｅｇｅｔａｂｌｅ＿Ｍｏｄｅｌ （ＦＶＭ），以提高图像识别率、
减少模型训练的参数数量提高训练效率。
２．２　 深度学习模型

２．２．１　 ＶｇｇＮｅｔ１６ 网络结构

ＶＧＧ 卷积神经网络在图像分类和目标检测任

务中都表现出较好的结果，因此 ＶＧＧＮｅｔ 常被用作

模型的特征提取器。 ＶＧＧ１６ 采用统一大小的 ３×３
卷积核替代 ＡｌｅｘＮｅｔ 中较大的卷积核（１１×１１， ５×
５），简化了神经网络结构。 反复堆叠 ３×３ 的小型卷

积核和 ２×２ 的池化层，通过不断加深网络结构来提

升性能。 另一方面，随着网络的加深，图像的宽度和

高度都以一定的规律不断地减小，每次池化后缩小

一半，信道数目增加一倍，减少了训练参数。 ＶＧＧ１６
由 １３ 个卷积层和 ３ 个全连接层以及 Ｓｏｆｔｍａｘ 输出层

构成，训练的特征数量非常大，其中绝大部分参数来

自全连 接 层， 使 用 全 局 池 化 层 （ Ｇｌｏｂａｌ Ａｖｅｒａｇｅ
Ｐｏｏｌｉｎｇ，ＧＡＰ）替换全连接层以减少训练参数［６］，如
图 ３ 所示。
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图 ３　 基于 ＶＧＧ１６ 的果蔬识别模型

Ｆｉｇ． ３　 Ｆｒｕｉｔ ａｎｄ ｖｅｇｅｔａｂｌｅ ｒｅｃｏｇｎｉｔｉｏｎ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ ＶＧＧ１６

２．２．２　 Ｉｎｃｅｐｔｉｏｎ Ｖ３ 网络结构

Ｉｎｃｅｐｔｉｏｎ 网络是卷积神经网络分类器发展史上

一个重要的里程碑。 Ｉｎｃｅｐｔｉｏｎ Ｖ３ 模型基于卷积神

经网 络， 在 ＩＬＳＶＲＣ （ ＩｍａｇｅＮｅｔ ｌａｒｇｅ ｓｃａｌｅ ｖｉｓｕａｌ
ｒｅｃｏｇｎｉｔｉｏｎ ｃｈａｌｌｅｎｇｅ） ２０１２ 分类挑战赛验证集上测

试，取得了实质性的收益。 Ｉｎｃｅｐｔｉｏｎ Ｖ３ 使用更优秀

的因子分解方法，分解卷积和积极降维让计算成本

相对较低，同时可以保持高质量检测。 Ｉｎｃｅｐｔｉｏｎ Ｖ３
整合 Ｉｎｃｅｐｔｉｏｎ Ｖ２ 的所有升级，将 ５×５ 的卷积分解

成两个 ３×３ 的卷积的堆叠，通过这种分解得到 ２８％
的相对增益。 将空间卷积进一步分解为不对称卷

积，替换 ３×３ 的卷积核，分解为 １×３ 和 ３×１ 两个卷

积，这种方法在成本上比单个 ３×３ 卷积降低 ３３％。
Ｉｎｃｅｐｔｉｏｎ 模块中的滤波器扩展，使模型变得更宽，以
解决表征性瓶颈局限。
２．２．３　 ＲｅｓＮｅｔ５０ 网络结构

深度学习网络通过不断加深网络提升模型最后

的分类和识别效果，常规堆叠网络随着网络深度的增

加，出现梯度消失和梯度爆炸现象，在开始就阻碍网

络的收敛，导致网络深度的增加，准确率达到饱和，然
后迅速下降问题。 针对上述退化问题，Ｈｅ Ｋ 等提出

残差（Ｒｅｓｉｄｕａｌ）结构，残差神经网络（ＲｅｓＮｅｔ）在浅层

网络叠加残差模块（Ｒｅｓｉｄｕａｌ ｂｌｏａｋ），避免梯度消失和

梯度爆炸问题，使得训练更深的网络的同时又能保证

良好的性能［７］。 经典的残差网络模型有 ＲｅｓＮｅｔ５０、
ＲｅｓＮｅｔ１０１ 和 ＲｅｓＮｅｔ１５２， 分 别 是 ５０、 １０１、 １５２ 层

ＲｅｓＮｅｔ。 ＲｅｓＮｅｔ５０ 采用了 Ｉｎｃｅｐｔｉｏｎ 模块化的结构，利
用残差模块训练更深的网络，结合 Ｉｎｃｅｐｔｉｏｎ 网络和

ＶＧＧ 网络的优点，提升模型的训练效果。 具体如图 ４
所示。
２．３　 实验环境与参数设置

实验基于 Ｗｉｎｄｏｗｓ１０ 操作系统，处理器为 Ｉｎｔｅｒ
（Ｒ） Ｘｅｏｎ（Ｒ） Ｓｉｌｖｅｒ ４１１０ ＣＰＵ＠ ２．１０ＧＨｚ。 神经网

络的搭建、训练、测试使用 ｐｙｔｈｏｎ 语言编程，调用开

源人工神经网络库 Ｋｅｒａｓ 来实现。
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VGG16
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GooLeNetNIN

VGG19 MSRANet

增强卷积模块功能

网络加深 二者结合，
网络加深，
收敛加速

ResNet

图 ４　 残差神经网络

Ｆｉｇ． ４　 ＲｅｓＮｅｔ

　 　 论文使用 ＩｍａｇｅＮｅｔ 数据集上训练好的模型来

初始化 ３ 种深度学习模型权重。 采用 Ａｄａｍ 优化器

进行网络训练，通过自适应学习率迭代地更新网络

权重，在较少的内存需求下达到高效的计算。 设置

的初始学习率为 １ｅ－４，ｂａｔｃｈ＿ｓｉｚｅ 为 ３２。 ３ 个模型

经过 ３０ 个批次训练之后逐渐收敛，在相同的参数设

置下得到最优果蔬分类模型，并对实验结果进行分

析总结。 数据集被随机分为训练集、验证集、测试集

三部分，数据集占比为 ６ ∶ ２ ∶ ２。
２．４　 果蔬识别模型的构建

利用参数迁移方法将 ３ 种模型的共性知识进行

迁移，除去模型的全连接层和 ｓｏｆｔｍａｘ 层，自定义新的

顶层网络，采用全局池化技术替代原模型中的全连接

层连接方式。 构成果蔬识别模型 Ｆｒｕｉｔ＆Ｖｅｇｅｔａｂｌｅ＿
Ｍｏｄｅｌ （ＦＶＭ），如图 ５ 所示。

自定义顶层网络，通过 ２ 种方式训练模型：直接

迁移和特定地微调（ ｆｉｎｅｔｕｎｅ） 方式。 直接迁移即只

训练网络的自定义层，特定地微调（ ｆｉｎｅｔｕｎｅ） 方式

引入 Ｆ１、Ｆ２、Ｆ３、Ｆ４、Ｆ５、Ｆ６ 指针，指针位置指向网络

的特定层，随着指针的变化，部分底层的权重也随着

训练。
　 　 ＦＶＭ 卷积神经网络使用交叉熵损失函数来评

估真实值和预测值之间的差距，损失函数见式（７）。

Ｈ（Ｘ，ｑ） θ ＝ － ∑
ｅ
ｐ（ｅ，θ） ｌｏｇｑ（ｅ，θ） ． （７）

式中： Ｈ（Ｘ，ｑ） 为训练损失； θ为权重参数； ｅ为训练

批次样本；ｐ 为期望概率；ｑ 为预测概率。

０２１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　
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图 ５　 果蔬图像识别模型

Ｆｉｇ． ５　 Ｉｍａｇｅ ｍｏｄｅｌ ＦＶＭ

　 　 Ａｄａｍ（ａｄａｐｔｉｖｅ ｍｏｍｅｎｔ ｅｓｔｉｍａｔｉｏｎ）优化器在模

型中用于参数的更新，式（８） ～式（１３）：
ｇｔ ＝ ÑθＪ（θｔ －１） ． （８）

式中： ｇｔ 计算 ｔ 时间步的梯度， Ｊ（θｔ －１） 为损失函数。
ｍｔ ＝ β１ ｍｔ －１ ＋ （１ － β１） ｇｔ ． （９）

式中： ｍ０ 初始化为 ０， β１ 系数为指数衰减率，控制权

重分配（动量与当前梯度），通常取接近于 １ 的值，
默认为 ０．９。

ｖｔ ＝ β２ ｖｔ －１ ＋ （１ － β２） ｇ２
ｔ ． （１０）

式中： ｖ０ 初始化为 ０， β２ 系数为指数衰减率，控制之

前的梯度平方的影响情况，默认为 ０．９９９。

ｍ^ｔ ＝ ｍｔ ／ （１ － βｔ
１）， （１１）

ｖ^ｔ ＝ ｖｔ ／ （１ － βｔ
２） ． （１２）

式中：对梯度均值 ｍｔ、ｖｔ 进行偏差纠正，降低偏差对

训练初期的影响。

θｔ ＝ θｔ －１ － α × ｍ^ｔ ／ （
　
ｖ^ｔ ＋ ε） ． （１３）

式中：ε ＝ １０－８，避免除数变为０，α为学习率默认为０．００１。

３　 实验结果与分析

３．１　 三种模型直接迁移训练结果展示

基于 ＶｇｇＮｅｔ１６、ＲｅｓＮｅｔ５０、Ｉｎｃｅｐｔｉｏｎ Ｖ３ 模型改

进的果蔬分类模型 ＦＶＭ１、ＦＶＭ２、ＦＶＭ３，在原始数

据集上采用直接迁移学习方法迁移共性知识的训练

结果。 １５ 种果蔬正样本精确率 Ｐ 和正样本召回率

的对比结果，如图 ６ 所示。
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图 ６　 １５ 种果蔬正样本精确率 Ｐ 和正样本召回率的对比

Ｆｉｇ． ６　 Ｐｒｅｃｉｓｉｏｎ ａｎｄ ｒｅｃａｌｌ ｏｆ ｆｒｕｉｔｓ ａｎｄ ｖｅｇｅｔａｂｌｅｓ
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　 　 把 ３ 种网络结构估测的评价指标进行对比，见
表 ２。 ＶＧＧ１６ 的正样本精确率 ｍａｃｒｏ － Ｐ、正样本召

回率ｍａｃｒｏ － Ｒ、Ｆ１ － Ｓｃｏｒｅ、 ｋａｐｐａ 系数 Ｋ 分别为 ９２．
１３％、９２．２２％、９１．５５％、９８．１２％，其平均准确率略低

于 ＲｅｓＮｅｔ５０；Ｉｎｃｅｐｔｉｏｎ Ｖ３ 作为检测模型得到的正样

本精确率 ｍａｃｒｏ － Ｐ、正样本召回率 ｍａｃｒｏ － Ｒ、Ｆ１ －
Ｓｃｏｒｅ、 ｋａｐｐａ 系数 Ｋ 分别为 ８７． ７８％、８７． ２６％、８７．
５２％、８６．１５％；基于 ＲｅｓＮｅｔ５０ 的果蔬识别模型具有

最高的正样本精确率 ｍａｃｒｏ － Ｐ（０．９３４４）、最高的正

样本召回率 ｍａｃｒｏ － Ｒ（０．９２４０）、 最高的 Ｆ１ －
Ｓｃｏｒｅ（０．９２９２） 及最大的 ｋａｐｐａ 系数 Ｋ（０．９１５１）。
因此，从综合结果来看，基于 ＲｅｓＮｅｔ５０ 构建识别模

型略优于基于 ＶＧＧ－１６ 构建的模型，基于 Ｉｎｃｅｐｔｉｏｎ
Ｖ３ 的识别模型效果略差。
３．２　 果蔬识别模型算法对比分析

如图 ７～图 ９ 这 ３ 个线性图所示，以 Ｆ＆Ｖ 测试

集数据作为输入，分别表示每种果蔬基于 ＦＶＭ１ 和

ＶＧＧ１６ 的正样本准确率 （Ｐ） 及正样本召回率（Ｒ）；
基于 ＦＶＭ２、 ＦＶＭ２ － １、 ＦＶＭ２ － ２、 ＦＶＭ２ － ３ 和

Ｉｎｃｅｐｔｉｏｎ Ｖ３ 的正样本准确率 （Ｐ） 及正样本召回率

（Ｒ）； 基于 ＦＶＭ３ 和 ＲｅｓＮｅｔ５０ 的正样本准确率 （Ｐ）
及正样本召回率（Ｒ）。

表 ２　 基于直接迁移的各项评价指标系数

Ｔａｂ． ２　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ ｃｏｅｆｆｉｃｉｅｎｔｓ ｂａｓｅｄ ｏｎ ｄｉｒｅｃｔ ｔｒａｎｓｆｅｒ

评价指标
网络结构

ＶＧＧ１６ Ｉｎｃｅｐｔｉｏｎ Ｖ３ ＲｅｓＮｅｔ５０

ｍａｃｒｏ － Ｐ ／ ％ ９２．１３ ８７．７８ ９３．４４

ｍａｃｒｏ － Ｒ ／ ％ ９２．２２ ８７．２６ ９２．４０

Ｆ１ － Ｓｃｏｒｅ ／ ％ ９２．１７ ８７．５２ ９２．９２

Ｋ ／ ％ ９１．３６ ８６．１５ ９１．５１

ＭＡ ／ ％ ９１．８４ ８７．１７ ９２．０３
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图 ７　 ＦＶＭ１ 和 ＶＧＧ１６ 正样本准确率和正样本召回率的对比

Ｆｉｇ． ７　 Ｐｒｅｃｉｓｉｏｎ ａｎｄ ｒｅｃａｌｌ ｂｅｔｗｅｅｎ ＦＶＭ１ ａｎｄ ＶＧＧ１６
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图 ８　 ＦＶＭ２、ＦＶＭ２－１、ＦＶＭ２－２、ＦＶＭ２－３ 和 Ｉｎｃｅｐｔｉｏｎ Ｖ３ 正样本准确率和正样本召回率的对比
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　 　 把 ６ 种模型估测的评价指标进行对比见表 ３，
ＦＶＭ１ 的正样本精确率 ｍａｃｒｏ － Ｐ、正样本召回率

ｍａｃｒｏ － Ｒ、Ｆ１ － Ｓｃｏｒｅ、 ｋａｐｐａ 系数 Ｋ 分别为 ９４．
６５％、９４．１９％、９４．４２％、９４．６８％，其平均准确率（ＭＡ）
比 ＶＧＧ１６ 提升了 ２．８４％；基于 Ｉｎｃｅｐｔｉｏｎ Ｖ３ 优化得

到模型中，ＦＶＭ２－１ 的正样本精确率 ｍａｃｒｏ － Ｐ、正
样本召回率 ｍａｃｒｏ － Ｒ、Ｆ１ － Ｓｃｏｒｅ、 ｋａｐｐａ 系数的正

样本准确率 （Ｐ） 及正样本召回率（Ｒ） 数 Ｋ 在 ＦＶＭ２

－模型中指标值最高，可以发现仅调整 Ｉｎｃｅｐｔｉｏｎ Ｖ３
混合层的第二个模块的参数对识别模型的优化效果

最佳，其平均准确率提升了 ７．３３％；基于 ＲｅｓＮｅｔ５０
的果蔬识别模型具有最高的正样本精确率 ｍａｃｒｏ －
Ｐ （０．９５８８）、 最 高 的 正 样 本 召 回 率 ｍａｃｒｏ － Ｒ
（０．９４８１）、 最高的 Ｆ１ － Ｓｃｏｒｅ（０．９５３４） 及最大的

ｋａｐｐａ 系数 Ｋ（０． ９５４９）。 因此，从综合结果来看，
ＦＶＭ３ 略优于 ＦＶＭ１ 和 ＦＶＭ２－１。

表 ３　 基于改进模型的试验结果

Ｔａｂ． ３　 Ｒｅｓｕｌｔ ｂａｓｅ ｏｎ ｄｉｒｅｃｔ ｔｒａｎｓｆｅｒ

评价指标 ＦＶＭ１ ＦＶＭ２ ＦＶＭ２－１ ＦＶＭ２－２ ＦＶＭ２－３ ＦＶＭ３

ｍａｃｒｏ－Ｐ ／ ％ ９４．６５ ９４．２３ ９４．６５ ９４．０７ ９２．８８ ９５．８８

ｍａｃｒｏ－Ｒ ／ ％ ９４．１９ ９３．０５ ９４．０５ ９３．１４ ９３．３７ ９４．８１

Ｆ１－Ｓｃｏｒｅ ／ ％ ９４．４２ ９３．６４ ９４．３５ ９３．６１ ９３．１２ ９５．３４

Ｋ ／ ％ ９４．２８ ９３．９５ ９４．０８ ９３．５４ ９２．９３ ９５．４９

ＭＡ ／ ％ ９４．６８ ９４．３７ ９４．５０ ９３．９９ ９３．４２ ９５．８１

３　 结束语

本文提出了一种基于深度学习和迁移学习的果

蔬识别方法，解决自然场景中不同光照条件下果蔬

图像识别问题。 首先，自行建立一个新的果蔬图像

数据集 Ｆ＆Ｖ，采用多种采集方式下数据融合，打破

不同识别系统之间的信息壁垒，建立新的识别模型，
保障果蔬数据分类的全面性、互补性和准确性；其
次，利用数据增强，增强了预测模型的泛化能力，提
升了模型的分类性能。 传统果蔬识别模型人工提取

特征困难，对深度学习网络模型进行改进，使用全局

池化技术替换全连接技术连接网络，结合迁移学习

方法构成果蔬识别模型 ＦＶＭ，进一步提升了网络的

准确性。 通过微调优化方法，模型的准确性至少提

升了 ３％，文中特定方式的迁移可为不同的模型微

调提供参考依据，具有一定的实用价值。 在后续的

研究中，还可以引入新的预测模型进一步实现农产

品自动分类任务。
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关技术进行选型以及研究后，采用 ＡＲＫｉｔ 技术来设

计导航系统。 针对游客在游览时存在的寻找艺术品

位置不便的问题，提供了线路和路径导航的解决方

案。 系统的应用，将在很大程度上解决了馆内人流

无序的问题，更有利于维护馆内的秩序，以及更好地

利用艺术品被欣赏的文化价值。
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