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结合 ＡｄａＢＥＲＴ 的 ＴｅｘｔＣＮＮ 垃圾弹幕识别和过滤算法
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摘　 要： 为解决使用 ＢＥＲＴ（Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｅｎｃｏｄｅｒ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｆｒｏｍ Ｔｒａｎｓｆｏｒｍｅｒｓ）模型时，参数规模太大的问题，本文采用

了结合 ＡｄａＢＥＲＴ（Ｔａｓｋ－Ａｄａｐｔｉｖｅ ＢＥＲＴ）的 ＴｅｘｔＣＮＮ 算法。 首先使用 ＡｄａＢＥＲＴ 对弹幕文本进行学习，以更少的时间获得更

有效的词向量；使用其生成的词向量作为 ＴｅｘｔＣＮＮ 的输入；然后使用批量标准化，减少梯度消失的情况发生；最后使用 Ｓｏｆｔ⁃
ｍａｘ 进行分类概率计算。 为了验证本算法的有效性，在弹幕数据集上进行训练，和多个文本分类算法进行对比实验。 其结果

表明，本算法可以改进算法运行速度，提高在垃圾弹幕识别和过滤上的性能。
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０　 引　 言

随着现代互联网的发展，越来越多的人在网络

上寻找消磨时间的娱乐方式，其中就包括了带有趣

味的弹幕视频———有弹幕飘过的视频。 弹幕最初出

现在日本 ｎｉｃｏｎｃｉｏ 视频网的视频里。 之所以叫弹

幕，是因为其就像子弹一样密集地在视频上飘过，网
友借此发明视频弹幕这一网络词汇。 人们可以使用

弹幕发表对某一情节的看法和评论，也可以借用弹

幕对一些电影进行背景介绍，让新来的观众对电影

有一定的了解，方便决定自己是否要继续看下去。
而有些视频的语音是外语的，而且没有提供字幕，这
时候就有热心网友使用底部弹幕的形式制作中文字

幕方便别人的观看。 可以看出，弹幕作为一种新型

网络文化有一定的趣味性和实用性。 但是，当有人

利用弹幕发布与视频无关的信息，比如广告、贬低别

人的话语，又或者发布遮挡字幕的底部弹幕，就会影

响他人的观看，甚至形成不好的社会风气，造成恶劣

的后果。 所以，对垃圾弹幕进行过滤是一件急需落

实的措施。 目前的弹幕过滤方法一般是使用关键词

进行识别过滤。 该方法将弹幕评论与关键词进行对

比，如果匹配成功，则屏蔽该弹幕；否则不屏蔽［１］。
在使用关键词进行垃圾弹幕过滤时，需要与时俱进

更新新的屏蔽词，无形中又增加了时间及人力成本。
所以，只使用关键词进行过滤，不仅效率较低，其准

确率也不高。 为了提高垃圾弹幕的识别和过滤效

率，本文提出了一种结合 ＡｄａＢＥＲＴ 自适应结构的

ＴｅｘｔＣＮＮ 垃圾弹幕识别和过滤算法。 与原始的

ＢＥＲＴ 模型相比，使用 ＡｄａＢＥＲＴ 压缩后的模型的参

数规模大大下降，其推理速度也提升了十多倍，提升

了垃圾弹幕识别模型的性能和效率。

１　 相关研究

自然语言处理是机器学习的一个重要研究领

域，而文本分类和文本生成是其两个研究重点。 本

文研究的弹幕就是一种特殊的网络文本。 现在机器

学习和深度学习在文本分类领域的研究发展迅速，
并取得了一定的进展。



机器学习的方法主要有 ４ 种：
（１）逻辑回归方法。 这种方法经常用来预测一

个样例属于某个类别的概率，适用于二分类问题和

多分类问题；
（２）朴素贝叶斯方法［２］。 其原理依赖于数理统

计的贝叶斯定理；
（３）随机森林方法。 这种方法是将多个决策树

的结果综合起来［３］；
（４）支持向量机（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ，ＳＶＭ）

方法。 其可以用于线性分类、非线性分类、回归等任

务，主要思想是使用间隔进行分类［４］。
随着深度学习的发展，越来越多的深度学习模

型被应用于短文本分类任务中。 如，文献［５］中提

出基于自编码网络的短文本流形表示方法，实现文

本特征的非线性降维，可以更好地以非稀疏形式、更
准确地描述短文本特征信息，提高分类效率；文献

［６］提出一种基于语义理解的多元特征融合中文文

本分类模型，通过嵌入层的各个通路，提取不同层次

的文本特征，比神经网络模型（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ，ＣＮＮ）与长短期记忆网络模型（Ｌｏｎｇ Ｓｈｏｒｔ－
Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ） 的文本分类精度提升了 ８％ ；
文献［７］使用 ＣＮＮ 模型，将句中的词向量合成为句

子向量，并作为特征训练多标签分类器完成分类任

务，取得了较好的分类效果；文献［８］提出 ＤＣＮＮ 模

型，在不依赖句法解析树的条件下，利用动态 ｋ－ ｍａｘ
ｐｏｏｌｉｎｇ 提取全局特征，取得了良好的分类效果；文献

［９］采用多通道卷积神经网络模型进行监督学习，将
词矢量作为输入特征，可以在不同大小的窗口内进行

语义合成操作，完成文本分类任务；文献［１０］结合

ＣＮＮ 和 ＬＳＴＭ 模型的特点，提出了卷积记忆神经网络

模型（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｍｅｍｏｒｙ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＣＭＮＮ），
相比传统方法，该模型避免了具体任务的特征工程设

计；文献［１１］ 将 ＣＮＮ 与循环神经网络 （Ｒｅｃｕｒｒｅｎｔ
Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＲＮＮ）有机结合，从语义层面对句子

进行分类，取得良好的分类效果；文献［１２］提出一种

基于注意力机制的卷积神经网络，并将该网络用在句

子对建模任务中，证明了注意力机制和 ＣＮＮ 结合的

有效性；文献［１３］提出了一种基于弹幕内容和发送弹

幕的用户标识的混合垃圾弹幕识别过滤算法，其主要

考虑弹幕本身的特点来研究。
目前，迁移学习在自然语言处理的应用，主要针

对第一层的微调预训练的词嵌入，而且对于不同的

语言任务都要有针对性地单独训练一个模型，比较

浪费时间和资源。 为此，一些学者提出，通过一个大

数据集下训练过的 ＮＬＰ 模型，然后针对不同的小任

务只需要细微的调些参数即可完成不同的语言处理

任务。 在这其中就包括 ＢＥＲＴ 预训练模型［１４］。
ＢＥＲＴ 模型是谷歌在 ２０１８ 年提出的，其在 １１ 个 ＮＬＰ
任务中打败其它所有选手，成为最受瞩目的明日之星。
ＢＥＲＴ 使用Ｔｒａｎｓｆｏｒｍｅｒ 进行特征提取，Ｔｒａｎｓｆｏｒｍｅｒ 可以

学习到语句的双向关系。 ＢＥＲＴ 主要使用 ＭＬＭ（Ｍａｓｋ
Ｌａｎｇｕａｇｅ Ｍｏｄｅｌ）和 ＮＳＰ（Ｎｅｘｔ Ｓｅｎｔｅｎｃｅ Ｐｒｅｄｉｃａｔｉｏｎ）作
为训练任务。 使用 ＢＥＲＴ 预训练的模型只需进行微

调参数就能适应各种下游任务，但 ＢＥＲＴ 所需调整的

参数量十分巨大，需要更好的硬件条件来运行。 如何

压缩 ＢＥＲＴ 模型就成为某些研究者新的研究课题。
Ｃｈｅｎ［１５］ 等通过可微神经架构搜索 （Ｄｉｆｆｅｒｅｎｔｉａｂｌｅ
Ｎｅｕｒａｌ Ａｒｃｈｉｔｅｃｔｕｒｅ Ｓｅａｒｃｈ， ＤＮＡＳ）将 ＢＥＲＴ 压缩成适

应相应任务的微小模型，加快了推理速度，减少了大

量参数。
２　 结合 ＡｄａＢＥＲＴ 的 ＴｅｘｔＣＮＮ 垃圾弹幕识别及过

滤算法模型构建

２．１　 ＡｄａＢＥＲＴ 词向量模型

在使用 ＢＥＲＴ 预训练模型时，其参数达到 １１０Ｍ
之多，给训练此模型带来一定难度。 要想训练这样

规模的模型需要更好的机器和更多的资费，这对于

一般人是无法承担的。 为在模型结构不变的情况下

减少参数的规模，文献［１６］提出向量参数分解的方

法，将词语的大向量分解为小向量，并且将层之间的

参数共享，实现了模型压缩。 由于这些研究都是在

不改变原始模型结构的情况下减少参数数量，而
ＢＥＲＴ 在海量数据中学到了不同领域的知识。 对于

不同的任务，知识面是不同的。 因此，需要寻找适合

每种任务本身的、小的结构和知识。 而 ＡｄａＢＥＲＴ 就

实现了这一目标。
ＡｄａＢＥＲＴ 的损失函数包含两个方面：一个是针

对任务进行知识蒸馏，引导模型的搜索；二是模型效

率反馈的损失，对模型的搜索过程进行剪枝。 只有

同时考虑这两方面的损失，才不会导致最终的模型

只有效率高而有效性低，或者只有有效性高而速度

却很慢。 而应该找到一个效率和有效性权衡的模

型。 具体流程如图 １ 所示。
　 　 图中，目标弹幕文本数据集为 Ｄｔ，经过调整参

数后的 ＢＥＲＴ 模型记为 ＢＥＲＴｔ，所探索的模型空间

记为 Ｓ，而最终搜索到的最适合本文文本类型的模

型记为 ｓ∈Ｓ 。 其损失函数为：
Ｌ ＝ （１ － λ）Ｌｃ（ ｓ，ωｓ，Ｄｔ） ＋ λＬｋ（ ｓ，ωｓ，ＢＥＲＴｔ） ＋

αＬｅ（ ｓ） ． （１）
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图 １　 ＡｄａＢＥＲＴ 流程

Ｆｉｇ． １　 ＡｄａＢＥＲＴ ｐｒｏｃｅｓｓ

式中， ωｓ 是搜索到的结构 ｓ 对应的训练权重； Ｌｃ 是

和目标数据集 Ｄｔ 相关的交叉熵损失；而 Ｌｋ、Ｌｅ 分别

是面向任务的知识蒸馏损失和模型的效率损失； λ
和 α 是平衡所有损失的超参数。

为了将搜索目标表示为分布变量，最直接的方

式是建模为 ｏｎｅ－ｈｏｔ 变量。 但这样带来的问题是，
离散的采样过程会使得梯度无法回传。 因此，
ＡｄａＢＥＲＴ 引入了 Ｇｕｍｂｅｌ Ｓｏｆｔｍａｘ［１７］ 技术，将 ｏｎｅ －
ｈｏｔ 的模型结构变量松弛为连续分布 ｙＫ 和 ｙｏ。 对于

堆叠层数 Ｋ 相对应的第 ｉ 维（表示模型结构最后堆

叠 ｉ 层的概率），以及候选 Ｏｐｅａｒａｔｉｏｎ 的第 ｉ 维（表示

ＤＡＧ 中某条边最后导出第 ｉ 种 ｏｐｅｒａｔｉｏｎ 的概率）：

ｙＫ ＝
ｅｘｐ［（ｌｏｇ（θＫ

ｉ ） ＋ ｇｉ） ／ τ］

∑ Ｋｍａｘ

ｊ ＝ １
ｅｘｐ［（ｌｏｇ（θＫ

ｊ ） ＋ ｇ ｊ） ／ τ］
， （２）

ｙｏ
ｉ ＝

ｅｘｐ［（ｌｏｇ（θｏ
ｉ ） ＋ ｇｉ） ／ τ］

∑ Ｏ

ｊ ＝ １
ｅｘｐ［（ｌｏｇ（θｏ

ｊ ） ＋ ｇ ｊ） ／ τ］
． （３）

这里， ｇｉ 是 Ｇｕｍｂｅｌ 分布中采样得到的随机噪

声， τ 代表此分布与 ｏｎｅ－ｈｏｔ 分布的接近程度。 此

后，变量都是可微的，可以直接使用相应的优化器进

行损失优化。
２．２　 ＴｅｘｔＣＮＮ 模型

使用 ＴｅｘｔＣＮＮ 可以实现对文本的分类任务，其
模型结构如图 ２ 所示。 其中包括：一个用于生成词

向量的嵌入层；一个包含几个卷积核的卷积层，一个

卷积核可以得到 ｌｅｎ（ ｓｅｑ） －ｆｉｌｔｅｒ＿ｓｉｚｅ＋１ 个卷积结

果；进入激活函数进行非线性化操作；再进行最大化

池化操作；最后经过全连接传入 ｓｏｆｔｍａｘ 进行分类。

ReLu pooling softmax

光
年
是
电
流
单
位

wordembedding convolution

图 ２　 ＴｅｘｔＣＮＮ 模型

Ｆｉｇ． ２　 ＴｅｘｔＣＮＮ ｍｏｄｅｌ

２．３　 结合 ＡｄａＢＥＲＴ 的 ＴｅｘｔＣＮＮ 模型

在 ＴｅｘｔＣＮＮ 中一般使用 ｗｏｒｄ２ｖｅｃ 或者 ＧｌｏＶｅ
作为词向量的选择，而 ＡｄａＢＥＲＴ 使用 Ｔｒａｎｓｆｏｒｍｅｒ
可以真正识别上下文的信息。 所以，本文使用

ＡｄａＢＥＲＴ 的词向量代替 ＴｅｘｔＣＮＮ 本身的词向量。
ＢＥＲＴ 模型本身学习了大量百科知识，拥有很好的

学 习 能 力 来 学 习 弹 幕 中 的 上 下 文 关 系。 而

ＡｄａＢＥＲＴ 可以训练出适合本文弹幕语料集的相应

结构的模型，使用 ＡｄａＢＥＲＴ 词向量，对提高最终的

模型效率和有效性有一定作用。
结合 ＡｄａＢＥＲＴ 的 ＴｅｘｔＣＮＮ 模型，在输入层对文

本使用 ＡｄａＢＥＲＴ 转换成相应的词向量，然后将所有

词向量拼接成一个向量矩阵 Ｂ， 公式如下：
Ｂ１：ｎ ＝ ［ｂ１，ｂ２，．．．，ｂｎ］ ． （４）

　 　 其中，［］代表拼接词向量的操作； ｂｉ 代表句子里的

每一个词向量； Ｂｉ：ｊ 代表将第 ｉ 个词向量到第 ｊ 个词向

量拼接。 然后使用不同的卷积核 Ｗ，大小（ｈ） 分别为

３、４、５。 从而获得 ３ 个字符、４ 个字符、５ 个字符之间的

关系。 进行卷积操作得到特征 Ｆｉ，如式（５）所示：
Ｆ ｉ ＝ Ｒｅｌｕ（Ｗ·Ｂｉ：ｉ ＋ｈ－１ ＋ ｂ） ． （５）

式中， ｂ 为偏差，通过 ＲｅＬＵ 激活函数生成特征 Ｆ ＝
［Ｆ１，Ｆ２，．．．，Ｆｎ－ｍ＋ｈ］， 然后进行批量归一化（ＢＮ）操

作，防止维度爆炸或者弥散。 再进行最大池化，最后

全连接到 ｓｏｆｔｍａｘ 层，输出样本在不同分类上的概

率，取最大值为分类结果。
本文结合 ＡｄａＢＥＲＴ 的 ＴｅｘｔＣＮＮ 模型架构如图

３ 所示：

B1 B2 B3 Bn

convolutional

convolutional

BN

pooling

convolutional

convolutional

pooling fullyconnected Softmax
预测分类

弹幕文本

aBERT词向量

BN

图 ３　 结合 ＡｄａＢＥＲＴ 的 ＴｅｘｔＣＮＮ 模型

Ｆｉｇ． ３　 ＴｅｘｔＣＮＮ ｂａｓｅｄ ｏｎ ＡｄａＢＥＲＴ ｍｏｄｅｌ

３　 实验及结果分析

３．１　 数据集和实验环境

实验主要进行模型正确性的验证。 本文采集了

１１第 ４ 期 孙瑞安， 等： 结合 ＡｄａＢＥＲＴ 的 ＴｅｘｔＣＮＮ 垃圾弹幕识别和过滤算法



哔哩哔哩弹幕网的《秒速五厘米》的弹幕数据作为

实验的数据集。 使用爬虫技术共爬取 ５ ３８４ ０００ 条

弹幕，经过去重、去除只有标点符号、去除表情等清

理数据的手段后，剩余 １５４ ２６８ 条弹幕。 对弹幕数

据进行敏感词标注，再进行人工标注查漏补缺。 由

于垃圾弹幕属于少量异常数据，所以本文将取出与

垃圾弹幕相等数量的正常弹幕，生成平衡数据集。
最终电影《秒速五厘米》的弹幕数据集一共包

含 ６ ０００ 条带有标签的弹幕数据，其中含有 ３ ０００ 条

正常弹幕和 ３ ０００ 条垃圾弹幕。 弹幕数据集的标注

结果见表 １。
表 １　 弹幕数据集的标签

Ｔａｂ． １　 Ｌａｂｅｌ ｏｆ ｂａｒｒａｇｅ ｄａｔａｓｅｔ

弹幕内容 标签

山前没相见 山后别相逢 正常弹幕

明知从未开始，但仍心之向往 正常弹幕

初心总在变 哪有不变的道理 就看变的味道了 正常弹幕

我是第一吗 垃圾弹幕

光年是电流单位 垃圾弹幕

３．２　 实验结果评价标准

评判分类问题性能优劣，一般可以用正确率和

错误率来评估。 而在本文的数据集中，少数异常是

主要的关注对象，其分类精度也就显得很重要。 数

据集中正常弹幕和垃圾弹幕的数量差距大，是一种

不平衡的文本分类数据集，那么正误率不太适合作

为这种数据集的分类算法评判指标。 本文将采用精

确率 （Ｐｒｅｃｉｓｉｏｎ）、 召回率 （Ｒｅｃａｌｌ）、Ｆ１ 分数 （Ｆ１ －
ｓｃｏｒｅ） 这 ３ 个指标对算法进行评估。 表 ２ 所示的混

淆矩阵更能直观地说明这 ３ 个概念。
表 ２　 混淆矩阵

Ｔａｂ． ２　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

实际
预测

Ｔｒｕｅ Ｆａｌｓｅ

Ｔｒｕｅ ＴＰ ＦＮ

Ｆａｌｓｅ ＦＰ ＴＮ

　 　 精确率 Ｐ表示的是预测结果为正例的数据中预

测正确的比例；召回率 Ｒ 是指实际为正例中预测为

正例的百分比。 精确率和召回率之间存在一定的数

量关系，即当精确率上升时，召回率会下降，反之亦

然。 综合考虑精确率和召回率时可以使用 Ｆ１ 分

数。 以下是精确率、召回率和 Ｆ１ 分数的计算公式：

Ｐ ＝ ＴＰ
ＴＰ ＋ ＦＰ

． （６）

Ｒ ＝ ＴＰ
ＴＰ ＋ ＦＮ

． （７）

Ｆ１ － ｓｃｏｒｅ ＝ ２
１
Ｐ

＋ １
Ｒ

． （８）

３．３　 实验过程与结果分析

本次实验使用 Ｗｉｎｄｏｗｓ１０ 操作系统、ｊｕｐｙｔｅｒ ｌａｂ
平台，使用 ＴｅｎｓｏｒＦｌｏｗ 深度学习框架进行模型训练，
主要开发语言为 Ｐｙｔｈｏｎ。 实验数据集包含相等数量

的正常弹幕和垃圾弹幕，从中随机将数据集按 ８：２
的比例分成训练集和测试集。 为说明本文提出的结

合 ＡｄａＢＥＲＴ 的 ＴｅｘｔＣＮＮ 算 法 的 优 势， 通 过 与

ＴｅｘｔＣＮＮ 算法、朴素贝叶斯算法和 ＢｉＬＳＴＭ 算法进

行对比结果，说明本文算法的有效性。 实验结果见

表 ３。
表 ３　 实验结果

Ｔａｂ． ３　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔ

模型
指标

精确率 召回率 Ｆ１ 分数

ＴｅｘｔＣＮＮ ９４．９１％ ９６．５５％ ９５．７２％

Ｎａｔｉｖｅ－Ｂａｙｅｓ ８７．９８％ ９１．５４％ ８９．７２％

ＢｉＬＳＴＭ ９１．０９％ ６８．２９％ ７８．０６％

ＡｄａＢＥＲＴ－ＴｅｘｔＣＮＮ ９８．７８％ ９８．８８％ ９８．８３％

　 　 从测试结果可见，本文算法的 ３ 个指标都是最

高的。 与使用 ｗｏｒｄ２ｖｅｃ 的其它算法相比， 采用

ＡｄａＢＥＲＴ 词向量模型的 ＴｅｘｔＣＮＮ 模型相关指标均

更高。 说明使用 ＡｄａＢＥＲＴ 进行模型预训练得到的

词向量比 ｗｏｒｄ２ｖｅｃ 词向量更好。 使用统计学知识

计算分类概率的朴素贝叶斯模型，没有考虑词之间

的上下文关系，而只是把每个词单独转换成相应的

数值，并计算其属于某个类型的概率。 其取得的结

果必定是不准确的。 ＴｅｘｔＣＮＮ、ＡｄａＢＥＲＴ－ＴｅｘｔＣＮＮ
模型都属于 ＣＮＮ 类别的模型，而 ＢｉＬＳＴＭ 则属于

ＲＮＮ 模 型。 ＣＮＮ 类 型 的 模 型 比 使 用 ＲＮＮ 的

ＢｉＬＳＴＭ 的精确率和召回率更高，这说明弹幕这种短

文本类型的分类更适合使用 ＣＮＮ 进行。 在垃圾弹

幕识别中上下文关系比较少，关键词的信息更多。
为了说明 ＡｄａＢＥＲＴ 对 ＢＥＲＴ 的参数优化，本文

还包含了这两种方法的实验对比，结果见表 ４。
表 ４　 时间对比

Ｔａｂ． ４　 Ｔｉｍｅ ｃｏｍｐａｒｉｓｏｎ

模型 精确率 召回率 Ｆ１ 分数 时间 ／ ｓ

ＢＥＲＴ－ＴｅｘｔＣＮＮ ９７．６０％ ９６．７１％ ９７．１５％ １５ ８２１

ＡｄａＢＥＲＴ－ＴｅｘｔＣＮＮ ９８．７８％ ９８．８８％ ９８．８３％ １１ １４４

２１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



　 　 从表中结果来看，使用自适应的 ＢＥＲＴ 模型的

确减少了训练时间，提高了模型的效率。
总体 来 看， 本 文 提 出 的 结 合 ＡｄａＢＥＲＴ 的

ＴｅｘｔＣＮＮ 模型，在实验中取得较好的成果，与普通分

类算法相比优势较大。 使用 ＡｄａＢＥＲＴ 相比一般

ＢＥＲＴ 算法的参数更少，可以加快模型的预训练，更
好的提取词向量特征，结合 ＴｅｘｔＣＮＮ 后可以获得更

好的模型泛化能力。 可以预见，本文算法对垃圾弹

幕过滤这一应用场景有较大作用，可以投入到实际

的弹幕过滤系统中使用。

４　 结束语

本文提出的结合 ＡｄａＢＥＲＴ 的 ＴｅｘｔＣＮＮ 垃圾弹

幕识别与过滤算法模型，与以前的基于统计学的分

类算法相比，有更高的准确率；与 ＣＮＮ 类型和 ＲＮＮ
类型的模型相比，拥有更好的泛化能力。 采用

ＡｄａＢＥＲＴ 也减少了模型的复杂程度，使得总体训练

时间降低。 实现了对垃圾弹幕文本更好的语义理

解，获取了更准确的弹幕特征，提高垃圾弹幕识别的

准确率。 目前，本文只研究基于弹幕文本内容的筛

选，后续将考虑加入弹幕的位置和视频内容等维度

加以综合评估，进一步提高识别精确率。
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３１第 ４ 期 孙瑞安， 等： 结合 ＡｄａＢＥＲＴ 的 ＴｅｘｔＣＮＮ 垃圾弹幕识别和过滤算法


