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改进 ＭｏｂｉｌｅＮｅｔＶ３ 的脱机手写汉字识别

程若然， 周浩军， 刘露露， 贺　 炎

（上海工程技术大学 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 针对目前手写识别网络训练时间长、高资源消耗等问题，本文提出了一种脱机手写汉字识别网络模型。 使用轻量级

网络 ＭｏｂｉｌｅＮｅｔＶ３ 作为主干网络，以减少网络参数量；针对汉字识别分类数庞大的特点，使用多尺度卷积核，提取更丰富的特

征信息；针对形近字易产生识别错误的问题，使用注意力机制进行局部、全局特征提取并融合。 实验结果表明，所提模型能在

保持较少参数量的情况下，使其识别准确率有所提升。
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０　 引　 言

文字是人类社会最重要的交流载体之一，随着

互联网与人类社会的联系越发紧密，手写汉字识别

在人们生活中起到越来越大的作用。 手写文字识别

主要分为联机手写汉字识别和脱机手写汉字识别。
前者使用相关设备记录书写轨迹的各项数据，利用

笔顺信息来进行文字识别；后者则使用图像采集设

备获取手写文字图像，通过学习图像与汉字字符编

码之间的映射来识别文字。
手写汉字识别从上世纪 ８０ 年代起不断发展，传

统方法逐渐形成“预处理、特征提取、分类”的流程

来进行手写汉字识别［１］，并获得了不错的识别效

果。 但在实际应用中，更复杂的手写风格和识别模

式使得文字识别率下降，用户难以获得最佳的性能

体验。 近年来，一些研究人员开始利用深度学习方

法进行手写汉字识别。 ２０１３ 年的 ＩＣＤＡＲ 手写汉字

识别竞赛［２］的优胜者，利用深度学习方法获得了远

超传统方法的识别率，展现了深度学习在文字识别

领域的极大潜能。

目前，基于深度学习的手写汉字识别方法存在

训练时间长、高资源消耗的问题。 为此，本文利用

ＭｏｂｉｌｅＮｅｔＶ３ 作为主干网络进行脱机手写汉字识别，
融合多尺度空间特征，提高了训练速度。

１　 ＭｏｂｉｌｅＮｅｔＶ３ 网络模型

ＭｏｂｉｌｅＮｅｔＶ３［３］ 是 ２０１９ 年 Ｇｏｏｇｌｅ 研 发 的

ＭｏｂｉｌｅＮｅｔ 系列的新作。 ＭｏｂｉｌｅＮｅｔ 系列网络模型是

为了能在移动端设备（如在手机上）运行而设计的

轻量型网络，且继承了 Ｖ１ 版本［４］ 的深度可分离卷

积（Ｄｅｐｔｈｗｉｓｅ Ｓｅｐａｒａｂｌｅ Ｃｏｎｖｏｌｕｔｉｏｎ）和 Ｖ２ 版本［５］的

逆残差 （ Ｉｎｖｅｒｔｅｄ Ｒｅｓｉｄｕａｌｓ） 和线性瓶颈 （ Ｌｉｎｅａｒ
Ｂｏｔｔｌｅｎｅｃｋｓ）结构。 为了进一步提升分类准确率，Ｖ３
版本引入了 ＳＥ（Ｓｑｕｅｅｚｅ－ａｎｄ－ｅｘｃｉｔａｔｉｏｎ）结构，并对

网络进一步剪枝以减少计算量，加快训练速度。
１．１　 深度可分离卷积

如图 １ 所示，标准卷积是每个卷积核与输入特

征图的所有通道按位进行卷积计算， 参数量为 ｋ × ｋ
× Ｃ ｉ × Ｃｏ、计算量是 ｋ × ｋ × Ｃ ｉ × Ｃｏ × Ｗ × Ｈ。

其中，ｋ 是卷积核大小；Ｃ ｉ、Ｃｏ 是输入通道数（输



入特征图的通道数以及卷积核通道数） 和输出通道

数（即卷积核个数）；Ｗ 和 Ｈ 是输出特征图的宽和

高。
深度可分离卷积分为深度卷积和点卷积两步完

成：深度卷积是用Ｃ ｉ 个大小为 ｋ × ｋ、通道数为１的卷

积核，对输入特征图的 Ｃ ｉ 个通道分别进行卷积计

算，参数量为 ｋ × ｋ × １ × Ｃ ｉ、计算量为 ｋ × ｋ × １ × Ｃ ｉ

× Ｗ × Ｈ；点卷积是使用Ｃｏ 个通道大小为 １ × １、通道

数为 Ｃ ｉ 的卷积核，对深度卷积的输出进行标准卷积

操作，参数量为 １ × １ × Ｃ ｉ × Ｃｏ，计算量为 １ × １ × Ｃ ｉ

× Ｃｏ × Ｗ × Ｈ。 因此，深度可分离卷积在参数量上减

少为标准卷积的 １ ／ Ｃｏ ＋ １ ／ （ｋ × ｋ × Ｃ ｉ），在计算量上

减少为标准卷积的 １ ／ Ｃｏ ＋ １ ／ （ｋ × ｋ）。 当使用 ３ × ３
大小的卷积核时，理论上深度可分离卷积的计算速

度应是标准卷积的８ ～ ９倍，而精度只与标准卷积相

差 １％。
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　 （ａ） 标准卷积　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） 深度可分离卷积　 　 　 　 　 　
图 １　 标准卷积与深度可分离卷积

Ｆｉｇ． １　 Ｓｔａｎｄａｒｄ ｃｏｎｖｏｌｕｔｉｏｎ ａｎｄ ｄｅｐｔｈ ｓｅｐａｒａｂｌｅ ｃｏｎｖｏｌｕｔｉｏｎ

１．２　 带线性瓶颈的逆残差结构

逆残差结构是依据 ＲｅｓＮｅｔ［６］ 的残差结构改进

而得。 残差结构先用 １×１ 卷积核压缩输入特征图

的通道数，再用 ３×３ 卷积核进行特征提取，最后用 １
×１ 卷积核扩张回原本的通道数，整体流程为“压缩

－特征提取－扩张”，特征图通道数量先减小后增大。

逆残差结构先用 １×１ 卷积核扩张输入特征图的通

道数，再用 ３×３ 卷积核进行深度卷积，最后用 １×１
卷积核压缩回原本的通道数，整体流程为“扩张－特
征提取－压缩”，特征图通道数量先增大后减小。 二

者结构如图 ２ 所示。
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图 ２　 残差结构与倒残差结构

Ｆｉｇ． ２　 Ｒｅｓｉｄｕａｌ ｓｔｒｕｃｔｕｒｅ ａｎｄ ｉｎｖｅｒｔｅｄ ｒｅｓｉｄｕａｌ ｓｔｒｕｃｔｕｒｅ

　 　 由于低维分布嵌入到高维空间之后，再使用

ＲＥＬＵ 激活函数由高维空间投影回低维空间，将会

造成信息损失。 针对该问题，ＭｏｂｉｌｅＮｅｔ Ｖ２ 引入了

线性瓶颈，即将逆残差模块最后一层的 ＲＥＬＵ 改为

Ｌｉｎｅａｒ 激活函数。
１．３　 ＭｏｂｉｌｅＮｅｔＶ３

ＭｏｂｉｌｅＮｅｔ Ｖ３ 在前代版本的基础上，首先调整

了网络的输入输出层，减少了输入输出层的卷积操

作，以降低计算机资源消耗，提升了 １５％的运算速

度；其次去除了 ｓｉｇｍｏｉｄ 函数的计算，改用计算消

耗更小的 ｈ － ｓｗｉｓｈ 函数；在逆残差模块中 ３ × ３
深度可分离卷积之后引入 ＳＥ 模块［７］，结构如图 ３
所示。
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Ｆｉｇ． ３　 ＭｏｂｉｌｅＮｅｔ Ｖ３－ＳＥ ｍｏｄｕｌｅ

　 　 ＭｏｂｉｌｅＮｅｔ Ｖ３－ＳＥ 的基本实现过程为：先进行全

局池化压缩（Ｓｑｕｅｅｚｅ）获得一个 １×１× Ｃ 的向量；然
后经过两次“全连接层－激活（Ｅｘｃｉｔａｔｉｏｎ）”操作（为
减少计算时间将第一次“全连接层－激活”操作的输

出通道数压缩为原来的 １ ／ ４），输出 １×１× Ｃ 的向量；
最后将得到的向量与深度可分离卷积的结果按位相

乘，以调整每个通道的权值，从而提升网络精度。
Ｖ３ 总体网络结构的设计中，首先通过 ＮＡＳ 算法，对
网络结构进行搜索优化（如网络中 Ｂｌｏｃｋ 的排列和

结构），得到大体的网络构成，最后使用 ＮｅｔＡｄａｐｔ 算
法来确定每个 ｆｉｌｔｅｒ 的 ｃｈａｎｎｅｌ 数量。

２　 基于 ＭｏｂｉｌｅＮｅｔＶ３ 的脱机手写汉字识别

本文研究目标是脱机手写汉字的识别，主要面

临两个问题：
（１）汉字数量多，相当于数千级别的分类问题。

如此大数量的分类网络，需要更丰富的特征信息。
（２）形近字的识别容易得到错误结果（如“巳”

和“已”）。
针对上述问题，本文以 ＭｏｂｉｌｅＮｅｔＶ３ 为主干网

络，设计了一种多尺度特征提取方案，并使用一种新

的注 意 力 机 制［８］ 进 行 特 征 融 合， 改 进 后 的

ＭｏｂｉｌｅＮｅｔＶ３ 能够更好地适应脱机手写汉字识别任

务。
２．１　 改进的 ＭｏｂｉｌｅＮｅｔＶ３

本文在输入图像进行多次特征提取之后，加入

一个特征提取模块来丰富特征信息。 该模块包含两

个支路：使用多尺度大小的卷积核来获取原始输入

图像上不同范围大小的感受野，并利用注意力机制

融合这两个分支的特征信息。 优化后的网络模型如

图 ４ 所示，其中虚线框所指模块即为本文的改进之

处，ＭＳ－ＣＡＭ 是多尺度通道注意力模块。
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图 ４　 改进的 ＭｏｂｉｌｅＮｅｔＶ３
Ｆｉｇ． ４　 Ｉｍｐｒｏｖｅｄ ＭｏｂｉｌｅＮｅｔＶ３

２．２　 感受野

在卷积神经网络中，感受野是一个非常重要的

概念，指的是每个网络层输出的特征图像上，每个神

经元所能“看见”的原始输入图像上对应区域的范

围大小。 如图 ５ 所示，每一层的卷积核大小都为 ３×
３，卷积步长为 １，填充大小为 ０。 下一层特征图的每

个神经元能看到上一层特征图 ３×３ 大小的区域，进
而能看到再上一层 ５×５ 大小的区域。 也就是说，越
深的网络层越能看到原始输入图像上更多的内容。

Layer1 Layer2 Layer3

图 ５　 感受野示意图

Ｆｉｇ． ５　 Ｒｅｃｅｐｔｉｖｅ ｆｉｅｌｄ ｄｉａｇｒａｍ

　 　 网络中不同大小的感受野会带来不一样的性能

表现，而感受野的大小则受到各参数的影响（如卷

积核大小、卷积步长、填充大小等）。 为了能够从原

始输入图像获得更丰富的特征信息，本文网络使用

３×３ 和 ５×５ 多尺度大小的卷积核，来获取原始输入

图像上不同范围大小的感受野。
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２．３　 多尺度通道注意力特征融合

特征融合是来自不同层或分支特征的组合，是
卷积神经网络中常见的操作内容，通常通过简单线

性的操作（如：求和或拼接）来实现。 文献［８］中认

为，这样的特征融合方式并不是最佳选择，因此提出

了一种新的基于注意力的特征融合方法。 本文利用

该方法中提出的多尺度通道注意力模块（ＭＳ－ＣＡＭ），
通过不同特征的通道注意力来赋予两个分支不同的

权重，从而完成其融合，其结构如图 ６ 所示。
　 　 ＭＳ－ＣＡＭ 除了进行池化，还有一个分支使用逐

点卷积来进行特征提取，并将两个特征进行融合。

Z

Sigmoid

Point-wiseConv Point-wiseConv

ReLuReLu

Point-wiseConv

GAP

X Y

Point-wiseConv

图 ６　 ＭＳ－ＣＡＭ 结构图

Ｆｉｇ． ６　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＭＳ－ＣＡＭ

前者更关注全局尺度上的大型对象，而后者更关注

通道注意力不同尺度上下文的特征信息。 ＳＥ 的计

算方式非常容易丢失原始图像上的细节信息，而
ＭＳ－ＣＡＭ利用多尺度特征提取方式，更好地捕获局

部特征信息。

３　 实验

３．１　 数据集

本文使用 ＣＡＳＩＡ－ＨＷＤＢ［９］脱机单字符数据库中

的 ＨＷＤＢ １．１ 数据集进行实验。 该数据集由中国科

学院自动化研究所模式识别国家实验室建设。 脱机

单字符数据库包括 ３ 个字符集，其统计数据见表 １。
其中，ＨＷＤＢ １．０ 数据集的 ３ ８６６ 个汉字包含 ＧＢ２３１２
－８０ 字符集 ３ ７５５ 个一级汉字中的 ３ ７４０ 个汉字；
ＨＷＤＢ １．１ 数据集的 ３ ７５５ 个汉字即为 ＧＢ２３１２－８０ 字

符集一级汉字全集；ＨＷＤＢ １．２ 数据集的 ３ ３１９ 个汉

字与 ＧＢ２３１２－８０ 字符集一级汉字集不相交。
表 １　 脱机单字符数据库

Ｔａｂ． １　 Ｄａｔａｂａｓｅ ｏｆ ｏｆｆｌｉｎｅ ｓｉｎｇｌｅ ｃｈａｒａｃｔｅｒ

数据集 汉字数 符号数 手写人数 汉字总样本数

ＨＷＤＢ １．０ ３ ８６６ １７１ ４２０ １ ６０９ １３６
ＨＷＤＢ １．１ ３ ７５５ １７１ ３００ １ １２１ ７４９
ＨＷＤＢ １．２ ３ ３１９ １７１ ３００ ９９０ ９８９

　 　 由于样本尺寸不一致，在输入网络之前均将其处

理成 ２２４×２２４ 大小。 训练、测试、验证集随机划分成

８ ∶ １ ∶ １。数据集内部分样本示例如图 ７ 所示。

图 ７　 部分样本示例

Ｆｉｇ． ７　 Ｐａｒｔ ｏｆ ｓａｍｐｌｅｓ

３．２　 评价标准

实验使用准确率 （Ａｃｃｕｒａｃｙ） 作为评价指标，当
进行二分类时，其计算公式如下：

ＡＣＣ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ

（１）

　 　 其中， ＴＰ、ＴＮ、ＦＰ、ＦＮ 属于混淆矩阵的概念，其
含义见表 ２。

表 ２　 混淆矩阵及其含义

Ｔａｂ． ２　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

类别为正（Ｐｏｓｉｔｉｖｅ） 类别为负（Ｎｅｇａｔｉｖｅ）

预测为真
（Ｔｒｕｅ）

真正（Ｔｒｕｅ Ｐｏｓｉｔｉｖｅ，ＴＰ）
将正类预测为正类的数量

真负（Ｔｒｕｅ Ｎｅｇａｔｉｖｅ，ＴＮ）
将负类预测为负类的数量

预测为假
（Ｆａｌｓｅ）

假正（Ｆａｌｓｅ Ｐｏｓｉｔｉｖｅ，ＦＰ）
将负类预测为正类的数量

假负（Ｆａｌｓｅ Ｎｅｇａｔｉｖｅ，ＦＮ）
将正类预测为负类的数量
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　 　 准确率的含义就是被正确分类的样本数量与总

样本数的比值。 本文的目标任务是一个多分类（类
别数 Ｎ ＝ ３ ７５５）问题，将二分类扩展为多分类，在计

算第 ｉ 个类别的准确率 ＡＣＣ ｉ 时，应将第 ｉ 类视为正

类，其它类别视为负类，计算完所有类别的准确率后

计算平均值。 因此准确率的计算公式如下：

ＡＣＣ ＝ １
Ｎ∑

Ｎ－１

ｉ ＝ ０

ＴＰ ｉ ＋ ＴＮｉ

ＴＰ ｉ ＋ ＴＮｉ ＋ ＦＰ ｉ ＋ ＦＮｉ ｉ
（２）

３．３　 实验结果分析

本文所有的实验均在 Ｕｂａｎｔｕ １８．０４ 系统上使用

ＣＵＤＡ 并行计算架构，并在 Ｃｕｄｎｎ 加速计算库的基

础上搭建 ＰｙＴｏｒｃｈ 框架，然后进行加速计算。 实验

所用显卡为 ＮＶＩＤＩＡ ＧＥＦｏｒｃｅ ＧＴＸ３０９０（２４ Ｇ），内存

为 ３２．０ ＧＢ，ＣＰＵ 为 Ｉｎｔｅｌ（Ｒ） Ｃｏｒｅ（ＴＭ） ｉ７－６９５０Ｘ
ＣＰＵ ＠ ３．００ ＧＨＺ。 迭代次数 Ｅｐｏｃｈ 为 １００，优化器

选择 Ａｄａｍ，优化参数选择默认。 迭代学习率为

０．０００ １，权值衰减率为 １ｅ－５，批大小为 ８０。 无预训

练和其他前置任务，每个 Ｅｐｏｃｈ 后进行一次训练和

一次测试，测试时不更新参数。 将结果最好的模型

参数保存，最后在验证集上进行验证。
本文将 ＶＧＧ１９［１０］、ＲｅｓＮｅｔ１８［６］、ＭｏｂｉｌｅＮｅｔＶ２［５］、

ＭｏｂｉｌｅＮｅｔＶ３［３］与改进网络进行对比实验。 图 ８ 展

示了 ５ 种网络使用同一数据集训练的准确率曲线，
可以看出本文所提方法的准确率最高。
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图 ８　 各网络准确率曲线对比

Ｆｉｇ． ８　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｃｃｕｒａｃｙ ｃｕｒｖｅｓ ｏｆ ａｌｌ ｎｅｔｗｏｒｋｓ

　 　 表 ３ 显示了各网络模型的准确率和参数量对比

结果，其中本文所提方法不但有最好的识别准确率，
而且没有因为进行 ３ ７５５ 类汉字的分类而增加过多

的参数量。
表 ３　 各网络模型的对比结果

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｆ ｖａｒｉｏｕｓ ｎｅｔｗｏｒｋ ｍｏｄｅｌｓ

网络模型 准确率 （ＡＣＣ） 参数量

ＶＧＧ１９［１０］ ０．８７１ ９ ２０．４４ Ｍ
ＲｅｓＮｅｔ１８［６］ ０．８７３ ２ ３３．１６ Ｍ

ＭｏｂｉｌｅＮｅｔＶ２［５］ ０．９１１ ５ ３．４０ Ｍ
ＭｏｂｉｌｅＮｅｔＶ３［３］ ０．９６０ ０ ５．４０ Ｍ

Ｉｍｐｒｏｖｅｄ ０．９６６ ８ ５．８６ Ｍ

４　 结束语

本文针对目前手写识别网络训练时间长、高资

源消耗的问题，提出了一种基于 ＭｏｂｉｌｅＮｅｔＶ３ 的脱

机手写汉字识别网络模型，在不降低识别率的基础

上减少计算机资源消耗，加快训练速度。 本文的主

要改进工作：
（１）使用多尺度卷积核获取不同大小的感受

野，丰富特征信息。
（２）采用多尺度通道注意力特征融合将多分支

网络提取的特征进行全局和局部的特征融合，以提

高网络性能。 实验结果表明，本文提出的的改进网

络获得了更好的识别结果。
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