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摘　 要： 为提高药物研发的效率， 通常使用定量构效关系（ＱＳＡＲ）模型来预测化合物的生物活性， 从而进行筛选和优化。 目

前，基于统计分析的 ＱＳＡＲ 随着变量急剧增多变得束手无策， 同时预测精度还有提高的空间。 基于此，本文提出了一种基于

改进的 ＰＣＡ 算法对变量进行降维，并利用改进的麻雀搜索算法优化 ＢＰ 神经网络（ ＩＳＳＡ－ＢＰＮＮ），以此提高预测的精度。 改

进的 ＰＣＡ 算法先基于 Ｐｅａｒｓｏｎ、最大互信息系数（ＭＩＣ）和随机森林（ＲＦ）的加权得分得到主要特征变量， 再用 ＰＣＡ 算法对原

特征进行降维得到主要输入变量；ＩＳＳＡ－ＢＰＮＮ 算法优化 ＢＰＮＮ 的权值和阈值，达到输出稳定和保证全局收敛。 以乳腺癌治

疗时，化合物对 ＥＲα 的生物活性数据为例进行了训练和预测。 结果表明：本文所提算法预测精度更高，为药物研发提供了一

种有效方法。
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０　 引　 言

据近几年全球癌症统计数据表明， 乳腺癌症发

病率和死亡病例逐渐增加，其防治须引起人们高度

重视［１］。 临床、流行病学和生物学证据表明，雌激

素参与了乳腺癌的发生和发展［２］。 雌激素化合物

的大多数生理功能，在基因调控水平上主要由雌激

素受体（ＥＲ） 调节， 这些蛋白质在细胞核中发挥作

用， 控制着各种器官系统的关键生理功能，并通过

与相关的 ＤＮＡ 调控序列相结合，来调节特定靶基因

的转录［３］。 雌激素受体 α 亚型（Ｅｓｔｒｏｇｅｎ ｒｅｃｅｐｔｏｒｓ
ａｌｐｈａ， ＥＲα） 在乳腺癌病中起着至关重要的作

用［４］， 但在正常乳腺上皮细胞中极少被表达。 通过

使用选择性雌激素受体调节剂（ＳＥＲＭ）和雌激素受



体降解剂（ＳＥＲＤ），可用来降低 ＥＲα 的稳定性［５］。
目前， 在药物研发中， 为了节约时间和成本，

通常采用建立化合物活性预测模型的方法，来筛选

潜在活性化合物。 这种定量构效关系（Ｑｕａｎｔｉｔａｔｉｖｅ
Ｓｔｒｕｃｔｕｒｅ Ａｃｔｉｖｉｔｙ Ｒｅｌａｔｉｏｎｓｈｉｐ， ＱＳＡＲ）方法是一种预

选工具， 旨在减少化合物的数量，并增加选择候选

药物的可能性。 其以一系列分子结构描述符作为自

变量， 化合物的生物活性作为因变量建立模型， 根

据可测量的物理、化学参数，精确预测化合物的生物

活性［６］， 或者对已有活性化合物的结构进行优化，
ＱＳＡＲ 本质上是数据驱动模型［７］。 近年来， 人工智

能、机器学习、大数据等技术的发展， 为 ＱＳＡＲ 带来

了挑战和机遇， 通过成千上万的化学结构数据集，
为药物的生物活性和安全性进行更精确的回归和分

类预测带来了可能， 对推动中国化学品的管理有着

重要的意义。
ＱＳＡＲ 预测模型主要分为基于统计分析方法的

预测模型和基于机器学习算法的预测模型。 例如：
Ｅｌ Ｇｈａｌｉａ Ｈａｄａｊｉ［８］以多元线性回归构建 ＱＳＡＲ 预测

模型；Ａｆａｆ Ｚｅｋｒｉ［３］ 以多元线性逐步回归构建 ＱＳＡＲ
预测模型； Ｌｕ Ｙａｎｇ［９］ 基于遗传算法的多元线性回

归构建 ＱＳＡＲ 预测模型；Ｓｖｅｔｎｉｋ Ｖｌａｄｉｍｉｒ［１０］ 以随机

森林算法构建 ＱＳＡＲ 预测模型；代志军［１１］ 以支持向

量机回归构建 ＱＳＡＲ 预测模型； 杨杰元［１２］ 以 ＢＰ 神

经网络算法构建 ＱＳＡＲ 预测模型； Ｌｉ Ｊｉｎｇｓｈａｎ［１３］ 以

梯度下降树决策树（ＧＢＤＴ）构建 ＱＳＡＲ 预测模型。
虽然或多或少实现了预测， 但是基于统计分析的方

法随着变量急剧增多也变得束手无策。 为了提高基

于机器学习算法的预测精度， 本文提出了基于改进

的 ＰＣＡ 和 ＩＳＳＡ－ＢＰＮＮ 的预测模型。

１　 相关预测方法

１．１　 ＢＰ 神经网络预测算法

ＢＰ 神经网络（ＢＰＮＮ）结构简单， 使用方便， 非

循环多级网络训练算法，使其具有广泛的实用

性［１４］， 能够实现输入到输出的非线性映射。 ＢＰＮＮ
是单向传播的多层前向神经网络（结构如图 １ 所

示）， 由输入层 ｘ（ｍ 个节点）、 输出层 ｙ（ｎ 个节点）
和多个隐含层组成。
１．２　 ＳＶＲ 预测算法

支持向量机回归（ＳＶＲ）是将支持向量机分类

（ＳＶＭ）算法应用于回归预测中， 两者不同的是：
ＳＶＭ 将间隔之内的空间样本算入损失函数中，以达

到分类的目的；而 ＳＶＲ 则是将间隔之外的空间样本

算入损失函数中，以达到回归的目的。 对于非线性

ＳＶＲ 模型， 使用核函数将数据映射到高维空间， 而

后进行回归预测。 由于径向基核函数（ＲＢＦ）应用广

泛且具有较好的回归效果［１５］， 因此本文选择 ＲＢＦ
作为 ＳＶＭ 分析的核函数。
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图 １　 ＢＰ 神经网络结构图

Ｆｉｇ． １　 ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

１．３　 ＸＧＢｏｏｓｔ 预测算法

ＸＧＢｏｏｓｔ （ Ｅｘｔｒｅｍｅ Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ ） 是 在

Ｂｏｏｓｔｉｎｇ 算法基础上进行改良的， 在预测精度以及

训练速度方面有较大的突破， 属于 ＧＢＤＴ 的范

畴［１６］， 并且也是一种前向特征的算法， 本质上是由

许多回归和分类的决策树组成［１７］。 ＸＧＢｏｏｓｔ 相较于

ＧＢＤＴ 而言： 前者加入正则项防止过拟合， 对目标

损失函数进行二阶泰勒展开，从而增加了精度， 根

据最佳切分点进行叶子节点分裂优化计算，从而优

化结果。

２　 ＱＳＡＲ 模型

本文实验数据集源自乳腺癌治疗靶标 ＥＲα 时，
得到的 １ ９７４ 个化合物作为 ＥＲα 生物活性数据样

本［１８］。 其中包括 ７２９ 个分子描述符信息和 ｐＩＣ５０

（实际 ＱＳＡＲ 建模中， 一般采用 ｐＩＣ５０ 来表示生物活

性值，即因变量），ｐＩＣ５０ 值越大表明生物活性越高。
由于变量的数量比较多，本文首先提出基于改

进的 ＰＣＡ 特征选择算法，对模型的输入变量进行筛

选，然后提出 ＩＳＳＡ－ＢＰＮＮ 算法对 ＢＰＮＮ 算法进行改

进。
２．１　 基于改进 ＰＣＡ 的特征提取

改进的 ＰＣＡ 算法流程如图 ２ 所示。 首先对数

据进行标准化，然后在 ７２９ 个分子描述符信息中，用
基于 Ｐｅａｒｓｏｎ、ＭＩＣ 和 ＲＦ 的加权得分算法得到前 ２０
个特征变量，最后基于 ＰＣＡ 算法提取 ４ 个新特征代

替原特征，作为模型的主要输入变量。
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数据标准化 加权得分
算法

PCA特征
提取

图 ２　 改进的 ＰＣＡ 算法流程

Ｆｉｇ． ２　 Ｉｍｐｒｏｖｅｄ ＰＣＡ ａｌｇｏｒｉｔｈｍ

２．１．１　 最大互信息系数法（ＭＩＣ）
ＭＩＣ 是一种通过绘制变量散点图计算两个变量

的互信息，来衡量变量间关联程度的算法［１９］。 其实

现步骤如下：
（１）散点图网格化，计算互信息值。 给定 ｎ 个有

序对数据集（ｘ，ｙ），将数据集划分为 ａ × ｂ 的网格，ｘ
方向和 ｙ 方向的网格数分别为 ａ、ｂ。 互信息值的计

算如式（１）：

Ｉ（ｘ；ｙ） ＝ ∫ｐ（ｘ，ｙ）ｌｏｇ２
ｐ（ｘ，ｙ）

ｐ（ｘ）ｐ（ｙ）
ｄｘｄｙ （１）

式中， ｐ（ｘ，ｙ） 为 Ｘ 与 Ｙ 之间的联合概率密度，ｐ（ｘ）
和 ｐ（ｙ） 分别为 Ｘ 和 Ｙ 的边缘概率密度。

（２）互信息值归一化， 如式（２）：

Ｉ′（ｘ；ｙ） ＝ Ｉ（ｘ；ｙ）
ｌｏｇ２ｍｉｎ（ａ，ｂ）

（２）

　 　 （３）变换网格划分情况，选择不同尺度下互信

息的最大值作为 ＭＩＣ 值，如式（３）：

ＭＩＣ（ｘ；ｙ） ＝ ｍａｘ
ａ×ｂ ＜ Ｂ（ｎ）

Ｉ（ｘ；ｙ）
ｌｏｇ２ｍｉｎ（ａ，ｂ）

（３）

　 　 由文献［２０］可知，当 Ｂ（ｎ） ＝ ｎ０．６ 时， 效果最好。
２．１．２　 随机森林（ＲＦ）特征选择法

随机森林（Ｒａｎｄｏｍ Ｆｏｒｅｓｔ，ＲＦ） ［２１］ 实质是一个

包含多个决策树的组合分类器。 其通过特征随机置

换前后的误差分析，计算每个特征重要度得分，分值

越高，特征越重要，从而进一步确定特征排序。 随机

森林结合 Ｂｏｏｔｓｔｒａｐ 重采样技术和决策树，构建一个

包含多个基本分类器的树型分类器集合，采用简单

多数投票的方法得到结果。
假设　 ＲＦ 中决策树数目为 Ｎｔｒｅｅ，原始数据集有

ｄ 个特征，单特征 Ｘ ｊ（ ｊ ＝ １，２，…，ｄ） 基于 ＯＯＢ 误差

分析的特征重要性度量，按以下步骤计算：
（１）计算第 ｉ 棵决策树相应的袋外数据 ＯＯＢ ｉ 的

袋外错误样本数 ＥｒｒＯＯＢ；
（２）在保持其它特征不变的同时， 对ＯＯＢ ｉ 中特

征 Ｘ ｊ进行随机序列改变得到ＯＯＢ ｊ
ｉ， 重新计算袋外

数据ＯＯＢ ｊ
ｉ 的袋外错误样本数ＥｒｒＯＯＢ ｊ

ｉ；
（３）重复步骤（１）、（２）得到：

｛ＥｒｒＯＯＢ ｊ
ｉ ｜ ｉ ＝ １，２，…，Ｎｔｒｅｅ｝

｛ＥｒｒＯＯＢ ｊ
ｉ ｜ ｉ ＝ １，２，…，Ｎｔｒｅｅ｝

　 　 （４）由式（４）计算特征 Ｘ ｊ 的重要性得分。

ＶＩ（Ｘ ｊ） ＝ １
Ｎｔｒｅｅ

∑
ｉ
（ＥｒｒＯＯＢ ｊ

ｉ － ＥｒｒＯＯＢ ｊ
ｉ） （４）

２．１．３　 基于 Ｐｅａｒｓｏｎ、ＭＩＣ 和 ＲＦ 的加权得分算法

由于各变量的数值量纲之间存在较大差异，为
了消除量纲的影响，需要对数据进行标准化处

理［２２］。 本文采用 Ｚ－ｓｃｏｒｅ 标准化方法，对变量进行

归一化处理， 如式（５）：

ｘ∗ ＝ ｘ － μ
σ

（５）

　 　 Ｐｅａｒｓｏｎ 和 ＭＩＣ 反映了自变量与因变量之间的

线性和非线性关系，而 ＲＦ 是以特征重要度计算值

来表示自变量与因变量的相关性。 加权得分由式

（６）计算得到：
ｇｒａｄｅｉ ＝ αＰ ｉ ＋ βＭＩＣ ｉ ＋ （１ － α － β）ＲＦ （６）

　 　 其中， ｇｒａｄｅｉ 表示第 ｉ（ ｉ ＝ １，２，３，…，７２９） 个分

子描述符的加权分； Ｐ ｉ 表示第 ｉ 个自变量与因变量

的 Ｐｅａｒｓｏｎ 系数绝对值； ＭＩＣ ｉ 表示第 ｉ 个自变量与

因变量的最大互信息系数绝对值； ＲＦ ｉ 表示第 ｉ个自

变量与因变量的特征重要度计算值， α和 β均应在０
和 １ 之间（本文取 α ＝ β ＝ ０．２５）。

由式（６）计算得到 ２０ 个主要特征变量见表 １。
表 １　 加权得分分子描述符显著性排序

Ｔａｂ． １　 Ｓｉｇｎｉｆｉｃａｎｃｅ ｒａｎｋｉｎｇ ｏｆ ｗｅｉｇｈｔｅｄ ｓｃｏｒｅ ｍｏｌｅｃｕｌａｒ ｄｅｓｃｒｉｐｔｏｒｓ

显著性排名 分子描述符 显著性排名 分子描述符

１ ＭＤＥＣ－２３ １１ ＢＣＵＴｃ－１ｌ

２ Ｌｉｐｏａｆｆｉｎｉｔｙ １２ ＭＤＥＣ－２２

３ ＭＬｏｇＰ １３ ＡＭＲ

４ ｍｉｎｓＯＨ １４ ＢＣＵＴｐ－１ｈ

５ ｍａｘＨｓＯＨ １５ ｈｍｉｎ

６ ｍａｘｓＯＨ １６ ＳａａＣＨ

７ ｎＣ １７ ＳｗＨＢａ

８ ｍｉｎＨｓＯＨ １８ ＳｓＯＨ

９ ｍｉｎｓｓｓＮ １９ ｍａｘｓｓｓＮＨｐ

１０ Ｃ１ＳＰ２ ２０ ＳＰ－５

２．１．４　 确定模型输入变量

ＰＣＡ 算法的原理是以原始特征的线性组合方

式，得到新特征来代替原特征，从而达到降维的效

果［２３］。 根据方差越大新特征越重要的原则， 对 ｐ 个

主成分按照贡献率进行排序，再从中提取 ｋ 个主成

分来代表全部数据， 最后将新特征作为 ＱＳＡＲ 模型

的输入值。 算法流程如下：
（１）计算数据的协方差矩阵。 假设原始数据集

为 Ｘ， 其协方差矩阵记为 Ａ；
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（２） 计算Ａ的特征值λ １，…，λ ｐ 和对应的特征向

量 ξ ｉ ＝ （ξ ｉ１，ξ ｉ２，…，ξ ｉｐ）；
（３） 计算累计贡献率并确定主成分个数 ｋ。
将表 １ 中的 ２０ 个特征变量由 ＰＣＡ 算法特征提

取后， 得到新特征的贡献率见表 ２。
表 ２　 新特征累计贡献率

Ｔａｂ． ２　 Ｃｕｍｕｌａｔｉｖｅ ｖａｒｉａｎｃｅ ｃｏｎｔｒｉｂｕｔｉｏｎ ｒａｔｅ ｏｆ ｎｅｗ ｆｅａｔｕｒｅｓ

主成分 特征值 贡献率 累计贡献率

１ １ １７９．７９０ ５ ７９．８４７ ７ ７９．８４７ ７

２ １２０．６５２ ５ ８．１６５ ７ ８８．０１３ ４

３ ９３．７９７ ０ ６．３４８ １ ９４．３６１ ５

４ ４０．２８２ ２ ２．７２６ ３ ９７．０８７ ８

５ ２１．０６５ ７ １．４２５ ７ ９８．５１３ ５

… … … …

２０ ０．０００ ０ ０．０００ ０ １００

　 　 由表 ２ 可知， 前 ４ 个新特征已包含原始特征

９５％以上的信息。 故本文取前 ４ 个新特征代替原特

征作为模型的主要输入变量。
２．２　 ＩＳＳＡ－ＢＰＮＮ

传统的 ＢＰＮＮ 对权值和阈值较敏感， 存在收敛

速度慢和极易陷入局部最优的问题［２４］。 因此，本文

通过改进的麻雀搜索算法（ ｉｍｐｒｏｖｅｄ ｓｐａｒｒｏｗ ｓｅａｒｃｈ
ａｌｇｏｒｉｔｈｍ， ＩＳＳＡ）来优化 ＢＰＮＮ 的权值和阈值。

ＳＳＡ 是根据麻雀觅食并逃避捕食者的行为而提

出的群智能优化算法［２５］，其模拟了麻雀群觅食的过

程。 在 ＳＳＡ 中有 ３ 种状态， 分别是发现者、加入者、
侦察者。 其中，适应度值较好的发现者是为了获得

食物的同时，为所有加入者提供觅食的方向；侦察者

选择安全第一为目标，在发现危险的情况下，提醒种

群放弃食物。
由于 ＳＳＡ 容易陷入局部最优，且全局搜索能力

较弱，可将 ＳＳＡ 中发现者和加入者位置更新公式分

别改为式（７）、（８）。 加入者以一定概率向发现者靠

拢， 保证了全局收敛［２６］。 同时， 后加入的麻雀要尽

快飞到其他区域觅食。

ｘｔ ＋１
ｉｊ ＝

ｘｔ
ｉｊ ＋ ｘｔ

ｉｊ·ｒａｎｄｎ（０，１）， Ｒ２ ＜ ＳＴ

ｘｔ
ｉｊ·ＱＤ， Ｒ２ ≥ ＳＴ{ （７）

ｘｔ ＋１
ｉｊ ＝

Ｑ·ｅｘｐ
ｉ

｜ ｘｔ
ｗｊ － ｘｔ

ｉｊ ｜ ＋ ε
æ

è
ç

ö

ø
÷ ， ｉ ＞ Ｎ

２

ｘｔ
ｉｊ ＋｜ ｘｔ

ｋｊ － ｘｔ
ｉｊ ｜·ＦＬ·ｒａｎｄｎ（０，１）， ｏｔｈｅｒ

ì

î

í

ï
ï

ïï

ö

ø

÷
÷
÷

（８）
　 　 其中， ｔ代表当前迭代次数；ｒａｎｄｎ（０，１） 和Ｑ是

服从标准正态分布的随机数；Ｄ 是 １ × ｄ 的矩阵， ｄ

代表维度；ｘｉｊ 是第 ｉ 个麻雀在第 ｊ 维的位置； Ｒ２ ∈
［０，１］ 代表预警值；ＳＴ ∈ ［０．５，１］ 代表安全值。

当 Ｒ２ ≥ ＳＴ 时，表示发现者已经发现捕食者，此
时种群内其它麻雀尽可能飞到其它安全地方进行觅

食； 当 Ｒ２ ＜ ＳＴ时，发现者可以广泛搜索。 Ｎ是种群

规模， ｘωｊ 是当前全局最差的位置，ｘｋｊ 是当前发现者

的位置，ＦＬ ∈ ［ － １，１］ 表示加入者跟随生产者寻找

食物的概率。 当 ｉ ＞ Ｎ ／ ２时，表示适应度值较差的第

ｉ 个加入者处于挨饿状态， 需要尽快飞到其它区域

继续寻找食物来获得能量。
侦察者的位置更新如式（９）：

ｘｔ ＋１
ｉｊ ＝

ｘｔ
ｉｊ ＋ β·｜ ｘｔ

ｉｊ － ｘｔ
ｂｊ ｜ ， ｆｉ ≠ ｆｇ

ｘｔ
ｉｊ ＋ Ｋ·

｜ ｘｔ
ｉｊ － ｘｔ

ωｊ ｜
（ ｆｉ － ｆω） ＋ ε

， ｆｉ ＝ ｆｇ

ì

î

í

ï
ï

ïï

（９）

式中， Ｋ是［ － １，１］ 范围内的一个随机数； β 是步长

控制参数，其服从标准正态分布的随机数； ｘｂｊ 表示

当前的全局最佳位置； ｆω、ｆｇ 和 ｆｉ 分别代表当前麻雀

的全局最差、全局最优和个体适应度。 分母加上一

个常数量 ε，是为了防止分母出现 ０ 的情况。
本文提出的 ＩＳＳＡ－ＢＰＮＮ 流程如图 ３ 所示， 其

实现步骤为：

获得最优权值和阈值
来优化BP神经网络

根据式(7）、(8）和(9）
分别更新发现者、加

入者和侦查者

计算适应度值和
确定位置

初始化SSA

终止条件 仿真预测

更新权值和阈值

结束

N

终止条件

计算误差

开始

Y

YN

图 ３　 ＩＳＳＡ－ＢＰＮＮ 流程

Ｆｉｇ． ３　 ＩＳＳＡ－ＢＰＮＮ ｆｌｏｗ ｃｈａｒｔ

　 　 （１）初始化麻雀搜索算法；
（２）计算麻雀种群个体适应度，并得到最佳位

置、最差位置和最佳适应度值、最差适应度值；
（３）根据式（７） ～ （９）分别更新发现者、加入者

和侦查者的位置信息，并更新适应度值；
（４）若算法达到最大迭代次数或达到最初设定

的收敛精度，则执行步骤（５）， 否则返回步骤（２）；
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（５）将得到的最优值赋给 ＢＰＮＮ 的权值和阈

值；
（６）使用 ＢＰＮＮ 进行学习，不断调整直至达到

训练终止条件，最终实现预测输出。

３　 实验结果与分析

依据上述方法对数据进行新特征选取后，将
１ ９７４个样本按照 ７：３ 的比例划分训练集和测试集。
训练集用来拟合模型，测试集用来对模型的性能进

行评价。 验证本文所提出模型的有效性，分别利用

ＳＶＲ、ＸＧＢｏｏｓｔ、ＢＰＮＮ 和 ＩＳＳＡ－ＢＰＮＮ 模型对前述数

据集合进行预测。
３．１　 预测模型的评价指标

本文采用平均绝对误差 （ＭＡＥ）、平均绝对百分

比误差（ＭＡＰＥ） 和均方根误差（ＲＭＳＥ） 评价模型的

预测精度。 其计算公式分别为式（１０） ～ （１２）：

ＭＡＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
｜ ｙ^ｉ － ｙｉ ｜ （１０）

ＭＡＰＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
｜ ｙ^ｉ － ｙｉ ｜ （１１）

ＲＭＳＥ ＝
∑

ｎ

ｉ ＝ １
（ ｙ^ｉ － ｙｉ） ２

ｎ
（１２）

　 　 其中， ｙｉ 表示测试集的真实值；ｎ为样本个数；ｙ^ｉ

表示模型预测值。
３．２　 结果分析

４ 种模型的 ｐＩＣ５０ 预测值与真实值曲线对比如

图 ４ 所示，预测精度对比结果见表 ３。

Numberoftimes
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-p
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（ａ） ＳＶＲ 模型

Prediction
True

re
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-p

re
di
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Numberoftimes

（ｃ） ＢＰ 模型

Prediction
True

re
al
-p

re
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ct

Numberoftimes

（ｂ） ＸＧＢｏｏｓｔ 模型

Prediction
True

re
al
-p

re
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ct

Numberoftimes

（ｄ） ＩＳＳＡ－ＢＰ 模型

图 ４　 ４ 种模型的 ｐＩＣ５０预测值与真实值对比

Ｆｉｇ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｅｄ ｐＩＣ５０ ｖａｌｕｅｓ ａｎｄ ｔｒｕｅ ｖａｌｕｅｓ ｏｆ ｆｏｕｒ ｍｏｄｅｌｓ
表 ３　 ４ 种模型预测精度对比

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｆｏｕｒ ｍｏｄｅｌｓ

模型 ＭＡＥ ＭＡＰＥ ＲＭＳＥ

ＳＶＲ ０．７３１ ７ ０．１１７ ６ ０．９９７ ４

ＸＧＢｏｏｓｔ ０．７１２ ６ ０．１１４ ２ ０．９５３ １

ＢＰＮＮ ０．８４７ ４ ０．１２８ １ ０．９６８ ６

ＩＳＳＡ－ＢＰＮＮ ０．６５５ ６ ０．１０２ ２ ０．８０８ ８

　 　 由表 ３ 可知，ＩＳＳＡ－ＢＰＮＮ 模型的 ＭＡＥ、ＭＡＰＥ、
ＲＭＳＥ 均是最低的， 表明 ＩＳＳＡ－ＢＰＮＮ 预测误差值

最小、稳定性最高、效果最佳。 其中，ＩＳＳＡ－ＢＰＮＮ 模

型的 ＭＡＰＥ 值较 ＳＶＲ 模型提高了 １３． １０％， 较

ＸＧＢｏｏｓｔ 模型提高了 １０．５３％，较 ＢＰＮＮ 模型提高了

２０．２２％。

８８ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



４　 结束语

为了更精确地预测化合物的生物活性， 本文提

出了一种基于改进的 ＰＣＡ 和改进的麻雀搜索算法

优化 ＢＰ 神经网络（ＩＳＳＡ－ＢＰＮＮ）预测模型， 其具有

良好的寻优能力。
算法中，利用改进的 ＰＣＡ 算法提取模型的主要

变量，再利用 ＩＳＳＡ 优化 ＢＰＮＮ 的权值和阈值，改善

了 ＢＰＮＮ 易陷入局部极值的缺点。 通过实验对比结

果表明， 基于 ＩＳＳＡ－ＢＰＮＮ 预测模型的预测精度最

高，并具有较强的拟合能力和泛化能力。 但是，由于

训练的数据量较少， 导致模型的预测精度不是太

高，后期研究可增加训练数据来提高模型的预测精

度。
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