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摘　 要： 中医舌象与脏器病理特征具有一定相关性，通常用来分析人体脏器病理变化。 采用深度学习方法可以提取舌象深层

特征，反映脏器病理变化，但现有的深度学习模型结构单一，无法有效提取舌象深层的局部和全局特征，也未结合临床舌象浅

层特征，如边缘特征、纹理特征等进行综合分析，降低了模型的分类精度和泛化性能。 本文提出了一种基于多特征融合的迁

移学习分类网络，采用基于自适应注意力机制迁移学习框架，提取舌象深层特征并融合舌象边缘特征、纹理特征，提高舌象分

类精度和泛化性能。 实验结果表明，本文方法针对 ６ 分类中医证候舌象样本，模型分类精度为 ０．９５３±０．０３１，灵敏度 ０．９５２±
０．０３２， Ｆ１ 值 ０．９５２±０．０３２，与典型分类模型相比，具有较高的分类精度和泛化性能。
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０　 引　 言

近年来，深度学习方法已被广泛运用到医学图像

分类领域。 张晓彤［１］等将 ＲｅｓＮｅｔ５０ 应用到更年期泌

尿生殖系统综合症的分类，高效地实现病灶识别；增
思涛［２］等则将 ＲｅｓＮｅｔ 应用到肺灌注图像分类，并有

效地检测了肺栓塞病变；刘张［３］ 等人将 ＥｆｆｉｃｉｅｎｔＮｅｔ
用于消化道常见病变，平均 ＡＵＣ 值达０．９４；赵晓平［４］

等，将 ＤｅｎｓｅＮｅｔ 网络应用于乳腺癌病理的八分类研

究，在亚型八分类表现上准确率达 ９５．５％，且在数据

不均衡的条件下取得了较好的分类效果。
近年来，许多学者已将深度学习应用于舌象分

类。 汤一平［５］等在舌象分类中引入多任务结构，使用

多个二分类网络来消除多标签的歧义性；孙萌［６］等基

于 Ｉｎｃｅｐｔｉｏｎ－ＲｅｓＮｅｔ－Ｖ１ 网络改进了损失函数，对提

取特征形成了有效的映射空间，并取得了较好的分类

效果；李渊彤［７］ 等采用 ＶＧＧ１６ 网络对舌象进行多分

类，并使用迁移学习降低网络训练成本；宋超［８］ 等采



用多分支网络结构进行舌象分类，并且在每个分支网

络中采用不同策略的迁移学习参数，提高网络分类性

能；翟鹏博［９］等将注意力机制引入舌象分类，降低样

本噪声，并针对每种特征建立单独分支网络，构建一

种简单网络结构；邱童［１０］ 将浅层特征和深层语义特

征融合后，采用传统机器学习方法进行舌象分类，但
传统机器学习分类器无法充分学习融合特征，无法充

分利用特征间的差异性提高分类精度。
本文针对临床中医证候六分类舌象样本，构建

一种自适应注意力机制的迁移学习舌象分类网络，
提取舌象深层特征，并融合舌象边缘特征、纹理特

征，实现多特征融合舌象分类。

１　 基于多特征融合的舌象自主分类模型

１．１　 基于自适应注意力机制的迁移学习网络ＦｕｓｉｏｎＮｅｔ
注意力机制被广泛应用于深度学习网络，提高

网络特征提取能力，Ｈｕ［１１］ 等将通道注意力机制 ＳＥ
引入计算机视觉领域， 提出 ＳＥ （ Ｓｑｕｅｅｚｅ － ａｎｄ －
Ｅｘｃｉｔａｔｉｏｎ）网络，该结构基于通道维度构建特征相关

性； Ｗｏｏ［１２］ 等 提 出 ＣＢＡＭ （ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｂｌｏｃｋ
Ａｔｔｅｎｔｉｏｎ Ｍｏｄｕｌｅ）注意力机制，在通道注意力机制基

础上引入了空间注意力机制，通过通道和空间两个

维度提取特征，保证了图像通道域和空间域上的信

息关 联； Ｌｉ［１３］ 等 参 考 Ｉｎｃｅｐｔｉｏｎ 结 构 提 出 ＳＫ
（Ｓｅｌｅｃｔｉｖｅ Ｋｅｒｎｅｌ）网络，通过多分支并行结构，学习

图像不同尺度下的多层次特征；Ｙａｎｇ［１４］等受脑科学

中神经元放电模式启发， 提出 ＳｉｍＡＭ （ Ｓｉｍｐｌｅ，
Ｐａｒａｍｅｔｅｒ－Ｆｒｅｅ Ａｔｔｅｎｔｉｏｎ Ｍｏｄｕｌｅ）注意力机制，能够

通过一种轻量无参方法直接得出三维权重。
传统神经网络为了提升分类精度，会选择对网

络深度或宽度进行一定比例的缩放，即通过增加网

络深度、特征层数来获得更好效果。而迁移学习

ＥｆｆｉｃｉｅｎｔＮｅｔ 网络通过对网络深度、宽度以及输入图

像分辨率的统一缩放，在等量资源下取得更好的分

类性能［１５］。 ＥｆｆｉｃｉｅｎｔＮｅｔＶ２ 则在 ＥｆｆｉｃｉｅｎｔＮｅｔ 的基础

上引入 Ｆｕｓｅｄ－ＭＢＣｏｎｖ 结构，逐步增加特征图尺寸，
以提高模型分类性能［１６］。

本文在 ＥｆｆｉｃｉｅｎｔＮｅｔＶ２ 的基础上引入 ＳｉｍＡｍ 注

意力机制，提出一种自适应迁移学习网络 ＦｕｓｉｏｎＮｅｔ，
采用 ＳｉｍＡｍ－ＭＢＣｏｎｖ 结构替换原网络中的 ＭＢＣｏｎｖ
结构，改进后的网络结构如图 １ 所示。 ＳｉｍＡｍ －
ＭＢＣｏｎｖ 注意力机制是一种 ＳＥ＋ＳｉｍＡｍ 串联结构，原
始注意力机制 ＳＥ 可以提取图像通道域上的特征，但
难以提取空间域特征，即图像通道内平面位置上的特

征，而 ＳｉｍＡＭ 注意力机制的轻量无参特性，虽能提取

舌象三维特征，但空间域特征关联性不足。 因此，本
文串联 ＳＥ 和 ＳｉｍＡＭ 两种注意力机制，在不额外引入

参数的情况下将混合注意力机制应用到本文网络，使
得 ＦｕｓｉｏｎＮｅｔ 具有更好的分类效果和更高的精度。
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图 １　 ＭＢＣｏｎｖ 模块与改进后的 ＳｉｍＡＭ－ＭＢＣｏｎｖ 模块

Ｆｉｇ． １　 ＭＢＣｏｎｖ ｍｏｄｕｌｅ ａｎｄ ｉｍｐｒｏｖｅｄ ＳｉｍＡＭ－ＭＢＣｏｎｖ ｍｏｄｕｌｅ

　 　 本文采用 ＦｕｓｉｏｎＮｅｔ 网络提取舌象多维度深层

语义特征，并利用迁移学习预训练网络，加快网络收

敛速度，增强网络分类精度，自适应的迁移学习

ＦｕｓｉｏｎＮｅｔ 网络结构如图 ２ 所示。
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图 ２　 自适应的迁移学习 ＦｕｓｉｏｎＮｅｔ 网络结构

Ｆｉｇ． ２　 Ａｄａｐｔｉｖｅ ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ ＦｕｓｉｏｎＮｅｔ
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１．２　 基于多特征融合的舌象分类网络

中医证候舌象样本具有多样性和浅层特征差异

性，传统网络难以感知多维度深层特征，且训练过程

中的浅层噪声难以剔除，本文分别采用 Ｌａｐｌａｃｉａｎ 算

子、ＬＢＰ 算子提取舌象边缘特征、纹理特征，并与

ＦｕｓｉｏｎＮｅｔ 网络提取深层特征融合，实现基于多特征

融合的舌象自主分类。 基于多特征融合的舌象分类

网络结构如图 ３ 所示。
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图 ３　 基于多特征融合的舌象分类网络结构

Ｆｉｇ． ３　 Ｔｏｎｇｕｅ ｉｍａｇｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ－ｆｅａｔｕｒｅ ｆｕｓｉｏｎ

　 　 本文根据全连接层输出权重，采用 Ｓｏｆｔｍａｘ 函

数进行分类，交叉熵损失函数如式（１）：

Ｌｏｓｓ ＝ － １
Ｎ∑ｉ

∑
ｋ

ｊ ＝ １
ｙ ｊ ｌｏｇ（ｐ ｊ） （１）

　 　 其中， Ｎ为样本数；ｋ为图像数据类的个数；ｙ ｊ 为

图像分类结果的符号函数，正确分类取 １，否则取 ０；
ｐ ｊ 为对应图像被预测为 ｊ 类的概率。

本文 采 用 Ａｄａｍ 优 化 器， 总 训 练 ｅｐｏｃｈ 为

１００（ε），前 ５０ ｅｐｏｃｈ学习率为 １ｅ － ３（μ），后 ５０ｅｐｏｃｈ
学习率为 ０．０００ １，ｂａｔｃｈ－ｓｉｚｅ 为 １６（δ１ ／ β）。 在每个

ｅｐｏｃｈ 中，δ１ ／ β 为训练样本数，δ２ ／ β 为验证样本数，
当前正确率大于 λ 时则更新 λ，并保存当前网络权

重。 训练和验证算法流程见表 １。

表 １　 模型训练和验证流程

Ｔａｂ． １　 Ｍｏｄｅｌ ｔｒａｉｎｉｎｇ ａｎｄ ｖａｌｉｄａｔｉｏｎ ｐｒｏｃｅｓｓ

Ｉｎｐｕｔ 舌象训练集 δ１，测试集 δ２
　 　 　 μ → 初始学习率
　 　 　 ξ → 当前 ｅｐｏｃｈ
　 　 　 ε → 最大 ｅｐｏｃｈ
　 　 　 α → 当前 ｅｐｏｃｈ 中迭代次数
　 　 　 β → 一个 ｅｐｏｃｈ 中最大迭代次数
　 　 　 λ → 当前最大正确率

Ｏｕｔｐｕｔ　 　 ω → 网络权重
　 　 Ｓｔａｒｔ
１．　 　 初始化模型参数： μ， ε， β， λ
２．　 　 预处理图像为 ３×２２４×２２４
３．　 　 ｆｏｒ ξ ＝ １ ｔｏ ε ｄｏ
４．　 　 　 ｆｏｒ α ＝ １ ｔｏ δ１ ／ β ｄｏ
５．　 　 　 　 从 δ１ 获取当前批次的图像

６．　 　 　 　 网络前馈并计算训练损失
７．　 　 　 　 反向传播并使用 Ａｄａｍ 优化器更新网络权重 ω
８．　 　 ｅｎｄ
９．　 　 ｆｏｒ α ＝ １ ｔｏ δ２ ／ β ｄｏ
１０．　 　 　 从 δ２ 获取当前批次的图像

１１．　 　 　 网络前馈并获取预测结果
１２．　 　 ｅｎｄ
１３．　 　 ｉｆ ａｃｃｕｒａｃｙ ＞ λ ｄｏ
１４．　 　 　 保存网络权重 ω
１５．　 　 　 　 λ← 当前 ｅｐｏｃｈ 的正确率
１６．　 　 ｅｎｄ
１７．　 ｅｎｄ
　 　 Ｅｎｄ
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２　 实验结果与分析

２．１　 数据预处理和数据增强

本文采用的数据集来自于北京广安门医院中医

证候临床舌象样本，该数据集共分为 ６ 个类别：正
常、裂纹、厚苔、点刺、齿痕、剥落苔，每个类别 ３０ 张，
共 １８０ 张。 由于样本数量较少，本文对该数据集进

行了数据增强处理。 预处理原始图像像素为 ２２４×
２２４，其对应的纹理特征和边缘特征图像像素为 １×
４４８，并将数据集划分为训练集和测试集，其比例为

４：１。 数据增强过程如图 ４ 所示。

图 ４　 数据增强

Ｆｉｇ． ４　 Ｄａｔａ ａｕｇｍｅｎｔａｔｉｏｎ

　 　 将舌象旋转 ３０°，进行 ０ 值填充处理，使得数据集

每类样本数量均扩展 １２ 倍，即每类 ３６０ 张图像样本；
将原始图像样本水平和垂直翻转，每类得到 ６０ 张样

本，共得到每类 ４２０ 张舌象样本，６ 类共２ ５２０张。 本

文将 ２５６×２５６ 原始图像通过双线性插值变换为 ２２４×

２２４。
２．２　 评估方法与超参数

本文使用正确率 Ａｃｃｕｒａｃｙ；精确率 Ｐｒｅｃｉｓｉｏｎ；灵
敏度 Ｓｅｎｓｉｔｉｖｉｔｙ；Ｆ１ － ｓｃｏｒｅ，ＡＵＣ 值（ＲＯＣ 曲线与坐

标轴围成的面积） 对模型进行评估，其公式如式

（２） ～ （４）。

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＦＰ ＋ ＴＮ ＋ ＦＮ

（２）

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（３）

Ｓｅｎｓｉｔｉｖｉｔｙ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（４）

Ｆ１ － ｓｃｏｒｅ ＝ ２ × Ｐｒｅｃｉｓｉｏｎ × Ｓｅｎｓｉｔｉｖｉｔｙ
Ｐｒｅｃｉｓｉｏｎ ＋ Ｓｅｎｓｉｔｉｖｉｔｙ

（５）

　 　 本文 ＦｕｓｉｏｎＮｅｔ 网络由若干 Ｆｕｓｅｄ＿ＭＢ＿Ｃｏｎｖ 和

ＳｉｍＡＭ＿ＭＢＣｏｎｖ 组成，见表 ２，网络输入为三通道

２２４×２２４ 尺寸图像，分别重复 ２、３、３ 次的 Ｆｕｓｅｄ＿ＭＢ
＿Ｃｏｎｖ 结构，输出格式为 ６４×２８×２８，其中通道加深

发生在每次重复前一个未经 ＤｒｏｐＰａｔｈ 失活的 Ｆｕｓｅｄ
＿ＭＢ＿Ｃｏｎｖ 结构［１６］。 同理，ＳｉｍＡＭ＿ＭＢ＿Ｃｏｎｖ 结构重

复 ５、８、１４ 次，最终输出格式为 ２５６×７×７，分别再经

过 １×１ 卷积，ＢＮ 层，ＳｉＬＵ 激活函数，下采样层后与

舌象边缘特征和纹理特征进行通道维度拼接，再经

过全连接层和 ＳｉＬＵ 激活后，通过最后全连接层输出

分类结果。
表 ２　 ＦｕｓｉｏｎＮｅｔ 模型超参数

Ｔａｂ． ２　 Ｈｙｐｅｒｐａｒａｍｅｔｅｒｓ ｏｆ ＦｕｓｉｏｎＮｅｔ ｍｏｄｅｌ

Ｎａｍｅ Ｌａｙｅｒｓ Ｓｉｚｅ ｏｆ Ｆｉｌｔｅｒｓ Ｒｅｐｅａｔ ＤｒｏｐＰａｔｈ Ｏｕｔｐｕｔ ｓｈａｐｅ（Ｃ×Ｈ×Ｗ）
３×２２４×２２４

Ｆｅａｔｕｒｅｓ Ｃｏｎｖ ３×３，ｓ＝ ２，ｐ＝ １ － －
ＢＮ ２４×１１２×１１２
ＳｉＬＵ

Ｆｕｓｅｄ＿ＭＢ＿Ｃｏｎｖ ３×３，ｓ＝ １，ｐ＝ １ ２ Ｔｒｕｅ ２４×１１２×１１２
Ｆｕｓｅｄ＿ＭＢ＿Ｃｏｎｖ ３×３，ｓ＝ ２，ｐ＝ １ － Ｆａｌｓｅ ４８×５６×５６
Ｆｕｓｅｄ＿ＭＢ＿Ｃｏｎｖ ３×３，ｓ＝ １，ｐ＝ １ ３ Ｔｒｕｅ ４８×５６×５６
Ｆｕｓｅｄ＿ＭＢ＿Ｃｏｎｖ ３×３，ｓ＝ ２，ｐ＝ １ － Ｆａｌｓｅ ６４×２８×２８
Ｆｕｓｅｄ＿ＭＢ＿Ｃｏｎｖ ３×３，ｓ＝ １，ｐ＝ １ ３ Ｔｒｕｅ ６４×２８×２８
ＳｉｍＡＭ＿ＭＢ＿Ｃｏｎｖ ３×３，ｓ＝ ２，ｐ＝ １ － Ｆａｌｓｅ １２８×１４×１４
ＳｉｍＡＭ＿ＭＢ＿Ｃｏｎｖ ３×３，ｓ＝ １，ｐ＝ １ ５ Ｔｒｕｅ １２８×１４×１４
ＳｉｍＡＭ＿ＭＢ＿Ｃｏｎｖ ３×３，ｓ＝ １，ｐ＝ １ － Ｆａｌｓｅ １６０×１４×１４
ＳｉｍＡＭ＿ＭＢ＿Ｃｏｎｖ ３×３，ｓ＝ １，ｐ＝ １ ８ Ｔｒｕｅ １６０×１４×１４
ＳｉｍＡＭ＿ＭＢ＿Ｃｏｎｖ ３×３，ｓ＝ ２，ｐ＝ １ － Ｆａｌｓｅ ２５６×７×７
ＳｉｍＡＭ＿ＭＢ＿Ｃｏｎｖ ３×３，ｓ＝ １，ｐ＝ １ １４ Ｔｒｕｅ ２５６×７×７

Ｃｌａｓｓｆｉｅｒｓ Ｃｏｎｖ １×１，ｓ＝ １ － － １ ７９２×７×７
ＢＮ
ＳｉＬＵ

ＡｖｅｒａｇｅＰｏｏｌ １ ７９２×１×１
Ｃｏｎｃａｔ ２ ６８８×１×１
ＦＣ
ＳｉＬＵ １ ７９２×１×１

ＦＣ ６×１×１
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２．３　 消融实验

为分析各种注意力机制对于舌象分类精度影

响，本文对 ＥｆｆｉｃｉｅｎｔＮｅｔｖ２ 网络原有注意力机制模块

进行改进，分别采用 ＳＥ、ＣＢＡＭ、ＳＫ、ＳｉｍＡＭ ４ 种典

型注意力机制组合形式，共设计了 ７ 种注意力机制

进行消融实验， 并比较测试集上的 ＲＯＣ 曲线和 ＰＲ
曲线，如图５所示。 可以看出无论对于ＲＯＣ曲线，还
是 ＰＲ 曲线， ＳＥ＋ＳｉｍＡＭ 和 ＣＢＡＭ 具有最好的分类

性能，ＳｉｍＡＭ 和 ＳＥ＋ＣＢＡＭ 次之，ＳＥ、ＳＥ＋ＳＫ、ＳＫ 的

分类效果较差。 说明混合注意力机制分类性能优于

单一注意力机制，这是由于舌象样本深层特征具有

多样性和空域特性，单一注意力机制难以提取舌象

多维度空域特征，降低了模型分类精度。
　 　 本文在网络浅层加入 ＳｉｍＡＭ 模块，并对不同注

意力机制组合进行比较，如图 ６ 所示。 可以看出，
ＳｉｍＡＭ＋ＳＥ＋ＳＫ、ＳｉｍＡＭ＋ＳＥ＋ＳｉｍＡＭ 的组合取得了

较好的分类结果，分类性能均优于没有在浅层添加

ＳｉｍＡＭ 的网络结构。 这是由于 ＳｉｍＡＭ 作为一种轻

量无参的注意力机制可以提取舌象浅层多维度的特

征，且不会增加运算负担，在浅层添加注意力机制可

以更好地消除浅层噪声，减小其在后续卷积中的比

重，从而优化分类结果。
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图 ５　 各种注意力机制的 ＲＯＣ、ＰＲ 曲线

Ｆｉｇ． ５　 ＲＯＣ ａｎｄ ＰＲ ｃｕｒｖｅ ｏｆ ｖａｒｉｏｕｓ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ ｄｉｆｆｅｒｅｎｔ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ
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图 ６　 在网络浅层加入 ＳｉｍＡＭ，不同注意力机制的比较

Ｆｉｇ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍｓ ａｆｔｅｒ ａｄｄｉｎｇ ＳｉｍＡＭ ｉｎ ｓｈａｌｌｏｗ ｌａｙｅｒｓ

　 　 本文在网络浅层加入 ＳｉｍＡＭ 模块，并对不同注

意力机制组合进行比较，如图 ６ 所示。 可以看出，
ＳｉｍＡＭ＋ＳＥ＋ＳＫ、ＳｉｍＡＭ＋ＳＥ＋ＳｉｍＡＭ 的组合取得了

较好的分类结果，优于没有在浅层添加 ＳｉｍＡＭ 的网

络结构。 这是由于 ＳｉｍＡＭ 作为一种轻量无参的注

意力机制可以提取舌象浅层多维度的特征，且不会

增加运算负担，在浅层添加注意力机制可以更好地

消除浅层噪声，减小其在后续卷积中的比重，从而优
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化分类结果。
上述注意力机制一定程度上提高了舌象深层特

征提取能力，但仍然缺乏对浅层特征提取能力，无法

有效提取舌面或舌尖等纹理特征、边缘特征。 因此，
本文分别采用 ＬＢＰ 算子和拉普拉斯算子来提取舌象

浅层的纹理特征与边缘特征，并与 ＦｕｓｉｏｎＮｅｔ 网络提

取的深层特征进行多特征融合分类，提高分类性能。

本文设计了多种组合形式，以测试多特征融合

对分类性能影响。 本文首先以 ＬＢＰ 算子提取的纹

理特征结合 ＦｕｓｉｏｎＮｅｔ 网络提取的深层特征进行融

合，并添加各种注意力机制进行消融实验。 同样对

比各模型测试集 ＲＯＣ 曲线、ＰＲ 曲线，分析舌象分类

模型性能。 如图 ７ 所示。 可以看出， ＳＥ ＋ ＬＢＰ 和

ＳｉｍＡＭ＋ＳＥ＋ＬＢＰ 的组合具有最好的分类性能。
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图 ７　 双特征融合下不同注意力机制的比较

Ｆｉｇ． ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍｓ ｗｉｔｈ ｔｗｏ－ｆｅａｔｕｒｅ ｆｕｓｉｏｎ

　 　 这是由于注意力机制 ＳｉｍＡＭ 模块可以提取舌

象深层空域特征，消除部分浅层噪声，与 ＬＢＰ 算子

提取的浅层纹理特征进行融合，获得了较好分类精

度。 而 ＳｉｍＡＭ＋ＳＥ＋ＣＢＡＭ＋ＬＢＰ、ＳｉｍＡＭ＋ＳＥ＋ＳＫ＋
ＬＢＰ、ＳＥ＋ＣＢＡＭ＋ＬＢＰ 的组合分类性能较差，这是由

于过多注意力机制组合影响了舌象深层特征提取，
导致分类精度下降。 分析可知，浅层舌象纹理特征

有利于提高网络分类精度。
此外，本文在双特征基础上融合 Ｌａｐｌａｃｉａｎ 算子

提取的边缘特征，采用三特征融合模式实现舌象分

类。 各模型测试集 ＲＯＣ曲线、ＰＲ曲线分类精度对比

曲线如图 ８ 所示。 可以看出，ＳＥ ＋ ＳｉｍＡＭ＋ＬＢＰ ＋
ＬＡＰＬＡＣＩＡＮ 的组合获得了最好的分类性能。 这是

由于诸如剥裂苔、齿痕类数据的边缘特征较为明显，
因此，多特征融合提升了网络分类性能；而 ＳＥ ＋
ＳｉｍＡＭ＋ＣＢＡＭ＋ＬＢＰ＋ＬＡＰＬＡＣＩＡＮ 等组合由于过多

的注意力机制影响了深层特征提取，导致网络整体

分类性能降低。
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图 ８　 三特征融合下不同注意力机制的比较

Ｆｉｇ． ８　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍｓ ｗｉｔｈ ｔｈｒｅｅ－ｆｅａｔｕｒｅ ｆｕｓｉｏｎ
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　 　 综上所述，本文选取 ＳＥ ＋ＳｉｍＡＭ 的注意力机

制，并结合 ＬＢＰ 算子提取纹理特征和拉普拉斯算子

提取的边缘特征，实现舌象自主分类。
２．４　 分类性能

２．４．１　 交叉验证

将本文方法与现有模型对比，进一步分析本文

网络的分类性能。 采用 Ｉｎｃｅｐｔｉｏｎ＿ｖ４、ＣｏｎｖＮｅＸｔ＿ｔ、
ＣｏｎｖＮｅＸｔ＿ｓ 和 ＲｅｇＮｅｔＹ＿２００ＭＦ 作为对照模型，并进

行 ５－２ 折交叉验证，每折 ５０６ 张舌象样本共 ６ 类均

匀分布， 对比 Ａｃｃｕｒａｃｙ、Ｐｒｅｃｉｓｉｏｎ、Ｓｅｎｓｉｔｉｖｉｔｙ、Ｆ１ －
ｓｃｏｒｅ和 ＡＵＣ值， ＲＯＣ 曲线和 ＰＲ 曲线以及混淆矩阵

评估模型分类性能，不同模型在测试集下分类性能，
见表 ３。 与 Ｉｎｃｅｐｔｉｏｎ＿ｖ４ 网络相比，本文方法准确率

增加 ０．０１８ ５２，精度增加 ０．０１７ １５，灵敏度增加 ０．０１８
５２， Ｆ１ － Ｓｃｏｒｅ 增加 ０．０１８ ７６，在 ＡＵＣ 减少０．０００ ６９。

表 ３　 不同模型的分类性能对比

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

Ｍｏｄｅｌ Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｓｅｎｓｉｔｉｖｉｔｙ Ｆ１ － ｓｃｏｒｅ ＡＵＣ

Ｏｕｒｓ ０．９５６ ３５ ０．９５７ ０８ ０．９５６ ３５ ０．９５６ ４６ ０．９９７ ４２

Ｉｎｃｅｐｔｉｏｎ＿ｖ４ ０．９３７ ８３ ０．９３９ ９３ ０．９３７ ８３ ０．９３７ ７ ０．９９８ １１

ＣｏｎｖＮｅＸｔ＿ｔ ０．７５７ ９４ ０．７５８ ６２ ０．７５７ ９４ ０．７５２ ８９ ０．９４６ ６３

ＣｏｎｖＮｅＸｔ＿ｓ ０．７１８ ２５ ０．７１５ ３１ ０．７１８ ２５ ０．７１３ ４３ ０．９２６ ９

ＲｅｇＮｅｔＹ＿２００ＭＦ ０．９０８ ７３ ０．９０９ ４７ ０．９０８ ７３ ０．９０８ ４ ０．９９０ ６３

　 　 ５ 折交叉验证实验下 ５ 种模型的 ＲＯＣ 曲线和

ＰＲ 曲线，以及本文模型分类结果的混淆矩阵如图 ９
所示。 与 ５ 种典型模型相比，本文模型具有最好的

分类精度和泛化性能。
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图 ９　 ５ 折交叉验证下不同模型的混淆矩阵、ＲＯＣ 曲线和 ＰＲ 曲线

Ｆｉｇ． ９　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ， ＲＯＣ ｃｕｒｖｅ ａｎｄ ＰＲ ｃｕｒｖｅ ｕｎｄｅｒ ５－ｆｏｌｄ ｃｒｏｓｓ ｖａｌｉｄａｔｉｏｎ

２．４．２　 性能分析

为进一步验证本文模型分类性能，首先选取了

与本文模型主干网同系列的其他网络进行对比，共
选取 了 ＥｆｆｉｃｉｅｎｔＮｅｔ 系 列 ｂ０ ～ ｂ７ 共 ８ 种 模 型，

ＥｆｆｉｃｉｅｎｔＮｅｔ ｖ２ 系列 ｍｅｄｉｕｍ 和 ｌａｒｇｅ 两种模型，并对

比测试集分类模型 ＲＯＣ 曲线和 ＰＲ 曲线，实验结果

如图 １０ 所示。
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图 １０　 ＥｆｆｉｃｉｅｎｔＮｅｔ 不同结构网络比较

Ｆｉｇ． １０　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ＥｆｆｉｃｉｅｎｔＮｅｔ

　 　 可以看出，本文模型具有最好的分类精度。 这

是因为 ＥｆｆｉｃｉｅｎｔＮｅｔ 系列网络结构简单，单 ＳＥ 通道

注意力机制难以提取舌象深层特征。 而 ＥｆｆｉｃｉｅｎｔＮｅｔ
ｖ２ 系列两种网络结构 ＥｆｆｉｃｉｅｎｔＮｅｔ ｖ２ ｍｅｄｉｕｍ 和

ＥｆｆｉｃｉｅｎｔＮｅｔ ｖ２ ｌａｒｇｅ 网络结构过于复杂，无法提取舌

象浅层特征，降低模型泛化性能。 本文采用混合注

意力机制提取舌象多维度的特征，并融合浅层纹理

和边缘特征进行综合分类决策，具有更高分类精度

和泛化性。
５ 折交叉验证各模型评估参数箱线图如图 １１

所示，本文方法具有最好分类精度。 本文还统计了

模型分类精度、计算复杂度和卷积层和全连接层参

数量，见表 ４。 可以看出本文模型虽然具有较高计

算复杂度和参数量，但具有最高的分类精度和泛化

性能。 与 Ｉｎｃｅｐｔｉｏｎ ＿ ｖ４、ＣｏｎｖＮｅＸｔ ＿ ｔ、 ＣｏｎｖＮｅＸｔ ＿ ｓ、
ＲｅｇＮｅｔＹ＿２００ＭＦ 相比，本文方法的 Ｐｒｅｃｉｓｉｏｎ 增加

０．０１５、０．１６２、０．１８２、０．０１３，灵敏度增加 ０．０１７、０．１７２、
０．１９０、０．０１３， Ｆ１ － ｓｃｏｒｅ 增加 ０． ０１９、０． １６９、０．１９２、
０．０１３。
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图 １１　 各模型分类性能对比

Ｆｉｇ． １１　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｏｎ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ
表 ４　 ５ 折交叉验证不同模型的分类结果和计算复杂度

Ｔａｂ． ４　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔ ａｎｄ ｃｏｍｐｕｔａｔｉｏｎａｌ ｃｏｍｐｌｅｘｉｔｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｕｎｄｅｒ ５－ｆｏｌｄ ｃｒｏｓｓ－ｖａｌｉｄａｔｉｏｎ

Ｍｏｄｅｌ Ｐｒｅｃｉｓｉｏｎ Ｓｅｎｓｉｔｉｖｉｔｙ Ｆ１ － ｓｃｏｒｅ Ｔｉｍｅ ／ ＧＦＬＯＰＳ Ｐａｒａｍｅｔｅｒｓ ／ ｎ

Ｏｕｒｓ ０．９５３±０．０３１ ０．９５２±０．０３２ ０．９５２±０．０３２ ５．８２ ４３ １２７ ６６２
Ｉｎｃｅｐｔｉｏｎ＿ｖ４ ０．９３８±０．０２７ ０．９３５±０．０３０ ０．９３３±０．０３１ １２．２８ ４１ １５２ ０３８
ＣｏｎｖＮｅＸｔ＿ｔ ０．７９１±０．０６４ ０．７８０±０．０６９ ０．７８３±０．０６８ ０．５９ ２７ ８２４ ７４２
ＣｏｎｖＮｅＸｔ＿ｓ ０．７７１±０．０６９ ０．７６２±０．０７１ ０．７６０±０．０７２ ０．７４ ４９ ４５９ ３０２

ＲｅｇＮｅｔＹ＿２００ＭＦ ０．９４０±０．０３４ ０．９３９±０．０３５ ０．９３９±０．０３５ ０．４２ ２ ９０４ １１２

３　 讨　 论

为可视化各模型对舌象特征提取能力，本文引

入了 ｇｒａｄ－ＣＡＭ［１７］方法可视化了网络关注的特征区

域。 各种模型特征关注度热力图如图 １２ 所示，图
１２（ａ）分别为剥裂苔、点刺、裂纹舌象原图，图（ｂ） ～
图（ ｆ）分别为本文方法、Ｉｎｃｅｐｔｉｏｎ＿ｖ４、ＣｏｎｖＮｅＸｔ＿ｔ、

ＣｏｎｖＮｅＸｔ＿ｓ、ＲｅｇＮｅｔＹ＿２００ＭＦ 在 ｇｒａｄ－ＣＡＭ 下的特

征热力图。 对于剥裂苔类舌象，本文模型提取特征

均处在舌象边缘明显剥裂的位置；对于点刺类舌象，
本文方法提取特征集中于舌象中下部点刺区域；对
于裂纹类舌象，本文方法所提取的特征范围能精确

覆盖裂纹部分。 可见，本文模型特征提取更精确，更
适合于中医证候舌象样本分类。

　 　 　 　 　 　 　 　 （ａ） 原始图像　 　 　 （ｂ） Ｏｕｒｓ　 　 （ｃ） Ｉｎｃｅｐｔｉｏｎ＿ｖ４　 （ｄ） ＣｏｎｖＮｅＸｔ＿ｔ　 （ｅ） ＣｏｎｖＮｅＸｔ＿ｓ （ ｆ） ＲｅｇＮｅｔＹ＿２００ＭＦ
图 １２　 不同模型对舌象样本的特征关注度
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４　 结束语

本文提出了一种基于多特征融合和改进注意力

机制的中医证候舌象迁移学习分类网络。 与当前主

流分类网络相比，具有更好的分类精度和泛化性能。
由于本文舌象样本属于宏观类医学样本，舌象浅层

特征（纹理、边缘特征）对舌象分类具有较大影响，
为此，本文采用自适应注意力机制的迁移学习网络

提取舌象深层特征；采用 ＬＢＰ 算子、Ｌａｐｌａｃｉａｎ 算子

分别提取纹理特征、边缘特征；最后，将深层特征与

浅层特征融合，确定舌象的最终分类。 实验结果证

明，本文模型可以有效提取中医证候舌象多维度深

３３第 ７ 期 徐雍钦， 等： 基于多特征融合的中医症候舌象分类方法研究



层、浅层特征，有利于加速网络收敛。 今后将针对更

多舌象样本进行研究，改进模型结构和泛化性能。
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４　 结束语

针对两幅同一地区、不同时间的 ＳＡＲ 图像变化

检测问题，本文提出了一种基于邻域信息优化以及

差异图融合的方法，该方法根据像素点邻域的异质

性 ∂， 自适应地提取邻域信息，极大程度降低了噪声

对变化检测结果的影响，同时生成的差值差异图像

可以很好地找到弱变化区域，将两幅差异图结合，便
可以实现抑制噪声和保留细节之间的平衡。 实验结

果证明了本文提出的方法在 ＳＡＲ 图像变化检测上

的有效性，通过与其他变化检测方法对比，本文算法

在 ＰＣＣ 和 Ｋａｐｐａ 系数上均优于其他算法，能够更加

准确地获取变化信息，有效提高了 ＳＡＲ 图像变化检

测精度。 下一步将针对 ＳＡＲ 图像边界区域思考，构
造更加适合边界部分的邻域窗口，以减小图像局部

区域信息损失，进一步提高变化检测精度。
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