
第 １２ 卷　 第 ２ 期

Ｖｏｌ．１２ Ｎｏ．２ 　
　

智　 能　 计　 算　 机　 与　 应　 用

Ｉｎｔｅｌｌｉｇｅｎｔ Ｃｏｍｐｕｔｅｒ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓ
　

　 ２０２２ 年 ２ 月

　 Ｆｅｂ． ２０２２

　 　 　 　 　 　文章编号： ２０９５－２１６３（２０２２）０２－００６８－０５ 中图分类号： ＴＰ３９１ 文献标志码： Ａ

基于 ＴＤ３ 算法的对话策略研究
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摘　 要： 对话策略是任务型对话系统构建的核心组件，通常被定义为强化学习，通过代理和环境的交互，提升对话策略效率。
针对当前任务型的对话系统缺少高质量的标注数据集及模型难于收敛等问题，提出了结合规划的双延迟深度确定性策略梯

度（Ｔｗｉｎ Ｄｅｌａｙｅｄ Ｄｅｅｐ Ｄｅｔｅｒｍｉｎｉｓｔｉｃ Ｐｏｌｉｃｙ Ｇｒａｄｉｅｎｔ）算法，用以优化对话策略。 该算法使用孪生网络结构，采用软更新、策略

噪音和延迟学习等方法，有效的改善了过估计问题。 实验结果表明，该方法加速了模型的收敛，提升了对话成功率。
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０　 引　 言

在人工智能发展时代，许多对话机器人产品逐

渐融入了人们的生活［１］。 如：阿里的天猫精灵、百
度的小度和腾讯的小微等智能语音助理。 通过与这

些智能对话机器人交互，人们能够获得更便捷的服

务。 正是由于其广泛的应用前景，工业界和学术界

均给予了高度重视和关注。
对话系统分为任务型对话系统和非任务型对话

系统。 非任务型对话机器人又称闲聊机器人，在开

放领域内实现尽可能多轮次对话；任务型对话系统

的研究方法主要有两种：多模块级联方法和端到端

的方法。 多模块级联方法又称为管道方法，各模块

功能独立且易于理解，缺点是易导致误差的积累。
端到端方法可以将用户的输入直接输入模型，进而

得到系统的输出。 可以观察到输入的反馈，但可以

用于训练的数据难以获取，并且可维护性和解释性

较差。
本文聚焦于任务型对话系统的研究。 其系统主

要 模 块 为： 自 然 语 言 理 解 （ Ｎａｔｕｒｅ Ｌａｎｇｕａｇｅ
Ｕｎｄｅｒｓｔａｎｄｉｎｇ，ＮＬＵ）、对话管理 （ Ｄｉａｌｏｇｕｅ Ｍａｎａｇｅ，
ＤＭ）、自然语言生成 （ Ｎａｔｕｒｅ Ｌａｎｇｕａｇｅ Ｇｅｎｅｒａｔｏｒ，
ＮＬＧ）。 自然语言理解模块对用户输入的文本进行

解析，通常有槽填充、意图识别。 对话管理模块的主

要功能，是在多轮对话过程中，维护历史信息和当前

的状态，并且生成下一轮对话的回复策略，同时也可

与外部知识库进行交互。 自然语言生成模块的主要

功能是，根据对话策略模块的结果及预先定好的规

则，生成自然语言形式的回复。
对话管理在整个对话系统中占据重要地位，直

接影响整个系统的性能。 本文从强化学习的角度出

发，提出一种结合规划的双延迟深度确定性策略梯

度算法，来优化对话策略，改善模型难以收敛的问

题。 在代理方面，针对 ＴＤ３ 算法［２］ 只适合处理连续

空间任务的特点提出了改进，使其能够处理离散空

间的数据。 在配置环境方面，借助经典 ＤＤＱ 模型的

思想，将其与 ＴＤ３ 算法结合。 实验结果表明，本文

提出的模型能够更快的收敛，取得较好的实验结果。



１　 相关工作

任务型对话系统的对话策略主要任务是：根据

当前 ｔ 时刻的对话状态 Ｓ，在预先定义的动作集 Ａ
中，选择 ｔ ＋ １ 时刻的动作 ｑ。 对话策略直接决定当

前对话任务的优劣，因此， 对话策略的设计及其建

模过程一直都是研究的热点和难点。 当前，主流方

法有基于规则的方法、端到端方法和强化学习方法。
１．１　 基于规则方法

基于规则的方法利用该领域的专家分析对话流

程，并设定预定义的对话状态及对该状态的回复。
最有代表性的方法就是有限状态机［３］ 和槽填充模

型［４］。 有限状态机的状态转换和流程都是预先设

计的，所以其流程可以有效地控制，而且结构清晰。
但是，这样的状态机无法移植到另一个领域。 对于

槽填充模型而言，槽就是对话系统在特定任务中所

需要获取的特定信息。 如，地点、时间、天气等。 对

话系统通过当前槽的状态及其优先级，决定下一个

动作。 对话过程被建模成序列标注，对话顺序是不

确定的，获得的回答非常灵活。 但是，也可能产生状

态爆炸的情况。 基于规则的方法，虽能够很好的控

制对话的流程，却严重依赖专家制定的领域知识，同
时很难迁移到新的领域。
１．２　 端到端方法

端到端方法是随着深度学习技术的突破发展而

提出的。 使用端到端［５］ 的训练模型，将一个域的序

列映射到另一个域。 在某一时刻，对话管理根据上

一步词序列和一些结构化的外部数据库，选择概率

最高的词汇作为下一步的回答。 通常选择的模型为

编码器－解码器，减少了模块化开发的成本。 然而

端到端的方法，也受限于对话数据集的获取和标注，
无法及时对自身策略进行调整和进行在线学习。
１．３　 强化学习

将强化学习［６］的思想应用于对话策略的建模，
是当前的主流方法。 通过智能体与环境交互过程中

的学习，以获得最大化的奖励，其结构如图 １ 所示。

状态

奖励
代理

动作

环境

图 １　 强化学习模型

Ｆｉｇ． １　 Ｒｅｉｎｆｏｒｃｅｍｅｎｔ ｌｅａｒｎｉｎｇ ｍｏｄｅｌ

　 　 对话管理的过程可以看作一个马尔科夫决策过

程［７］，通常被定义为五元组 ＜ Ｓ，Ａ，Ｐ，Ｒ，γ ＞ 。 通

过策略π 实现一个行为与状态之间的映射，策略的取

值可以是确定值，也可以是随机值。 映射的动作既可

以通过一个连续分布函数取值，也可以是离散值。
强化学习的优势：一是无须人工制定规则，且提

高了泛化能力；二是可以充分利用状态空间，解决了

覆盖率低的问题。 近年来，随着深度学习的快速发

展，学者们结合深度强化学习的方法用于建模对话

策略，其算法性能在一些领域优于人类。 如：Ｌｉ 等
人［８］通过与机器人的交互学习对话策略，构建了一

个用户模拟器；基于 ＤＱＮ［９］模型的算法在订电影票

的任务上比基于规则的方法正确率更高；Ｖｏｌｏｄｙｍｙｒ
等［１０］提出了 ＢＢＱＮ 模型，使用辛普森采样对状态空

间进行探索，明显提升了效率；Ｐｅｎｇ 等人［１１］ 为了解

决训练强化学习的代理需要耗费大量资源和时间问

题，引入用户模拟器来产生大量用于训练的模拟数

据，提出了 ＤＤＱ（Ｄｅｅｐ Ｄｙｎａ－Ｑ）模型；Ｓｕ 等［１２］ 人对

ＤＤＱ 模型进行了改进，引入 ＲＮＮ 鉴别器，用于区分

真实的用户经验和生成的模拟经验，从而过滤掉世

界模型生成的低质量训练数据，同时减少了训练过

程中对于模拟数据的依赖。 从实验结果可见，Ｄ３Ｑ
对话管理系统的鲁棒性和泛化能力优于 ＤＤＱ 对话

管理模型。

２　 结合规划的 ＴＤ３ 算法

对话系统让智能机器人能够使用自然语言的方

式与人类沟通，其中任务型对话系统旨在高效沟通

并且让用户获取有价值的信息。 在这类对话系统

中，通常是由一个任务型对话策略，来提供语言上的

行为决策。 近几年，强化学习广泛应用在对话策略

模型的学习上，即从基于语言的人机交互中训练对

话策略模型。
本文提出一种基于深度强化学习的算法，来提

高对话策略的学习效率，即结合规划的 ＴＤ３ 算法。
整体结构由 ５ 部分组成，各模块功能如下：

（１）基于 ＬＳＴＭ 的 ＮＬＵ 模块，用于识别用户的

意图和相匹配的语义槽；
（２）根据识别的结果，进行对话状态的跟踪并

生成对话状态表述；
（３）对话策略学习：根据对话状态跟踪的结果，

选择一个执行的动作；
（４）根据上一步选择的动作转化为对应的自然

语言；
（５）世界模型：用于生成模拟的用户行为和奖
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励。
　 　 本文中的训练是利用预先收集的数据，采用热

启动的方式进行的。 模型训练过程如图 ２ 所示，其
实现步骤如下：

（１）代理与用户模拟器交互，利用真实对话数

据改进对话策略；
（２）使用真实的对话数据更新世界模型；
（３）将更新后的世界模型的模拟经验用于改进

对话策略。

对话状态跟踪

对话状态跟踪

世界
模型

NLU

NLG

代
理

Usersimulator

图 ２　 模型训练过程

Ｆｉｇ． ２　 Ｍｏｄｅｌ ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓｓ

２．１　 直接强化学习

直接强化学习的目标，是让代理使用用户模拟

器的真实对话数据优化对话策略。 本文利用改进的

ＴＤ３ 算法，根据用户模拟器产生的对话状态 ｓ， 由相

应的策略选择动作 ａ， 用户模拟器同时反馈给代理

相应的奖励 ｒ， 此时对话状态将更新为 ｓ＇， 最后将对

话经验存储到预先设置的经验回放池，继续循环整

个过程，直到结束对话。
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图 ３　 ＴＤ３ 算法模型

Ｆｉｇ． ３　 ＴＤ３ ａｌｇｏｒｉｔｈｍ ｍｏｄｅｌ

　 　 本文中改进的 ＴＤ３ 算法共有 ６ 个网络结构，如
图 ３ 所示。 该算法采用两个结构完全相同的 ｃｒｉｔｉｃ
网络评估 Ｑ 值，选取较小值作为更新的目标。 有效

缓解了样本噪声对动作价值估计的影响，以及不准

确估计值累加所导致的无法收敛情况。 ＴＤ３ 算法对

策略采用延时更新的方法，由于 ｔａｒｇｅｔ 网络与 ｏｎｌｉｎｅ
网络参数的更新不同步，则规定 ｏｎｌｉｎｅ 网络更新 ｄ

次以后再更新 ｔａｒｇｅｔ 网络，从而减少了误差积累，并
降低了方差。 ＴＤ３ 算法采用了一种目标策略的平滑

正则化，在 ｔａｒｇｅｔ 网络的动作估计中加入随机噪声

ε， 使得值函数的更新平滑。
在 ｃｒｉｔｉｃ－ｏｎｌｉｎｅ 网络中，调节 θ１、θ２ 的值来最小

化均方误差损失函数，优化目标函数如下：
ｙ ← ｒ ＋ γ ｍｉｎｉ ＝ １，２ Ｑθ′ｉ ｓ′，ａ( ) （１）

θｉ ← ａｒｇｍｉｎθｉ Ｎ
－１∑ ｙ － Ｑθｉ ｓ，ａ( )( ) ２ （２）

　 　 其中， γ 为折扣因子， θ１、θ２ 和 φ 分别为 ｃｒｉｔｕ－
ｏｎｌｉｎｅ 网络和 Ａｃｔｏｒ－ｏｎｌｉｎｅ 网络的随机参数。

原始 ＴＤ３ 算法用于处理连续空间的数据，使用

梯度求最优值，如式（３）所示：

ÑϕＪ ϕ( ) ＝ Ｎ－１∑ Ñａ Ｑθ１ ｓ，ａ( ) ｜ ａ ＝πϕ
× Ñϕ πϕ ｓ( ) （３）

　 　 由于本文对话任务数据均为离散数据，因此使

用 ＴＤ－ｅｒｒｏｒ 代替梯度计算。 表示在当前的环境中，
如何选择动作可以获得最大的奖励期望值，并将

ａｃｔｏｒ 网络的输出进行 ｓｏｆｔｍａｘ 计算，使用确定性策

略 μ， 选择一个具体的动作值。 因此将式（３）改为

如下形式：

ÑθμＪ ＝ － Ｎ －１∑（Ｍ －１∑（ｙ － Ｑθｉ ｓ，ａ( ) ） ×

ｌｏｇ（ｐｒｏｂ（μ（ ｓ ｜ θ μ） ｓ）） （４）
　 　 其中， ｙ 由式（１）可得， ｌｏｇ（ｐｒｏｂ（μ（ ｓ ｜ θμ） ｓ 为

选择某一个动作的概率值。 可通过软更新机制更新

参数，如下所示：
θ＇
ｉ ← τ θｉ ＋ １ － τ( ) θ＇

ｉ （５）
ϕ＇ ← τϕ ＋ １ － τ( ) ϕ＇ （６）

　 　 最后，使用深度学习的 ｂａｔｃｈ 训练方式，迭代更

新对话策略的参数。
２．２　 规划

在综合规划的步骤中，世界模型产生模拟的对

话数据，然后用来训练对话策略。 在训练本文的模

型时，参数 Ｋ 是代理用于执行规划过程的次数。 假

定世界模型能够准确的模拟用户环境，即在一定程

度上增大 Ｋ 值来提升对话经验策略。 用户模拟器

中得到的真实对话经验记为 Ｄｕ， 世界模型产生的模

拟经验记为 Ｄｓ。 虽然规划和直接强化学习都使用

改进的 ＴＤ３ 算法，但是直接强化学习使用的是 Ｄｕ

数据，规划使用的是 Ｄｓ 数据。
２．３　 世界模型

世界模型利用真实的对话数据 Ｄｕ 来训练其模

型参数。 在每一轮对话训练中，世界模型将上一轮

的对话状态 ｓ 和上一轮的代理行动 ａ 作为模型的输

入，得到用户的回复动作 ａｕ、 奖励 ｒ 和一个表示对

０７ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



话是否结束的信号 ｔ。 网络结构如图 ４ 所示。

au r t

s a

图 ４　 世界模型结构

Ｆｉｇ． ４　 Ｔｈｅ ｗｏｒｌｄ ｍｏｄｅｌ ａｒｃｈｉｔｅｃｔｕｒｅ

　 　 其中， ａｕ、ｒ 和 ｔ 的计算公式如下：
ｈ ＝ ｔａｎｈ Ｗｈ ｓ，ａ( ) ＋ ｂｈ( ) （７）

ｒ ＝ Ｗｒｈ ＋ ｂｒ （８）
ａｕ ＝ ｓｏｆｔｍａｘ Ｗａ ＋ ｂａ( ) （９）
ｔ ＝ ｓｉｇｍｏｉｄ Ｗｔｈ ＋ ｂｔ( ) （１０）

　 　 其中， （ ｓ，ａ） 表示拼接操作，得到的元组数据

（ ｓ，ａ，ｒ，ｓ＇） 保存到 Ｄｓ 中，用于后续代理的训练。

３　 实验设置

３．１　 数据集

本文使用的数据集已经通过标注，其中包括语

义槽 １６ 个、对话动作 １１ 个以及带标记的对话 ２８０
个，对话平均有 １１ 轮，见表 １。

表 １　 意图和语义槽

Ｔａｂ． １　 Ｉｎｔｅｎｔｓ ａｎｄ ｓｌｏｔｓ

意图 ｃｏｎｆｉｒｍ ａｎｓｗｅｒ， ｃｏｎｆｉｒｍ ｑｕｅｓｔｉｏｎ， ｄｅｎｙ ｍｕｌｔｉｐｌｅ ｃｈｏｉｃｅ，
ｗｅｌｃｏｍｅ ｇｒｅｅｔｉｎｇ， ｉｎｆｏｒｍ， ｔｈａｎｋｓ， ｒｅｑｕｅｓｔ， ｎｏｔ ｓｕｒｅ，
ｃｌｏｓｉｎｇ

语义槽 ｃｌｏｓｉｎｇ， ｄｉｓｔａｎｃｅ ｃｏｎｓｔｒａｉｎｓ， ｓｔａｒｔ ｔｉｍｅ， ｇｒｅｅｔｉｎｇ， ｍｏｖｉｅ
ｎａｍｅ， ｐｅｏｐｌｅ， ｃｉｔｙ， ｐｒｉｃｅ， ｓｔａｔｅ， ｔａｓｋ， ｃｏｍｐｌｅｔｅ， ｄａｔｅ，
ｖｉｄｅｏ ｔｈｅａｔｅｒ， ｔｉｃｋｅｔ，ｎｕｍｂｅｒｏｆｐｅｏｐｌｅ

３．２　 基准模型

（１）基于规则的模型：使用基于人工制定规则

的对话策略；
（２）ＤＱＮ 模型：基于 ＤＱＮ 算法实现；
（３）Ａ２Ｃ 模型：使用优势函数代替 Ｃｒｉｔｉｃ 网络中

的原始回报，作为衡量选取动作值和所有动作平均

值好坏的指标；
（４）ＴＤ３ 模型：即本文中提出的结合规划改进的

ＴＤ３ 算法，引入世界模型，并且综合规划步骤进行学

习。
３．３　 实验设置和评估指标

实验中深度强化学习网络的激活函数选择 ｔａｎｈ
函数。 折扣因子 γ 的值设为 ０．９， Ｄｕ 与 Ｄｓ 的大小均

为 ５ ０００。 规划训练过程中，模拟对话的最大回合数

为 ４０。 本文所有实验使用 １００ 轮对话的进行预训

练，即使用热启动的方式。
主要评估指标为成功率、平均回报、平均轮数。

假定测试中所有完整的对话数目为 Ｎ，成功预定电

影票的完整对话为 ａ，完整对话所获得的总回报为

Ｒ，所有完整对话总对话轮数为 ｓ。 则：
成功率 ＝ ａ ／ Ｎ （１１）

平均回报 ＝ Ｒ ／ Ｎ （１２）
平均轮数 ＝ ｓ ／ Ｎ （１３）

　 　 成功率用来衡量模型的主要性能，评估当前的

对话策略的优劣；平均轮数和平均回报展示了系统

的鲁棒性，这两个指标表明模型所追求的目标，即在

最小的轮次获得最多的回报。
３．４　 实验结果分析

本文中 ＴＤ３ 模型需要学习结构相同，但是参数

不同的神经网络有 ａｃｔｏｒ 网络和 ｃｒｉｔｉｃ 网络。 实验设

置两个网络的参数不需同步更新，ｃｒｉｔｉｃ 网络的打

分，决定了 ａｃｔｏｒ 网络的动作。 因此，ａｃｔｏｒ 网络的参

数更新具有滞后性。 ＤＱＮ 模型只需要学习一种神

经网络参数，其效果要优于 Ａ２Ｃ 模型。 而本文的

ＴＤ３ 模型要优于 Ａ２Ｃ 模型，验证了本文提出模型能

更快的收敛，提高对话系统的性能。
在综合规划的步骤中，世界模型可以用于减少

代理对用户模拟器的依赖和负面影响。 对于不同的

Ｋ 值，使得代理的训练结果不一致。 世界模型的参

数在整个实验的训练过程中也是需要学习的。 因

此，实验首要任务是寻找最佳 Ｋ 值。 通过设置不同

的 Ｋ值进行训练得出：当 Ｋ ＝ １０时，世界模型生成的

模拟经验效果较好，模型训练效果最佳。
表 ２ 展示了不同模型在 １０Ｋ 轮对话的最终测试

结果。 通过分析可以得出：结合规划的 ＴＤ３ 模型从

策略梯度的角度建模对话管理系统，提高了约 ２０％
的对话系统性能； 成功率和平均回报稍优于 ＤＱＮ
模型所代表的值函数模型；所使用的平均轮数持平。

表 ２　 不同模型在 １０Ｋ 轮对话的最终表现

Ｔａｂ． ２　 Ｔｈｅ ｆｉｎａｌ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｉｎ １０Ｋ ｃｏｎｖｅｒｓａｔｉｏｎｓ

代理模型 成功率 平均回报 平均轮数

基于规则的模型

ＤＱＮ 模型

Ａ２Ｃ 模型

ＴＤ３ 模型

ＤＱＮ 模型 （Ｋ ＝ １０）
Ａ２Ｃ 模型 （Ｋ ＝ １０）
ＴＤ３ 模型 （Ｋ ＝ １０）

０．４１
０．８１
０．５
０．７
０．８５
０．５５
０．８８

１．９８
４２．２３
８．１２
２０．２３
５４．４７
１３．２３
５５．５６

１６．００
１５．８９
１９．２３
１６．１１
１５．５２
１８．０８
１５．９６

　 　 综上所述，可以归纳出模型的优点：本文提出的
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模型适合于规模较大的离散的对话任务；通过经验

回放和用户模型的引入，带来比较好的对话策略学

习效果，模型易于收敛。

４　 结束语

本文结合规划的 ＴＤ３ 算法在模型优化和环境

建模做出了改进；在代理设置上，使用基于策略梯度

的方法建模对话管理，并且使用经验回放和孪生网

络结构，加快了模型的收敛，提高了对话性能；在环

境设置上，引入了世界模型，减少了用户模拟器在代

理训练的负面影响。 当然，本文在策略梯度函数的

设置上还有待进一步的优化，用户模拟器在功能上

可以增加真人的对话数据收集等。
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