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摘　 要： 脓毒症相关性脑病（ＳＡＥ）是指在患脓毒症过程中发生的脑功能障碍，其与脓毒症患者短期死亡率的上升有关。 本文

从 ＭＩＭＩＣ 数据库中抽取相关的脓毒症患者数据，其中 ＳＡＥ 被定义为患脓毒症且 ＧＣＳ 分数小于 １５ 分。 使用 ＲＦＥ 算法筛选出

影响 ＳＡＥ 患者 ３０ 天死亡率的危险因素，对 ＳＡＥ 病例数据采用逻辑回归、ＧＢＤＴ、ＸＧＢｏｏｓｔ 三种算法建立 ３０ 天死亡风险预测

模型。 实验结果表明，ＧＢＤＴ 算法的预测效果优于另外 ２ 种算法，其准确率为 ７８．６％， ＡＵＣ 为 ７８．３％，该模型能够对 ＳＡＥ 患者

３０ 天死亡情况进行较为准确的预测。
关键词： 脓毒症； 脓毒症相关性脑病； ＭＩＭＩＣ 数据库； 逻辑回归； 随机森林

３０－ｄａｙ ｍｏｒｔａｌｉｔｙ ｒｉｓｋ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ ｆｏｒ ＳＡＥ ｐａｔｉｅｎｔｓ ｂａｓｅｄ ｏｎ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ
ＬＩＵ Ｂｉｎ１， ＸＩＡＯ Ｘｉａｏｘｉａ１，２， ＧＯＮＧ Ｈｏｕｗｕ３， ＺＨＯＵ Ｚｈａｎ１， ＺＨＥＮＧ Ｌｉｒｕｉ１， ＴＡＮ Ｊｉａｎｃｏｎｇ１

（１ Ｓｃｈｏｏｌ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ａｎｄ Ｅｎｇｉｎｅｅｒｉｎｇ， Ｈｕｎａｎ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｃｈｉｎｅｓｅ Ｍｅｄｉｃｉｎｅ， Ｃｈａｎｇｓｈａ ４１０２０８， Ｃｈｉｎａ；
２ Ｔｈｅ Ｄｏｍｅｓｔｉｃ Ｆｉｒｓｔ－ｃｌａｓｓ Ｄｉｓｃｉｐｌｉｎｅ Ｃｏｎｓｔｒｕｃｔｉｏｎ Ｐｒｏｊｅｃｔ ｏｆ Ｃｈｉｎｅｓｅ Ｍｅｄｉｃｉｎｅ， Ｈｕｎａｎ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｃｈｉｎｅｓｅ Ｍｅｄｉｃｉｎｅ，

Ｃｈａｎｇｓｈａ ４１０２０８， Ｃｈｉｎａ； ３ ＤＨＣ Ｍｅｄｉｗａｙ Ｔｅｃｈｎｏｌｏｇｙ Ｃｏ．， Ｌｔｄ．， Ｂｅｉｊｉｎｇ １０００８９， Ｃｈｉｎａ）

【Ａｂｓｔｒａｃｔ】 Ｓｅｐｓｉｓ ｒｅｌａｔｅｄ ｅｎｃｅｐｈａｌｏｐａｔｈｙ （ＳＡＥ） ｒｅｆｅｒｓ ｔｏ ｂｒａｉｎ ｄｙｓｆｕｎｃｔｉｏｎ ｏｃｃｕｒｒｉｎｇ ｉｎ ｔｈｅ ｃｏｕｒｓｅ ｏｆ ｓｅｐｓｉｓ， ｗｈｉｃｈ ｉｓ ｒｅｌａｔｅｄ ｔｏ
ｔｈｅ ｒｉｓｅ ｏｆ ｓｈｏｒｔ－ｔｅｒｍ ｍｏｒｔａｌｉｔｙ ｉｎ ｓｅｐｓｉｓ ｐａｔｉｅｎｔｓ． Ｉｎ ｔｈｉｓ ｐａｐｅｒ， ｔｈｅ ｄａｔａ ｏｆ ｓｅｐｓｉｓ ｐａｔｉｅｎｔｓ ａｒｅ ｅｘｔｒａｃｔｅｄ ｆｒｏｍ ｔｈｅ ＭＩＭＩＣ ｄａｔａｂａｓｅ，
ｗｈｅｒｅ ＳＡＥ ｉｓ ｄｅｆｉｎｅｄ ａｓ ｈａｖｉｎｇ ｓｅｐｓｉｓ ａｎｄ ＧＣＳ ｓｃｏｒｅ ｉｓ ｌｅｓｓ ｔｈａｎ １５． Ｔｈｅ ＲＦＥ ａｌｇｏｒｉｔｈｍ ｉｓ ｕｓｅｄ ｔｏ ｓｃｒｅｅｎ ｏｕｔ ｔｈｅ ｉｍｐｏｒｔａｎｔ ｆａｃｔｏｒｓ
ａｆｆｅｃｔｉｎｇ ｔｈｅ ３０ ｄａｙ ｍｏｒｔａｌｉｔｙ ｏｆ ＳＡＥ ｐａｔｉｅｎｔｓ， ａｎｄ ｔｈｅ ｌｏｇｉｓｔｉｃ ｒｅｇｒｅｓｓｉｏｎ， ＧＢＤＴ， ＸＧＢｏｏｓｔ ａｒｅ ｕｓｅｄ ｔｏ ｅｓｔａｂｌｉｓｈ ｔｈｅ ３０ ｄａｙ
ｍｏｒｔａｌｉｔｙ ｒｉｓｋ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ ｆｏｒ ＳＡＥ ｐａｔｉｅｎｔｓ． Ｔｈｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｓｈｏｗ ｔｈａｔ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｅｆｆｅｃｔ ｏｆ ＧＢＤＴ ａｌｇｏｒｉｔｈｍ ｉｓ ｂｅｔｔｅｒ
ｔｈａｎ ｏｔｈｅｒ ａｌｇｏｒｉｔｈｍｓ， ｗｉｔｈ ａｎ ａｃｃｕｒａｃｙ ｏｆ ７８．６％ ａｎｄ ａｎ ＡＵＣ ｏｆ ７８．３％． Ｔｈｉｓ ｍｏｄｅｌ ｃａｎ ａｃｃｕｒａｔｅｌｙ ｐｒｅｄｉｃｔ ｔｈｅ ３０ ｄａｙ ｍｏｒｔａｌｉｔｙ ｏｆ
ＳＡＥ ｐａｔｉｅｎｔｓ．
【Ｋｅｙ ｗｏｒｄｓ】 ｓｅｐｓｉｓ； ＳＡＥ； ＭＩＭＩＣ ｄａｔａｂａｓｅ； ｌｏｇｉｓｔｉｃ ｒｅｇｒｅｓｓｉｏｎ； Ｒａｎｄｏｍ Ｆｏｒｅｓｔ

�哈尔滨工业大学主办 科技创见与应用

基金项目： ２０１７ 年科技部十三五重点研发计划（２０１７ＹＦＣ１７０３３００）； 大规模跨模态医疗知识管理。

作者简介： 刘　 彬（１９９７－），男，硕士研究生，主要研究方向：数据挖掘、自然语言处理； 肖晓霞（１９７７－），女，博士，副教授，主要研究方向：中医

智能诊断、人工智能、生物医学工程等。

通讯作者： 肖晓霞　 　 Ｅｍａｉｌ：ａｍｉｌｙ＿ｘ＠ ｈｎｕｃｍ．ｅｄｕ．ｃｎ

收稿日期： ２０２２－１０－１７

０　 引　 言

脓毒症是由感染引起的全身炎症反应综合征，
全球发病率较高，每年患脓毒症的人数约为 ３ １００
万，住院病死率约为 １７％［１］。 脓毒症相关性脑病

（ＳＡＥ）是指在患脓毒症过程中发生的脑功能障碍，
是一种比较严重的脓毒症并发症，也是造成脓毒症

患者死亡的独立危险因素［２］。 并与人体行为、记
忆、认知功能的长期损害密切相关，给患者的家庭和

社会带来沉重的经济负担。 仍需指出的是，ＳＡＥ 患

者的死亡率往往高于只患脓毒症的患者。 格拉斯哥

昏迷评分法（Ｇｌａｓｇｏｗ Ｃｏｍａ Ｓｃａｌｅ， ＧＣＳ） 是一种用来

评估病人昏迷程度的方法，满分为 １５ 分［３］，表示意

识清楚；１２～１４ 分表示轻度意识障碍；９ ～ １１ 分表示

中度意识障碍； ８ 分以下为昏迷。 Ｅｉｄｅｌｍａｎ 等学

者［４］的研究表明脑病与医院死亡率的增加成正相

关性，当格拉斯哥昏迷评分 （ＧＣＳ） 为 １５ 分时，死亡

率为 １６％，而当 ＧＣＳ 分数为 ３ 到 ８ 分时，死亡率为

６３％。 Ｓｏｎｎｅｖｉｌｌｅ 等学者［５］ 的研究也得出了类似的

结论，研究显示当 ＧＣＳ 分数为 １５ 时，患者 ３０ 天生

存率为 ６７％；当 ＧＣＳ 分数为 ３～８ 分时，３０ 天生存率

下降到 ３２％。 即使发生轻度意识障碍 （ＧＣＳ 分数为



１２～１４）也是影响 ３０ 天死亡的一个独立危险因素。
综上表明，ＳＡＥ 对于脓毒症患者短期死亡率的增加

是有影响的，而这将进一步影响患者的健康，同时加

重医疗资源的消耗。
基于上述问题，识别出短期死亡率较高的 ＳＡＥ

患者，有利于及时进行医疗干预，对于改善这类患者

的预后也具有重要的意义。 因此本研究的主要目的

是通过大型的临床数据库 ＭＩＭＩＣ 去提取相应的

ＳＡＥ 患者数据，然后通过 ｒｆｅ 算法［６］ 对相应特征进

行筛选，选出影响 ＳＡＥ 患者 ３０ 天死亡率的重要特

征，最后基于这些特征构建机器学习模型，用于改善

ＳＡＥ 患者的预后。

１　 算法原理

１．１　 ＲＦＥ 特征筛选

特征递归消除 （ Ｒｅｃｕｒｓｉｖｅ Ｆｅａｔｕｒｅ Ｅｌｉｍｉｎａｔｉｏｎ，
ＲＦＥ）是一种用来衡量特征变量重要性的方法，通过

重复构建模型，逐步迭代选出最重要的特征变量，能
够寻找出最优的特征子集，剔除不重要的特征变量。
具体运算步骤如下：

（１）设定需要进行选择的特征数。
（２）选择一个基模型来进行多轮训练， 每次训

练将 Ｊ（ｋ） ＝ （ｗｋ） ２ 作为每个特征的排序准则，并且

每次迭代去除排序最后需要移除的特征数量。
（３）基于新的特征集进行下一轮训练，直至特

征个数为特征设定值。
本文选择的基模型为 ＸＧＢｏｏｓｔ 模型，对总计 １７

个特征进行筛选。
１．２　 逻辑回归

逻辑回归［７］是一种广义的线性回归模型，属于

机器学习中的监督算法，主要是用来解决二分类问

题。 该算法首先通过输入数据拟合出一条直线 ｚ ＝
ｗＴｘ ＋ ｂ， 显然这样的函数图像是一条斜线，难以达

到最终想要的结果（０ 或 １），于是要将 ｚ通过一个函

数映射成 ０ ～ １ 之间的数，这个函数就是 ｓｉｇｍｏｉｄ 函

数，式子如下：

ｇ（ ｚ） ＝ １
１ ＋ ｅ －ｚ （１）

　 　 然后，通过极大似然估计推导出损失函数：

　 Ｊ（ｗ） ＝ ｍｉｎ（ － １
ｎ∑

ｎ

ｉ ＝ １
［ｙｉ（ｗＴｘ ＋ ｂ） － ｌｎ（ｅｗＴｘ＋ｂ ＋

１）］） （２）
最后，通过梯度下降法求解出式（２）中的参数，

从而解决了二分类问题。

１．３　 ＧＢＤＴ
ＧＢＤＴ（Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ Ｄｅｃｉｓｉｏｎ Ｔｒｅｅ）是一种

基于决策树的集成算法。 算法采用将基函数线性组

合的方法［８］，在训练过程中使得残差不断地减小，
最终实现数据回归或者分类。 ＧＢＤＴ 算法的训练过

程具体如图 １ 所示。

融合模型

加权

学习

基分类器

铨部样栵

基分类器

学习

加权

图 １　 ＧＢＤＴ 算法训练过程

Ｆｉｇ． １　 ＧＢＤＴ ａｌｇｏｒｉｔｈｍ ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓｓ

　 　 ＧＢＤＴ 通过多轮迭代，产生多个弱分类器，每个

分类器在上一轮分类器的梯度（如果损失函数是平

方损失函数，则梯度就是残差值）基础上进行训练。
弱分类器一般会选择 ＣＡＲＴ ＴＲＥＥ（分类回归树），
这种树具有结构简单、高偏差、低方差的特点，因此

十分适合用于 ＧＢＤＴ 算法的训练中。
１．４　 ＸＧＢｏｏｓｔ

ＸＧＢｏｏｓｔ 算法［９］是在 ＧＢＤＴ 算法的基础上发展

而来的，主要改进有：算法不仅可以使用 ＣＡＲＴ 分类

回归树，还能使用线性基础模型；在目标函数中加入

了正则化项，用来防止模型出现过拟合；借鉴了随机

森林的原理，支持列抽样，不仅能降低过拟合，还能

够减少模型的计算量；考虑到了训练数据为稀疏值

的情况，能为缺失值指定分支的默认方向，从而提高

算法效率。

２　 数据与方法

２．１　 数据来源

ＭＩＭＩＣ［１０］（Ｍｅｄｉｃａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｍａｒｔ ｆｏｒ ＩＣＵ）是

一个大型的、免费提供的数据库，其中包括来自美国

马萨诸塞州波士顿贝斯以色列女执事医疗中心重症

监护病房住院病人的高质量健康相关数据，数据包

括生命体征、药物、化验数据、护理人员的观察和记

录、输液、手术、诊断代码、成像报告、住院时间、生存

数据。 ＭＩＭＩＣ 数据库到现在已经发布 ４ 个版本。
ＭＩＭＩＣ－ＩＩ 中包含 ２００１ ～ ２００８ 年的数据，ＭＩＭＩＣ－Ⅲ
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包含 ２００１ ～ ２０１２ 年的数据，ＭＩＭＩＣ－ＩＶ 包含 ２００８ ～
２０１９ 年的数据。 本文将基于 ＭＩＭＩＣ－ＩＶ 数据库抽

取相应的 ＳＡＥ 患者数据。
２．２　 数据抽取

ＳＡＥ 被定义为脓毒症患者中 ＧＣＳ 分数小于 １５
的患者。 研究使用的主要软件为 Ｎａｖｉｃａｔ Ｐｒｅｍｉｕｍ
（１５．０．１２ 版本）， 按 照 关 键 字［１１］ “ ｓ － ｅｐｓｉｓ ”、
“ｓｅｖｅｒｅ ｓｅｐｓｉｓ”、“ｓｅｐｔｉｃ ｓｈｏｃ－ｋ”从数据库中搜索被

诊断为“脓毒症”、“严重脓毒症”、“脓毒症休克”患
者的原始数据。 根据以往研究，确定好纳排标准后

进一步筛选患者。 患者筛选的详细过程如图 ２ 所

示。

被诊断为“脓毒症”、“严
重脓毒症”、“脓毒症休
克”的患者(n=13360）

剩余7681例进行
继续筛选

排除下列病人:
未入住ICU(n=3068）
入住ICU时间少于24h(n=1672）
患有关脑部疾病(n=939）

排除下列病人:
患有精神疾病(n=120）
酒精中毒、滥用药物(n=29）
患癫痫(n=360）
患高钠血症(n=971）
患肝病(n=2）
血糖数据缺失，血糖值大于180mg/dl,
血糖值小于54mg/dl(n=1351)
血清值小于120mmol/l(n=37)
没有GCS评分(n=3)

30天死亡(n=492) 30天存活(n=1639)

2131例SAE患者被纳
入最终队列，并进行下
一步分析

经过纳排后，最终剩余
4808例脓毒症患者，
非SAE患者2677例，
SAE患者2131例

图 ２　 患者筛选图

Ｆｉｇ． ２　 Ｐａｔｉｅｎｔ ｓｃｒｅｅｎｉｎｇ

　 　 确定最终的 ＳＡＥ 患者后，根据此前的研究文

献，从 ＭＩＭＩＣ 数据库中提取患者首次入院时对应的

年龄（ａｎｃｈｏｒ＿ａｇｅ）、性别（ｇｅｎｄｅｒ）、住院天数（ｄａｙ）、
葡萄糖（ｇｌｕｃｏｓｅ）、钠（ｓｏｄｉｕｍ）、ＧＣＳ 分数（ｇｃｓ）、血小

板 （ ｐｌａｔｅｌｅｔ ）、 肌 酐 （ ｃｒｅａｔｉｎｉｎｅ ）、 血 红 蛋 白

（ｈｅｍｏｇｌｏｂｉｎ）、钾（ｐｏｔａｓｓｉｕｍ）、血尿素氮（ＢＵＮ）、白
细胞（ＷＢＣ）、乳酸盐（ ｌａｃｔａｔｅ）、血浆凝血酶原时间

（ＰＴ）、心率（ｈｅａｒｔ＿ｒａｔｅ）、血氧饱和度（ｓｐｏ２）、呼吸速

率（ｒｅｓｐｉｒａｔｏｒｙ＿ｒａｔｅ）、３０ 天是否死亡（ｍｏｒａｌｉｔｙ）。 数

据总计 １７ 个特征属性，再加一个类别标签属性，其
中类别标签表明患者是否在患病 ３０ 天内死亡。

２．３　 数据预处理

提取了数据后，对数据的缺失情况进行统计，结
果见表 １。

表 １　 数据缺失情况表

Ｔａｂ． １　 Ｄａｔａ ｍｉｓｓｉｎｇ ｔａｂｌｅ

特征 缺失数 缺失比例 ／ ％

血小板 ６ ０．１２

肌酐 １ ０．０２

血红蛋白 ５ ０．１０

血尿素氮 ３ ０．０６

白细胞 ６ ０．１２

血氧饱和度 １３ ０．２７

乳酸盐 ９５４ １９．８４

凝血酶原时间 ３６５ ７．５９

心率 ９ ０．１８

呼吸频率 １２ ０．２５

　 　 从表 １ 的结果中可以看出 １０ 个特征存在数据

缺失的问题，缺失最多的特征是乳酸盐，缺失比例为

１９．８４％，缺失最少的是肌酐，仅缺失一例。 根据文

献［８］中对缺失数据的处理方法来看，缺失特征比

例均小于 ２０％，予以保留，并统一采用平均值对其

进行填补，在此基础上将对数据进行具体分析。

３　 结果

３．１　 纳入病例的基本信息

总计纳入 ４ ８０８ 例脓毒症患者，其中 ２ １３１ 例为

ＳＡＥ 患者。 ＳＡＥ 患者年龄为 １９～９１ 岁之间，中位年

龄数为 ６８ 岁。 男性为 １ １２７ 例，女性为 １ ００４ 例。
３０ 天内死亡病例为 ４９２ 例，存活病例为 １ ６３９ 例，数
据分布较为均衡。
３．２　 筛选得到的特征变量

根据 ＲＦＥ 特征筛选，每一轮筛选移去特征系数

（ｗｋ） ２ 最小的特征，直到特征个数为设定值。 结果

显示，当特征数设定为 １３ 时，３ 个模型中 ＧＢＤＴ 的

ＡＵＣ 值最高，其在测试集上 ＡＵＣ 为 ０．７８３。 此时选

出的 １３ 个特征分别为：年龄、住院天数、钠、ＧＣＳ 分

数、血小板、肌酐、钾、血尿素氮、乳酸盐、血浆凝血酶

原时间、血氧饱和度、心率、呼吸速率。
３．３　 实验结果

将 ＳＡＥ 数据集按照 ７：３ 的比例随机划分为训

练集和测试集进行训练。 本文采用的评价指标为准

确率、 Ｐ 值、Ｒ 值、Ｆ１ 值、ＡＵＣ 值。 具体的实验结果

见表 ２、表 ３。
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表 ２　 未进行特征筛选结果

Ｔａｂ． ２　 Ｎｏ ｆｅａｔｕｒｅ ｆｉｌｔｅｒｉｎｇ ｒｅｓｕｌｔｓ

算法 Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１ Ｓｃｏｒｅ ＡＵＣ

ＬＲ ７６．１ ４３．０ ２３．９ ３０．８ ７２．２

ＸＧＢｏｏｓｔ ７７．７ ４９．５ ３３．８ ４０．２ ７５．５

ＧＢＤＴ ７９．１ ５４．７ ３３．１ ４１．２ ７７．４

表 ３　 特征筛选后结果

Ｔａｂ． ３　 Ｒｅｓｕｌｔｓ ａｆｔｅｒ ｆｅａｔｕｒｅ ｓｃｒｅｅｎｉｎｇ

算法 Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１ Ｓｃｏｒｅ ＡＵＣ

ＬＲ ７７．７ ４９．３ ２３．９ ３２．２ ７２．５

ＸＧＢｏｏｓｔ ７８．３ ５１．６ ３４．５ ４１．４ ７３．８

ＧＢＤＴ ７８．６ ５２．９ ３１．７ ３９．６ ７８．３

　 　 从表 ２ 和表 ３ 中可以看出，数据集经过特征筛

选后，３ 个模型的某些指标得到了提高。 逻辑回归

模型的准确率提高了 １．６％、精度提高了 ６．３％、 Ｆ１

值提高了 １．４％、 ＡＵＣ 值提高了 ０．３％；ＸＧｂｏｏｓｔ 模型

的准确率提高了 ０．６％、精度提高了 ２．１％、召回率提

高了 ０．７％、 Ｆ１ 值提高了 １．２％；ＧＢＤＴ 模型的 ＡＵＣ
值提高了 ０．９％。

为了更直观地比较 ３ 个不同算法的性能， 绘制

的 ＲＯＣ 曲线如图 ３ 所示。

LR的AUC值为0.725
GBDT的AUC值为0.783
XGB的AUC值为0.738

1.0

0.8
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0.4

0.2

0 0.2 0.4 0.6 0.8 1.0
假正例

真
正

例

图 ３　 ３ 种分类算法的 ＲＯＣ 曲线

Ｆｉｇ． ３　 ＲＯＣ ｃｕｒｖｅｓ ｏｆ ｔｈｒｅｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ

　 　 从图 ３ 中可以看出，在 ３ 个算法中 ＧＢＤＴ 算法

的 ＡＵＣ 值最大、为 ０．７８３，说明 ＧＢＤＴ 算法性能最

优，更适合用于 ＳＡＥ 患者 ３０ 天死亡预测。

４　 分析与讨论

在这项基于 ＭＩＭＩＣ － ＩＶ 数据库的研究中，从
ＭＩＭＩＣ 数据库中抽取出对应的 ＳＡＥ 患者数据，然后

使用了 ＲＦＥ 特征选择，筛选出了与 ＳＡＥ 患者 ３０ 天

死亡率相关的危险因素，最后基于这些特征建立了

３ 个机器学习模型去对 ＳＡＥ 患者 ３０ 天死亡进行预

测。 其中，ＧＢＤＴ 算法对于 ＳＡＥ 患者 ３０ 天死亡预测

效果最佳，其精度为 ５２．９％，准确率为 ７８．６％、 ＡＵＣ
值为 ７８．３％，３ 个指标均为不同算法中最高的。 与

其它研究方法进行对比，文献［３］提出的列线图模

型在训练集上的 ＡＵＣ 值为 ０． ７６３，在验证集上的

ＡＵＣ值为 ０．７５３，均比本文提出的 ＧＢＤＴ 算法的 ＡＵＣ
值略低。 说明本文提出的模型性能更优、泛化能力

也更强。 目前，对于 ＳＡＥ 的治疗是具有挑战性的，
有许多关于脓毒症的指南列出了各种治疗脓毒症的

建议，但却很少有治疗 ＳＡＥ 的建议。 有关 ＳＡＥ 患者

死亡预测的研究也较为匮乏，本研究很好地弥补了

这方面的空白。 从应用价值来看，本文提出的

ＧＢＤＴ 预测模型能够辅助临床医生去评估 ＳＡＥ 患者

的预后，从而制定出相应的治疗措施，降低患者死亡

率。 一旦研究出针对 ＳＡＥ 的具体治疗方法，该模型

的应用价值就会更高。 未来可以开发一款能嵌入电

子医疗系统的软件，该软件能够在不增加临床医生

工作时间和负担的情况下，辅助临床医生及时治疗

ＳＡＥ。

５　 结束语

本文基于 ＭＩＭＩＣ 数据库，提取相应的脓毒症患

者数据，并通过 ＧＣＳ 分数进一步筛选出 ＳＡＥ 患者的

数据。 然后经过 ＲＦＥ 特征筛选，筛选出 １３ 个重要

的特征。 使用逻辑回归、ＸＧＢｏｏｓｔ、ＧＢＤＴ 三种算法

基于筛选后的特征进行建模，实验结果表明，ＧＢＤＴ
算法更适合用于 ＳＡＥ 患者 ３０ 天死亡预测，其 ＡＵＣ
值为 ７８．３％，高于其他 ２ 种算法，也比其他文献中的

方法略好。 对于 ＳＡＥ 患者的预后具有一定的参考

价值。
本次研究也存在局限性，即只对该数据库进行

了内部验证，在今后的研究中还需要根据其它的数

据进行外部验证，以进一步检验模型的鲁棒性和性

能。
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