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摘　 要： 机器学习基于信息可以更加高效地做出预测和决策，因此在数据驱动模型中发挥了重要的作用。 特征工程是提高机

器学习系统高效性的决定性因素，但却是最耗时的任务之一。 因此考虑到人为错误和极端的时间成本，自动化特征工程应运

而生。 近年来，自动化特征工程得到了飞速的发展，解放了大量且乏味单调的人工操作。 本文对自动化特征工程的算法进行

系统性的整理和总结，为后续研究提供了参考。
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０　 引　 言

伴随着多种多样的数据采集方式的发展与使

用，海量数据的产生速度正在加快。 近年来，机器学

习发展迅速，就需要基于机器学习的数据模型来分

析和预测科研和工业领域中的大批量数据。 在预测

模型中，特征工程是机器学习的一个极具挑战性的

研究方向，对于提高模型准确性起着至关重要的作

用［１］。 特征工程是将已给定的学习任务中的原始

特征空间转换来提高模型的性能，在图像［２］、音

频［３］和广告［４］ 等许多领域都得到了广泛应用。 但

是，在特征工程中的应用实践中，面临着很多问题，
具体阐释如下：

（１）时间花销大：在机器学习任务模型中，传统

特征工程常常会占用超过一半的时间和计算资源。
（２）需要领域经验：在特定领域，需要人工把领

域经验添加到特征空间中，工作量大且不可扩展。
（３）任务需求量大：机器学习模型的爆发性增

量需求，使得特征工程任务量变大，再由人工参与所

有特征工程任务迹近不可能。
因此，特征工程的自动化应运而生，自动化特征

工程（Ａｕｔｏｍａｔｅｄ Ｆｅａｔｕｒｅ Ｅｎｇｉｎｅｅｒｉｎｇ）是自动化机器

学习（Ａｕｔｏｍａｔｅｄ Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ） ［５］中的一个重要

方向，其目的在于无需使用领域知识以及人工参与

的情况下，就能自动生成高质量的特征来提高数据

模型的性能。 自动化特征工程可实现机器学习任务

流程的部分自动化，改善可操作性，且省去大量人工

参与时间，从而提高效率。



在时间维度上，早期的自动化特征工程研究虽

然未能创建一个实现多元化测量与评估的框架，但
也在众多分支领域上取得了不小的进展［６－１５］。 近年

来，陆续涌现出许多自动化特征工程框架［１６－２３］，能
够为机器学习模型目标行为的捕捉预测和预测性能

的提升提供了基础数据，也使得工业问题的决策流

程变得更为顺畅高效［２４－３１］，还为特征工程的一些问

题给出了标准化的执行步骤［３２－３６］，不仅降低了任务

的计算资源消耗、而且省去了人工添加特征。 本文

主要围绕自动化特征工程中 ３ 种方案，分别是：基于

扩张缩减（Ｅｘｐａｎｓｉｏｎ－ｒｅｄｕｃｔｉｏｎ）的策略，以进化为中

心 （ Ｅｖｏｌｕｔｉｏｎ － ｃｅｎｔｒｉｃ ） 的策略和性能引导搜索

（Ｐｅｒｆｏｒｍａｎｃｅ－ｂａｓｅｄ ｅｘｐｌｏｒａｔｉｏｎ）的策略。 对此拟展

开研究论述如下。

１　 基于扩张缩减的策略

特征生成的方法之一是把所有转换简单地应用

于所有的数据，并对所有生成的特征空间进行求和，
这将导致特征空间生成大量特征，虽然其中一部分

特征可以对任务目标有效果提升作用，但是训练模

型若要使用这种庞大的特征空间去进行训练却极为

困难。 基于此，就可应用特征选择方法来筛选特征

空间，该方法则称为扩张缩减法。 扩张缩减的设计

结构如图 １ 所示。

输入数据

D0=｛f1,f2,f3,…,fn;y｝

特征选择

算法G1 算法G2 算法Gn

算法S1 算法S2 算法Sn

输出数据

D1=｛G1(f2),G2(f4),G4(f5),…,Gk(fn);y｝

特征生成

图 １　 扩张缩减结构图

Ｆｉｇ． １　 Ｔｈｅ ｅｘｐａｎｓｉｏｎ－ｒｅｄｕｃｔｉｏｎ ａｒｃｈｉｔｅｃｔｕｒｅ

　 　 该方法的早期经典模型有 ＦＩＣＵＳ［３７］，模型的扩

张过程是通过定义运算函数（加法、减法、乘法和除

法等）来形成潜在特征空间，缩减过程将使用信息

增益引导波束搜索。 早期的扩张缩减模型只能生成

相对简单的新特征，并不能生成高阶特征组合，这也

限制了后续机器学习模型任务的性能。
大多数的扩张缩减模型采用预定义的运算函数

生成 特 征。 Ｋａｎｔｅｒ 等 人［３８］ 提 出 Ｄｅｅｐ Ｆｅａｔｕｒｅ
Ｓｙｎｔｈｅｓｉｓ（ＤＦＳ），ＤＦＳ 的扩张过程是使用一组预定义

的运算函数，用于连接表和构建新特征，缩减过程是

使用截断奇异值分解（Ｔｒｕｎｃａｔｅｄ ＳＶＤ）进行特征选

择。 该模型的不足即在于预定义的函数会用到所有

的原始特征空间，因此模型计算时间相对较长。 此

后，ＤＡＦＥＥ［３９］对 ＤＦＳ 方法进行了改进。 在扩张过

程中，对实体之间的关系做连接合并等操作，如此一

来则改善了 ＤＦＳ 不能生成部分复杂特征的弊端。
在扩张缩减方法中，虽然大多数方法试图通过

构造运算函数和算子来生成优质特征，但近年来已

有研究工作实现了通过分析特征间关系来生成特

征。
ＡｕｔｏＬｅａｒｎ［４０］的扩张过程是通过回归分析特征

对来生成相关特征，缩减过程是通过稳定性搜索

（Ｓｔａｂｉｌｉｔｙ Ｂａｓｅｄ Ｓｅｌｅｃｔｉｏｎ）和信息增益算法筛选特征

空间，该模型的局限性是回归拟合未能考虑类别信

息、即没能挖掘不同类别中 ２ 个特征间的不同关系。
ＬＢＲ［４１］则对 ＡｕｔｏＬｅａｒｎ 进行了改进。 ＬＢＲ 的扩张过

程是在回归拟合特征对前，基于标签对特征进行了

分类、且一并考虑到特征对的类别信息，在缩减过程

中， 使 用 最 大 信 息 系 数 （ Ｍａｘｉｍａｌ Ｉｎｆｏｒｍａｔｉｏｎ
Ｃｏｅｆｆｉｃｉｅｎｔ）进行特征筛选，却仍不能避免回归拟合

过程计算资源开销过大的缺陷。
扩张缩减法的特征生成方式总体上是构建运算

函数或者回归分析特征。 这些方式实现起来相对容

易，代价是很难学习到不同的转换方式去生成特征，
同时因为特征数量的超线性复杂度，几乎不可能去

递归扩张缩减模型。 所以扩张缩减模型的性能优劣

也严重依赖于特征选择模块。 因此扩张缩减模型在

可伸缩性的层次上较为极端。

２　 以进化为中心的策略

和扩张缩减方法相比，一次生成一个新特征，而
后进行训练和评估，由此确定新特征是否值得保留，
这种方法叫做以进化为中心法。 以进化为中心的设

计结构如图 ２ 所示。 该方法虽比扩张缩减方法更具

有拓展性，但是在效率上却更慢，因为方法中涉及到

模型的训练和评估，以及可以生成的整个特征空间。
而且由于生成特征的实践成本并不低，使得该方法

只有在未添加深度变换的情况才具有可行性。
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该方法的早期模型有 ＦＥＡＤＩＳ［４２］。 通过使用预

定义的运算函数生成潜在的特征空间，再使用贪婪

算法从潜在的特征空间中随机地选择特征来做进

化，此后反复迭代，直到模型的性能不再提升为止。
该方法的不足是多轮迭代需要耗费大量的时间和计

算资源。
以进化为中心模型同样有以预定义的运算函数

和算子生成特征的方法。 ＥｘｐｌｏｒｅＫｉｔ［４３］ 模型提出一

项使用可扩展的多阶算子生成特征和多维度信息排

序以及迭代评估的框架，模型的特征生成部分是使

用当前特征空间的多阶算子组合来生成大量候选特

征，进化过程是利用多维度指标对特征排序逐一进

行评估。 该模型的重要性就在于该框架能学习到基

于分类目标的、从特征分布到特征工程方式的蕴含

经验的多分类器。

D0=｛f1,f2,f3,…,fn;y｝

输入数据

特征生成

特征选择

算法G1 算法G2 算法Gn

算法S1 算法S2 算法Sn

输出数据

D1=｛G1(G3(f6),G7(f3),…;y｝

D′=｛G3(f6),f3,f1,…;y｝

添加“好”特征

评估并排名候选和特征

Rank 1 2 3

图 ２　 以进化为中心结构图

Ｆｉｇ． ２　 Ｔｈｅ ｅｖｏｌｕｔｉｏｎ－ｃｅｎｔｒｉｃ ａｒｃｈｉｔｅｃｔｕｒｅ

　 　 同时，神经网络也可以用来生成和进化特征空

间。 ＬＦＥ［４４］提出基于多层感知机分类器的自动化

特征工程模型。 ＬＦＥ 可以从过去的经验中学习转换

方法的有效性，考查所有特征组合的随机样本为，每
个组合找到范例，并进化出最有用的特征。 该方法

的不足之处主要表现在只能适用于分类数据集中。
以进化为中心的方法中，也有实现分析特征间

关系 的 研 究 成 果。 ＳＡＦＥ［４５］ 的 特 征 生 成 采 用

ＸＧＢｏｏｓｔ 去挖掘特征之间的关系，利用信息增益比

过滤特征组合，并使用预定义的算子生成特征，进化

部分采用皮尔森系数和平均增益来筛选特征，选择

良好特征去做迭代进化。 该方法的分布式计算优化

可以缓解以进化为中心的迭代时间消耗。
以进化为中心的生成特征方式与扩张缩减策略

大致相似，而有关特征选择的方式却并不相同。 迭

代处理虽然可以让模型表现得更加优秀，但相伴而

生所带来的时空复杂度和过拟合问题也不容忽视。
因此以进化为中心在复杂度的问题上较为极端。

３　 性能引导搜索的策略

到目前为止，已经讨论了自动化特征工程的 ２
种方法，这 ２ 种方法在生成新特征的数量和所需时

间形成较大的对比，且由于 ２ 种方法各自的局限性，
都会面临一定的性能瓶颈。 此外，上述 ２ 种方法往

往很难生成复杂的特征变换，这往往直接关系着新

特征的质量。 近年来，针对这些问题，又研发提出了

性能引导搜索的策略。
性能引导搜索的基础框架［４６］ 是使用有向无环

图（ＤＡＧ）的层次结构，也可以称作变换图。 该框架

的作用是对给定的数据集通过变换图系统地枚举自

动化特征工程的方法，转换图的节点表示通过对数

据集应用变换函数来获得不同形式的数据集，数据

集转换的过程就是把所有的转换函数应用于全部可

能特征，同时生成多个附加特征，基于此再对可选特

征进行选择和训练评估。
因此，性能引导搜索框架通过每个转换函数批

量创建新特征，这在一定程度上可以视作就是扩张

缩减和以进化为中心这 ２ 种方法的中间体，避免了

因极端策略导致的后果。 性能引导搜索的核心思想

在于：完整的转换图本身将包含欲求解问题的全局

解，但遍历全图的做法并不可取，因此框架将会选择

搜索精度的最高点。 ＲＡＡＦ［４７］在探索方法上进行了

优化，使用了模拟退火法启发式的探索，从而优化了

性能引导搜索可能导致的过拟合结果。
性能引导搜索框架的重点不仅在于构建转换

图，还在于图的搜索策略。 强化学习搜索策略可以

依靠经验学习和强化学习优化探索策略［４８］。 把自

动化特征工程任务转化为异构转换图（ＨＴＧ）的优

化问题，并在 ＨＴＧ 上使用了 Ｑ 学习来支持特征工程

细粒度的高效探索，该方法还能将已有数据集的知

识应用到新的数据集上。 这种探索方式，会持续监

控在给定的转换图上应用每个转换操作所产生的性

能改进的奖励，学习一种策略来优化这种奖励，而策

略也相当于行动效用函数。 在优化奖励的过程中，
通过探查到行动的及时回报来学习这种行动效用函

数。 ＣＡＦＥＭ［４９］在特征转换图的基础上，使用了双深

度 Ｑ 学习（ＤＤＱＮ）的方法来做进一步探索，通过深

度神经网络估计状态动作值以及贪婪的方法获取接
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下来的动作。
性能引导搜索的重点则在于探索策略的训练。

因为完整的变换图是包含问题的全局解，但同时也

是无界的。 探索策略直接决定最终模型的复杂度和

特征质量。 目前的强化学习探索方式主要是 Ｑ 学

习。 Ｑ 学习在缺乏明确探索行为的情况下可以不断

学习其他算法。 这种方式也称为学会学习（ ｌｅａｒｎｉｎｇ
ｔｏ ｌｅａｒｎ）或者元学习（ｍｅｔａ－ｌｅａｒｎｉｎｇ） ［５０］。

４　 自动化特征工程研究评析

自动化特征工程在计算和决策方面都具有较强

的挑战性，不仅因为可以构造的预选特征数量是无

限的，而且也因为要对每个新特征进行训练和验证，
这是代价非常昂贵的步骤，也是目前很多模型亟待

解决的焦点问题。 由于代价昂贵，则只能设置一定

的阈值就停止训练，而无法达到模型的性能上限。 即

使在中等规模的数据集上，常规的以进化为中心的自

动化特征工程模型都要几天的时间才能完成。 更大

的问题是，从一个评估试验到另一个评估试验的结果

基本没有可重用性。 以扩张缩减的方法虽然可以避

免多轮迭代，但是这种减少执行次数来训练验证尝试

的方式本身就会存在可扩展性的问题和速度瓶颈。
近两年的自动化特征工程的研究聚焦于性能引

导搜索的策略，尽管此策略已经展现出在可扩展性

和特征质量方面的长足优势，但却依然难以避免源

于性能驱动所导致的过拟合、以及随即带来的泛化

问题。 由于现如今的数据量在不断增加，对时间和

空间的复杂性的要求很高，同时业务的快速变化也

对模型的灵活性和扩展性提出了更高的要求，因此，
自动化特征工程还面临着如下挑战：

（１）适用性：自动化特征工程的工具需要让非

专家更方便地使用，因此，最终的模型应该是具备优

良的用户友好性。 此外，自动化特征工程的算法性

能不应依赖大量的超参数优化，而应使算法能够适

配更多的数据集。
（２）高性能：考虑到自动化特征工程模型在特

征生成和特征选择的过程中，时空复杂度很高，特征

维数也较多，因此实现算法分布式计算来提高模型

性能是必要、且重要的，这就使得在模型的特征生成

和特征选择部分要做到并行计算。
（３）解释性：自动化特征工程模型在实际的应

用中，高效益的新特征需要有可解释性［５１］，而不是

直接使用深度学习隐式的构建特征，从而容易导致

过拟合。

５　 结束语

本文针对自动化特征工程进行探讨研究。 首先

介绍了自动化特征工程的背景，接着根据自动化特

征工程的不同发展方向进行了综合论述，最后针对

自动化特征工程发展做了研究简析。 对于了解自动

化特征工程的发展脉络有着一定借鉴和参考价值。
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