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基于模型融合的车辆跟驰模型研究

吴至锦， 曹从咏， 孔　 进， 陈　 鑫

（南京理工大学 自动化学院， 南京 ２１００９４）

摘　 要： 为了提高车辆跟驰模型的精度与鲁棒性，提出一种以 Ｓｔａｃｋｉｎｇ 为基础，融合多个基学习器的车辆跟驰模型。 采用网

格搜索方法确定单一学习器的超参数，考虑单一学习器的算法原理和预测性能，选择 ＬＧＢＭ、ＳＶＲ 和 ＫＮＮ 作为基学习器，通
过对比分析的方式将 ＧＢＤＴ 模型作为元学习器，以基学习器与元学习器为基础构建车辆跟驰模型。 在 Ｉ－８０ 数据集上的实验

结果表明：构建的车辆跟驰模型相较于 ＩＤＭ 模型在 ＭＡＥ、ＭＳＥ、ＲＭＳＥ 三项指标上分别降低了 ０．３０５ ６、３．２３０ ４ 和 １．０３１ ５，能够

挖掘出数据之间的潜在关系，弥补传统跟驰模型的不足。
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０　 引　 言

车辆跟驰（Ｃａｒ Ｆｏｌｌｏｗｉｎｇ， ＣＦ）是微观驾驶中最

基本的行为，车辆跟驰模型是交通流理论的基础。
２０ 世纪 ６０ 年代初期，Ｃｈａｎｄｌｅｒ、Ｈｅｒｍａｎ 和 Ｇａｚｉｓ 等学

者提出并改进了 ＧＭ 模型，开创了微观交通流理论的

研究［１－２］。 Ｍｉｃｈａｅｌｓ 等学者［３］、Ｋｏｍｅｔａｎｉ 等学者［４］ 分

别提出了心理－生理类模型和安全距离模型。 ２０００
年，Ｔｒｅｉｂｅｒ 等学者［５］ 基于自动驾驶技术提出了智能

驾驶员（ＩＤＭ）模型。 ＩＤＭ 模型是目前较为完整、简单

的无事故理论跟驰模型，且该模型数值模拟得到的结

果与实测数据一致性高。 以上模型都可以统称为模

型驱动跟驰模型，其特点是有严谨的定义且具有严格

的推导过程，所运用的公式可解释性强［６］。
随着数据采集设备的更新与计算机技术的发

展，研究者可以获取高精度、大样本、瞬时车辆运动

数据， 推动了数据驱动跟驰模型的快速发展。
Ｋｅｈｔａｒｎａｖａｚ 等学者［７］ 首先通过车辆速度、车间距、
方向盘角度与车头角度等数据构建了前馈神经网络

的跟驰模型，使得车辆能够进行自适应跟驰。 随后，
国内有贾洪飞［８］、李德慧［９］和徐学明［１０］等学者分别

使用前馈神经网络、模糊神经网络与混合神经网络

模拟单一车道的车辆跟驰行为。 近年来，随着美国

“Ｎｅｘｔ Ｇｅｎｅｒａｔｉｏｎ Ｓｉｍｕｌａｔｉｏｎ” ［１１］ （ＮＧＳＩＭ）的交通仿

真工程数据的开源，越来越多的学者采用 ＮＧＳＩＭ 的

数据开展研究。 Ｗｅｉ 等学者［１２］ 基于 ＮＧＳＩＭ 车辆轨

迹数据，使用支持向量机建立了车辆跟驰模型。 刘

亚龙［１３］采用随机森林算法在 ＮＧＳＩＭ 数据集上建立

车辆跟驰模型，并与 Ｇｉｐｐｓ 模型进行了对比。 丁点

点等学者［１４］ 使用线性组合的方式将 Ｇｉｐｐｓ 模型和



ＢＰ 神经网络模型耦合起来并在 ＮＧＳＩＭ 数据集上进

行实验，结果表明耦合模型在预测速度时能够综合

考虑真实性和安全性。
当前学者研究的数据驱动车辆跟驰模型涉及到

神经网络、支持向量回归、随机森林、Ｋ 近邻等多种

机器学习方法，也有学者将机器学习方法与模型驱

动跟驰模型结合起来，但鲜有学者将多种机器学习

方法组合起来构建车辆跟驰模型。 为此，本文基于

ＮＧＳＩＭ 车辆跟驰实际场景，以多种机器学习方法为

基础，使用 Ｓｔａｃｋｉｎｇ 的方式融合多种机器学习方法

的优点，建立一个基于多学习器组合而成的车辆跟

驰模型。

１　 Ｓｔａｃｋｉｎｇ 模型融合原理

Ｓｔａｃｋｉｎｇ 是一种分层模型集成框架。 以两层为

例，第一层由多个基学习器组成，其输入为原始训练

集，第二层的元学习器则是以第一层基学习器的输

出作为特征加入训练集进行再训练，从而得到完整

的 Ｓｔａｃｋｉｎｇ 模型。 本文所使用的 Ｓｔａｃｋｉｎｇ 框架如图

１ 所示。

输出结果

元学习器

元学习器数据集

基学习器1 基学习器2 基学习器3 基学习器N

基学习器数据集

原始数据集

数据预处理

图 １　 Ｓｔａｃｋｉｎｇ 框架图

Ｆｉｇ． １　 Ｓｔａｃｋｉｎｇ ｆｒａｍｅ ｄｉａｇｒａｍ

　 　 要得到 Ｓｔａｃｋｉｎｇ 模型，关键在于如何构造第二

层的特征（下记为元特征，ｍｅｔａ ｆｅａｔｕｒｅ）。 在构造元

特征时，为了充分利用数据集并且使模型具有一定

的泛化性能，Ｓｔａｃｋｉｎｇ 对于原始训练集常常采用类

似于 Ｋ 折交叉验证［１５］的划分方法。
以 ５ 折划分为例，首先将原始训练集分为 ５ 份，

分别记为 ｆ１、 ｆ２、 ｆ３、 ｆ４ 和 ｆ５。 划分完成后，第一次使

用 ｆ１ ～ ｆ４ 的数据来训练基模型，对 ｆ５ 以及测试集的

数据进行预测， ｆ５ 的预测值 ｆ５′作为该基模型对 ｆ５ 生
成的元特征，测试集的预测结果 ｔ５ 留作备用；第二次

使用 ｆ１ ～ ｆ３ 与 ｆ５ 的数据来训练基模型，对 ｆ４ 及测试

集的数据进行预测， ｆ４ 的预测值 ｆ４ ＇ 作为该基模型对

ｆ４ 生成的元特征，测试集的预测结果 ｔ４ 留作备用。
将上述操作继续重复 ３ 次，得到基模型对原始训练

集生成的 ５ 个元特征 ｆ１、 ｆ２、 ｆ３、 ｆ４、 ｆ５ 以及基模型对

测试集预测得到的 ５ 个预测结果 ｔ１、 ｔ２、 ｔ３、 ｔ４、 ｔ５， 将

上述 ５ 个元特征垂直组合起来得到该基模型的训练

结果，同时对于测试集，将上述 ５ 个预测值取平均

值，作为测试集的输出进入到第二层模型中。 对于

其他基模型，也采用相同的方法生成元特征，从而构

成用于第二层模型训练的完整元特征集。 具体训练

流程如图 ２ 所示。

２　 数据来源与预处理

２．１　 数据来源

研究数据采用了 ＮＧＳＩＭ 中研究人员于 ２００５ 年

４ 月 １３ 日下午 ４ 点至 ４ 点 １５ 分在 Ｉ－８０ 路段收集的

车辆轨迹数据。 论文选取的研究路段如图 ３ 所示。
　 　 研究区域长度约为 ５００ ｍ，包括 ６ 条高速公路

车道，还有一个入口匝道位于研究区域内。 该车辆

轨迹数据不仅提供了研究区域内每辆车辆的精确位

置，也包括该车辆的车道位置和相对于其他车辆的

位置，每条数据间隔时间为 ０．１ ｓ。
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图 ２　 Ｓｔａｃｋｉｎｇ 训练流程图
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检测路段（约500m）

进口道 出口道

图 ３　 Ｉ－８０ 路段示意图

Ｆｉｇ． ３　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｓｅｃｔｉｏｎ Ｉ－８０

２．２　 数据预处理

为保证用于模型训练的车辆轨迹数据包含充足

的、完整的有关车辆跟驰行为的信息，本文使用以下

３ 条基本规则对上述数据集进行筛选，以挑选出合

适的车辆跟驰数据：
（１）为了减少车型不同所导致的跟驰特性的差

异，仅筛选出小型车的车辆轨迹数据。
（２）数据处理时，将主车与前导车作为一个跟

驰对。
（３）满足跟驰时间大于等于 ２６ ｓ、车头间距小

于等于 １２５ ｍ 以及车头时距小于等于 ５ ｓ 这 ３ 个条

件的跟驰对为本文研究所需的有效跟驰对。 经过筛

选后的部分跟驰车辆数据见表 １。

表 １　 跟驰车辆数据

Ｔａｂ． １　 Ｃａｒ ｆｏｌｌｏｗｉｎｇ ｄａｔａ

跟驰车辆
ＩＤ

前方车辆
ＩＤ

车辆速度 ／
（ｍ·ｓ－１）

车辆加速度 ／
（ｍ·ｓ－２）

车头间距 ／
ｍ

前方车辆速度 ／
（ｍ·ｓ－１）

前方车辆加速度 ／
（ｍ·ｓ－２）

下一时刻跟驰车辆

速度 ／ （ｍ·ｓ－１）

２ ４４ ８．２４ ０．４０ ３０．７０ ８．２３ －０．０５ １０．１８

７ ２１ ６．９６ １．７３ ３２．６６ ５．６１ ０．００ ７．１６

１１ １ ３．８２ ０．００ １３．４６ ３．６０ －３．４１ ３．１８

１２ ２５ １１．１２ －０．１６ １８．５９ ７．１７ ０．００ １１．４２

１７ ２ ２．２１ －２．５１ ８．６７ １．５８ －０．０１ １．１１

　 　 原始数据集根据上述 ３ 条原则进行筛选后，共
获得有效数据 ５７ ９２８ 条，其中共有 １ １９２ 个有效跟

驰对，训练集与测试集的比例为 ７：３。

３　 车辆跟驰模型的建立

在建立基于 Ｓｔａｃｋｉｎｇ 的车辆跟驰模型前，首先

要确定影响跟驰行为的关键变量。 本文使用 ｔ 时刻

跟驰车辆的速度 ｖｎ（ ｔ）、 加速度 ａｎ（ ｔ）、 车头间距

ｓｎ（ ｔ）、 前导车的速度 ｖｎ＋１（ ｔ）、 加速度 ａｎ＋１（ ｔ） 五个

指标作为模型输入特征，以下一时刻跟驰车辆速度

ｖｎ（ ｔ ＋ Δｔ） （Δｔ ＝ １ ｓ）作为模型输出。 同时，为了解

决特征之间量纲不同、数据处于不同数量级的问题，
在建模时将 ５ 个特征进行归一化处理，归一化后所

有的特征数据均在 ０ ～ １ 之间。 归一化处理中需用

到的数学公式分别为：

Ｘｓｔｄ ＝ Ｘ － Ｘ．ｍｉｎ（ａｘｉｓ ＝ ０）
Ｘ．ｍａｘ（ａｘｉｓ ＝ ０） － Ｘ．ｍｉｎ（ａｘｉｓ ＝ ０）

（１）

Ｘｓｃａｌｅｄ ＝ Ｘｓｔｄ∗（ｍａｘ － ｍｉｎ） ＋ ｍｉｎ （２）
其中， Ｘｓｔｄ 表示标准化结果； Ｘ 表示需要归一化

的数据； Ｘ．ｍｉｎ（ａｘｉｓ ＝ ０） 表示每列中的最小值组成

的行向量； Ｘ．ｍａｘ（ａｘｉｓ ＝ ０） 表示每列中的最大值组

成的行向量。 式（２）中，ｍａｘ 表示要映射到的区间最

大值，本文中取 １，ｍｉｎ 表示要映射到的区间最小值，
本文中取 ０。

单条车道上的车辆跟驰情形如图 ４ 所示，基于

Ｓｔａｃｋｉｎｇ 的车辆跟驰模型示意如图 ５ 所示。
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图 ４　 车辆跟驰示意图

Ｆｉｇ． ４　 Ｖｅｈｉｃｌｅ ｆｏｌｌｏｗｉｎｇ ｄｉａｇｒａｍ
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图 ５　 基于 Ｓｔａｃｋｉｎｇ 的车辆跟驰模型

Ｆｉｇ． ５　 Ｖｅｈｉｃｌｅ ｆｏｌｌｏｗｉｎｇ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ Ｓｔａｃｋｉｎｇ

４　 基学习器和元学习器的选择

４．１　 基学习器的选择

为构建基于多学习器融合的车辆跟驰模型，首先

需要确定用于模型融合的基学习器。 本文主要考虑

了 ８ 种不同的学习器，包括以 Ｂｏｏｓｔｉｎｇ 方法为核心的

自适应提升算法（Ａｄａｐｔｉｖｅ ｂｏｏｓｔｉｎｇ ，ＡｄａＢｏｏｓｔ） ［１６］、梯
度提 升 决 策 树 （ Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ Ｄｅｃｉｓｉｏｎ Ｔｒｅｅ，
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ＧＢＤＴ） ［１７］ 和 由 ＧＢＤＴ 改 进 而 来 的 ＬｉｇｈｔＧＢＭ
（ＬＧＢＭ） ［１８］、极端梯度提升决策树（Ｅｘｔｒｅｍｅ Ｇｒａｄｉｅｎｔ
Ｂｏｏｓｔｉｎｇ，ＸＧＢｏｏｓｔ） ［１９］算法；以 Ｂａｇｇｉｎｇ 方法为核心的

随机森林（Ｒａｎｄｏｍ Ｆｏｒｅｓｔ，ＲＦ） ［２０］ 算法；以统计学习

ＶＣ 维理论和结构风险最小化原理为基础的支持向量

机回归（ＳＶＲ） ［２１］ 算法；以具有前向结构的人工神经

网络为基础的多层感知机（ＭＬＰ）算法以及通过搜索

与当前观测值相似的历史数据进行匹配计算的 Ｋ 近

邻（Ｋ－ Ｎｅａｒｅｓｔ Ｎｅｉｇｈｂｏｒ，ＫＮＮ）算法。
研究使用 Ｐｙｔｈｏｎ 的 ｓｋｌｅａｒｎ、ｌｉｇｈｔｇｂｍ 库对上述

学习器进行了实现，并且使用 ｓｋｌｅａｒｎ 的网格搜索方

法（ＧｒｉｄＳｅａｒｃｈＣＶ）确定上述 ８ 种学习器的参数。 经

网格搜索后，各模型在本文 ２．２ 节数据集上的超参

数设置以及预测精度见表 ２。
表 ２　 ８ 种学习器的训练结果

Ｔａｂ． ２　 Ｔｒａｉｎｉｎｇ ｒｅｓｕｌｔｓ ｏｆ ｅｉｇｈｔ ｂａｓｉｃ ｌｅａｒｎｉｎｇ ｄｅｖｉｃｅｓ

算法名称 参数 ＭＳＥ 测试集 Ｒ２

ＬＧＢＭ 学习率＝ ０．０２，树的棵树＝ ３５０，最大深度＝ ７ １．１８２ ８ ０．８９５ ８

ＡｄａＢｏｏｓｔ 树的棵树＝ １００ ３．６３９ ４ ０．６７９ ３

ＧＢＤＴ 学习率＝ ０．０５，最大深度＝ ４，树的棵树＝ １００ １．３５４ ８ ０．８８０ ６

ＸＧＢ 学习率＝ ０．０２，最大深度＝ ４，树的棵树＝ ４００ １．３５８ ２ ０．８８０ ３

ＭＬＰ
激活函数＝ ′ｒｅｌｕ′，隐含层数＝ １，
隐含层神经元个数＝ １２８

１．３２６ ５ ０．８８３ １

ＫＮＮ 邻居个数＝ １５ １．６１４ ４ ０．８５７ ８

ＳＶＲ ｇａｍｍａ ＝ ０．３， 核函数＝ ＇ｒｂｆ＇ １．２０４ ９ ０．８９３ ８

ＲＦ 最大深度＝ ８，树的棵树＝ ５０ １．４１９ ９ ０．８７４ ８

　 　 根据单个学习器的预测结果和选择基学习器时

‘好而不同’的原则［２２］，本文首先排除了效果欠佳的

ＡｄａＢｏｏｓｔ 模型。 对剩余 ７ 种学习器的预测数据使用

ＭＩＣ 最大信息系数［２３］进行相关性分析，如图 ６ 所示。
从图 ６ 中可以看出，学习器之间的ＭＩＣ相关性系数普

遍较高，造成这种现象的主要原因是各个学习器自身

的学习能力较强，预测精度较高。 其中，ＬＧＢＭ 和

ＸＧＢ 模型是以 Ｂｏｏｓｔｉｎｇ 为核心的算法且都从 ＧＢＤＴ
模型的基础上改进而来，因此在基学习器的选择时本

文选取了这 ３ 种模型中精度最高的 ＬＧＢＭ 模型。
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图 ６　 基学习器之间的 ＭＩＣ 系数

Ｆｉｇ． ６　 ＭＩＣ ｃｏｅｆｆｉｃｉｅｎｔ ｂｅｔｗｅｅｎ ｂａｓｅ ｌｅａｒｎｅｒｓ

　 　 此外，ＫＮＮ、ＳＶＲ 和 ＬＧＢＭ 模型因为算法的实

现机理有着很大的区别，从图 ６ 中也可以看出 ＫＮＮ
模型与 ＳＶＲ、ＬＧＢＭ 模型之间的相关性相较于其他

模型之间的相关性偏低，因此本文最终确定 ＫＮＮ、
ＳＶＲ 和 ＬＧＢＭ 三个模型作为模型融合的基学习器。
４．２　 元学习器的选择

为了发挥不同模型的性能，本文首先考虑了在

选择基学习器时未使用到的 ＭＬＰ、ＸＧＢ、ＧＢＤＴ、ＲＦ、
ＡｄａＢｏｏｓｔ 这五种模型。 此外，为了探究不同元学习

器对于模型精度的影响，还选取了 ＬＡＳＳＯ［２４］、线性

回归这 ２ 种多元线性回归模型。 以上备选元学习器

均在以 ＫＮＮ、ＳＶＲ 和 ＬＧＢＭ 为基模型的基础上进行

对比验证，对比结果见表 ３。
表 ３　 不同元学习器的预测结果

Ｔａｂ． ３　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｅｔａ ｌｅａｒｎｅｒｓ

元学习器 训练集 Ｒ２ 测试集 Ｒ２ ＭＡＥ ＭＳＥ ＲＭＳＥ

ＧＢＤＴ ０．９０３ ７ ０．９０２ ８ ０．６６７ ５ １．１０２ ９ １．０５０ ２

ＭＬＰ ０．８９８ ０ ０．９０２ ２ ０．６６８ ５ １．１０９ ９ １．０５３ ５

Ｌｉｎｅｒ ０．８９８ ４ ０．９０１ ４ ０．６７３ ７ １．１１９ ４ １．０５８ ０

Ｌａｓｓｏ ０．８９８ ４ ０．９０１ ３ ０．６７４ １ １．１２０ ７ １．０５８ ６

ＸＧＢ ０．９２３ ０ ０．８９７ ３ ０．６８０ ３ １．１６５ ３ １．０７９ ５

ＲＦ ０．９８４ ２ ０．８９３ ０ ０．７０８ ４ １．２１４ ２ １．１０１ ９

ＡｄａＢｏｏｓｔ ０．７８１ ７ ０．８１４ ９ ０．９１８ ９ ２．１００ ９ １．４４９ ４

　 　 由表 ３ 可以看出，由 ＧＢＤＴ 模型作为元学习器

时拟合的精度最高。 如果以 ＲＦ、ＸＧＢ 作为元学习

８１２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



器，均产生了一定的过拟合现象，即相较于 ＧＢＤＴ、
ＭＬＰ 和多元线性回归模型，上述 ２ 种元学习器在训

练集的拟合优度上升而测试集的拟合优度下降。 此

外，ＡｄａＢｏｏｓｔ 模型在作为元学习器时仍展现出了较

差的结果。 为此，本文确定以 ＧＢＤＴ 模型作为元学

习器。

５　 实验结果分析与讨论

５．１　 实验结果分析

以 ４． １ 节与 ４． ２ 节的研究为基础，将 ＬＧＢＭ、
ＳＶＲ 和 ＫＮＮ 作为基学习器， ＧＢＤＴ 作为元学习器构

建融合模型（下称本文模型），并在车辆跟驰数据上

进行训练与仿真， 得到本文模型的 ＭＡＥ、ＭＳＥ、
ＲＭＳＥ 指标分别为 ０．６６７ ５、１．１０２ ９、１．０５０ ２，在训练

集、测试集上的 Ｒ２ 分别为 ０．９０３ ７ 和 ０．９０２ ８，计算

耗时２８０．６ ｓ。部分仿真结果如图 ７ 所示，由仿真结果

可以看出，本文模型能够较为准确地预判跟驰车辆

的速度变化趋势。
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图 ７　 本文模型仿真结果

Ｆｉｇ． ７　 Ｔｈｅ ｓｉｍｕｌａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｃｏｍｂｉｎｅｄ ｍｏｄｅｌ ｓｅｌｅｃｔｅｄ ｉｎ ｔｈｉｓ
ｐａｐｅｒ

５．２　 本文模型与 ＩＤＭ 模型的对比

为了证明本文所建跟驰模型的有效性，选择了

ＩＤＭ 模型与本文模型进行结果仿真对比。 ＩＤＭ 模型

的具体表达式为：

αｎ ＝ ａ［１ － （
ｖｎ ｔ( )

ｖ
） σ（

Ｓ∗ ｖｎ ｔ( ) ，Δ ｖｎ ｔ( )( )

Δ ｓｎ ｔ( )
） ２ （３）

Ｓ∗ ｖｎ ｔ( ) ， Δ ｖｎ ｔ( )( ) ＝ ｓ ＋ ｖｎ ｔ( ) Ｔ ＋
ｖｎ ｔ( ) Δ ｖｎ ｔ( )

２ 　 ａｂ
（４）

其中， αｎ 表示车辆加速度； ｖｎ（ ｔ） 表示跟驰车 ｔ
时刻的车速； Δ ｖｎ（ ｔ） 表示 ｔ 时刻跟驰车与前导车的

速度差； Δ ｓｎ（ ｔ） 表示 ｔ 时刻的车头间距； ｖ－ 表示期望

车速； σ 表示加速度指数（本文取值为 ４）； ａ 表示期

望最大加速度； ｂ 表示舒适减速度； Ｓ∗ 为期望车头

间距； ｓ－ 表示静止安全距离； Ｔ 表示安全车头时距。
为了 避 免 ＩＤＭ 模 型 中 的 期 望 跟 车 距 离

Ｓ∗（ｖｎ（ ｔ），Δ ｖｎ（ ｔ）） 出现负值［２５］，并将模型的输出由

加速度转化为下一时刻的车辆速度，将式（３） ～ （４）
改写为：

　 ｖｎ（ｔ ＋ Δｔ）＝ ｖｎ（ｔ） ＋ αｎΔｔ ＝ ｖｎ（ｔ） ＋ ａ [１ － （
ｖｎ（ｔ）

ｖ
）σ －

Ｓ∗（ｖｎ（ ｔ），Δ ｖｎ（ ｔ））
Δ ｓｎ（ ｔ）

æ

è
ç

ö

ø
÷

２

]Δｔ （５）

Ｓ∗ ｖｎ ｔ( ) ，Δ ｖｎ ｔ( )( ) ＝ ｍａｘ ０，ｖｎ（ｔ）Ｔ ＋
ｖｎ ｔ( ) Δ ｖｎ ｔ( )

２ 　 ａｂ{ }
（６）

本文取时间步长 Δｔ 为 １ ｓ，安全车头时距 Ｔ 为

１．６ ｓ［２６］。 对于其他参数，本文使用遗传算法在 ２．２
节数据集的基础上进行参数标定，最终得到 ｖ－ ＝
１４．０６９ ６，ａ ＝ ０．２６０ ５，ｂ ＝ １．２９９ ８， ｓ－ ＝ ４．７７３。 本文

模型与 ＩＤＭ 模型的各项误差指标见表 ４。
表 ４　 本文模型与 ＩＤＭ 模型对比评价

Ｔａｂ． ４　 Ｅｖａｌｕａｔｉｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｏｄｅｌ ａｎｄ ＩＤＭ ｍｏｄｅｌ

模型 ＭＡＥ ＭＳＥ ＲＭＳＥ

本文模型 ０．６６７ ５ １．１０２ ９ １．０５０ ２

ＩＤＭ ０．９７３ １ ４．３３３ ３ ２．０８１ ７

　 　 由表 ４ 可知，本文模型相较于 ＩＤＭ 模型预测效

果更好，误差指标均有明显改善： ＭＡＥ、ＭＳＥ、ＲＭＳＥ
三项指标分别降低了 ０．３０５ ６、３．２３０ ４ 和 １．０３１ ５，意
味着本文模型的预测结果更加接近真实数据，能够

适用于车辆跟驰模型。
为了更加直观地将模型结果进行对比，选择了

测试集中 ２８８６ 号与 １９９８ 号跟驰车真实数据，绘制

了仿真结果对比图，如图 ８ 所示。
　 　 由图 ８（ａ）的结果可以看出，ＩＤＭ 模型在第 ７ ｓ
和第 ２６ ｓ 均没有很好地判别出车速的突然上升，而
本文模型对于此种极端值的预测效果更好。 这表明

使用 Ｓｔａｃｋｉｎｇ 的方式可以使模型挖掘出数据之间的

９１２第 ３ 期 吴至锦， 等： 基于模型融合的车辆跟驰模型研究



潜在关系，弥补传统跟驰模型的不足，更好地对车辆

的急加减速状况进行预判。 综合图 ８ （ ａ） 和图 ８
（ｂ），本文模型的仿真结果相较于 ＩＤＭ 模型与真实

数据更加贴合，具有更高的精度。
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图 ８　 本文模型与 ＩＤＭ 模型仿真结果对比

Ｆｉｇ． ８　 Ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｏｄｅｌ ａｎｄ ｔｈｅ ｓｉｍｕｌａｔｉｏｎ
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６　 结束语

研究采用 Ｓｔａｃｋｉｎｇ 模型融合的方法，选用 ＫＮＮ、
ＬＧＢＭ 和 ＳＶＲ 模型作为基学习器，以 ＧＢＤＴ 模型作

为元学习器构建车辆跟驰模型，通过对比证明了本

文模型的优越性。 本文总结了所选模型综合效果最

优的 ３ 个原因：
（１）ＫＮＮ、ＬＧＢＭ 和 ＳＶＲ 三种基学习器在单一

模型的情况下预测性能较强，可以提高模型的整体

性能。
（２）使用 Ｓｔａｃｋｉｎｇ 模型融合的方式可以进一步

挖掘跟驰数据的潜在关系，弥补传统跟驰模型的不

足。
（３）ＫＮＮ、ＬＧＢＭ 和 ＳＶＲ 在预测机理方面存在

很大不同，采用差异性大的算法作为基学习器能够

充分发挥每个算法的优势，使得融合模型有更好、更

稳健的预测性能。
本研究存在的不足有 ２ 点。 一是在选择基学习

器时采用了人工的方式，效率偏低；二是在对基学习

器进行参数调优时选择了近似于穷举的网格搜索方

法，增加了参数调优的工作量与时间。 在未来的研

究中，希望能在对基学习器进行调参和选择时结合

优化算法，提升研究效率。
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