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摘　 要： 针对微博文本内容的即时性、随意性、碎片性，本文提出将网络流行语词库、微博表情词词库、网络流行词词库加入到

结巴分词词库中，以确保 Ｗｏｒｄ２ｖｅｃ 模型对文本准确词向量化；针对上下文语义关联的微博文本特征以及双向长短期记忆网

络（Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ，ＢｉＬＳＴＭ）难收敛、训练时间长的问题，采用 ＢｉＧＲＵ（Ｂｉｄｉｒｅｃｔｉｏｎａｌ，Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ
Ｕｎｉｔ）神经网络学习微博文本的深层特征；针对当下流行的注意力机制（ＡｔｔｅｎｔｉｏｎＭｅｃｈａｎｉｓｍ），调整情感词权重，但同时忽略微

博内部序列关系的问题。 该文使用自注意力机制（Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ）综合微博文本内部关键特征对情感词进行定位，调整情感

词的概率权重；然后用 ｓｏｆｔｍａｘ 函数进行分类。 实验证明，本文方法比现有方法的准确率提高了 ５．３４％。
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０　 引　 言

由于微博平台具有便捷性、传播性、原创性等特

点，已然成为大众交流信息、表达情感及观点的平

台。 目前，对微博文本的分析主要有微博主题分

析［１］、舆情分析［２］、情感分析［３］，其中微博情感分析

是微博文本分析的基础。 当前微博文本情感分析采

用支持向量机［４］、卷积神经网络［５］、长短时记忆神

经网络［６］等模型进行情感分析，并取得了较好的结

果。 但在使用支持向量机模型进行情感分析时，发
现存在训练耗时、对大数据量样本难以实施、需谨慎

选择核函数的缺点，并不适用于大数据量的微博情

感分析；在采用卷积神经网络和长短时记忆神经网

络模型进行情感分析时，也存在训练时间长、参数

多、内部结构复杂［７］，以及不能准确定位情感词的

缺点。
近年来，网络新词每天都在不断涌现，微博作为

大众网络交流信息的重要工具，文本中也含有大量

的网络热词，如：“香菇蓝瘦”、“正能量”、“疯狂打

ｃａｌｌ”、“雨女无瓜”、 “大猪蹄子”等。 在社交媒体

中，这些词对文本的情感表达、情感倾向性，产生着

重要的影响。 而现有模型在处理微博文本分词时，
采用传统的分词方法，极大地影响了微博情感分词

的准确率。
为解决现有微博情感模型的不足，以及网络新

词影响情感极性的问题。 本文提出在准确分词的基

础上，采用训练时间短、参数少、内部结构相对简单

的 ＧＲＵ 模型进行微博情感学习，用 Ｓｅｌｆ －Ａｔｔｅｎｔｉｏｎ
模型进行情感词定位，最后分类。 通过在微博数据



集上的实验，与现有模型对比，证明本文所构建的模

型更有利于微博情感倾向性分析。
１　 相关工作

１．１　 数据处理

本实验采用 ｐｙｔｈｏｎ 编写程序代码，爬取微博数

据集。 该数据集随机获取了 ２０１９ 年几个时间段的

数据集，总计 １００ 万条。 实验所用微博内容包括以

下几个方面：文字、表情、参与话题、链接、标点符号、
特殊符号等。

（１）清洗数据。 本文微博数据由 ｐｙｔｈｏｎ 爬虫爬

取，因此难免出现数据缺失、无效数据，对该类型数

据进行排查和修改；因本文对微博文本情感倾向性

进行研究，故对微博内容中特殊符号、标点符号、参
与话题及微博话题，用正则表达式的方法进行去除。

（２）异常值与重复数据监测。 只含有微博链

接、标点符号、特殊字符的微博，经过数据清洗会出

现异常值，将这些异常值去除；获取的数据有重复数

据存在，将这些重复的微博进行去除。
（３）微博表情替换。 微博表情是一种“携带意

义感知”的符号，是一种视觉化语言，更加具体、生
动和形象地表达微博情感，是人真实表情的延伸。
获取的微博内容中含有大量的表情符，将这些表情

符替换成对应的情感词，有利于后续研究的推进。
微博表情库如图 １ 所示。

图 １　 微博表情库

Ｆｉｇ． １　 Ｗｅｉｂｏ ｅｘｐｒｅｓｓｉｏｎ ｌｉｂｒａｒｙ

１．２　 分词处理

结巴分词［８］ 是国内程序员用 Ｐｙｔｈｏｎ 开发的一

种中文分词模块，该模块可以准确的识别出分词，将
连续的字序列按照一定的规范重新组合成词序列。
该模块支持 ４ 种分词模式：精确模式、全模式、搜索

引擎模式、自定义字典模式。 在分词时，针对含有大

量网络新词的微博文本，如果仅仅依靠精确模式的

结巴分词法，并不能正确分词。 故使用自定义字典

模式将近年来微博表情词、搜狗网络新词、网络流行

词、ＱＱ 输入法网络流行语、搜狐网络新词加入结巴

分词词库。 分词结果见表 １。
表 １　 分词结果

Ｔａｂ． １　 Ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔｓ

精确模式结巴分词 加入网络新词结巴分词

这是 ／ 正 ／ 能量 ／ 没错 ／ 啦
休 ／ 了 ／ ３ ／ 天 ／ 之 后 ／ 的 ／ 第 一

个 ／ 工 作 日 ／ 有 ／ 些 许 ／ 不 ／ 适
应 ／ 上班 ／ 路上 ／ 还 ／ 交通拥堵 ／
严重 ／ 蓝瘦 ／ 香菇

看 小 ／ 欢 喜 ／ 看 得 ／ 我 ／ 好 ／ 压
抑 ／ ， ／ 真的 ／ 太能 ／ 理解 ／ 因子 ／
丁一 ／ 了
香 港 ／ 废 亲 ／ 的 ／ 新 闻 ／ 了 ／ 简
直 ／ 辣 ／ 眼 睛 ／ 这 出 ／ 戏 ／ 啥 时

候 ／ 可以 ／ 杀青

这是 ／ 正能量 ／ 没错 ／ 啦
休 ／ 了 ／ ３ ／ 天 ／ 之 后 ／ 的 ／ 第 一 个 ／
工 作 日 ／ 有 ／ 些 许 ／ 不 ／ 适 应 ／ 上
班 ／ 路上 ／ 还 ／ 交通拥堵 ／ 严重 ／ 蓝
瘦香菇

看 ／ 小 欢 喜 ／ 看 得 ／ 我 ／ 好 ／ 压
抑 ／ ， ／ 真的 ／ 太能 ／ 理解 ／ 因子 ／ 丁
一 ／ 了
香港 ／ 废亲 ／ 的 ／ 新闻 ／ 了 ／ 简直 ／
辣眼睛 ／ 这出 ／ 戏 ／ 啥时候 ／ 可以 ／
杀青

　 　 分词后用哈工大停用词表，对微博文本集进行

去停用词。
２　 模型

２．１　 ｗｏｒｄ２ｖｅｃ 模型

Ｗｏｒｄ２ｖｅｃ 是 Ｇｏｏｇｌｅ 公司在 ２０１３ 开放的训练词

向量软件工具，其可以根据给定的语料库训练合适

的词模型。 该词模型可以快速有效地将一个词语表

达成向量形式，是自然语言处理领域的新工具。
Ｗｏｒｄ２ｖｅｃ 有 ２ 种模型：ＣＢＯＷ 模型和 Ｓｋｉｐ－ｇｒａｍ 模

型。 ＣＢＯＷ 模型采用根据前后词预测中间词，如根

据“这只＿＿＿＿实在太萌了”预测“小猫”，适合较大的

数据集。 而 Ｓｋｉｐ－ｇｒａｍ 模型则是根据中间词预测前

后词，如：根据 “小猫” 预测“这只＿＿＿＿实在太萌

了”。 Ｓｋｉｐ－ｇｒａｍ 把每个词作为中心词对其它词进行

预测，适合数据量适中的文本集。 本文实验中有

１００ 万条微博数据，属于数据量适中的文本集，故采

用 Ｓｋｉｐ－ｇｒａｍ 模型训练词向量模型。
２．２　 ＧＲＵ 模型

针对中文微博文本上下文语义关联的特征，本
文选用 ＬＳＴＭ（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ）的一个变种

模型 ＧＲＵ（Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ），用此模型进行微

博情感学习。 该模型由重置门（ ｒｔ）、更新门（ ｚｔ）、隐
藏层（ｈｔ）３ 部分组成。 虽然每条中文微博的篇幅在

２４０ 字之内，属于短文本，但决定文本的情感极性与

该文本的上下文都有关。 而 ＧＲＵ 模型可以通过重

置门 （ ｒｔ）、更新门（ ｚｔ）、隐藏层（ｈｔ）３ 部分， 记忆和

更新每个词之前的情感信息；同时该模型比 ＬＳＴＭ
参数少、内部结构简单、训练时间短，更适用于本文

数据集。 ＧＲＵ 模型的小单元结构如图 ２ 所示。
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图 ２　 ＧＲＵ 单元

Ｆｉｇ． ２　 ＧＲＵ ｕｎｉｔ

　 　 首先，ＧＲＵ 的重置门 （ ｒｔ） 决定了如何将新的输

入词信息与前面的情感记忆相结合。
ｒｔ ＝ σ（Ｗｒｘｔ ＋ Ｕｒｈｔ －１）， （１）

　 　 更新门 （ ｚｔ） 决定当前时刻输入信息， 被附加到

上一时刻状态中的量，以及上一时刻的情感信息有

多少保留在时间步 ｔ 中，更新门的具体表达式为：
ｚｔ ＝ σ（Ｗｚｘｔ ＋ Ｕｚｈｔ －１）， （２）

　 　 更新门将这 ２ 部分信息相加并作为 ｓｉｇｍｏｉｄ 函

数的输入。
最后，计算隐藏层。 隐藏层由 ｒｔ 控制保留之前

的情感记忆（ｈ
～

ｔ）。

ｈ
～

ｔ ＝ ｔａｎｈ（Ｗｘｔ ＋ ｒｔＵｈｔ －１）， （３）
　 　 进而得到最后的隐藏层情感信息 （ｈｔ）。

ｈｔ ＝ （１ － ｚｔ）∗ｈｔ －１ ＋ ｚｔ∗ｈｔ ． （４）
　 　 其中， Ｗｒ、Ｗｚ、Ｗｈ 分别为重置门、更新门、隐藏

层的权重矩阵， ｔａｎｈ、σ 为激活函数。
２．３　 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 机制

注意力机制（Ａｔｔｅｎｔｉｏｎ Ｍｅｃｈａｎｉｓｍ）源于对人类

的视觉研究。 在认知科学中，由于信息处理的瓶颈，
人类会选择性地关注所有信息中的一部分，同时忽

略其它可见信息。 这种机制通常被称为注意力机

制。 Ｂａｈｄａｎａｕ 等［１０］将注意力机制用于机器翻译模

型中，提出了 Ｓｏｆｔ Ａｔｔｅｎｔｉｏｎ Ｍｏｄｅｌ，并将其应用到了

机器翻译领域。 ２０１７ 年 Ｇｏｏｇｌｅ 机器翻译团队发现，
使用自注意力机制可以学习文本与训练集，以及文

本自身的关键特征表示［１１］。 而后，Ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ 机

制因既可以学习到文本与总文本集的关系，又可以

学习到自身的关键特征，成为近期在自然语言处理

中研究的热点模型。 微博文本的情感极性与微博文

本集、微博文本自身都有极大关系，故本文采用 Ｓｅｌｆ

－Ａｔｔｅｎｔｉｏｎ 模型对微博文本情感学习。
Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 的核心与 Ａｔｔｅｎｔｉｏｎ 一样。 设 Ｘ ＝

（ｘ１，ｘ２，．．．，ｘｎ） 为 Ｓｅｌｆ － Ａｔｔｅｎｔｉｏｎ 的输入，则 Ｓｅｌｆ －
Ａｔｔｅｎｔｉｏｎ 可被描述为一个查询 ｑ， 得到一系列（ ｋ－
ｖ）对的映射， Ｑ ＝ Ｘ × ＷＱ、Ｋ ＝ Ｘ × ＷＫ、Ｖ ＝ Ｘ × ＷＶ Ｑ
＝ （ｑ１，ｑ２，．．．，ｑｉ） 、 Ｋ ＝ （ｋ１，ｋ２，．．．，ｋ ｊ） ，Ｖ ＝ （ｖ１，
ｖ２，．．．，ｖｊ）。 其中， ＷＱ、ＷＫ、ＷＶ 是模型训练过程中学

习到的合适参数。 主要步骤如下：
（１）计算 Ｑ 和 Ｋ 的相似度。 常用计算相似度的

方法有计算余弦相似度、点积。
（２）为防止 Ｑ 与 Ｋ 点乘结果过大，会除以一个

尺度标度 ｄｋ ， 其中 ｄｋ 为 Ｑ 和 Ｋ 的行数。
（３）使用 Ｓｏｆｔｍａｘ 函数，进行归一化为概率分布

函数。

ｓｏｆｔｍａｘ（ＱＫ
Ｔ

ｄｋ

），

　 　 然后， 再乘以矩阵 Ｖ， 得到权重求和的表示如

下：

Ｓｅｌｆ － Ａｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ） ＝ ｓｏｆｔｍａｘ（ＱＫ
Ｔ

ｄｋ

）Ｖ．

３　 基于 Ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ 的 ＢｉＧＲＵ 模型

通过清洗数据、训练 Ｗｏｒｄ２ｖｅｃ 词模型后，在

Ｗｏｒｄ２ｖｅｃ 模型中寻找微博的词向量，作为该模型的

输入层，并将这些词向量输入到隐藏层中。 用

ＢｉＧＲＵ 学习微博的上下文关系，将学习到的上下文

关系信息输入到 Ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ 模型中，用权重确定

该微博的情感词。 最后用 Ｓｏｆｔｍａｘ 函数进行分类作

为该模型的输出层。 其中隐藏层包括：ＢｉＧＲＵ 层、
Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 层、Ｄｅｎｓｅ 层。 模型分层如图 ３ 所示。
３．１　 输入层

为了对微博情感进行准确分析，本文使用结巴

分词的自定义字典模式，将微博表情词、搜狗网络流

行、加入结巴分词的词库中，对微博文本进行准确分

词，然后训练出 Ｗｏｒｄ２ｖｅｃ 模型。
在训练词向量时，分别采用精确模式结巴分词

和加入网络新词的结巴分词 ２ 种模式，训练得到

Ｍｏｄｅｌ１ 和 Ｍｏｄｅｌ２ 这 ２ 个词向量模型。 如：表 ２ 中

“这是正能量没错啦”的词向量。 精确模式下，结巴

分词并去停用词后，训练词向量模型和加入网络新

词的结巴分词并去停用词后，训练的词向量模型在

微博句向量的表示中相差甚多。 加入网络新词并去

停用词后训练的词向量模型比精确模式下训练的模

型更准确。 可以得到即时性、含有网络新词的词
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图 ３　 模型分层图

Ｆｉｇ． ３　 Ｍｏｄｅｌ ｌａｙｅｒｉｎｇ ｄｉａｇｒａｍ
表 ２　 词向量

Ｔａｂ． ２　 Ｗｏｒｄ ｖｅｃｔｏｒｓ

Ｍｏｄｅｌ１ 这是 正 能量 没错

１ －０．１２１ ９１ ０．１０９ ４８ －０．５６８ ４４ －０．１５８ ６４

２ －０．１２２ ５７ ０．１６９ ８６ －０．０３２ ３０ －０．１４８
３ ０．０４１ ７７２ ０．４３６ ８４ ０．０８１ ０７１ －０．１５１ ９６
４ －０．０８２ ６９ －０．１７４ ０３ ０．０９３ １９８ －０．０７８ ５４
５ －０．２４９ ８９ ０．０６２ ４４ －０．５９５ ４９ －０．１０３ ２３
６ －０．３８１ ４９ ０．０３１ １７６ －０．６９３ １１ －０．２３６ ７９
７ －０．１７１ ８６ ０．１９１ ３９ ０．１６３ １５２ ０．１６３ ８４７
８ －０．１８７ １８ －０．１０４ １３ ０．１６３ ８３ ０．２３６ １８
．．． ．．． ．．． ．．． ．．．
１００ －０．４４７ ４ －０．２０８ ９ ０．１７５ ９８７ －０．２０２ ９４

Ｍｏｄｅｌ２ 这是 正能量 没错

１ －０．１２１ ９１ －１．０４８ ２ －０．１５８ ６４

２ －０．１２２ ５７ ０．０２９ ９４０ －０．１４８
３ ０．０４１ ７７２ ０．３０３ ６６１ －０．１５１ ９６
４ －０．０８２ ６９ －０．１７１ ５７ －０．０７８ ５４
５ －０．２４９ ８９ －０．５３７ ３１ －０．１０３ ２３
６ －０．３８１ ４９ －０．０９９ １０ －０．２３６ ７９
７ －０．１７１ ８６ －０．１３１ ２１ ０．１６３ ８４７
８ －０．１８７ １８ ０．１４３ ８６ ０．２３６ １８
．．． ．．． ．．． ．．．
１００ －０．４４７ ４ ０．１５９ ９６９ －０．２０２ ９４

３．２　 隐藏层

３．２．１　 ＢｉＧＲＵ 模型

在单向的神经网络 ＧＲＵ 模型中，是从前往后输

出状态，这样 ＧＲＵ 模型记忆单元中只记得该词之前

的微博的特征。 如果仅仅从前往后输入就忽略了下

文。 基于此问题，本文采用 ＢｉＧＲＵ 神经网络模型，
ＢｉＧＲＵ 含前向 ＧＲＵ 模型、后向 ＧＲＵ 模型。 前向

ＧＲＵ 层学习该条微博的上文信息 （Ｈｌ）， 后向 ＧＲＵ
层学习该条微博的下文信息 （Ｈｒ）。 将每条微博中

每个词的上文信息 （Ｈｌ） 和下文信息（Ｈｒ） 拼接，得
到每个词的上下文信息［Ｈｒ，Ｈｌ］。
３．２．２　 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 机制层

为了定位情感词，引入 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 模型。 该

机制可以计算每条微博中每个词的情感概率权重和

自身情感关系。 在训练模型过程中，将 ＢｉＧＲＵ 层学

习到微博上下文信息输入到 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 模型中，
学习得到适合微博情感文本集的 ＷＱ、ＷＫ、ＷＶ ３ 个

权重矩阵。 将测试集中 ＢｉＧＲＵ 模型学习到的微博

深层特征 （Ｘ ＝ ［Ｈｒ，Ｈｌ］），输入 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 机制。
即可得到 Ｑ ＝ Ｘ × ＷＱ、Ｋ ＝ Ｘ × ＷＫ，Ｖ ＝ Ｘ × ＷＶ。 那

么微博句子中每个词的权重值为：

Ｓｅｌｆ － Ａｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ） ＝ ｓｏｆｔｍａｘ（ＱＫ
Ｔ

ｄｋ

）Ｖ．

其中， ｄｋ 为 Ｑ 和 Ｋ 的行数。 本文对微博数据进

行情感分类，通过 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 机制学习到概率权

重中，情感词的概率权重较大，地点词、名词、量词等

与情感无关的词概率权重较小。
３．２．３　 Ｄｅｎｓｅ 层

Ｄｅｎｓｅ 层［１２］，也称全连接层。 该层是将每一个

单元和 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 层中每一个单元相连接，得到

每个词属于哪个分类的概率权重。
３．３　 输出层

最后用 Ｓｏｆｔｍａｘ 函数对每条微博的概率权重进

行归一分类得到情感类别。
４　 实验

４．１　 实验设置

为了证明该模型的有效性，使用获取的 １００ 万

微博情感集训练 Ｗｏｒｄ２ｖｅｃ 词向量，将数据中１０ ０００
条进行手工标记。 其中，正向情感５ ３２０条，负向情

感４ ６８０条。 训练集和测试集按照 ８：２ 进行划分。
本实验采用 ｋｅｒａｓ 深度学习框架［１３］，后端环境

为 ＴｅｎｓｏｒＦｌｏｗ［１４］，使用 Ｐｙｔｈｏｎ 语言编程实现；实验

运行环境为 Ａｎａｃｏｎｄａ３ 软件、Ｗｉｎ７ 系统、内存 ８ ＧＢ。
实验参数设置见表 ３。
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表 ３　 实验参数设置

Ｔａｂ． ３　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ

参数 值

ＢｉＧＲＵ 隐藏节点数 １００
Ｌｏｓｓ 函数 ｃａｔｅｇｏｒｉｃａｌ＿ｃｒｏｓｓｅｎｔｒｏｐｙ
Ｏｐｔｉｍｚｅｒ Ａｄａｍ
Ｂａｔｃｈ＿ｓｉｚｅ １２８
词向量维度 １００

４．２　 模型性能

对微博数据集分类时会出现以下 ４ 种情况：
（１）真正类（Ｔｒｕｅ Ｐｏｓｉｔｉｖｅ，ＴＰ）：被判定为正向

情感，事实上也是正向情感；
（２）假正类（Ｆａｌｓｅ Ｐｏｓｉｔｉｖｅ，ＦＰ）：被判定为正向

情感，但事实上是负向情感；
（３）假负类（Ｆａｌｓｅ Ｎｅｇａｔｉｖｅ，ＦＮ）：被判定为负向

情感，但事实上是正向情感；
（４）真负类（Ｔｒｕｅ Ｎｅｇａｔｉｖｅ，ＴＮ）：被判定为负向

情感，事实上也是负向情感。
本实验采用准确率 （Ａｃｃｕｒａｃｙ）、精确率（Ｐｒｅｃｉｓｉｏｎ）、

召回率（Ｒｅｃａｌｌ）、Ｆ 值［１５］以及运行时间对试验结果进

行评价。 准确率是指分类正确的样本数占总样本的

比例；精确率是指该模型预测的正向情感微博数据集

中正向情感的比例；召回率体现该模型对正向情感

微博数据集的识别能力； Ｆ 值为精确率和召回率的

调和值，更接近于两个数较小的那个，所以精确率和

召回率越接近 Ｆ 值越大，说明该模型越稳健。

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
（ＴＰ ＋ ＦＮ ＋ ＦＰ ＋ ＴＮ）

， （５）

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
（ＴＰ ＋ ＦＰ）

， （６）

Ｒｅｃａｌｌ ＝ ＴＰ
（ＴＰ ＋ ＦＮ）

， （７）

Ｆ ＝ ２∗Ｒｅｃａｌｌ∗Ｐｒｅｃｉｓｉｏｎ
Ｒｅｃａｌｌ ＋ Ｐｒｅｃｉｓｉｏｎ

． （８）

４．３　 对比试验设置

为了证明该模型对微博文本分类的有效性，本
文实验与当下较为流行的微博文本分类模型进行了

比对。
实验一　 Ｗｏｒｄ２ｖｅｃ＋ＢｉＬＳＴＭ 微博情感分析

通过 Ｓｋｉｐ－ｇｒａｍ 模式对结巴分词后的微博文本

进行训练，得到词向量模型，将词向量输入 ＢｉＬＳＴＭ
神经网络模型中，捕捉微博情感后进行分类。

实验二　 Ｗｏｒｄ２ｖｅｃ＋ＢｉＧＲＵ 微博情感分析

在实验一的实现过程中，可以发现 ＬＳＴＭ 神经

网络的训练参数较多、内部结构复杂、训练时间过长

且收敛速度较慢。 而 ＧＲＵ 神经网络模型是 ＬＳＴＭ
的简化模型，具有训练参数少、内部结构简单、训练

时间短且收敛速度快的特点。 因此，实验二中将

ＢｉＬＳＴＭ 模型替换为 ＢｉＧＲＵ 模型。
实验三　 网络新词＋Ｗｏｒｄ２ｖｅｃ＋ＢｉＧＲＵ
在处理微博数据集时发现，用传统的分词模式

对其分词，会导致大量微博数据集失去情感特征，甚
至会歪曲情感倾向。 故本文将网络新词、微博表情

词加入结巴新词库中，利用结巴分词对微博文本集

进行准确分词，将词向量输入到 ＢｉＧＲＵ 神经网络中

捕捉微博深层特征，并对其进行分类。
实验四　 网络新词＋Ｗｏｒｄ２ｖｅｃ＋双向ＧＲＵ＋Ａｔｔｅｎｔｉｏｎ
为能准确定位情感词，以达到更好的分类效果，

实验三在采用 ＢｉＧＲＵ 学习微博深层特征的基础上，
用 Ａｔｔｅｎｔｉｏｎ 机制来确定微博中每个词的权重。 情

感词的权重较大。
实验五 　 网络新词 ＋ｗｏｒｄ２ｖｅｃ ＋ ＢｉＧＲＵ ＋ Ｓｅｌｆ －

Ａｔｔｅｎｔｉｏｎ
Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 机制比 Ａｔｔｅｎｔｉｏｎ 机制的性能更

好，更注重微博中词与词之间的位置关系、结构关

系、情感关系。 本文使用基于网络新词、网络流行语

的 Ｗｏｒｄ２ｖｅｃ 模型，结合 ＢｉＧＲＵ 和 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 的

神经网络模型，对微博情感倾向性进行分析。
４．４　 实验结果比较

在微博文本集上运用以上模型，结果对比见表 ４。
表 ４　 结果对比

Ｔａｂ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｓｕｌｔｓ

对比模型 准确率 ／ ％ 召回率 ／ ％ 精确率 ／ ％ Ｆ 值 ／ ％ 时间 ／ ｓ

实验一 ８５．９４ ８７．１０ ８６．３７ ８６．７３ ７５０
实验二 ８６．３０ ８７．６１ ８６．４６ ８７．０３ ５５０
实验三 ８９．９２ ９０．９６ ８９．９４ ９０．４４ ５３７
实验四 ９０．５０ ９１．７７ ９０．２２ ９０．９８ ８３４
实验五 ９１．６４ ９２．５０ ９１．６３ ９２．０６ ９８２

　 　 由实 验 一 与 实 验 二 对 比 发 现： ＢｉＬＳＴＭ 和

ＢｉＧＲＵ 在性能上不分伯仲，ＢｉＧＲＵ 比 ＢｉＬＳＴＭ 在本

文的微博情感数据集上分类性能略好。 ＢｉＧＲＵ 比

ＢｉＬＳＴＭ 参数少、容易收敛，分类时间短 ２００ ｓ。
对比实验二和实验三发现：由于微博的时效性、随

意性、碎片性，加入网络新词、网络流行语及微博表情

词，对微博数据集进行训练的 Ｗｏｒｄ２ｖｅｃ 模型比传统分

词后训练的Ｗｏｒｄ２ｖｅｃ 模型，对微博的词向量化更加准

确。 实验三比实验二模型的准确率、召回率、精确率、Ｆ
值分别有 ３．６２％、３．３５％、３．４８％、３．４１％的提升。

对比实验三和实验四发现：加入 Ａｔｔｅｎｔｉｏｎ 层对微

博情感词定位后分类，可以提高模型性能。 因为，

７９１第 ４ 期 杨凡， 等： 双向 ＧＲＵ 和自注意力机制下微博情感倾向性分析



Ａｔｔｅｎｔｉｏｎ 模型通过模型训练可以计算每个词的概率权

重，减少处理高维数据的计算复杂度，从而降低了数据

的维度，使得模型更快、更容易学习到输入微博数据与

输出信息的关联信息，进而达到定位情感词的效果。
对比实验四和实验五发现：加入 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ

机制比 Ａｔｔｅｎｔｉｏｎ 机制模型准确率性能有 １．１４％提

升。 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 机制是 Ａｔｔｅｎｔｉｏｎ 机制的一种改

进。 从参数角度上，Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 机制对外部参数

依赖较少；从性能角度来看，Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 可以学习

每条微博不同位置的词之间特征，以捕捉长距离的

依赖关系。 结合加入微博表情词库、网络新词库、网
络流行词库训练的 Ｗｏｒｄ２ｖｅｃ 模型，对微博准确的词

向量化，比实验一、实验二、实验三、实验四有非常显

著地提高，故本模型可以更加准确地关联情感词，更
适合研究微博情感倾向性。
５　 结束语

针对微博文本的特征，该文提出将网络流行词、
微博表情词、网络流行语加入到结巴分词的词库中，
以至于 Ｗｏｒｄ２ｖｅｃ 模型对微博文本进行准确的词向

量化。 进而采用 ＢｉＧＲＵ 和 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 机制对微

博文本进行情感特征学习、微博内部关键特征学习

和情感词定位，最终使用 Ｓｏｆｔｍａｘ 函数分类。 通过

在同一数据集上的对比实验，以及模型性能分析，发
现本模型更适合微博倾向性分析。
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组建医联体。 在民营发展初期给予更多扶持，消除

区域卫生规划上存在的障碍，在医保定点、职称评

定、科研立项、资金支撑、税收减免等方面加大针对

民营医院的政策支持，通过市场调节力量提高医联

体运作成效，以此倒逼公立医院从实际出发真正推

进改革。
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