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基于依存句法的句子相似度计算方法

胡雨晴， 纪明宇， 王晨龙
（东北林业大学 信息与计算机工程学院， 哈尔滨 １５００４０）

摘　 要： 本文针对句子长短不一而影响句子相似度计算的问题，提出了一种基于依存句法的句子相似度计算方法。 根据依存

句法分析，找出句中各语法成分对句子语义表达的重要程度，制定句子特征提取规则、提取长句的主要特征和补充短句的重

要语义信息。 利用卷积神经网络中的 ２ 种卷积模式，扩张卷积和反卷积学习句子特征，并将句子特征进行全连接降维，得到句

子的相似度计算结果。 此算法在包含中、英文 ３ 个公共数据集上进行了验证，结果证明了该方法的有效性。
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０　 引　 言

近年来，文本语义的相似度计算广泛应用于机

器翻译、信息检索、对话系统等领域［１］。 语义的相

似度是指用于比较语义实体（如词语、句子、或定义

为知识库的概念和实例）之间的语义相似性或相关

性的方法［２］。 语义实体中的句子在实际应用场景

中最为常见，国内外学者对于句子的相似度计算提

出了许多方法。
句子的特征提取是句子相似度计算的核心，目

前主要有两类句子相似度计算方法：人工提取句子

特征和利用神经网络提取。 第一类方法：以句中的

关键词、词频、语义成分等句子特征，定义计算句子

相似度的计算公式。 例如，Ｇｕｎａｓｉｎｇｈｅ 等人统计文

档的词频作为句子特征，并且利用余弦距离度量相

似度［３］。 此类方法存在特征稀疏的问题，语义度量

不够准确。 第二类方法：利用神经网络自动提取句

子级或词语级的语义特征。 如 Ｐａｌａｎｇｉ 等人利用循

环神经网络模型，将句子中的词语特征依次提取出

来［４］。 Ｚｈｕａｎｇ 等人引入注意力模型到循环神经网

络中更多的获取句子的语义信息［５］。 而近年来越

来越多的学者将常用于图像处理的卷积神经网络用

来处理文本数据。 Ｋｉｍ 等人提出 Ｔｅｘｔ－ＣＮＮ 方法，
首次利用卷积神经网络结构学习句子的局部特

征［６］。 Ｈｅ 等人对卷积网络进行了改进，提出了 ２ 种

卷积方式和 ３ 种池化方式，从多个角度学习句子特

征［７］。
但是，应用神经网络的方法存在一些不足：神经

网络的输入端需要固定长度的句子，而文本中的句

子大多长短不一，对于长句通常使用直接截取的方

法，句子会丢失一部分语义信息导致语义特征提取

不全面；短句的处理方式是直接用零来补充缺失的

向量部分，这样会使句子所含的重要语义信息过



少［８］。 而且，仅仅使用基本的神经网络结构学习句

子语义特征不够充分。
针对上述问题，本文在依存句法的基础上对长

句的重要特征进行提取、对短句中重要的语义信息

进行补充。 为了提高卷积神经网络学习句子特征的

能力，本文基于 Ｔｅｘｔ－ＣＮＮ 模型，引入了扩张卷积和

反卷积的结构，来获取多个层面的句子语义特征。
１　 基于依存句法的长短句特征提取

１．１　 英文依存句法分析

依存句法（Ｄｅｐｅｎｄｅｎｃｙ Ｐａｒｓｉｎｇ）是指通过分析

语言单位内成分之间的依存关系揭示其句法结

构［９］。 ＳｔａｎｆｏｒｄＣｏｒｅＮＬＰ 是由斯坦福大学开发的关

于自然语言处理的工具包，其中包括句子的依存句

法分析、分词、词性还原等功能。 其工具将句子的语

法结构以句法结构树的形式展现，并对句中的每一

个词语的语法成分和词性进行了标注。
本文利用 ＳｔａｎｆｏｒｄＣｏｒｅＮＬＰ 对句子进行依存分

析后的词语标注，制定出提取长短句特征的规则。

对于长句，采用去掉一部分语义较弱的词语来削减

句子长度；而对于短句，则增强语义信息较为重要的

词语来增加句长。 如，在英文句子中常见的限定词

“ｔｈｅ”、“ｔｏ”及介词“ ｉｎ”、“ ｆｏｒ”等等出现频率较高，
而包含的语义信息又过少，则可在长句中删减。 而

句中的名词短语、动词、副词、人称代词等句中语义

重要的词语应在短句中进行补充。
应用上述长短句提取规则，作用于本文选用的

２ 个公开实验数据集 ＭＳＲＰ 和 ＳＴＳ，其长短句数量变

化情况见表 １。 由表 １ 可知，ＭＳＲＰ 数据集的句长小

于 １２ 的 句子从 ８２１ 条减少到 ４８４ 条，长度超过 ２０
的句子减少了 ２４０５ 条。 ＳＴＳ 数据集的短句子过多

而且大多只有 ５ 个单词，短句子的语义信息过少不

利于提取出句子的特征，通过本文提出的依存句法

提取规则，补充短句语义信息使短句减少了 １５１ 条。
２ 个数据集所减少的长句和短句都分别在句长适中

的区间相应的增加了 ２ ７４２ 条和 ２ ２６１ 条。

表 １　 依存句法规则下英文长短句变化情况

Ｔａｂ． １　 Ｃｈａｎｇｅｓ ｏｆ Ｅｎｇｌｉｓｈ ｓｈｏｒｔ ａｎｄ ｌｏｎｇ ｓｅｎｔｅｎｃｅｓ ｕｎｄｅｒ ｄｅｐｅｎｄｅｎｃｙ ｒｕｌｅｓ

方法
ＭＳＲＰ 数据集

＜１２ １２－２０ ２０＜

ＳＴＳ 数据集

＜５ ５－１５ １５＜

应用规则前 ８２１ ６ ３１１ ４ ４７０ ５７０ １３ ９９０ ２ ６９４

应用规则后 ４８４ ９ ０５３ ２ ０６５ ４１９ １６ ２５１ ５８４

数量变化 －３３７ ＋２ ７４２ －２ ４０５ －１５１ ＋２ ２６１ －２１１０

１．２　 中文依存句法分析

中文的依存句法分析，则利用哈尔滨工业大学

提 供 的 语 言 技 术 平 台 （ Ｌａｎｇｕａｇｅ Ｔｅｃｈｎｏｌｏｇｙ
Ｐｌａｔｆｏｒｍ， ＬＴＰ） ［１０］。 ＬＴＰ 中常见的依存关系类型和

对应标注见表 ２。
表 ２　 ＬＴＰ 中依存关系类型及标注

Ｔａｂ． ２　 Ｄｅｐｅｎｄｅｎｃｙ ｔｙｐｅｓ ａｎｄ ａｎｎｏｔａｔｉｏｎｓ ｉｎ ＬＴＰ

关系类型 标注 关系类型 标注

核心关系 ＨＥＤ 定中关系 ＡＴＴ

主谓关系 ＳＢＶ 状中关系 ＡＤＶ

动宾关系 ＶＯＢ 动补结构 ＣＭＰ

并列关系 ＣＯＯ 介宾关系 ＰＯＢ

　 　 句法分析的目的是构造句子的句法结构树

（Ｓｙｎｔａｃｔｉｃ Ｓｔｒｕｃｔｕｒｅ Ｔｒｅｅ） ［１１］。 句法结构树是由词

语、词性标注、语法成分和表示依存关系的依存弧组

成的［１２］。 句法结构树与句子的结构有着密切关系。
本文将长度超过 １０ 个字的句子定义为长句子，长度

小于 ５ 个字的句子定义为短句子，５ 到 １０ 个字之间

的句子定义为标准句。 图 １ 是本文数据集中的几个

常见用句，对 ３ 种句子的 ＬＴＰ 句法结构描述。

图 １　 ＬＴＰ 句法结构树实例

Ｆｉｇ． １　 Ａｎ ｅｘａｍｐｌｅ ｏｆ ｌｉｐ ｓｙｎｔａｘ ｓｔｒｕｃｔｕｒｅ ｔｒｅｅ

　 　 由图 １ 可以看出：长句、标准句和短句中的核心

成分（ＨＥＤ），主语（ＳＢＶ）、宾语（ＶＯＢ）与其它成分

之间的依存弧最多，即依存关系最多。 如果缺少这

３ 类成分句子的语义表达将会受到严重影响。 其
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次，依存关系较多的是修饰主语的定语成分（ＡＴＴ）
和修饰谓语的状语成分（ＡＤＶ）。 其它语法成分的

依存关系较弱， 如并列关系 （ ＣＯＯ）、 动补关系

（ＣＭＰ）等。 可见，依存关系越多的语法成分对句子

的语义表达越重要，将长句中依存关系较多的语法

成分提取出来，可以在保留长句重要语义信息的同

时压缩句长；补充短句子中依存关系较多的语法成

分，可以增加短句长度，并提高短句中依存关系较多

语法成分的出现概率，使句子的语义表达更充分。
基于此，本文提出的长短句提取规则如下：对长

句而言，将句中标注为 ＳＢＶ、ＨＥＤ、ＶＯＢ 的主谓宾等

核心词全部提取；句中标注为 ＡＴＴ、ＡＤＶ、ＣＭＰ（动
补）修饰主谓宾的助词选择性提取；其它标注不进

行提取。 对于短句中存在修饰词，周围大多是被修

饰的主语、谓语等依存关系较多成分的情况，采用复

制短句中标注为 ＡＴＴ、ＡＤＶ、ＶＯＢ 等修饰词的前一

个词到当前词之后的方式，进行补充语义。
应用上述长短句提取规则，作用于本文实验数

据集的 １０２ ４７７ 对句子，相应的长短句数量变化情

况如图 ２ 所示。
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图 ２　 运用依存规则后的句长对比

Ｆｉｇ． ２　 Ｓｅｎｔｅｎｃｅ ｌｅｎｇｔｈ ｃｏｍｐａｒｉｓｏｎ ａｆｔｅｒ ｕｓｉｎｇ ｄｅｐｅｎｄｅｎｃｙ ｒｕｌｅ

　 　 由图 ２（ａ）可知，智能数据集的句长主要分布在

３ 到 １０ 个词语之间，但是词语少于 ５ 个词，包含语

义信息太少，不利于句子相似度的比较。 在本文的

依存句法提取规则下，数据集中的句长小于 ５ 和大

于 １０ 的句子大幅度的减少，如图 ２ （ ｂ）所示。 可

见，数据集中过长或过短句子在依存句法规则下大

量减少，便于神经网络的输入。
２　 扩张卷积和反卷积学习句子特征

扩张卷积（Ｄｉｌａｔｅｄ Ｃｏｎｖｏｌｕｔｉｏｎ）又称空洞卷积，
由国外学者 Ｙｕ 等人［１３］提出，在图像分割、目标检测

等领域被广泛应用。 扩张卷积和普通卷积相比，除
了卷积核的大小以外，还有一个扩张率参数表示扩

张的大小。 利用这种结构，在保持参数个数不变的

情况下增大了卷积核的感受野，同时可以保证输出

特征映射的大小保持不变。 普通卷积和扩张卷积的

对比如图 ３ 所示。

（ａ） 普通卷积　 　 　 　 　 　 （ｂ） 扩张卷积　 　 　
　 （ａ） Ｃｏｎｖｏｌｕｔｉｏｎ　 　 　 　 （ｂ） Ｄｉｌａｔｅｄ Ｃｏｎｖｏｌｕｔｉｏｎ　 　

图 ３　 扩张卷积和普通卷积对比

Ｆｉｇ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｃｏｎｖｏｌｕｔｉｏｎ ａｎｄ ｄｉｌａｔｅｄ ｃｏｎｖｏｌｕｔｉｏｎ

　 　 图 ３ 中绿色区域代表卷积核，深蓝色区域为感

受野。 同样是 ３ｘ３ 的卷积核，扩张卷积可以获得更

大的感受野，学习到更远的特征信息。 国外学者

Ｂａｉ 等人［１４］提出的时间卷积网络 ＴＣＮ 中也用到了

扩张卷积的思想。 本文利用扩张卷积相比普通卷积

具有更大的感受野，可以同时获取更远的上下文信

息，并能保持计算量变化较小。 利用扩张卷积代替

文献［６］ Ｔｅｘｔ－ＣＮＮ 方法中的普通卷积部分，得到融

合扩张卷积的 Ｔｅｘｔ－ＣＮＮ 模型结构如图 ４ 所示。
　 　 反卷积 （ Ｄｅｃｏｎｖｏｌｕｔｉｏｎ） 也称转置卷积，是由

Ｚｅｉｌｅｒ 等人［１５］提出，常用于图像处理的场景分割、生
成模型等领域。 最近流行的生成对抗网络（ＧＡＮ）
生成器模块，采用的就是反卷积操作，将低分辨率图

像生成高分辨率图像［１６］。 反卷积操作是卷积的逆

过程，即卷积层的反向传播就是反卷积层的前向传

播，其模型结构如图 ５ 所示。
　 　 从图 ５ 可以看出，２×２ 的输入，通过 ３×３ 步长为

１ 的过滤器，反卷积得到 ４×４ 的输出，反卷积时空白

的部分用 ０ 补充。 通过反卷积可以对短句子的信息
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进行扩充提取，利于短句子在相似度比较时可以考

虑到更多的信息。
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图 ４　 融合扩张卷积的 Ｔｅｘｔ－ＣＮＮ
Ｆｉｇ． ４　 Ｔｅｘｔ－ＣＮＮ ｔｈａｔ ｂｌｅｎｄｓ ｄｉｌａｔｅｄ ｃｏｎｖｏｌｕｔｉｏｎ

图 ５　 反卷积模型结构

Ｆｉｇ． ５　 Ｄｅｃｏｎｖｏｌｕｔｉｏｎ ｓｔｒｕｃｔｕｒａｌ ｍｏｄｅｌ

３　 实验与结果分析

３．１　 实验语料准备

本文选用 ２ 个英文公开的数据集和一个中文智能

客服数据集进行实验。 ３ 个数据集分别是微软提供的

ＭＳＲＰ 数据集［１７］、２０１２－２０１７ 年 ＳｅｍＥｖａｌ 跨语言语义文

本相似性 （ ｃｒｏｓｓ － ｌｉｎｇｕａｌ Ｓｅｍａｎｔｉｃ ｔｅｘｔ Ｓｉｍｉｌａｒｉｔｙ，
ＳＴＳ）任务的数据集［１８］ 和蚂蚁金服提供的智能客服

数据集。 ３ 个数据集的统计信息见表 ３。
表 ３　 ３ 个数据集的统计信息

Ｔａｂ． ３　 Ｓｔａｔｉｓｔｉｃｓ ｏｆ ｔｈｒｅｅ ｄａｔａ ｓｅｔｓ

数据集 训练集 测试集 正样本 负样本 总计

ＭＳＲＰ ４ ６４０ １ １６１ ３ ９００ １ ９０１ ５ ０８１

ＳＴＳ ６ ９００ １ ７２６ ２ ８５３ ５ ７７３ ８ ６２６

智能客服 ８１ ９８１ ２０ ４９６ １８ ６８５ ８３ ７９２ １０２ ４４７

　 　 对于英文数据集，卷积神经网络之前的词嵌入

层，选用斯坦福大学利用 Ｇｌｏｖｅ 语言模型，在 ２０１４
年维基百科和 Ｇｉｇａｗｏｒｄ 语料预训练得到４００ ０００个
英文词汇的 １００ 维词向量［１９］。 对于中文的数据集，
词嵌入层选用 Ｌｉ Ｓ 等人基于上下文特征（单词、ｎ－
ｇｒａｍ、字符等），在中文维基百科语料预训练得到

２ １２９ ０００个中文词汇的 ３００ 维词向量［２０］。
３．２　 评价指标

文本语义相似度计算方法的评价指标通常包括

准确率、召回率、精确度、Ｆ１ 值和评价模型稳定的

ＲＯＣ（Ｒｅｃｅｉｖｅｒ Ｏｐｅｒａｔｉｎｇ Ｃｈａｒａｃｔｅｒｉｓｔｉｃ）曲线，以及曲

线面积值 ＡＵＣ（Ａｒｅａ Ｕｎｄｅｒ ＲＯＣ Ｃｕｒｖｅ）。 模型的

ＲＯＣ 曲线越靠近左上角，模型的面积 ＡＵＣ 越大，表
示模型的稳定性越高。
３．３　 实验结果

为了验证本文方法的有效性，将文献 ［ ６］ 的

Ｔｅｘｔ－ＣＮＮ 方法、文献［７］的 Ｍｐ－ＣＮＮ 方法、融合了

反卷积的 Ｔｅｘｔ－ｃｎｎ 的 Ｄｅ－ＣＮＮ 方法和本文提出的

融合扩张卷积 Ｔｅｘｔ－ｃｎｎ 的 Ｄｉｌａｔｅｄ－ＣＮＮ 方法，上述

４ 种方法结合依存句法长短句提取规则 Ｄｅｐｅｎｄｅｎｃｙ
的方法，进行实验对比。 表 ４ 为几种方法针对准确

率、召回率、精确度和 Ｆ１ 值等评价指标的实验对比。
表 ４　 主要评价指标对比

Ｔａｂ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍａｉｎ ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘｅｓ ％

方法
ＭＳＲＰ 数据集

准确率 召回率 精确度 Ｆ１ 值

ＳＴＳ 数据集

准确率 召回率 精确度 Ｆ１ 值

智能客服数据集

准确率 召回率 精确度 Ｆ１ 值

Ｔｅｘｔ－ＣＮＮ［６］ ０．７６９ ４ ０．９１３ ３ ０．７５７ ８ ０．８３５ ２ ０．７６３ ５ ０．６５４ ３ ０．８１８ ６ ０．７０４ ７ ０．４５４ ５ ０．６０７ ０ ０．７９５ ５ ０．５１９ ８

Ｍｐ－ＣＮＮ［７］ ０．７４８ １ ０．８８７ ９ ０．７２３ ６ ０．８１２ ０ ０．７１３ ４ ０．５５７ ６ ０．７７９ ６ ０．６２６ ０ ０．４５６ ８ ０．６０７ ８ ０．７９６ ６ ０．５２１ ６

Ｄｉｌａｔｅｄ－ＣＮＮ ０．７９５ ４ ０．８８７ ６ ０．７７１ ０ ０．８３９ ０ ０．７６７ ５ ０．６３４ ０ ０．８１５ ４ ０．６９４ ４ ０．４３８ ８ ０．７１８ ５ ０．７８１ １ ０．５４４ ９

Ｄｅ－ＣＮＮ ０．７６４ １ ０．８９２ ３ ０．７４２ ４ ０．８２３ ２ ０．７０９ ６ ０．５８８ ５ ０．７８４ ２ ０．６４３ ４ ０．４６３ ９ ０．５２７ ２ ０．８０２ ７ ０．４９３ ５

Ｔｅｘｔ－ｃｎｎ＋Ｄｅｐｅｎｄｅｎｃｙ ０．７８１ ７ ０．９０３ ５ ０．７６５ ５ ０．８３８ ２ ０．７１７ ０ ０．７２４ ８ ０．８１４ ４ ０．７２０ ９ ０．４４５ ７ ０．６０９ ５ ０．７９０ ６ ０．５１４ ９

Ｍｐ－ｃｎｎ＋Ｄｅｐｅｎｄｅｎｃｙ ０．７６５ ７ ０．８７５ １ ０．７３６ ０ ０．８１６ ８ ０．６４４ ９ ０．６２３ ２ ０．７６１ ９ ０．６３３ ８ ０．４５９ １ ０．５９１ ０ ０．７９８ ４ ０．５１６ ７

Ｄｉｌａｔｅｄ－ＣＮＮ＋Ｄｅｐｅｎｄｅｎｃｙ ０．８３１ ５ ０．９１１ ０ ０．８１６ ０ ０．８６９ ４ ０．７５１ ７ ０．６５２ ６ ０．８１３ ８ ０．６９８ ６ ０．４９０ ３ ０．６８９ ４ ０．８１２ ７ ０．５７３ ０

Ｄｅ－ＣＮＮ＋Ｄｅｐｅｎｄｅｎｃｙ ０．７９９ ７ ０．８８５ ８ ０．７７４ １ ０．８４０ ６ ０．７１０ ４ ０．６３７ ２ ０．７９４ １ ０．６７１ ８ ０．４５１ ８ ０．６１５ ６ ０．７９３ ７ ０．５２１ ２
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３．３．１　 准确度和 Ｆ１ 值的对比分析

由表 ４ 可见，Ｄｉｌａｔｅｄ－ＣＮＮ 方法在 ＭＳＲＰ 数据

集上的准确率和精确度分别比其它 Ｔｅｘｔ－ＣＮＮ 方法

高 ２．６０％和 １．３２％，而召回率低 ２．５７％。 在 ＳＴＳ 数

据集上两方法的准确率和召回率相差无几。 在中文

智能客服数据集上准确率降低了 １．５７％，但召回率

提升了 １１．１５％，最终的 Ｆ１ 值提高了 ２．５１％。 表明

Ｔｅｘｔ－ＣＮＮ 引入扩张卷积结构后，可以学习到更远距

离的词语语义，在长句较多的 ＭＳＲＰ 数据集，准确率

会得到提高。 而在 ＳＴＳ 短句较多的数据集变化不

大。
Ｄｉｌａｔｅｄ－ＣＮＮ 结合依存句法长短句提取规则

Ｄｅｐｅｎｄｅｎｃｙ 后，相比 Ｄｉｌａｔｅｄ－ＣＮＮ 方法在 ＭＳＲＰ 数

据集上的准确率提高了 ３．６１％，Ｆ１ 值提高了３．０４％。

而其它方法在结合依存句法提取规则后，准确率和

Ｆ１ 值都有一定的提升。 在 ＳＴＳ 数据集的表现上准

确率有所降低，但召回率却有所提高，最终的 Ｆ１ 值

提升不明显。 在智能客服数据集上，结合了依存句

法长短句提取规则的 Ｄｉｌａｔｅｄ－ＣＮＮ 的表现最优，相
比 Ｄｉｌａｔｅｄ－ＣＮＮ 准确率和 Ｆ１ 值分别提高了 ５．１５％
和 ２．８１％。 表明在扩展卷积的基础上再引入依存分

析，长短句得到语义补充后准确率和 Ｆ１ 值在 Ｔｅｘｔ－
ＣＮＮ 的方法上再次得到提高，并且应用到智能客服

中文数据集也有明显的提升。
３．３．２　 模型稳定性 ＲＯＣ 曲线的对比分析

上述方法在 ＲＯＣ 曲线表现方面的实验对比结

果如图 ６、图 ７、图 ８ 所示。
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图 ８　 智能客服数据集 ＲＯＣ 曲线对比

Ｆｉｇ． ８　 ＲＯＣ ｃｕｒｖｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｉｎｔｅｌｌｉｇｅｎｔ ｃｕｓｔｏｍｅｒ ｓｅｒｖｉｃｅ ｄａｔａ ｓｅｔ

　 　 从图 ６ （ ａ） 可以看出， 在 ＭＳＲＰ 数据集下

Ｄｉｌａｔｅｄ－ＣＮＮ方法的 ＲＯＣ 曲线最靠近左上角，而且

面积值最高为 ０． ７１０，Ｄｅ － ＣＮＮ 方法的面积值为

０．６６４，较低于 Ｔｅｘｔ－ＣＮＮ 方法的 ０．６７６。 图 ６（ｂ）表
明在依存规则下，以上几种方法的 ＲＯＣ 曲线表现均

有提升，而且结合依存句法后的 Ｄｉｌａｔｅｄ －ＣＮＮ 和

Ｄｅ－ＣＮＮ的 ＲＯＣ 面积值为 ０．７６６ 和 ０．７１５，高于Ｔｅｘｔ－
ＣＮＮ 和Ｍｐ－ＣＮＮ方法。

由图 ７（ａ）可知，在 ＳＴＳ 数据集下，Ｄｉｌａｔｅｄ－ＣＮＮ
和 Ｔｅｘｔ－ＣＮＮ 方法相差不大。 图 ７（ｂ）在依存规则

下各方法的 ＲＯＣ 曲线面积值提升不明显，而各方法

的曲线较原来相比均更靠近上方，表明召回率都得

到了提高。
由图 ８（ａ）可知，在智能客服数据集下 Ｄｉｌａｔｅｄ－

ＣＮＮ 方法的曲线最靠近左上方，且面积值最高为

０．７５７。图 ８（ｂ）在依存规则下 Ｄｉｌａｔｅｄ－ＣＮＮ 和 Ｄｅ－
ＣＮＮ 的 ＲＯＣ 曲线面积值，相比未用依存规则之前

分别提高了 ０．０８ 和 ０．２９。 表明模型的稳定性在引

入依存分析后得到一定提升。
４　 结束语

本文提出了一种基于依存句法的句子相似度计

算方法，在中英文 ３ 个公共数据集上验证了该方法

的有效性。 在准确度和 Ｆ１ 值的表现上本文提出的

模型方法较其它方法有所提升；而且在模型稳定性

上也有较好表现。 未来，将进一步研究中文的弱语

法性和口语表达多样性等影响句子相似度计算的问

题。
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