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基于粗糙集和集成剪枝的人脸表情识别方法

唐玉梅， 李丹杨， 吴亚婷， 黄仕松， 陈　 星， 吴义青
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摘　 要： 人脸表情识别在疲劳驾驶监测等场景有着广泛的运用。 针对人脸表情识别难度大，单一分类器泛化能力较弱的缺

点，基于集成学习理论，提出一种基于粗糙集和集成剪枝的人脸表情识别方法。 首先，更改卷积神经网络参数得到若干基分

类器；其次，结合粗糙集理论，根据基分类器的预测结果构建信息决策表，将分类器选择转化为知识约简过程，剔除系统中弱

分类器或冗余分类器，选出分类器子集；最后，用大多数投票法将选择出来的分类器子集组合。 和多个集成剪枝算法对比，本
文集成剪枝算法在表情数据集上具有较高的识别准确率。
关键词： 表情识别； 卷积神经网络； 集成剪枝； 粗糙集理论

Ａ ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｍｅｔｈｏｄ ｂａｓｅｄ ｏｎ ｒｏｕｇｈ ｓｅｔ ａｎｄ ｉｎｔｅｇｒａｔｅｄ ｐｒｕｎｉｎｇ
ＴＡＮＧ Ｙｕｍｅｉ， ＬＩ Ｄａｎｙａｎｇ， ＷＵ Ｙａｔｉｎｇ， ＨＵＡＮＧ Ｓｈｉｓｏｎｇ， ＣＨＥＮ Ｘｉｎｇ， ＷＵ Ｙｉｑｉｎｇ

（Ｃｏｌｌｅｇｅ ｏｆ Ｂｉｇ Ｄａｔａ ａｎｄ Ｉｎｆｏｒｍａｔｉｏｎ Ｅｎｇｉｎｅｅｒｉｎｇ， Ｇｕｉｚｈｏｕ Ｕｎｉｖｅｒｓｉｔｙ， Ｇｕｉｙａｎｇ ５５００２５， Ｃｈｉｎａ）

【Ａｂｓｔｒａｃｔ】 Ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｉｓ ｗｉｄｅｌｙ ｕｓｅｄ ｉｎ ｆａｔｉｇｕｅ ｄｒｉｖｉｎｇ ｍｏｎｉｔｏｒｉｎｇ ａｎｄ ｏｔｈｅｒ ｓｃｅｎｅｓ． Ａｉｍｉｎｇ ａｔ ｔｈｅ ｄｉｓａｄｖａｎｔａｇｅｓ
ｏｆ ｄｉｆｆｉｃｕｌｔ ｆａｃｅ ｅｘｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ａｎｄ ｗｅａｋ ｇｅｎｅｒａｌｉｚａｔｉｏｎ ａｂｉｌｉｔｙ ｏｆ ｓｉｎｇｌｅ ｃｌａｓｓｉｆｉｅｒ， ａ ｆａｃｅ ｅｘｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｍｅｔｈｏｄ
ｂａｓｅｄ ｏｎ ｒｏｕｇｈ ｓｅｔ ａｎｄ ｉｎｔｅｇｒａｔｅｄ ｐｒｕｎｉｎｇ ｉｓ ｐｒｏｐｏｓｅｄ ｂａｓｅｄ ｏｎ ｅｎｓｅｍｂｌｅ ｌｅａｒｎｉｎｇ ｔｈｅｏｒｙ． Ｆｉｒｓｔｌｙ， ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ
ｐａｒａｍｅｔｅｒｓ ａｒｅ ｃｈａｎｇｅｄ ｔｏ ｏｂｔａｉｎ ｓｏｍｅ ｂａｓｅ ｃｌａｓｓｉｆｉｅｒｓ． Ｓｅｃｏｎｄｌｙ， ｃｏｍｂｉｎｅｄ ｗｉｔｈ ｒｏｕｇｈ ｓｅｔ ｔｈｅｏｒｙ， ａｎ ｉｎｆｏｒｍａｔｉｏｎ ｄｅｃｉｓｉｏｎ ｔａｂｌｅ ｉｓ
ｃｏｎｓｔｒｕｃｔｅｄ ａｃｃｏｒｄｉｎｇ ｔｏ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｂａｓｅ ｃｌａｓｓｉｆｉｅｒ， ａｎｄ ｃｌａｓｓｉｆｉｅｒ ｓｅｌｅｃｔｉｏｎ ｉｓ ｔｒａｎｓｆｏｒｍｅｄ ｉｎｔｏ ａ ｋｎｏｗｌｅｄｇｅ ｒｅｄｕｃｔｉｏｎ
ｐｒｏｃｅｓｓ． Ｗｅａｋ ｏｒ ｒｅｄｕｎｄａｎｔ ｃｌａｓｓｉｆｉｅｒｓ ａｒｅ ｒｅｍｏｖｅｄ ｆｒｏｍ ｔｈｅ ｓｙｓｔｅｍ， ａｎｄ ｃｌａｓｓｉｆｉｅｒ ｓｕｂｓｅｔｓ ａｒｅ ｓｅｌｅｃｔｅｄ． Ｆｉｎａｌｌｙ， ｔｈｅ ｓｕｂｓｅｔｓ ｏｆ
ｓｅｌｅｃｔｅｄ ｃｌａｓｓｉｆｉｅｒｓ ａｒｅ ｃｏｍｂｉｎｅｄ ｕｓｉｎｇ ｍａｊｏｒｉｔｙ ｖｏｔｉｎｇ ｍｅｔｈｏｄｓ． Ｃｏｍｐａｒｅｄ ｗｉｔｈ ｍｕｌｔｉｐｌｅ ｉｎｔｅｇｒａｔｅｄ ｐｒｕｎｉｎｇ ａｌｇｏｒｉｔｈｍｓ， ｔｈｅ
ｉｎｔｅｇｒａｔｅｄ ｐｒｕｎｉｎｇ ａｌｇｏｒｉｔｈｍ ｉｎ ｔｈｉｓ ｐａｐｅｒ ｈａｓ ｈｉｇｈｅｒ ｒｅｃｏｇｎｉｔｉｏｎ ａｃｃｕｒａｃｙ ｉｎ ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎ ｄａｔａ ｓｅｔｓ．
【Ｋｅｙ ｗｏｒｄｓ】 ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ； ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ； ｉｎｔｅｇｒａｔｅｄ ｐｒｕｎｉｎｇ； ｒｏｕｇｈ ｓｅｔ ｔｈｅｏｒｙ

�哈尔滨工业大学主办 学术研究与应用

作者简介： 唐玉梅（１９９７－），女，硕士研究生，主要研究方向：机器学习、选择性集成； 李丹杨（１９９１－），女，博士，副教授，主要研究方向：机器学

习、大数据信息融合、选择性集成、人脸表情识别； 吴亚婷（１９７９－），女，讲师，主要研究方向：电路分析及传感器网络应用； 黄仕松

（１９９８－），男，硕士研究生，主要研究方向：机器学习、选择性集成； 陈　 星（１９９８－），男，硕士研究生，主要研究方向：机器学习、选择

性集成； 吴义青（１９９９－），男，硕士研究生，主要研究方向：机器学习、选择性集成。

通讯作者： 李丹杨　 　 Ｅｍａｉｌ： ｄａｎｙａｎｇｃｌ＠ １６３．ｃｏｍ

收稿日期： ２０２２－０５－１０

０　 引　 言

面部表情识别是近年来模式识别与人工智能领

域的研究热点，在疲劳驾驶监测、刑事案件侦破、课
堂教育、医疗诊断等场景有着广泛的应用［１－ ２］。 尽

管已有学者对表情识别技术展开一系列的研

究［３－５］，但由于光照、年龄、性别、拍照姿势等综合因

素的影响，要想获得较高的表情识别准确率在机器

学习和模式识别领域仍是一个复杂且富有挑战的问

题。
深度学习成为表情识别领域的研究热点［６－９］。

但是，由于识别过程通常采用单一模型进行分类预

测，对未知数据的预测能力有限，集成学习能通过组

合若干分类器提高模型的泛化能力，有效弥补单一

模型在表情识别领域的不足［１０－１１］。
随着集成分类器数目的增多，分类器之间的多

样性降低，产生冗余的分类器，不但不能提升预测系

统的准确率，却还会增加计算量和存储空间，降低预

测的时效性。 从所有基分类器中选择少而好的分类

器集成，有效弥补集成学习存在的上述缺陷，由此产

生“选择性集成”，达到了以较小的集成的规模，在
保证分类准确率稳中有升的同时减少计算负载的效

果［１２－１４］。 Ｌｉ 等学者［１５］ 提出基于图的动态剪枝算

法，将图论的思想运用到分类器选择过程，证明选择



性集成是一种有效提高人脸表情识别准确率的方

法。 贾澎涛等学者［１６］ 为了提高人脸表情识别的性

能，提出一种基于集成学习理论的二次优化选择性

集成分类。
分类器选择性集成在表情识别取得一定的效

果，但现有相关研究的文献较少，而且，如何选出

“好而不同”的分类器没有统一的衡量标准，主流的

选择思想是通过准确率或多样性选择分类器子集。
然而，如何有效地度量并利用分类器之间的差异性

的问题也没有得到很好的解决。 基于粗糙集理论的

知识约简无需先验知识，在不损失分类或学习信息

的前提下降低数据维度，简化学习过程，在理论和应

用上都取得了丰硕的研究成果［１７－２０］。 粗糙集理论

也被运用于人脸表情识别领域。 冯林等学者［２１］ 提

出一种基于邻域粗糙集与量子遗传算法的人脸表情

特征选择。 段丽等学者［２２］ 提出一种基于粗糙集的

表情特征选择。 但这些方法目的是为了降低人脸表

情特征的维度，找到一个特征子集，提升分类器的性

能。
综上，本文提出一种面向人脸表情识别的基于

知识约简的分类器选择方法，首次将粗糙集运用于

分类器的选择过程，综合知识约简、邻域粗糙集和一

致性指标的思想，提出了基于一致性阈值的邻域粗

糙集模型，发掘分类器之间的依赖关系，对集成系统

进行剪枝，依次选出对集成系统贡献最大的“最优”
分类器子集集成，并运用于人脸表情的识别领域，取
得比多个集成剪枝算法更好的效果。

１　 基于粗糙集和分类器选择的人脸表情识别

为了减少人脸表情识别分类器的集成规模，本
文提出一种基于粗糙集和集成剪枝的人脸表情识别

方法，实验流程如图 １ 所示。 首先，训练分类器，选
择卷积神经网络算法对人脸表情数据加以训练，得
到若干基分类器并对验证数据集进行预测；其次，进
行分类器选择，即根据预测结果构建分类器选择的

信息决策表，综合邻域粗糙集［２３－２４］ 和一致性指标的

思想，提出了基于一致性阈值的邻域粗糙集模型，利
用粗糙集对信息决策表进行知识约简，从而选出分

类器子集；最后，集成分类器，即使用大多数投票法

将选出的分类器子集进行集成。
１．１　 基分类器训练

卷积神经网络（ＣＮＮ）可以更好地展现图像的

深层次信息，对大型图像处理表现十分出色。 因此，
本文选择卷积神经网络作为基分类器，拟合表情数

据。

卷积神经网络
拟合训练样本

验证集预测标签

分类器信息决策表

构建一致性指标的邻域粗糙
集模型

对信息决策表的条件属性
进行约筒
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图 １　 基于粗糙集集成剪枝的人脸表情识别模型

Ｆｉｇ． １　 Ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ ｒｏｕｇｈ ｓｅｔ ａｎｄ
ｉｎｔｅｇｒａｔｅｄ ｐｒｕｎｉｎｇ

　 　 卷积神经网络模型如图 ２ 所示，由图 ２ 可知，卷
积神经网络基本结构包括输入层、卷积层、池化层、
全连接层和输出层。 本文共构造了 ３１ 种不同 ＣＮＮ
模型，各模型的不同之处包括网络层数、卷积核大

小、填充方式、步长、激活函数等，从而增加分类器间

的多样性，具体参数设置将在实验部分讨论。

happy
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sad

池化层卷积层

输入层 特征学习 全连接层 输出层

图 ２　 卷积神经网络模型

Ｆｉｇ． ２　 Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｍｏｄｅｌ

１．２　 基于邻域粗糙集的分类器选择模型

粗糙集不需要任何先验知识或附加信息，处理

不相容、不精确和不完整数据的问题，可用于知识约

简。 因此，本文拟基于粗糙集属性重要度指标，衡量

分类器的重要程度，依次选出重要度较大的分类器

子集集成。
然而，经典粗糙集局限于论域上严格的等价关
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系，完全按照集合间的包含关系定义下近似集，当分

类器预测值与样本实际类别不符时，难以求解下近

似，从而无法区分不同分类器的重要程度。 邻域粗

糙集支持离散型和连续型数据处理，借助给定的半

径来约束样本之间的相似性，进而实现邻域信息粒

化，一致性指标进一步弥补粗糙集对噪声敏感的不

足。 邻域粗糙集通过分类器对样本的预测结果计算

样本间的距离，得到各样本的邻域，并根据邻域信息

判断样本是否能够划分到下近似中，对错误预测的

样本有较好的容忍性。
１．２．１　 构建信息决策表

根据粗糙集模型，利用基分类器对验证集数据

的预测结果构建信息决策表 Ｓ ＝ ＜ Ｕ，Ｃ∪Ｄ ＞ 。 其

中， Ｕ ＝ ｘ１，ｘ２，…，ｘｎ{ } 为论域，由所有验证集样本

组成， ｘｉ 为第 ｉ个验证样本； Ｃ ＝ ｃ１，ｃ２，…，ｃｍ{ } 为条

件属性， Ｃ 表示分类器池，属性值为第 ｋ 个分类器 ｃｋ
对样本 ｘｉ 的预测结果 ｐｒｅｉｋ；Ｄ ＝ ｛ｄｉ｝ 是决策属性，由
验证集样本真实标签组成，所有属性值均为离散数

值。 可以得到的信息决策表见表 １。
表 １　 基于基分类器对验证集预测结果构建信息决策表

Ｔａｂ． １　 Ｂａｓｅｄ ｏｎ ｔｈｅ ｂａｓｅ ｃｌａｓｓｉｆｉｅｒ， ａｎ ｉｎｆｏｒｍａｔｉｏｎ ｄｅｃｉｓｉｏｎ ｔａｂｌｅ
ｉｓ ｃｏｎｓｔｒｕｃｔｅｄ ｆｏｒ ｔｈｅ ｐｒｅｄｉｃｔｅｄ ｒｅｓｕｌｔｓ ｏｆ ｖａｌｉｄａｔｉｏｎ ｓｅｔ

样本

Ｕ( )

条件属性 Ｃ( )

ｃ１ ｃ２ … ｃｍ

决策属性

Ｄ( )

ｘ１ ｐｒｅ１１ ｐｒｅ１２ … ｐｒｅ１ｍ ｄ１

… … … … … …

ｘｎ ｐｒｅｎ１ ｐｒｅｎ２ … ｐｒｅｎｍ ｄｎ

１．２．２　 构建邻域一致性粗糙集模型

针对表 １ 分类器池构建的信息决策表，可定义

样本间存在邻域关系如下：
定义 １　 若对论域 Ｕ 中的任意样本 ｘｉ、ｘ ｊ、ｘｎ，都

存在唯一确定的实函数 Δ 与之对应，且 Δ 满足：
（１） Δ（ｘｉ，ｘ ｊ） ≥ ０， 当且仅当 ｘｉ ＝ ｘ ｊ，Δ（ｘｉ，ｘ ｊ） ＝

０；
（２） Δ（ｘｉ，ｘ ｊ） ＝ Δ（ｘ ｊ，ｘｉ）；
（３） Δ（ｘｉ，ｘｎ） ≤ Δ（ｘｉ，ｘ ｊ） ＋ Δ（ｘ ｊ，ｘｎ）。
则 ＜ Ｕ，Δ ＞ 为距离空间或度量空间， Δ 为 Ｕ

上的距离函数。 本次研究使用汉明距离作为距离函

数， “” 为异或运算符，则对任意 ｘｉ， ｘ ｊ ∈ Ｕ，
ｘｉ ＝（ｐｒｅｉ１，…，ｐｒｅｉｍ） 和ｘ ｊ ＝ （ｐｒｅｊ１，…，ｐｒｅｊｍ） 的距离

表示为：

Δ（ｘｉ，ｘ ｊ） ＝ ∑
ｍ

ｋ ＝ １
ｐｒｅｉｋ  ｐｒｅｊｋ （１）

　 　 对分类器池 Ｃ， 若属性子集 Ｂ ⊆ Ｃ，Ｂ 中包含 ｍ

个分类器，则第 ｉ个验证样本ｘｉ 在 Ｂ上的δ１ 邻域可以

表示为：

δＢ ｘｉ( ) ＝ ｛ｘ ｊ ｜
Δ（ｘｉ，ｘ ｊ）

ｍ
≤ δ１，ｘ ｊ ∈ Ｕ｝ （２）

其中， δ１ 为邻域半径。 通过式（１）、式（２）计算

各样本邻域， 得到分类器子集 Ｂ ÍＣ 上的邻域关系

ＮＲＢ。
定义 ２　 在邻域决策系统 ＜ Ｕ，ＮＲＢ，Ｄ ＞ 中，

ＮＲＢ 为在分类器子集ＢÍＣ上的邻域关系，决策属性

Ｄ 将论域 Ｕ 中的所有样本划分为 Ｐ 个等价类： Ｘ１，
Ｘ２，…，ＸＰ。 则决策属性Ｄ关于分类器子集Ｂ的邻域

下近似为：
ＮＲＢＤ ＝ ＮＲＢ{ Ｘ１，ＮＲＢ Ｘ２，…，ＮＲＢ ＸＰ｝ （３）

　 　 其中， ＮＲＢ Ｘ ｉ 为邻域被 Ｘ ｉ 完全包含的对象的集

合，表示为：
ＮＲＢ Ｘ ｉ ＝ ｛ｘｉ ｜ δ ｘｉ( ) ⊆ Ｘ ｉ，ｘｉ ∈ Ｕ｝ （４）

　 　 图 ３ 为针对二分类问题的邻域粗糙集上下近似

划分示意图，设 δ 为邻域半径，由式（４）分析可知，左
侧 ｘ１ 邻域内所有样本属于同一类，则 ｘ１ 被列入 O类

下近似中。 然而，右侧 ｘ２ 邻域内的样本既有O类， 也

有 Δ 类，ｘ２ 不能被划分到任何等价类的下近似。

x1

x2

δ δ

图 ３　 邻域粗糙集近似划分示意图

Ｆｉｇ． ３　 Ａｐｐｒｏｘｉｍａｔｅ ｐａｒｔｉｔｉｏｎ ｏｆ ｎｅｉｇｈｂｏｒｈｏｏｄ ｒｏｕｇｈ ｓｅｔｓ

　 　 图 ３ 说明邻域粗糙集的近似划分方法对被错误

标识的样本敏感度较高。 因此，本文引入一致性阈

值 δ２ 解决上述问题。 假设 Ｐ（Ｌ ｊ ｜ δＢ ｘｉ( ) ） 为 ｘｉ 域内

ｌａｂｅｌ ｊ 类的概率， ｎ是邻域内样本的数量， ｎ ｊ 是第 ｊ类
样本的数量。 给定分类器子集 Ｂ ⊆ Ｃ， ｘｉ ∈ Ｕ，
δＢ ｘｉ( ) 是样本 ｘｉ 在属性子集 Ｂ 上的邻域，则 ｘｉ 的邻

域决策函数可以定义为：
ＮＤ ｘｉ( ) ＝ Ｌｌ

Ｐ（Ｌｌ ｜ δＢ ｘｉ( ) ） ＝ ｍａｘ
ｊ
Ｐ（Ｌ ｊ ｜ δＢ ｘｉ( ) ） ＝ ｍａｘ

ｊ

ｎ ｊ

ｎ
（５）

即 Ｌｌ 为 ｘｉ 域内概率最大的样本类，当
ｎ ｊ

ｎ
≥ δ２，
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且 Ｌｌ 与样本 ｘｉ 的决策属性 ｄｉ 一致时，将 ｘｉ 加入决策

属性 ｄｉ 所在等价类 Ｘ ｉ 的下近似，从而有效降低邻域

粗糙集对错误表示样本干扰的敏感性。 此时式（４）
可重新定义为：

ＮＲＢ Ｘ ｉ ＝ ｛ｘｉ ｜ ＮＤ ｘｉ( ) ＝ ｄｉ 且
ｎ ｊ

ｎ
≥ δ２，ｘｉ ∈ Ｕ｝ （６）

１．２．３　 对信息决策表的属性约简

不同分类器对集成预测系统具有不同影响，删
除不重要的分类器能够降低数据维度，从而减小分

类器的集成规模。 设 ｒｅｄ 为约简集， ｃｋ ∈ ｛Ｃ － ｒｅｄ｝
表示预选入约简集的分类器， Ｄ 表示样本的真实预

测值。 由式（６）得出属性子集 ｛ ｒｅｄ ∪ ｃｋ ｝约束下的

下近似集，从而计算出下近似集中样本的总数

｜ ＰＯＳｒｅｄ∪ｃｋ Ｄ( ) ｜ ， 则决策属性对选入的分类器序列

的依赖度可表示为：

γｒｅｄ∪ｃｋ Ｄ( ) ＝
｜ ＰＯＳｒｅｄ∪ｃｋ Ｄ( ) ｜

Ｕ
（７）

　 　 依赖度反映论域中能够被确切分类的样本比

例。 ｜ Ｕ ｜ 表示样本的总数，由粗糙集依赖度的性质

可知，依赖度越大，则 Ｄ对 ｛ ｒｅｄ∪ ｃｋ｝ 的依赖程度越

强，也就是选出的分类器对预测结果影响越大。
分类器的重要度可由添加该分类器所引起的信

息量的变化来度量，由此得出分类器 ｃｋ ∈｛Ｃ － ｒｅｄ｝
在已有分类器集合 ｒｅｄ 的基础上相对决策属性 Ｄ 的

重要度为：
σ ｃｋ，ｒｅｄ，Ｄ( ) ＝ γ｛ ｒｅｄ∪ｃｋ｝（Ｄ） － γｒｅｄ（Ｄ） （８）

　 　 将分类器的重要度排序，选出 σ ｃｋ，ｒｅｄ，Ｄ( ) 最

大 时 对 应 的 第 ｋ 个 分 类 器 ｃｋ， 如 果

ｍａｘ（σ ｃｋ，ｒｅｄ，Ｄ( ) ） ＞ ０， 则将 ｃｋ 加入到约简集合

ｒｅｄ， 参与最终的分类器集成。
１．２．４　 基于邻域粗糙集的分类器选择算法

本文分类器选择算法，由空属性集合 ｒｅｄ ＝ Ø 开

始，选出分类器池 Ｃ 中属性重要度最大，即对当前

系统最重要的分类器 ｃｋ 添加到 ｒｅｄ 中。 其后的每次

迭代，将原属性集合剩下的属性｛ Ｃ － ｒｅｄ ｝中最重

要 的 分 类 器 添 加 到 ｒｅｄ， 当 属 性 的 重 要 度

ｍａｘ（σ ｃｋ，ｒｅｄ，Ｄ( ) ） ＝ ０ 时，停止迭代。 对表 １ 信息

决策表 Ｓ 中的条件属性约简，结果 ｒｅｄ 即为最终选

择的分类器。 分类器选择过程如算法 １ 所示。
算法 １　 基于邻域粗糙集的分类器选择算法

输入　 Ｓ ＝ （Ｕ，Ｃ ∪ Ｄ），δ２； 这里， Ｕ 为所有验

证集，条件属性 Ｃ 为分类器集合， Ｄ 为验证集的真

实标签， δ２ 为一致性阈值

输出　 Ｓ 的属性约简 ｒｅｄ，ｒｅｄ 中的集合即为选

出的分类器子集

初始化 Ø → ｒｅｄ
ｆｏｒ ｅａｃｈ ｃｋ ∈ ｛Ｃ － ｒｅｄ｝
　 临时决策表 Ｓ′ ＝ ＜ Ｕ，｛ ｒｅｄ ∪ ｃｋ｝，Ｄ ＞
　 ｆｏｒ ｅａｃｈ ｘｉ ∈ Ｕ
　 根据算法 ２ 计算样本 ｘｉ 在属性子集 ｛ ｒｅｄ ∪

ｃｋ｝ 的邻域 δ（ｘｉ）
　 由式（５）找出 δ（ｘｉ） 中样本出现最多的类别

ｌａｂｅｌｌ，

　 由式（６），ｉｆ Ｌｌ ＝＝ ｄｉ， 且
ｎ ｊ

ｎ
≥ δ２

　 　 ＰＯＳ｛ ｒｅｄ∪ａｋ｝（Ｄ） ∪ ｘｉ → ＰＯＳ｛ ｒｅｄ∪ｃｋ｝（Ｄ）
　 ｅｎｄ ｉｆ
ｅｎｄ ｆｏｒ
由式（７）计算选入的分类器依赖度 γ｛ ｒｅｄ∪ｃｋ｝ Ｄ( )

由式（８）计算分类器 ｃｋ 的重要度 σ ｃｋ，ｒｅｄ，Ｄ( )

找出 ｍａｘ σ ｃｋ，ｒｅｄ，Ｄ( )( ) 对应的分类器ｃｋ
　 ｉｆ ｍａｘ σ ｃｋ，ｒｅｄ，Ｄ( )( ) ＞ ０
　 　 ｛ ｒｅｄ ∪ ｃｋ｝ → ｒｅｄ
　 ｅｌｓｅ
　 　 ｒｅｔｕｒｎ ｒｅｄ
　 ｅｎｄ ｉｆ
ｅｎｄ ｆｏｒ
算法 ２　 样本邻域计算算法

输入　 决策系统 Ｓ ＝ （Ｕ，Ｃ ∪ Ｄ）， 邻域半径δ１

输出　 样本 ｘｉ 的邻域 δ（ｘｉ）
ｆｏｒ ｅａｃｈ ｘｉ ∈ Ｕ
　 　 令 δ（ｘｉ） ＝ Ø；
　 　 ∀ ｘ ｊ ∈ Ｕ， 由式（１）计算 ２ 个样本之间的

距离 ｄｉｓ（ｘｉ，ｘ ｊ）；
　 　 由式（２），若 ｄｉｓ（ ｘｉ， ｘ ｊ） ≤ δ１， 则 δ ｘｉ( ) ＝

δ ｘｉ( ) ∪ ｛ｘ ｊ｝
ｅｎｄ ｆｏｒ

１．３　 分类器集成

模型求解得到分类器子集 ｒｅｄ ＝ ｃ{ １，ｃ２，…，ｃｍ｝，
ｍ 为分类器子集数量，使用大多数投票法将选出的

分类器子集进行决策层融合，获得最大投票数的标

签作为最终的预测类别 ｍｖ（ｘ）。 输入测试样本 ｘ，
大多数投票公式如下：

ｍｖ（ｘ） ＝ ａｒｇｍａｘ
ｌ∈Ｌ

∑ｍ

ｉ ＝ １
Ｉ（ｃｉ（ｘ） ＝ ｌ） （９）

其中， Ｉ（·） 是一个判别函数； Ｌ 表示所有样本

类别； ｃｉ（ｘ） 是第 ｉ 个分类器对给出的观测样本 ｘ 的

预测标签。
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２　 实验结果及分析

２．１　 实验准备

２．１．１　 数据集与实验环境

实验采用 ＦＥＲ２０１３［２５］、ＪＡＦＦＥ［２６］、ＣＫ＋［２７］ 三个

经典人脸表情数据集进行实验。 其中，ＦＥＲ２０１３ 均

为灰度图像，包含 ２８ ７０９ 张测试集图像，公共验证

集和私有验证集图像各有 ３ ５８９ 张。 ＪＡＦＦＥ 选取 １０
名日本女学生在实验环境下根据指示做出的 ２１３ 张

表情图像，每个人包括愤怒等 ７ 种基本表情。 ＣＫ＋
数据集由 １２３ 个类别、５９３ 个图形序列组成，其中

３２６ 个图形序列带有表情标签，本实验随机选取 ５８
个带标记的序列的前 ３ 张图片组成 ＣＫ＋的中性表情

图片。
实验过程将所有表情统一成大小为 ４８∗４８ 的

单通道图，并将数据集划分为训练集、测试集和验证

集三个部分。 ＦＥＲ２０１３ 训练集数据量较大，实验中

作为训练集，用于训练分类器，获得模型参数。 公共

验证集作为验证集（ ｆｅｒ＿ｖａｌｉｄ），用于验证分类器效

果，进行模型参数微调。 测试集包括 ＦＥＲ２０１３ 中的

私有验证集（ＦＥＲ）、ＣＫ＋和 ＪＡＦＦＥ，用于测试整个识

别系统的性能。 图 ４ 为 ３ 个数据集的部分表情示

例。 图 ４ （ ａ） ～ （ ｃ） 中，从左至右依次为： ａｎｇｅｒ，
ｄｉｓｇｕｓｔ， ｆｅａｒ， ｈａｐｐｙ， ｓａｄｎｅｓｓ， ｓｕｒｐｒｉｓｅ， ｎｅｕｔｒａｌ。

(c)CK+

(b)JAFFE

(a)FER2013

图 ４　 所有数据集图片示例

Ｆｉｇ． ４　 Ｓａｍｐｌｅ ｉｍａｇｅｓ ｏｆ ａｌｌ ｄａｔａｓｅｔｓ

２．１．２　 实验评价标准

准确率（Ａｃｃｕｒａｃｙ， Ａｃｃ） 常作为衡量分类效果

的标准。 设 ＴＰ 和 ＦＰ 分别表示被正确分类和被错

误分类的样本数量， Ｔｏｔａｌ 为总的样本数量，则 Ａｃｃ
计算公式如下：

Ａｃｃ ＝ ＴＰ
ＴＰ ＋ ＦＰ

＝ ＴＰ
Ｔｏｔａｌ

（１０）

２．１．３　 训练细节

实验基于 ＴｅｎｓｏｒＦｌｏｗ 框架，主要通过调整超参数、

网络结构共生成 ３１ 个卷积神经网络分类器形成分类

器池。 所更改的神经网络参数类型及范围见表 ２。
表 ２　 卷积神经网络参数设置

Ｔａｂ． ２　 Ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ ｏｆ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

参数类型 参数范围 参数类型 参数范围

网络层数 ３～８ 学习率 ０．０００ ０１～０．０１

卷积核 ［３，３］到［７，７］ 激活函数 Ｒｅｌｕ、ｌｅａｋｙ＿ｒｅｌｕ、Ｓｉｇｍｏｉｄ

池化层核 ［２，２］、［３，３］ 特征图数量 ３２，６０，６４，１００，３００，１２８

池化步幅 ２、３ 边缘填充 ＳＡＭＥ、ＶＡＬＩＤ

　 　 图 ５ 为生成的分类器对不同数据集的预测结果

的箱线叠加散点图，用于显示基分类器对不同数据

集预测准确率的分布情况。 箱线图由上至下各横向

依次表示基分类器预测准确率的最大值、上四分位

数、中位数、下四分位数和最小值。 箱线图中处于最

大值和最小值之外的数据视为异常值，说明该分类

器预测效果不具有代表性。 ｆｅｒ＿ｖａｌｉｄ 和 ＦＥＲ 均来源

于同一数据库的不同划分，且样本总体数量一致，由
此推测会出现类似的预测效果。 从图 ５ 可得到证

明，分类器对 ２ 个数据集的预测结果的准确率均主

要分布在 ０．４５ ～ ０．６ 之间。 ＣＫ＋上测试结果相对较

差，准确率主要分布在 ０．４ ～ ０．５３ 之间，而 ＪＡＦＦＥ 数

据库采集的亚洲人脸表情，和训练数据集相比由于

种族不同，面部解析的方式有所不同，从而预测效果

不佳，准确率主要分布在 ０．３～０．４５ 之间。
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fer_valid FER JAFFE CK+
数据集

准
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率

图 ５　 基分类器对各数据预测结果的箱线叠加散点图

Ｆｉｇ． ５　 Ｂｏｘ ｌｉｎｅ ｓｕｐｅｒｐｏｓｉｔｉｏｎ ｓｃａｔｔｅｒ ｄｉａｇｒａｍ ｏｆ ｐｒｅｄｉｃｔｅｄ ｒｅｓｕｌｔｓ ｏｆ
ｅａｃｈ ｄａｔａ ｂｙ ｂａｓｅ ｃｌａｓｓｉｆｉｅｒ

２．２　 实验结果分析

根据式（１０）计算测试集的预测准确率作为集成

算法性能评估的标准。 利用邻域关系构建的粗糙集，
下近似元素的个数可以衡量相对重要度，依据属性重

要度准则进行知识约简，采用前向贪心搜索策略依次

选出分类器。 邻域半径过大，会导致大量不同类别的

样本划分到同一邻域；一致性阈值过小，会失去对邻
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域样本的约束作用，反之，会输出空的特征子集。
为了说明所提出的基于邻域粗糙集分类器选择

的表情识别模型的有效性，设置 ９ 个不同的邻域半

径 δ１， 分别为 ０． １，０． １５，０． ２，０． ２５，０． ３，０． ３５，０． ４，
０．４５，０．５ 及 ６ 个不同的一致性阈值 δ２，分别为 ０．５５，
０．６，０．６５，０．７，０．７５，０．８。

邻域半径 δ１ 随着不同一致阈值 δ２ 变化，在各数

据集上的集成效果如图 ６ 所示。
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图 ６　 邻域半径δ１随一致性阈值δ２变化的选择集成效果

Ｆｉｇ． ６　 Ｉｎｆｌｕｅｎｃｅ ｏｆ ｄｏｍａｉｎ ｒａｄｉｕｓ δ１ ｗｉｔｈ ｃｏｎｓｉｓｔｅｎｃｙ ｔｈｒｅｓｈｏｌｄ δ２

ｏｎ ｔｈｅ ｓｅｌｅｃｔｅｄ ｉｎｔｅｇｒａｔｉｏｎ ｅｆｆｅｃｔ ｏｆ ｅａｃｈ ｄａｔａ ｓｅｔ

　 　 图 ６（ａ）展示了随着一致性阈值变化，在不同邻

域半径下选择后集成的效果总体呈现相同的趋势，邻
域半径 δ１ ＝ ０．５ 时预测效果大幅下降后再上升，这是

由于邻域半径设置过大可能导致较多不同类别的样

本划分到同一邻域内，而较小的一致性阈值不能很好

地取起对邻域决策的约束作用；同理，由图 ６（ｂ）、（ｃ）
可看出，邻域半径 δ１ ＝ ０．５ 时预测效果与其它不同邻

域半径的预测趋势不一致，说明邻域半径设置过大，
会增加邻域样本的不一致性。 综合图 ６ 在 ３ 个不同的

数据集上的集成效果，总体上，一致性阈值 δ２ 取 ０．６５ 和

０．７时，对不同的邻域半径下集成效果影响较为突出，说
明只有选取合适的一致性阈值，才能更好地对样本进

行正确分类，有效度量不同分类器的重要程度。
２．３　 与其它方法比较

为了验证本文集成剪枝方法的有效性，使用经

典表情数据集，选用多个不同剪枝算法与本文所提

模型进行对比。 通过多次实验，选择每种算法在各

个数据集上表现效果最好的一组数据，得到的结果

见表 ３。
表 ３　 不同剪枝算法在各个数据集上的准确率

Ｔａｂ． ３　 Ｔｈｅ ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｐｒｕｎｉｎｇ ａｌｇｏｒｉｔｈｍｓ ｏｎ ｅａｃｈ ｄａｔａ
ｓｅｔ

算法
数据集

ＦＥＲ ＪＡＦＦＥ ＣＫ＋

Ｂａｓｅｌｉｎｅ ０．５７７ ０．３９９ ０．４６１
ＳＥＦＳＢＲＳ［２８］ ０．５７７ ０．４０９ ０．４７２
互信息［２９］ ０．５８３ ０．４８４ ０．４７３
Ｋａｐｐａ［３０］ ０．５７２ ０．４３２ ０．４６５
ＯＯ［３１］ ０．６０８ ０．４５５ ０．５２４

Ｎｏｎ－Ｃｏｎｓｉｓｔｅｎｔ［３２］ ０．５８９ ０．４５５ ０．５２４
本文算法 ０．５９８ ０．４７９ ０．５４０

　 　 由表 ３ 可知，将所有分类器进行大多数投票集

成的结果作为基线，各集成剪枝算法的准确率在大

部分情况下高于将所有分类器集成。 和基线相比，
本文的集成剪枝算法在 ＦＥＲ 数据集上准确率提升

了 ２．１％，在 ＪＡＦＦＥ 数据集上提升了 ８％，在 ＣＫ＋上
提升了 ７．９％，且本文提出的集成剪枝算法在 ＪＡＦＦＥ
和 ＣＫ＋数据集上都获得比其它集成剪枝算法更高

的准确率，在 ＦＥＲ 上准确率比文献［３２］方法略低，
原因是采用大多数投票法集成，当存在多个相同票

数的类型时，随机选择其中一个类型，会出现误判的

情况，进而导致准确率略微下降。

３　 结束语

本文结合粗糙集和集成学习的思想，研究重点

在于对多个卷积神经网络模型进行集成剪枝，拓宽

粗糙集的运用领域，并将提出的集成剪枝算法运用

到人脸表情识别领域，在提高人脸表情识别率的同

时，减小分类器的集成规模，进而提升识别系统的稳

５２第 ４ 期 唐玉梅， 等： 基于粗糙集和集成剪枝的人脸表情识别方法



定性的效果。 由于集成剪枝算法准确率一定程度上

取决于基分类器预测效果，因此，后续工作将使用先

进的深度学习网络构建分类器池，再进行集成剪枝

操作，以提高人脸表情识别的准确率。
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