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摘　 要： 由于短文本自身具有词汇个数少且格式不规范的特点，造成神经网络输入矩阵存在特征稀疏、维度过高以及语义特

征提取不充分等问题。 为解决上述问题，提出一种基于双向长短时记忆神经网络的短文本分类算法（ＷＴＬ－ＢｉＬＳＴＭ），该算法

融合 Ｗｏｒｄ２ｖｅｃ、ＴＦ－ＩＤＦ 和 ＬＤＡ 主题模型实现文本向量化，在获取短文本词义特征的同时，加入词汇重要程度特征和文本主

题特征。 并利用 ＢｉＬＳＴＭ 从前、后两个方向全面捕捉短文本语义特征，有效避免了 ＲＮＮ 模型梯度爆炸和梯度消失问题。 经

实验验证，该算法能够有效解决短文本分类过程中出现的问题，相比于传统的短文本分类算法，分类准确率得到一定程度的

提升。
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０　 引　 言

随着互联网技术的快速发展，信息以文本、图片、
视频、音频等多种方式进行广泛传播，在众多传播方

式中文本仍旧是人们获取信息的主要方式［１］。 目前，
文本信息的表现方式已呈现出多样化，迄今为止则衍

生出包括微博、新闻简讯、标题摘要、事件评论等在内

的多种类型，与之前长文本相比，具有词数少、数量

大、实时性强等特点。 网络上海量短文本信息与当前

社会的热点事件紧密相关，对这些信息进行有效分类

管理，有助于政府、企业了解政治、经济、文化等领域

发生的最新变化，更好地做到舆情疏导、危机公关、产
品营销等［２］。 因此，这些海量短文本数据极具研究价

值，如何实现对海量短文本高效、准确分类并获得有

价值信息，已成为学界亟待解决的研究课题。

目前，针对短文本分类问题的研究，主要可分为

２个方面，即：文本向量化表示和分类模型。 其中，
文本向量化表示重点包括向量空间模型 （Ｖｅｃｔｏｒ
Ｓｐａｃｅ Ｍｏｄｅｌ， ＶＳＭ） ［３］和基于文本分布式表示两种

方法。 前者是基于文本表层信息的提取，只限于对

词频的简单统计、计算，常存在特征矩阵稀疏、维度

高、词汇鸿沟等问题［４］。 而后者是对文本深层信息

的提取，根据词汇的概率分布获取词汇语义信息。
文献［５］利用大规模语料训练 Ｗｏｒｄ２ｖｅｃ 模型，学习

文本中词汇间潜在的语义关联，在词汇粒度层面提

取特征，得到词向量，解决矩阵稀疏、无语义特征问

题。 文献［６－８］利用 ＬＤＡ 主题模型提取文章主题，
在文本粒度层面扩展文本特征。 文献［９ － １０］在
Ｗｏｒｄ２ｖｅｃ向量的基础上，结合 ＴＦＩＤＦ算法对词向量

进行加权，以考虑词汇在不同类别中的重要程度。



文本分类模型中，深度学习模型的分类效果一

般要优于传统的机器学习算法。 总地来说，卷积神

经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＣＮＮ）就常常

用来获取邻近词汇间的关联，注重捕捉文本局部特

征［１１］。 循环神经网络 （ Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，
ＲＮＮ）作为一种序列模型，可以由前向后读取文档

词汇，并可以对获取的语义信息进行记忆，因此

ＲＮＮ模型可以在获取文本局部特征的基础上捕捉

到更广范围内的特征信息。 相比于 ＣＮＮ模型，ＲＮＮ
模型更适合处理短文本这种序列化数据，然而 ＲＮＮ
模型在实际处理文本数据过程中，常出现梯度爆炸

和梯度消失的问题。 为解决梯度消失问题，文献

［１２］对 ＲＮＮ 模型做出改进，提出了长短时记忆模

型（Ｌｏｎｇ ａｎｄ ｓｈｏｒｔ ｔｉｍｅ ｍｅｍｏｒｙ ｍｏｄｅｌ， ＬＳＴＭ）。 类

似 ＲＮＮ，ＬＳＴＭ模型也按照文档输入顺序学习词汇

间的特征信息。 文档中词汇的正确理解要依赖于上

下文信息，因此文献［１３］提出双向循环神经网络处

理短文本数据能够更充分抓取上下文关联信息。
在文本向量化过程中通常只单独考虑词汇的词

义特征或者文本的语义特征，然而词义和语义概念

不同，词义代表单个词汇的意思，而语义是多个词汇

按照一定顺序综合表达的意思［１４］，因此为了丰富文

本特征信息，文章对短文本向量化表示方法加以改

进，结合 Ｗｏｒｄ２ｖｅｃ、ＬＤＡ 与 ＴＦ－ＩＤＦ 三种模型，分别

在词汇粒度和文本粒度两个层面提取文本特征，并
计算词汇 ＴＦ－ＩＤＦ值，对多维词汇向量进行加权，以
表现词汇的重要程度。 将 ３种算法获取的文本特征

组合成为向量矩阵。 另外，利用双向 ＬＳＴＭ 作为分

类模型，既能解决 ＲＮＮ 梯度消失问题，又能从 ２ 个

方向充分捕捉上下文特征信息。

１　 改进的短文本分类算法 ＷＴＬ－ＢｉＬＳＴＭ

１．１　 算法流程

文章设计的短文本分类模型将 Ｗｏｒｄ２ｖｅｃ、ＴＦ－
ＩＤＦ与 ＬＤＡ 三种模型提取的特征向量组合成输入

矩阵，输入到 ＢｉＬＳＴＭ 中利用隐藏层节点获取短文

本内部的关联关系，最后利用 ｓｏｆｔｍａｘ分类器对神经

网络层的输出进行类别判定。 主要包括文本预处

理、向量化表示、神经网络层及分类与评估四部分，
算法设计流程如图 １所示。
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图 １　 算法流程图

Ｆｉｇ． １　 Ａｌｇｏｒｉｔｈｍ ｆｌｏｗ ｃｈａｒｔ

１．２　 文本预处理

文本预处理是文本分类过程中基础、且重要的

一项操作，训练数据的质量对分类准确程度有很大

影响。 本次设计的文本预处理主要包括：分词、去停

用词与去低频词。
研究可知，中文分词不同于英文分词，词与词之

间没有明显的界限，本文利用 ｊｉｅｂａ分词软件将文本

切割为若干个有意义的词语，并使用含有 ３６ ０００ 余

个常用词条的分词字典以提高分词的正确率。 文本

分词得到的词组中通常包括一些高频但无意义的词

语、标点符号，如“一会儿”、“的”、“了”、“。”等，这
些被统称为停用词。 为保证文本特征的有效性，利
用停用词表过滤掉这些干扰项，保留有价值的特征

项；词组还包括部分出现频率低、对分类结果影响小

的低频次分项，考虑到处理的数据为短文本，所以去

掉出现次数为 １ 的词汇，在一定程度上降低了特征

维度。
１．３　 文本向量化

文本向量化指的是将一篇文档表示为一个向量

或矩阵的形式，主要是基于词的向量化［１５］。 利用大

规模语料训练 Ｗｏｒｄ２ｖｅｃ模型，将每个单词表示为 ｎ
维向量，再结合 ＴＦ－ＩＤＦ算法、ＬＤＡ 主题模型提取的

词汇权重向量和文档主题向量，实现文本的向量化

表示。 对此可展开研究论述如下。
１．３．１　 Ｗｏｒｄ２ｖｅｃ模型

Ｗｏｒｄ２ｖｅｃ 是一种轻量级神经网络，能够简单、
高效地将词语映射为一个低维、稠密的向量。 语料

集则构成一个巨大的词向量空间，每个词向量映射
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为其中的一个点，此后则可通过计算向量点间的距

离来判断词汇间的相似性。 该模型包括： ＣＢＯＭ
（Ｃｏｎｔｉｎｕｏｕｓ Ｂａｇ － ｏｆ － Ｗｏｒｄ Ｍｏｄｅｌ ） 和 Ｓｋｉｐ － ｇｒａｍ
（Ｃｏｎｔｉｎｕｏｕｓ Ｓｋｉｐ－ｇｒａｍ Ｍｏｄｅｌ）两种训练方式，两者

都包括输入层、投影层和输出层三层网络，主要区别

在于：前者通过上下文信息预测当前词汇，而后者是

通过当前词汇信息预测上下文，两者网络结构分别

如图 ２、图 ３所示。
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　 　 图 ２　 ＣＢＯＭ 网络结构　 　 　 图 ３　 Ｓｋｉｐ－ｇｒａｍ 网络结构

Ｆｉｇ． ２　 Ｔｈｅ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ　 Ｆｉｇ． ３　 Ｔｈｅ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ
　 　 　 ｏｆ ＣＢＯＭ　 　 　 　 　 　 　 　 　 ｏｆ Ｓｋｉｐ－ｇｒａｍ

　 　 由于短文本中词汇数量较少，上下文信息缺失，
故本次设计使用 Ｓｋｉｐ－ｇｒａｍ方式来获取包含上下文

词义信息的词向量，训练参数见表 １。 设置窗口大

小为 ５，语料库中包括 ２７ ２４３ ９７８ 个词汇，经训练得

到 １６７ ２９９个 １００ 维的词向量。 以“伊拉克”为例，
查看与其词义相关联的词汇集合如图 ４ 所示，可以

看出训练结果良好。
表 １　 Ｗｏｒｄ２ｖｅｃ 训练参数

Ｔａｂ． １　 Ｔｈｅ ｔｒａｉｎｉｎｇ ｐａｒａｍｅｔｅｒｓ ｏｆ Ｗｏｒｄ２ｖｅｃ

训练方式 窗口大小 向量维度 语料词汇个数词向量个数训练时间 ／ ｓ

Ｓｋｉｐ－ｇｒａｍ ５ １００ ２７ ２４３ ９７８ １６７ ２９９ ６４１

图 ４　 Ｗｏｒｄ２ｖｅｃ 模型词义相关度

Ｆｉｇ． ４　 Ｗｏｒｄ ｒｅｌｅｖａｎｃｅ ｏｆ Ｗｏｒｄ２ｖｅｃ ｍｏｄｅｌ

　 　 Ｓｋｉｐ－ｇｒａｍ预测上文词汇概率的表示公式为：

Ｐ ｗｎ－ｃ，ｗｎ－ｃ＋１，…，ｗｎ＋ｃ－１，ｗｎ＋ｃ ｜ ｗｎ( ) ， （１）
　 　 其中， ｗｎ 表示语料集中的一个词汇；ｃ为滑动窗

口的大小；ｗｎ－ｃ，ｗｎ－ｃ＋１，…，ｗｎ＋ｃ－１，ｗｎ＋ｃ 为根据ｗｎ 预测

的前后 ２∗ｃ 个词汇。
假设文档 ｄｍ 为文档集 Ｄ ＝ ｛ｄ１，ｄ２，…，ｄｍ，…，

ｄＭ｝ 中的任意一篇文档，ｄｍ 有词汇集合 Ｗ ＝ ｛ｗ１，
ｗ２，…，ｗｎ，…，ｗＮ｝，利用 Ｗｏｒｄ２ｖｅｃ训练得到的词向

量对文档 ｄｍ 进行文本向量化，文档 ｄｍ 转化为一个

Ｎ∗Ｖ 的 二 维 矩 阵， 文 档 集 Ｄ 则 表 示 为 一 个

Ｍ∗Ｎ∗Ｖ 的三维矩阵。 由此可得对应的数学表述

如下：

ｄｍ ＝

ｗ１１，ｗ２１，… ｗｎ１，…，ｗＮ１

ｗ１２， ｗ２２，… ｗｎ２，…，ｗＮ２

︙　 　 ︙
ｗ１Ｖ，ｗ２Ｖ，… ｗｎＶ，…，ｗＮＶ

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

， （２）

Ｄ ＝ ｄ１，ｄ２，…，ｄｍ，…，ｄＭ[ ] ， （３）
　 　 其中，Ｍ表示文档集中文档总数；Ｎ表示每篇文

档的词汇数量；Ｖ 表示 Ｗｏｒｄ２ｖｅｃ 模型训练得到的词

向量的维度。
Ｗｏｒｄ２ｖｅｃ模型将词汇映射为包含上下文词义

信息的 Ｖ 维词向量，很好地解决了 ｏｎｅ－ｈｏｔ 编码方

式出现的词汇鸿沟问题，而且有效降低了特征维度，
避免了维度灾难问题 。 然而 Ｗｏｒｄ２ｖｅｃ 模型无法区

分词汇在文档中的重要程度，所以接下来研究将利

用 ＴＦ－ＩＤＦ算法计算词汇的权重，为词向量进行加

权。
１．３．２　 ＴＦ－ＩＤＦ算法

ＴＦ－ＩＤＦ 模型广泛应用于信息检索、搜索引擎

中，其主要思想为：若某一词汇 ｗｎ 在一类文档

Ｄｉ Ｄｉ ⊆ Ｄ( ) 有很高的出现频率，而在其它类文档中

很少出现，则认为该词汇能够代表该类文章，具有良

好的类别区分能力。 该模型主要包括：词频（Ｔｅｒｍ
ｆｒｅｑｕｅｎｃｙ， ＴＦ） 和逆文档频率 （ Ｉｎｖｅｒｓｅ ｄｏｃｕｍｅｎｔ
ｆｒｅｑｕｅｎｃｙ， ＩＤＦ） 两部分。 这里， ＴＦ 表示某个词 ｗｎ

在文档 ｄｍ 中出现的频率， ＩＤＦ 则代表该词的类别区

分度，其数学公式可表示为：

ＴＦ ｗｎ，ｄｍ( ) ＝
ｆｎ，ｍ

∑
Ｎ

ｉ ＝ １
ｆｉ，ｍ
， （４）

ＩＤＦ ｗｎ，ｄｍ( ) ＝ ｌｏｇ （ Ｄ
Ｄｗｎ

＋ ０．０１
）， （５）

　 　 其中， ｆｎ，ｍ 表示词 ｗｎ 在文档 ｄｍ 中出现的次数；

∑
Ｎ

ｉ ＝ １
ｆｉ，ｍ 表示文档 ｄｍ 中出现的词汇总数； Ｄ 为文
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档集包含的文档数量； Ｄｗｎ
表示出现词 ｗｎ 的文档

数量，为避免因语料集中不包括词 ｗｎ， 出现分母为

零的情况，为分母添加一个常量，同时减小常量的影

响，故分母设置为 Ｄｗｎ
＋ ０．０１。

ＴＦＩＤＦ权重即为 ＴＦ与 ＩＤＦ的乘积。 总结来说，
词ｗｎ 的重要性与其在文档中的出现频率成正比增

加，同时也与其在语料集中的出现频率成反比下降。
经计算可得文档集的权重矩阵的数学公式如下：

ＴＦＩＤＦＭ×Ｎ ＝

ｔｆ１１，ｔｆ１２，．．．，ｔｆ１Ｎ
ｔｆ２１，ｔｆ２２，．．．，ｔｆ２Ｎ
︙　 　 ︙

ｔｆＭ１，ｔｆＭ２，．．，ｔｆＭＮ

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

． （６）

１．３．３　 ＬＤＡ主题模型

ＬＤＡ是一种无监督学习的主题概率生成模型，
其核心思想为：每篇文档含有若干个隐含主题，每个

隐含主题又包含一个与该主题相关的词汇集合。
ＬＤＡ主题模型主要包括 ２ 个多项式分布：文档－主
题分布 θ 和主题－词汇分布 φ。 前者表示各个主题

在文档中出现的概率分布；后者表示每个词汇在主

题中出现的概率分布。 该模型的设计结构如图 ５ 所

示，其中 α、 β、 Ｋ 分别表示：文档中主题分布的先验

分布（Ｄｉｒｉｃｈｌｅｔ分布）的参数、主题中词汇分布的先

验分布（Ｄｉｒｉｃｈｌｅｔ 分布）的参数、主题个数。 这 ３ 个

参数均需手动设置。

M
N

K

WZα

β φ

θ

图 ５　 ＬＤＡ 模型结构

Ｆｉｇ． ５　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＬＤＡ ｍｏｄｅｌ

　 　 短文本集经 ＬＤＡ 主题模型训练后，输出文档－
主题矩阵、主题－词汇矩阵［６］，以概率形式体现文档

隐含的语义特征，是对文档深层特征的直接提取。
经实验检验，本次设计 ＬＤＡ主题模型的参数设置见

表 ２。
表 ２　 ＬＤＡ 主题模型参数

Ｔａｂ． ２　 Ｐａｒａｍｅｔｅｒｓ ｏｆ ＬＤＡ ｔｏｐｉｃ ｍｏｄｅｌ

β α Ｋ ｉｔｅｒ

０．０１ １ ／ Ｋ １００ １ ０００

　 　 其中， ｉｔｅｒ 为迭代次数，主题数量 Ｋ 设置与

Ｗｏｒｄ２ｖｅｃ的维度相同，以便进行模型组合， 最后得

到文档 － 主题矩阵向量 Ｌ，用此表示语料库中每篇

文档 Ｋ个主题的概率分布。 研究推得其数学运算公

式如下：

ＬＭ×Ｋ ＝

ｌｆ１１，ｌｆ１２，．．，ｌｆ１Ｋ
ｌｆ２１，ｌｆ２２，．．，ｌｆ２Ｋ
︙　 　 ︙

ｌｆＭ１，ｌｆＭ２，．．，ｌｆＭＫ

é

ë

ê
ê
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ê
êê

ù

û
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ú
úú

． （７）

１．３．４　 模型组合

改进的短文本向量化表示方法主要对 ３种模型

提取的文本特征进行组合，首先利用计算的 ＴＦＩＤＦ
值对 Ｗｏｒｄ２ｖｅｃ词向量进行加权，再将 Ｗｏｒｄ２ｖｅｃ 词
向量与 ＬＤＡ主题向量进行拼接构成新的向量矩阵，
使其包含词汇语义信息的同时又包含文档的主题信

息，则文档集中文档 ｍ 的向量化表示则可写作如下

形式：
ＷＴＬｍ ＝ ｄｍ × ＴＦＩＤＦｍ  Ｌｍ， （８）

ＷＴＬｍ ＝

ｗ１１ ∗ｔｆ１１，ｗ２１∗ ｔｆ１２，．．，ｗＮ１∗ ｔｆ１Ｎ
ｗ１２ ∗ｔｆ１１，ｗ２２∗ ｔｆ１２，．．，ｗＮ２∗ ｔｆ１Ｎ

︙　 　 ︙
ｗ１Ｖ∗ ｔｆ１１，ｗ２Ｖ∗ ｔｆ１２，．．．，ｗＮＶ ∗ｔｆ１Ｎ
ｌｆ１１，　 　 　 ｌｆ１２，　 　 　 ．．．， 　 ｌｆ１Ｋ
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ê

ù
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．

（９）
１．４　 双向 ＬＳＴＭ 神经网络

自然语言是典型的序列数据，ＲＮＮ 目前已经常

应用于序列数据的处理和预测。 ＲＮＮ 能够记忆之

前学习的信息，并利用之前的信息对当前输出施加

影响，刻画一个当前输出与之前信息的关系。 典型

的 ＲＮＮ结构及其时序展开结构如图 ６所示。

o

W
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x

Unfold

ot-1 ot ot+1

V V
st-1 st st+1

xt-1 xt xt+1

W V

U U U
WWW

图 ６　 ＲＮＮ 结构图

Ｆｉｇ． ６　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＲＮＮ

　 　 由图 ６可以看出，当前 ｔ 时刻 ＲＮＮ 的输入除了

来自输入层的 ｘｔ， 还包括之前时刻隐藏层的状态

ｓｔ －１，而当前时刻隐藏层的状态 ｓｔ，不仅作为当前时

刻输出层的输入，还被 ＲＮＮ记忆下来作为下一时刻

隐藏层 ｓｔ ＋１ 的输入，ＲＮＮ 正是基于以上原理对序列

数据实现处理。 理论上该神经网络模型可以处理无

限长的序列，然而在实际应用中训练 ＲＮＮ时容易出

现梯度爆炸和梯度消失的问题，使得 ＲＮＮ无法应对

长距离的影响，导致其处理长序列的结果并不理想。
针对研究中可能面临的梯度问题，一般通过设置梯

４２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 ９卷　



度阈值来解决梯度爆炸问题，当梯度值超过该阈值

时直接进行截取；而对于梯度消失问题，则流行使用

对 ＲＮＮ做出改进的 ＬＳＴＭ。
ＬＳＴＭ在 ＲＮＮ 的基础上新增一种自我连接的

ＣＥＣ（Ｃｏｎｓｔａｎｔ Ｅｒｒｏｒ Ｃａｒｒｏｕｓｅｌ）单元来记忆长距离信

息，并引入门（ｇａｔｅ）机制来对输入、输出信息进行限

制管理。 门实际上是一层全连接层，其输入为一个

向量，输出一个取值范围在［０，１］之间的实数向量，
ＬＳＴＭ的设计结构如图 ７所示。

ht ht
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ft it ct~

σσ σ tanh

wf wi wc wo
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[…,…]
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tanh
ct

图 ７　 ＬＳＴＭ 结构图

Ｆｉｇ． ７　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＬＳＴＭ

　 　 由图 ７ 可知，ＬＳＴＭ 主要包括记忆单元 ｃ、输入

门 ｉ、遗忘门 ｆ 以及输出门 ｏ。 其中，遗忘门 ｆ 和输入

门 ｉ 用来控制记忆单元的输入信息，决定之前时刻

单元状态Ｃ ｔ －１ 和当前时刻网络输入 ｘｔ 的保留比例。
输出门 ｏ 用来控制单元状态 Ｃ ｔ 输入到当前时刻输

出值 ｈｔ 的信息量。 ＬＳＴＭ工作过程主要涉及各符号

的阐释解读见表 ３。 其中将用到如下数学公式：
表 ３　 符号解释说明表

Ｔａｂ． ３　 Ｓｙｍｂｏｌｉｃ ｉｎｔｅｒｐｒｅｔａｔｉｏｎ

符号 说明

ｃｔ－１ ｔ － １时刻记忆单元状态

ｈｔ－１ ｔ － １时刻网络输出值

ｃｔ ｔ 时刻记忆单元状态

ｈｔ ｔ 时刻网络输出值

ｃ．ｔ ｔ 时刻记忆单元的候选值

ｘｔ ｔ 时刻网络输入值

［··，·］ 向量拼接符

Ｗｆ， Ｗｉ， Ｗ０ 遗忘门、输入门和输出门的权重矩阵

Ｗｃ 候选值的权重矩阵

ｂｆ， ｂｉ， ｂ０ 遗忘门、输入门和输出门的偏置项

σ ｓｉｇｍｏｉｄ激活函数

ｔａｎｈ 反正切激活函数

 按元素乘

ｆｔ ＝ σ Ｗｆ· ｈｔ －１，ｘｔ[ ] ＋ ｂｆ( ) ； （１０）
ｉｔ ＝ σ Ｗｉ· ｈｔ －１·ｘｔ[ ] ＋ ｂｉ( ) ； （１１）

ｃ ｔ ＝ ｔａｎｈ Ｗｃ· ｈｔ －１·ｘｔ[ ] ＋ ｂｃ( ) ； （１２）

Ｃ ｔ ＝ ｆｔ  Ｃ ｔ －１ ＋ ｉｔ  Ｃ ｔ； （１３）
ｏｔ ＝ σ Ｗｏ· ｈｔ －１·ｘｔ[ ] ＋ ｂｏ( ) ； （１４）

ｈｔ ＝ ｏｔ  ｔａｎｈ ｃｔ( ) ． （１５）
　 　 通常情况下，文档中每个词汇语义的正确理解

不但依赖于之前的元素，而且还与之后的元素密切

相关。 比如下面这句话：“我的硬盘坏了，我想＿＿＿＿
一个新硬盘。”，要补全这句话，若只考虑前面的元

素信息，则横线处可以填：“修一下”、“买一个”、“扔
掉”等，具有很大的不确定性。 若同时考虑横线前

后的元素信息，则选择填“买”的概率较大。 ＬＳＴＭ
为单向神经网络只能从前往后传输状态信息，而不

能获取后文对当前词汇的影响，因此，本次设计使用

２个方向相反的双向 ＬＳＴＭ 来充分捕捉词汇的上下

文信息，最大限度理解当前词汇的语义信息，其网络

结构如图 ８所示。
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图 ８　 ＢｉＬＳＴＭ 结构图

Ｆｉｇ． ８　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＢｉＬＳＴＭ

　 　 可以看出，ＢｉＬＳＴＭ 神经网络最后输出 Ｈｎ 由 ２
个单向、反向的 ＬＳＴＭ输出结果拼接得到，其拼接公

式为：
Ｈｎ ＝ ｈ｀ｎ  ｈｎ ． （１６）

２　 实验结果分析

２．１　 实验数据

本文利用 ２２万余条新闻简讯作为实验数据，数
据集中涉及 １３ 个栏目的分类新闻，从中选择

ａｆｆａｉｒｓ、ｅｃｏｎｏｍｉｃ、ｅｄｕｃａｔｉｏｎ、ｇａｍｅ 等 ８ 类新闻，并将

其以 ８：２的比例划分为训练集和测试集。 经统计部

分文档，发现分词后大部分文档由 １００ ～ ２００ 个词汇

组成，文档词汇数目分布如图 ９所示，在完成预处理

操作后文档保持在 １００ 词左右，故本次设计对文档

长度进行标准化，保证每篇文档词汇数目为 １００，超
出部分进行截断，不足则补 ０。
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图 ９　 文档词汇数目分布图

Ｆｉｇ． ９　 Ｄｏｃｕｍｅｎｔ ｖｏｃａｂｕｌａｒｙ ｎｕｍｂｅｒ ｄｉｓｔｒｉｂｕｔｉｏｎ

２．２　 实验参数

实验参数的合理设置对实验结果有直接影响，
Ｗｏｒｄ２ｖｅｃ模型与 ＬＤＡ主题模型的训练参数已在上

文列出，神经网络部分的参数设置见表 ４。 参数调

整过程中使用固定参数的方法，分别对 ＬＳＴＭ 层单

元数、Ｄｅｎｓｅ 层单元数、丢弃率等参数进行了对比实

验，并利用 ＥａｒｌｙＳｔｏｐｐｉｎｇ 机制对 ｖａｌ＿ａｃｃ 值进行监

控，当准确率不再上升时则停止训练，以避免过拟

合、不收敛等问题，同时可以加快学习速度，提高调

参效率。
表 ４　 神经网络参数设置

Ｔａｂ． ４　 Ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇ

参数 参数值

ＬＳＴＭ层单元数 ６４

Ｄｅｎｓｅ层单元数 ４０

丢弃率 （ｄｒｏｐｏｕｔ） ０．５

批尺寸（ｂａｔｃｈ＿ｓｉｚｅ） ５００

训练次数（ｅｐｏｃｈ＿ｓｉｚｅ） ３５

优化器（ｏｐｔｉｍｉｚｅｒ） ａｄａｍ

２．３　 实验结果及分析

为验证 ＷＴＬ－ＢｉＬＳＴＭ模型的有效性，分别与基

于词向量的 ＬＳＴＭ 模型 （ Ｗｏｒｄ２ｖｅｃ ＬＳＴＭ， Ｗ －
ＬＳＴＭ）、双向 ＬＳＴＭ 模型（Ｗｏｒｄ２ｖｅｃ ＢｉＬＳＴＭ ， Ｗ－
ＢｉＬＳＴＭ）及传统机器学习算法 ＳＶＭ 进行如下的对

比实验研究。
首先与基于神经网络的分类算法进行对比，实

验中各模型的参数设置保持一致。 图 １０ ～图 １５ 分

别为 Ｗ－ＬＳＴＭ、Ｗ－ＢｉＬＳＴＭ、ＷＴＬ－ＢｉＬＳＴＭ 的损失函

数变化趋势和分类准确率，利用 Ｐｙｔｈｏｎ 绘图模块

ｍａｔｐｌｏｔｌｉｂ绘制得到。 在图 １０ ～图 １５ 中，ｔｒａｉｎ＿ ～和
ｖａｌ＿～分别表示训练集和测试集。 对比三者损失函

数变化图发现，基于词向量的双向 ＬＳＴＭ 模型（Ｗ－

ＢｉＬＳＴＭ）下降到稳定值的速度最快，文章设计的模

型（ＷＴＬ－ＢｉＬＳＴＭ）下降到稳定值的速度稍慢，但相

对其它 ２种模型最后训练得到的损失函数值最小，
即说明分类效果最优。 通过对比分类准确率图也可

以发现，３种模型分类准确率从高到低依次为：ＷＴＬ
－ＢｉＬＳＴＭ模型、Ｗ－ＢｉＬＳＴＭ模型和 Ｗ－ＬＳＴＭ模型。
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　 本次实验还与 ＳＶＭ算法进行对比，实验思路按照

文献［９］的处理方法，利用 ＴＦＩＤＦ 权重对 Ｗｏｒｄ２ｖｅｃ
模型训练的词向量进行加权，然后将文档中的加权

词向量累加后作为文档向量，最后输入到 ＳＶＭ中实

现分类，算法运行后的分类准确率对比见表 ５。 根

据分类准确率对比发现，本次设计模型的分类效果

要远远优于传统机器学习算法。
表 ５　 各分类模型分类准确率

Ｔａｂ． ５　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｅａｃｈ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｏｄｅｌ

分类模型 分类准确率 ／ ％

ＳＶＭ ８１．６２

Ｗ－ＬＳＴＭ ８９．９４

Ｗ－ＢｉＬＳＴＭ ９１．６９

ＷＴＬ－ＢｉＬＳＴＭ ９３．６３

３　 结束语

文章提出一种基于双向 ＬＳＴＭ 神经网络的短文

本分类算法，从文本向量化表示和分类模型两方面

分别提供了改进。 文本向量化表示融合 Ｗｏｒｄ２ｖｅｃ
模型、ＴＦＩＤＦ 模型与 ＬＤＡ 主题模型，丰富了文本特

征信息。 分类模型则采用双向的 ＬＳＴＭ 从词汇前后

两个方向充分提取上下文信息。 通过实验对比发

现，文 章 提 出 算 法 的 分 类 效 果 要 优 于 只 利 用

Ｗｏｒｄ２ｖｅｃ 模型进行文本向量化的 ＬＳＴＭ 模型、
ＢｉＬＳＴＭ模型。 另外还与传统机器学习算法 ＳＶＭ进

行了比较，本次设计的算法同样优于 ＳＶＭ 模型，进
一步验证了本次设计改进文本向量化表示和分类模

型的有效性。
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来，最大程度地利用了车间加工过程中产生的数据

资源。 在此模型基础上，又利用模糊网络分析法寻

找该模型的关键节点，用实例证明该方法比传统的

ＡＨＰ 层次分析法找到的关键节点更为准确，识别度

更高，并且能成功应用于基于数据的复杂网络模型。
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