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摘　 要： 判断一对文章之间的关系是一项很重要的自然语言处理任务，在新闻系统和搜索引擎等实际服务中有着广泛的应

用。 然而，相比在信息检索场景中去匹配一对句子或者匹配一个查询－文档对而言，长文章通常具有丰富的语义信息和复杂

的逻辑结构，这也使得长文章之间的匹配成为一个相对独立且很有挑战的任务。 本文围绕长文章匹配的难点，提出了基于图

分类框架的长文本匹配算法，通过将长文本匹配任务等价的转化为图分类任务，使用图表示学习的范式来求解，从而获得长

文本匹配的结果。 算法模型主要包括基于图表示学习来实现对长文本的建模，基于图注意力神经网络的图节点特征提取，以
及图池化等步骤。 在两个大型公开数据集上的训练和测试实验结果表明：本文提出的算法可以实现高质量的文本匹配，同时

各项评价指标均达到了目前最先进的结果。
关键词： 自然语言处理； 文本匹配； 图注意力神经网络； 图池化

Ｃｈｉｎｅｓｅ ｄｏｃｕｍｅｎｔ ｍａｔｃｈｉｎｇ ｂａｓｅｄ ｏｎ ｇｒａｐｈ ｃｌａｓｓｉｆｉｃａｔｉｏｎ
ＧＵＯ Ｊｉａｌｅ１， ＢＵ Ｗｅｉ２， ＷＵ Ｘｉａｎｇｑｉａｎ１

（１ Ｓｃｈｏｏｌ ｏｆ Ｃｏｍｐｕｔｅｒ Ｓｃｉｅｎｃｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ， Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ， Ｈａｒｂｉｎ １５０００１， Ｃｈｉｎａ；
２ Ｓｃｈｏｏｌ ｏｆ Ｍｅｄｉａ Ｔｅｃｈｎｏｌｏｇｙ ａｎｄ Ａｒｔ， Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ， Ｈａｒｂｉｎ １５０００１， Ｃｈｉｎａ）

【Ａｂｓｔｒａｃｔ】 Ｉｄｅｎｔｉｆｙｉｎｇ ｔｈｅ ｒｅｌａｔｉｏｎｓｈｉｐ ｂｅｔｗｅｅｎ ｔｗｏ ｄｏｃｕｍｅｎｔｓ ｉｓ ａｎ ｉｍｐｏｒｔａｎｔ ｔａｓｋ ｉｎ ｎａｔｕｒａｌ ｌａｎｇｕａｇｅ ｐｒｏｃｅｓｓｉｎｇ ａｒｅａ， ｗｈｉｃｈ ｈａｓ
ｂｅｅｎ ｐｏｐｕｌａｒｌｙ ａｐｐｌｉｅｄ ｔｏ Ｉｎｔｅｒｎｅｔ ｓｅｒｖｉｃｅｓ ｓｕｃｈ ａｓ ｎｅｗｓ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｓｙｓｔｅｍｓ ｏｒ ｓｅａｒｃｈ ｅｎｇｉｎｅｓ． Ｈｏｗｅｖｅｒ， ｃｏｍｐａｒｅｄ ｗｉｔｈ
ｓｅｎｔｅｎｃｅ ｍａｔｃｈｉｎｇ ｏｒ ｑｕｅｒｙ－ｄｏｃ ｍａｔｃｈｉｎｇ ｉｎ ｉｎｆｏｒｍａｔｉｏｎ ｒｅｔｒｉｅｖａｌ， ｄｏｃｕｍｅｎｔ ｍａｔｃｈｉｎｇ ｉｓ ｍｏｒｅ ｃｈａｌｌｅｎｇｉｎｇ ａｎｄ ｉｎｄｅｐｅｎｄｅｎｔ ｓｉｎｃｅ
ｄｏｃｕｍｅｎｔｓ ａｌｗａｙｓ ｃｏｎｔａｉｎｅｄ ｒｉｃｈ ｓｅｍａｎｔｉｃ ｉｎｆｏｒｍａｔｉｏｎ ａｎｄ ｃｏｍｐｌｉｃａｔｅｄ ｓｔｒｕｃｔｕｒｅ． Ｔｈｉｓ ｐａｐｅｒ ｔｒｉｅｓ ｔｏ ｆｏｃｕｓ ｏｎ ｔｈｅ ｃｈａｌｌｅｎｇｅｓ ｔｏ
ｄｏｃｕｍｅｎｔ ｍａｔｃｈｉｎｇ ａｎｄ ｐｒｏｐｏｓｅ ａ ｍａｔｃｈｉｎｇ ｐｉｐｅｌｉｎｅ ｂａｓｅｄ ｏｎ ｇｒａｐｈ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｂｙ ｔｒａｎｓｆｅｒｒｉｎｇ ｔｈｅ ｍａｔｃｈｉｎｇ ｔａｓｋ ｅｑｕａｌｌｙ ｔｏ ａ ｇｒａｐｈ
ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｐｒｏｂｌｅｍ． Ｔｈｅ ｐｉｐｅｌｉｎｅ ｍａｉｎｌｙ ｉｎｃｌｕｄｅｓ ｍｏｄｅｌｉｎｇ ｄｏｃｕｍｅｎｔｓ ｐａｉｒｓ ｂａｓｅｄ ｏｎ ｇｒａｐｈ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｌｅａｒｎｉｎｇ， ｇｒａｐｈ
ａｔｔｅｎｔｉｏｎ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｂａｓｅｄ ｎｏｄｅ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ａｎｄ ｇｒａｐｈ ｐｏｏｌｉｎｇ． Ｔｗｏ ｐｕｂｌｉｃ ｄａｔａｓｅｔｓ ａｒｅ ｕｓｅｄ ｔｏ ｖｅｒｉｆｙ ｔｈｅ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ
ｏｕｒ ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄｓ， ａｎｄ ｔｈｅ ｒｅｓｕｌｔｓ ａｃｈｉｅｖｅ ｔｈｅ ｓｔａｔｅ－ｏｆ－ｔｈｅ－ａｒｔ．
【Ｋｅｙ ｗｏｒｄｓ】 Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ； Ｔｅｘｔ Ｍａｔｃｈｉｎｇ； Ｇｒａｐｈ Ａｔｔｅｎｔｉｏｎ Ｎｅｔｗｏｒｋ； Ｇｒａｐｈ Ｐｏｏｌｉｎｇ

哈尔滨工业大学主办 科技创见与应用●

基金项目： 国家自然科学基金（６１６７２１９４）；国家重点研究与发展计划（２０１８ＹＦＣ０８３２３０４）；中国黑龙江省杰出青年科学基金（ＪＣ２０１８０２１）；国家

机器人与系统国家重点实验室项目（ＳＫＬＲＳ－２０１９－ＫＦ－１４）；中兴通讯产学研合作论坛合作项目。

作者简介： 郭佳乐（１９９４－），男，硕士研究生，主要研究方向：自然语言处理、深度学习； 卜　 巍（１９７７－），女，博士，副教授，主要研究方向：数字

媒体技术、数字图像处理、医学图像分析等； 邬向前（１９７３－），男，博士，教授，博士生导师，主要研究方向：数字图像处理、模式识别、

生物特征识别等。

收稿日期： ２０２０－０４－２４

０　 引　 言

近年来随着移动互联网的蓬勃发展，涌现了大

量基于内容分发服务的 Ａｐｐ 和相关自媒体平台，它
们在日常生活中扮演着越来越重要的角色，改变了

人们获取信息的方式和途径。 当用户在浏览感兴趣

的内容时，这些平台常常会主动为用户推荐相同或

者相近话题的其他文章。 而如何判断文章之间的主

要内容是否关于相同或相近的主题，即判断一对文

章之间的关系，其实可以归结为自然语言处理领域

中的文本语义匹配任务。
文本匹配任务本质上是判断源文本与目标文本

之间的语义相似度（比如：查询－文档的匹配、问题－
答案的匹配等），而如何正确地建模文本中蕴含的

语义信息对于实现更高质量的文本匹配结果十分重

要。 目前，在实际建模过程中主要有两个难点：一是

词汇和短语本身是有歧义的，存在广泛的指代和省

略等问题；二是待匹配的文本篇幅很长，文本中词

汇、短语、句子本身的语义受到复杂文章结构很大的

影响。
本文针对互联网上的文本信息，譬如新闻文章

都具有较长的篇幅以及一定的行文逻辑结构，设计

出一种高精度的基于图分类的中文长文本匹配模

型，并在 ＣＮＳＥ 和 ＣＮＳＳ 数据集上进行训练和测试。
本文的主要贡献总结如下：

（１）提出了基于图分类的长文本匹配算法。 该

算法将输入的文本对转化为图结构，利用基于注意



力机制的图神经网络对节点特征进行抽取，通过基

于多层感知机的图分类模块融合全图信息的特征表

示向量，进行图分类计算，从而得到长文本匹配的结

果，完成长文本匹配任务。
（２）提出了一种基于图注意力机制的图池化算

法，增强图节点融合过程中最大化图的可辨别性，有
效的提升了图的表示效果，从而获得了更鲁棒且优

异的长文本匹配结果。
（３）针对网络模型的输入，设计了多尺度卷积

神经网络模块对节点编码，从而提升网络模型输入

特征质量，获得更丰富且鲁棒的节点语义表示。 同

时在模型中引入更多的非线性，增强了模型的拟合

能力。
（４）本文提出的中文长文本匹配算法，在 ＣＮＳＥ

和 ＣＮＳＳ 两个公开数据集上超越了先前算法模型的

结果，各项指标均达到了目前最好的匹配结果。
１　 相关工作

１．１　 文本匹配

为了衡量两篇文本之间的相似度，深度学习模

型之前主流的模型有向量空间模型 （ ｖｅｃｔｏｒ ｓｐａｃｅ
ｍｏｄｅｌ， ＶＳＭ ）、 隐 含 语 义 分 析 （ Ｌａｔｅｎｔ Ｓｅｍａｎｔｉｃ
Ａｎａｌｙｓｉｓ，ＬＳＡ）模型以及引入例如知识库等外部的

语义知识资源来辅助计算，但是传统方法和模型仍

旧受限于离散的单词表示。 基于深度学习的文本语

义匹配模型通常将文本编码为分布式特征表示，通
过用于度量学习的孪生结构（ｓｉａｍｅｓｅ ｓｔｒｕｃｔｕｒｅ）来学

习文本之间的相似度信息［１］。 其中有大量的研究

工作聚焦于使用深度神经网络来对文本进行编码，
但是过去的这些研究主要都集中于短文本之间的匹

配，当随着待匹配文本篇幅增加，基于 ＲＮＮ 的模型

在超长序列中传递信息会丢失重要的语义信息，而
基于 ＣＮＮ 的模型也无法充分地表示结构更复杂的

长文本的语义信息。
此外，大多数文本语义匹配的工作都忽略了长

文本所具有的结构信息，而这种结构信息对于语义

匹配是十分重要的，应当加以有效地利用。 Ｌｉｕ 等

人提出层次性结构（ｈｉｅｒａｒｃｈｉｃａｌ ｓｔｒｕｃｔｕｒｅ）来聚焦于

句子级别的层次信息。 为了更充分地利用文本中的

结构信息，Ｊｉａｎｇ 等人提出基于孪生多深度注意力机

制的层次性循环神经网络（ ＳＭＡＳＨ ＲＮＮ）模型，来
处理长文本匹配的任务［２］。 Ｌｉｕ 等人基于分治思想

将待匹配的长文本转化到多个关键词的匹配，并融

合结果，形成整体的匹配得分，同时提出了两个中文

长文本匹配数据集［３］。

１．２　 图表示学习

传统的图结构用不同的符号命名节点，用邻接

矩阵来存储节点之间的关系。 但这种表示方法节点

之间没有语义关系，且表示形式稀疏，很难应用于深

度学习的模型当中。 因此后续有很多工作聚焦于将

节点特征低维稠密化，比如 Ｄｅｅｐｗａｌｋ 模型，通过随

机游走获得当前节点的上下文信息［４］，之后针对大

规模网络计算，ＬＩＮＥ 模型被提出［５］。 Ｎｏｄｅ２ｖｅｃ 模

型被提出改进的随机游走策略，可以同时考虑到局

部和宏观的信息，并且具有很高的适应性［６］。
１．３　 图池化

目前针对图池化算法相关的工作大致可以划分

为基于节点选择的图池化算法和基于节点聚类的图

池化算法两类。 基于节点选择的模型比如 ｇＰｏｏｌ 算
法，将节点 Ｅｍｂｅｄｄｉｎｇ 隐射到一维空间中，根据值的

大小选择其中 ｔｏｐ ｋ 个节点，再进行图卷积的计算，
自适应地选择图全部节点的子集来形成一个新的小

图［７］。 还 有 研 究 者 提 出 ＳｏｒｔＰｏｏｌｉｎｇ 算 法 通 过

Ｗｅｉｓｆｅｉｌｅｒ－Ｌｅｈｍａｎ（ ＷＬ）算法 可以对节点进行着

色，而节点的颜色可以定义节点之间的次序，通过 １
－Ｄ 卷积的方法进行卷积运算，从而得到全图的表

示，用于图分类任务［８］。 由于基于节点选择的图池

化算法一定程度上忽略了图的层级结构信息，而这

对提升最终图表示的可辨别性有一定的辅助作用，
因此有研究者提出了一种端到端的可微可微图池化

模块 ＤｉｆｆＰｏｏｌ［９］。 为了实现图中某一个节点分配到

哪一个簇，应该与其他节点的簇分配相互约束，有研

究者提出了 ＳｔｒｕｃｔＰｏｏｌ 来高效地学习高层次的图表

示，使用条件随机场（ｃｏｎｄｉｔｉｏｎａｌ ｒａｎｄｏｍ ｆｉｅｌｄｓ，ＣＲＦ）
显示地捕捉了图中不同节点之间的高阶结构关

系［１０］。
２　 基于图分类的中文长文本匹配算法

２．１　 算法概况

本文提出基于图分类的中文长文本匹配算法，
即将长文本匹配任务等价地转化为图分类的任务，
在图分类任务的模式下求解问题，得到原任务的结

果。 如图 １ 所示，首先将待匹配的一对长文本转化

为图的结构，然后通过图表示学习来提取节点的特

征，最后通过融合全图节点的表示来获得图的表示，
并对图的表示进行图分类，获得的图分类结果等价

于长文本匹配的结果。
２．２　 文本对的图结构表示算法

给定一个文本对包含文章 ＤＡ 和 ＤＢ， 对两篇文

章分别通过 ＴｅｘｔＲａｎｋ 算法来抽取出文章中的命名
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实体和关键词作为图的顶点并合并，把文章中的所

有句子通过与每个关键词计算 ＴＦ－ＩＤＦ 相关度来对

其划分，使得每个句子都只隶属于一个顶点。 这样

每个顶点均包含了一个句子子集 Ｓ（ｖ），其中 Ｓ（ｖ） ＝
｛ＳＡ（ｖ）， ＳＢ（ｖ）｝。 得到的文本对图结构表示的可视

化结果，如图 ２ 所示。
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result

MLPPoolingGNN

NodeRepresentationsGraphRepresentations

图 １　 基于图分类的长文本匹配算法框架

Ｆｉｇ． １　 Ｔｈｅ ｐｉｐｅｌｉｎｅ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ｄｏｃｕｍｅｎｔ ｍａｔｃｈｉｎｇ ａｌｇｏｒｉｔｈｍ
ｂａｓｅｄ ｏｎ ｇｒａｐｈ ｃｌａｓｓｉｆｉｃａｔｉｏｎ

　 　 然后把关键词所包含的句子集合中的文本内容

使用深度神经网络（Ｄｅｅｐ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＤＮＮ）和

词项相似度（Ｔｅｒｍ Ｓｉｍｉｌａｒｉｔｙ，ＴＳ）两种编码模式向量

化。 其中 ＤＮＮ 编码器使用卷积神经网络来对文本

进行编码， 即把 Ｓ（ｖ） ＝ ｛ＳＡ（ｖ）， ＳＢ（ｖ）｝ 的 ＳＡ（ｖ）、
ＳＢ（ｖ） 分别输入到 ＣＮＮ 模型中得到向量 ｃＡ（ｖ）、
ｃＢ（ｖ）。 对其计算逐元素差的绝对值和逐元素乘，最
后把两个向量进行拼接， 即固定长度的输出向量

ｍＡＢ（ｖ）；对于 ＴＳ编码器，每个节点 ｖ用 ５种常见的词

项相似度度量方式来计算 ＳＡ（ｖ） 和 ＳＢ（ｖ） 的相似度，
包括ＴＦ － ＩＤＦ余弦相似度、ＴＦ余弦相似度、ＢＭ２５余
弦相似度、Ｊａｃｃａｒｄ 相似度和 Ｏｃｈｉａｉ相似度。 通过把

５ 种相似度向量进行拼接，得到针对每个节点的固

定长度向量 ｍ′ＡＢ（ｖ）。 ｍＡＢ（ｖ） 与 ｍ′ＡＢ（ｖ） 拼接，得到

节点 ｖ 的语义向量。

图 ２　 文本对图结构表示的可视化结果

Ｆｉｇ． ２　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｔｈｅ ｇｒａｐｈ ｓｔｒｕｃｔｕｒｅ ｏｆ ｔｈｅ ｄｏｃｕｍｅｎｔｓ ｐａｉｒｓ

２．３　 基于注意力机制图神经网络的节点特征抽取算

近年来很多图表示学习的工作使用常规的图卷

积神经网络，获得了很好的结果，但是其在聚合节点

的一阶邻居信息时，对于每个邻居的信息给予的权

重是相同的，并没有考虑该信息的价值贡献大小。
而在信息聚合时，对于不同邻居的信息根据其价值

来给以不同大小的权重，实现了选择性的信息聚合，
从而有利于更有效地对节点特征进行变换。

此外，朴素图卷积需要在建图时完成邻接矩阵

的构建，而在实际应用当中这一步需要做大量的预

处理计算，同时在进行图卷积运算时，将邻接矩阵加

载到内存中或者 ＧＰＵ 显存中时非常耗时，不利于算

法在工业界大规模图上的实际应用，因此本文使用基

于自注意力机制的图节点特征抽取算法 （Ｇｒａｐｈ
Ａｔｔｅｎｔｉｏｎ Ｎｅｔｗｏｒｋ，ＧＡＴ），来代替朴素图卷积方法。 这

样可以省略文本建图时必须构建邻接矩阵的过程，同
时在训练测试加载数据时大大提升处理效率。 基于

注意力机制图神经网络模型结构如图 ３ 所示。 自注

意力机制在计算相似度得分时，使用公式（１）计算：

αｉｊ ＝
ｅｘｐ （ＬｅａｋｙＲｅＬＵ（ａＴ［Ｗ ｈｉ‖Ｗ ｈｊ］））

∑ ｋ∈Ｎｉ
ｅｘｐ （ＬｅａｋｙＲｅＬＵ（ａＴ［Ｗ ｈｉ‖Ｗ ｈｋ］））

．

（１）
其中， ａ 和 Ｗ 是训练参数， ［ａ‖ｂ］ 代表拼接

（ｃｏｎｃａｔｅｎａｔｅ）操作。 αｉｊ 代表节点 ｉ与节点 ｊ之间的相

似度， ｈｉ 代表 ｉ 节点的属性特征。 ＬｅａｋｙＲｅＬＵ 为激

活函数，增强模型的非线性表达能力。
　 　 此外，为了增加模型的容量以及模型训练过程

的 稳 定 性， 引 入 了 多 头 机 制 （ Ｍｕｌｔｉ － ｈｅａｄ
ｍｅｃｈａｎｉｓｍ）。 多头机制可以将特征向量映射到不同

的子空间，通过聚合多个子空间的映射结果，来得到

更好的特征表示。 通过堆叠多层的 ＧＡＴ 层，可以抽

取到更有效的节点特征表示，在相邻的 ＧＡＴ 层之间

同样引入非线性激活函数 ＬｅａｋｙＲｅＬＵ 来增加模型

的非线性，使得训练得到的模型更鲁棒。

６９２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　



AttentionAttention

图 ３　 基于注意力机制图神经网络

Ｆｉｇ． ３　 Ｓｅｌｆ ａｔｔｅｎｔｉｏｎ ｂａｓｅｄ ｇｒａｐｈ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｍｏｄｅｌ

２．４　 基于图注意力机制的图池化算法

学习图数据的高层语义表示对于图分类任务十

分重要，除了引入图卷积操作来对图数据进行处理，
类比图像文本领域常见的池化操作，如何对图结构

数据引入图池化操作也是一个很重要的研究方向，
目前最普遍的融合算法策略是对所有节点的特征向

量形成的矩阵在节点数量维度上做求和（Ｓｕｍ Ｐｏｏｌ）
或者平均池化（Ｍｅａｎ Ｐｏｏｌ） ／最大池化（Ｍａｘ Ｐｏｏｌ）等
操作，从而得到一个与节点特征维度相同的向量，并
用这个向量作为全图的最终表示，送入到图分类模

块进行图的分类。 但是，这些朴素的融合方式都可

能丢失掉重要特征的信息，同时在融合时没有考虑

到图节点之间的语义信息交互的关系，以及完全丢

失了图所具有的拓扑结构对最终图表示向量的贡

献，因此获得的全图表示的可分辨性较弱，在一定程

度上限制了图分类模型性能进一步提升的潜力。
本文为了在省略邻接矩阵的情况下依然能够得

到鲁棒的结果，提出了基于图注意力机制的图池化

算法（Ｇｒａｐｈ Ａｔｔｅｎｔｉｏｎ Ｐｏｏｌｉｎｇ， ＧＡＴＰｏｏｌ）来完成图

节点的融合过程，基于图注意力机制的图池化模型

算法模型如图 ４ 所示。 算法把输入的节点特征矩阵

（Ｎ个节点） 通过一层图注意力网络来得到一个Ｎ ×
Ｎ 的相似度矩阵（ ａｔｔｅｎｔｉｏｎ ｍａｔｒｉｘ） Ａ 来衡量图中任

意两个节点之间的相似度，如公式（２）所示，同时相

似度矩阵可以作为一种既融合了节点的特征表示又

显示地建模了图拓扑结构的模块。 然后使用公式

（３）对相似度矩阵按列进行 ｓｏｆｔｍａｘ 归一化后按行

求和，公式（４）依据每个节点与其他节点的交互计

算，得到了每个节点在全图中的重要性得分 Ｚ。 通

过选择值最大的 Ｋ 个节点作为图的代表 Ｘ′， 通过公

式（７） 完成节点的选择后，通过平均池化 （Ｍｅａｎ
Ｐｏｏｌｉｎｇ）得到全图的特征表示 Ｘｏｕｔ。

Ａ ＝ ＧＡＴ（Ｘ）， （２）
Ｚ ＝ Ｓｕｍ（Ｓｏｆｔｍａｘ（Ａ））， （３）

ｉｄｘ ＝ ｔｏｐ － ｒａｎｋ（Ｚ，「ＫＮ⌉）， （４）
Ｚｍａｓｋ ＝ Ｚ ｉｄｘ， （５）
Ｘ′ ＝ Ｘｉｄｘ， （６）

Ｘｏｕｔ ＝ Ｍｅａｎ（Ｘ′☉Ｚｍａｓｋ） ． （７）
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图 ４　 基于图注意力机制的图池化模型

Ｆｉｇ． ４　 Ｇｒａｐｈ Ａｔｔｅｎｔｉｏｎ Ｐｏｏｌ，ＧＡＴＰｏｏｌ
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２．５　 多尺度卷积神经网络模块

为了充分地挖掘和利用输入信息，本文提出使

用多尺度卷积神经网络模块（记为 Ｉｎｃｅｐｔｉｏｎ）来对

每个节点所包含的文本信息 Ｓ 进行编码，从而得到

节点的表示向量 Ｘ， 如公式（８）。 通过组合三种大

小的卷积核形成层次性的模型结构，可以有效地捕

获输入文本中在不同语义层次和空间的语义表示，
通过最大池化（ｍａｘ ｐｏｏｌｉｎｇ）操作对特征进行筛选，
最后 对 不 同 卷 积 核 的 输 出 结 果 进 行 拼 接

（ｃｏｎｃａｔｅｎａｔｅ），得到输入文本的编码向量 Ｘ。
Ｘ ＝ Ｉｎｃｅｐｔｉｏｎ（Ｓ） ． （８）

　 　 如图 ５ 所示，本文设计的多尺度卷积神经网络

使用了大小分别为 １、２、３ 三种尺寸的卷积核，最左

侧的 Ｋ ＝ １ 的卷积核数量为 ３２，中间和右侧 Ｋ ＝ １ 的

卷积核数量为 １６， Ｋ ＝ ２ 和 ３ 的卷积核数量均为 ３２。
尺寸为 １ 的卷积核主要对输入的特征维度进行变

换，使得模型可以在不降低感受野大小的前提下减

少模型的参数量，降低模型过拟合的风险。 尺寸为

２、３ 的卷积核用来捕获文本的 ２－ｇｒａｍ、３－ｇｒａｍ 特

征，通过这种局部信息和模式的提取，来增强文本的

表示效果。

Concat

MaxPolling

K=1

K=2 K=3

K=1

Input

K=1

图 ５　 多尺度卷积神经网络模块

Ｆｉｇ． ５　 Ｍｕｌｔｉ－ｓｃａｌｅ ＣＮＮ ｍｏｄｕｌｅ

２．６　 图分类模块和损失函数

文本匹配任务是一个二分类任务，通过将文本

对表示为图结构，则将文本匹配任务等价转化为图

的二分类任务。 在融合图节点特征得到整个图的向

量表示后，通过多层感知机（Ｍｕｌｔｉ－Ｌａｙｅｒ Ｐｅｒｃｅｐｔｒｏｎ，
ＭＬＰ）可以实现分类过程。 多层感知器的结构如图

６ 所示。
两层线性层的隐藏单元数分别为 ３２ 和 １６。 将

ＭＬＰ 的输出结果通过与二分类标签进行交叉熵

（Ｃｒｏｓｓ Ｅｎｔｒｏｐｙ）计算作为损失函数。
　 　 模型网络的目标函数使用二元交叉熵损失函数

（Ｂｉｎａｒｙ Ｃｒｏｓｓ Ｅｎｔｒｏｐｙ Ｌｏｓｓ，记为 ＢＣＥＬｏｓｓ），计算公

式（９）为：
Ｌｏｓｓ ＝ － ｗｎ［ｙｎ·ｌｏｇ ｘｎ ＋ １ － ｙｎ( )·ｌｏｇ （１ － ｘｎ）］ ．

（９）
　 　 其中， ｙｎ 是标签值， ｘｎ 是模型网络输出的值，
ｗｎ 是该类别的权重值。

图 ６　 多层感知机（ＭＬＰ）结构图

Ｆｉｇ． ６　 Ｔｈｅ ｓｃｈｅｍｅ ｏｆ ｔｈｅ Ｍｕｌｔｉ－ｌａｙｅｒ ｐｅｒｃｅｐｔｒｏｎ（ＭＬＰ） ｍｏｄｕｌｅ

３　 实验

３．１　 数据集介绍

模型分别在 ＣＮＳＥ （ Ｃｈｉｎｅｓｅ Ｎｅｗｓ Ｓａｍｅ Ｅｖｅｎｔ
ｄａｔａｓｅｔ）和 ＣＮＳＳ（Ｃｈｉｎｅｓｅ Ｎｅｗｓ Ｓａｍｅ Ｓｔｏｒｙ ｄａｔａｓｅｔ）
两个数据集上进行训练和测试。 数据集的划分比例

均保持为训练集：验证集：测试集＝ ６ ∶ ２ ∶ ２，同时确

保了不同集合之间不存在数据泄露，具体划分详情

如表 １ 所示。
表 １　 两个数据集的划分详情

Ｔａｂ． １　 Ｄｅｓｃｒｉｐｔｉｏｎ ｏｆ ｔｗｏ ｅｖａｌｕａｔｉｏｎ ｄａｔａｓｅｔｓ

数据集 正样本 负样本 训练集 验证集 测试集

ＣＮＳＥ １２ ８６５ １６ １９８ １７ ４３８ ５ ８１３ ５ ８１２

ＣＮＳＳ １６ ８８７ １６ ６１６ ２０ １０２ ６ ７０１ ６ ７００

　 　 ＣＮＳＥ 数据集中的文章来源于主流中文新闻平

台上的长文报道，包括了开放领域丰富多彩的新闻

话题。 一共包含 ２９ ０６３ 个新闻文章对，由人工根据

一对新闻文章是否报道同一件新闻事件来进行标

注。
ＣＮＳＳ 数据集中的文章来源于主流中文新闻平

台上的长文报道，包括了开放领域丰富多彩的新闻

话题。 一共包含 ３３ ５０３ 个新闻文章对，由人工根据

一对新闻文章是否报道同一系列新闻热点来进行标

注。
两个数据集中的所有文章的平均词数是 ７３４，

最大词数是 ２１ ７９１。 同时在构造负样本对时兼顾了

两篇文章 ＴＦ－ＩＤＦ 的相似度高于一定的阈值，增加

了负样本对本身的质量和模型识别判断的难度。
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３．２　 实验评价指标

实验的评测标准采用通用的二分类评价标准，
分别为准确率（Ａｃｃｕｒａｃｙ） 和 Ｆ１ 值（Ｆ１ ｓｃｏｒｅｓ），分别

由公式（１０） 和（１１） 进行计算。

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＦＰ ＋ ＴＮ ＋ ＦＮ

， （１０）

Ｆ１ ＝ ２
１

ｐｒｅｃｉｓｉｏｎ
＋ １
ｒｅｃａｌｌ

． （１１）

３．３　 实验结果与分析

由表 ２ 中的实验结果可以看出，与先前的 ７ 种有

代表性的文本匹配算法相比，本文提出的算法在 ＣＮＳＥ
和 ＣＮＳＳ 两个数据集上的准确率和 Ｆ１ 值等各项指标均

达到了目前最好的结果。 充分说明本文提出的基于图

分类的中文长文本匹配算法通过结合注意力机制图神

经网络、图注意力池化算法、多尺度卷积神经网络模块

等模型可以有效地提升文本匹配任务中的表现。
表 ２　 基于图分类的中文长文本匹配结果

Ｔａｂ． ２　 Ｒｅｓｕｌｔｓ ｏｎ ｌｏｗ－ｌｅｖｅｌ ｆｅａｔｕｒｅ ｅｎｈａｎｃｅｄ ｍｏｄｅｌ

数据集

对比方法

ＣＮＳＥ

Ａｃｃ Ｆ１

ＣＮＳＳ

Ａｃｃ Ｆ１

Ｃ－ＤＳＳＭ［１］ ６０．１７ ４８．５７ ５２．９６ ５６．７５
ＭａｔｃｈＰｙｒａｍｉｄ［１］ ６６．３６ ５４．０１ ６２．５２ ６４．５６

ＢＭ２５［１］ ６９．６３ ６６．６０ ６７．７７ ７０．４０
ＬＤＡ［１］ ６３．８１ ６２．４４ ６２．９８ ６９．１１

ＳｉｍＮｅｔ［１］ ７１．０５ ６９．２６ ７０．７８ ７４．５０
ＢＥＲＴ ｆｉｎｅ－ｔｕｎｉｎｇ［１］ ８１．３０ ７９．２０ ８６．６４ ８７．０８

ＣＩＧ［１］ ８４．６４ ８２．７５ ８９．７７ ９０．０７
本方法 ８６．０７ ８４．２６ ９０．８４ ９１．０３

　 　 表 ３ 中得到了本文提出的模型消融实验的结

果，可以看出本文提出的算法需要各模块之间紧密

有效的配合，去除其中的某一些模块会不可避免的

导致模型在 ＣＮＳＥ 和 ＣＮＳＳ 两个数据集上的准确率

和 Ｆ１ 值等各项指标不同程度的下降。 其中，基于自

注意力机制的图神经网络可以有效地对节点特征进

行抽取，基于图注意力的图池化算法有利于获得更

具可辨别性的图全局特征表示，而多尺度卷积神经

网络模块可以为网络模型的输入提供语义丰富且鲁

棒的节点特征表示。
表 ３　 模型消融实验结果

Ｔａｂ． ３　 Ａｂｌａｔｉｏｎ ｓｔｕｄｙ ｏｆ ｔｈｅ ｍｏｄｅｌ

数据集

对比方法

ＣＮＳＥ

Ａｃｃ Ｆ１

ＣＮＳＳ

Ａｃｃ Ｆ１

本方法 ８６．０７ ８４．２６ ９０．８４ ９１．０３
－图池化 ８５．７０ ８３．９４ ９０．５９ ９０．９８

－多尺度 ＣＮＮ ８５．８３ ８４．０３ ９０．５６ ９０．９３
－图池化－多尺度 ＣＮＮ ８５．６１ ８３．９３ ９０．４７ ９０．７５

４　 结束语

本文针对中文长文本匹配任务提出了基于图分

类框架的长文本匹配算法，通过将长文本匹配任务

等价的转化为图分类任务，使用图表示学习的范式

来求解，从而获得长文本匹配的结果。 同时，从增强

图节点特征表示抽取建模，强化图节点融合池化过

程，保持图可辨别性，增强模型网络的输入特征、表
示等方面来提升基于图表示学习模型的文本匹配算

法的性能表现。 通过本文提出的各模块之间紧密有

效地配合，本文提出的中文长文本匹配算法，在两个

公开数据集上进行了充分的实验验证，实验结果表

明：各项指标均达到了目前最好的结果，证明了本文

方法的有效性和优越性。
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