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生成式对抗网络在自然语言处理中的应用

乔秀明， 赵铁军

（哈尔滨工业大学 计算机科学与技术学院， 哈尔滨 １５０００１）

摘　 要： 生成式对抗网络 （Ｇｅｎｅｒａｔｉｖｅ Ａｄｖｅｒｓａｒｉａｌ Ｎｅｔｗｏｒｋｓ， ＧＡＮ） 是一种非常简单易行的生成式模型， 不依赖任何先验假

设， 通过采样的方式生成似真数据， 且生成速度快。 近年来， 生成式对抗网络在图像处理及自然语言处理任务中得到了广

泛的应用。 但是， 生成式对抗网络同样存在缺点， 比如训练过程中不稳定、 生成数据过程中出现模式坍塌现象等。 本文从

网络结构、 损失函数定义出发来分析 ＧＡＮ， 并介绍其在自然语言处理中的应用。
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０　 引　 言

生成式模型是机器学习算法中重要的组成部

分，可有效地学习数据真实分布 ｐｄａｔａ（ｘ） 的参数 θ。
生成式模型越来越多地用于估计高维信号数据的结

构并人工生成多样化的数据，如图像、视频、音频、文
本序列等。 生成式模型可用于表示学习［１］、半监督

学习［２］、领域迁移［３］、图文转换［４］、超分辨率［５］、图
像增强［６］等等。 生成式模型可分为隐式和显式两

种类型，显式生成式模型，例如 ＶＡＥ （ Ｖａｒｉａｔｉｏｎａｌ
Ａｕｔｏｅｎｃｏｄｅｒｓ），以最大化其似然或最下界为目标函

数，需要获取显式密度概率函数。 但是，很多情况下

难以获取并表示高维数据的真实分布［７］。 隐式生

成模型不需要显式的密度概率，例如生成式对抗网

络利用采样机制生成新数据。
生成式对抗网络由 Ｇｏｏｄｆｅｌｌｏｗ 等人［８］ 提出，因

其不依赖于对数据分布的任何假设，并且可以生成

特别相似的假样本，受到越来越多的关注。 ＧＡＮ 广

泛应用在图像增强、风格转换、图像翻译、序列生成

等任务中。
本文的框架如下：首先介绍生成式对抗网络的

结构原理及损失函数定义，然后探讨对生成式对抗

网络在度量函数及网络结构上进行改进的版本，再
给出 ＧＡＮ 在自然语言处理中的应用，最后是本文的

研究结论。

１　 生成式对抗网络

生成式对抗网络一般包含一个生成器 Ｇ和一个

判别器 Ｄ，结构如图 １ 所示。 给定数据 ｘ，判别器 Ｄ
负责判断 ｘ 是真实数据、还是假数据，并输出各自的

概率值。 给定服从分布 ｐｚ 的噪声数据 ｚ，生成器Ｇ生

成假的数据用来欺骗 Ｄ。 生成器尝试获取真实数据

的分布 ｐｄａｔａ，使其生成数据 ｘ的分布 ｐｘ 与 ｐｄａｔａ 越来越

近。
　 　 给定真实数据 ｘ，判别器 Ｄ 的目标是最大化其

输出 ｌｏｇ Ｄ（ｘ），当输入的是生成的数据 Ｇ（ ｚ），判别

器的目标是最小化 ｌｏｇ Ｄ（Ｇ（ ｚ））。 从生成器 Ｇ 的角

度，目标是使得 ｌｏｇ Ｄ（Ｇ（ ｚ）） 最大。 训练过程中，生



成器 Ｇ和判别器 Ｄ依据函数 Ｖ（Ｄ，Ｇ） 进行 ｍｉｎ－ｍａｘ
博弈， 函数 Ｖ（Ｄ，Ｇ） 在二元分类问题中， 常为二元

交叉熵损失函数。 具体数字定义公式为：
　 ｍｉｎ

Ｇ
ｍａｘ

Ｄ
Ｖ（Ｄ，Ｇ） ＝ Ｅｘ ～ ｐｄａｔａ（ｘ）［ｌｏｇＤ（ｘ）］ ＋

　 　 　 Ｅｚ ～ ｐｚ（ ｚ）［ｌｏｇ（１ － Ｄ（Ｇ（ ｚ）））］ ＝
　 　 　 Ｅｘ ～ ｐｄａｔａ（ｘ）［ｌｏｇＤ（ｘ）］ ＋
　 　 　 Ｅｘ ～ ｐｇ（ｘ）［ｌｏｇ（１ － Ｄ（ｘ））］， （１）
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图 １　 生成式对抗网络 ＧＡＮ 的框架结构图

Ｆｉｇ． １　 Ｔｈｅ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ Ｇｅｎｅｒａｔｉｖｅ Ａｄｖｅｒｓａｒｉａｌ Ｎｅｔｗｏｒｋｓ

　 　 基于判别器 Ｄ 的输出，Ｄ 和 Ｇ 均进行参数优

化。 如果判别器Ｄ预测生成的数据Ｇ（ ｚ） 为假数据，
那么 Ｇ会调整参数使其生成的数据更接近真实数据

来欺骗 Ｄ。 反之，如果判别器 Ｄ 预测生成的数据

Ｇ（ ｚ） 为真数据，判别器 Ｄ 会更新其参数，避免犯此

错误，使其具有更好的分类性能。 生成器 Ｇ 和判别

器 Ｄ 不断进行博弈，直到最终达到纳什均衡（Ｎａｓｈ
ｅｑｕｉｌｉｂｒｉｕｍ）。 不同的训练场景中，每次迭代中二者

优化的步数可设置为不同的值。
当生成器 Ｇ 固定时，给定真实数据 ｘ，最佳判别

器 Ｄ 的输出为：

Ｄ∗
Ｇ （ｘ） ＝

ｐｄａｔａ（ｘ）
ｐｄａｔａ（ｘ） ＋ ｐｇ（ｘ）

， （２）

　 　 给定最优的判别器， 目标函数 Ｖ（Ｄ，Ｇ） 可做如

公式（３） 的变换，即：
　 Ｃ（Ｇ） ＝ ｍａｘ

Ｄ
Ｖ（Ｇ，Ｄ） ＝ Ｅｘ ～ ｐｄａｔａ（ｘ）［ｌｏｇＤ

∗
Ｇ （ｘ）］ ＋

　 　 Ｅｚ ～ ｐｚ（ ｚ）［ｌｏｇ（１ － Ｄ∗
Ｇ （Ｇ（ ｚ）））］ ＝

　 　 Ｅｘ ～ ｐｄａｔａ（ｘ）［ｌｏｇＤ
∗
Ｇ （ｘ）］ ＋

　 　 Ｅｘ ～ ｐｇ（ｘ）［ｌｏｇ（１ － Ｄ∗
Ｇ （ｘ））］ ＝

　 　 Ｅｘ ～ ｐｄａｔａ（ｘ）［ｌｏｇ
ｐｄａｔａ（ｘ）

ｐｄａｔａ（ｘ） ＋ ｐｇ（ｘ）
］ ＋

　 　 Ｅｘ ～ ｐｇ（ｘ）［ｌｏｇ
ｐｇ（ｘ）

ｐｄａｔａ（ｘ） ＋ ｐｇ（ｘ）
］ ＝

　 　 － ｌｏｇ（４） ＋ ＫＬ（ｐｄａｔａ‖
ｐｄａｔａ ＋ ｐｇ

２
） ＋

　 　 ＫＬ（ｐｇ‖
ｐｄａｔａ ＋ ｐｇ

２
） ＝

　 　 － ｌｏｇ（４） ＋ ２·ＪＳＤ（ｐｄａｔａ‖ｐｇ）， （３）
那么此时 ＧＡＮ 的目标是最小化 ｐｄａｔａ 和 ｐｇ 的 ＪＳ

散度 （Ｊｅｎｓｏｎ Ｓｈａｎｎｏｎ Ｄｉｖｅｒｇｅｎｃｅ，ＪＳ 散度或 ＪＳＤ），
ＪＳ 散度为 ＫＬ 散度（Ｋｕｌｌｂａｃｋ－Ｌｅｉｂｌｅｒ ｄｉｖｅｒｇｅｎｃｅ，ＫＬ
散度）的变形，且满足对称性，如公式（４）所示：

ＪＳ（ｐｒ‖ｐｇ） ＝ １
２
ＫＬ（ｐｒ‖

ｐｒ ＋ ｐｇ

２
） ＋

１
２
ＫＬ（ｐｇ‖

ｐｒ ＋ ｐｇ

２
） ． （４）

ＫＬ 散度用来衡量 ２ 个分布之间的差异程度，也
称为相对熵。 也就是说，生成器的训练目标是使生

成的数据尽可能地接近真实数据的分布。

２　 ＧＡＮ 的演变

随着研究的进展，原始版本的 ＧＡＮ 不能满足日

益变化的需求，ＧＡＮ－Ｚｏｏ（ｈｔｔｐｓ： ／ ／ ｄｅｅｐｈｕｎｔ． ｉｎ ／ ｔｈｅ－
ｇａｎ－ｚｏｏ－７９５９７ｄｃ８ｃ３４７）不断添加更新的 ＧＡＮ，迄今

为止，已有几百个版本。 本节主要从度量函数和网

络结构上阐释解析 ＧＡＮ 的改进版。
２．１　 度量函数

生成器的目标是最小化生成数据 ｐｄａｔａ 和真实数

据 ｐｇ 之间的差异，所以选择合适的度量函数非常重

要。 很多研究者尝试了不同类别的度量函数，其中

一种为 ｆ － ｄｉｖｅｒｇｅｎｃｅ Ｄｆ（ｐｄａｔａ ｜ ｜ ｐｇ），要求 ｆ是一个凸

函数且 ｆ（１） ＝ ０， 例如 ＫＬ 散度、ＪＳ 散度、逆 ＫＬ 散

度、Ｊｅｆｆｅｒｅｙ 等［９］。 以 ｆ － ｄｉｖｅｒｇｅｎｃｅ 为度量函数的

ＧＡＮ 可称为 ｆ－ＧＡＮ，比如 ＬＳＧＡＮ、ＥＢＧＡＮ 等。 其对

应的数学公式为：

Ｄｆ（ｐｄａｔａ‖Ｐｇ） ＝ ∫
ｘ
ｐｇ（ｘ） ｆ（

ｐｄａｔａ（ｘ）
ｐｇ（ｘ）

）ｄｘ． （５）

　 　 另外一类度量函数为 ＩＰＭ（ Ｉｎｔｅｇｒａｌ ｐｒｏｂａｂｉｌｉｔｙ
ｍｅｔｒｉｃ），度量 ２ 个概率分布之间的距离， 包括

Ｗａｓｓｅｒｓｔｅｉｎ 距 离、 Ｄｕｄｌｅｙ 度 量、 最 大 均 值 差 异

（ｍａｘｉｍｕｍ ｍｅａｎ ｄｉｓｃｒｅｐａｎｃｙ，ＭＭＤ）等。 Ｗａｓｓｅｒｓｔｅｉｎ
距离可以看作从分布 ｐｄａｔａ 移动到 ｐｇ 花费的最小代

价，也称 Ｅａｒｔｈ －Ｍｏｖｅｒ（ＥＭ）距离，使用 Ｗａｓｓｅｒｓｔｅｉｎ
距离作为目标函数的 ＧＡＮ 称为 Ｗａｓｓｅｒｓｔｅｉｎ ＧＡＮ
（ＷＧＡＮ） ［１０］。

此外，有一些辅助的函数可作为 ＧＡＮ 的目标函

数，比如重构损失、二元分类交叉熵损失等等。 自编码

器可以作为 ＧＡＮ 的判别器，从而重构错误可用于计算

损失函数，比如 Ｅｎｅｒｇｙ Ｂａｓｅｄ ＧＡＮ （ＥＢＧＡＮ）［１１］、
Ｂｏｕｎｄａｒｙ Ｅｑｕｉｌｉｂｒｉｕｍ ＧＡＮ （ ＢＥＧＡＮ ）［１２］、 Ｍａｒｇｉｎ
Ａｄａｐｔａｔｉｏｎ ＧＡＮ （ＭＡＧＡＮ）［１３］。 该类 ＧＡＮ 的判别器可
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以看作能量函数，而不是区分输入真伪的概率模型。
ＡＥＧＡＮ［１４］ 将自编码器 ＡＥ （ Ａｕｔｏｅｎｃｏｄｅｒｓ） 和

ＧＡＮ 进行结合，分别对数据 ｘ 和隐变量 ｚ 计算对抗

损失和重构损失，既缓解 ＧＡＮ 训练的不稳定性，又
缓解重构损失带来的模糊效应。
２．２　 网络结构

深度卷积生成式对抗网络 （ Ｄｅｅｐ Ｃｏｎｖｏｌｕｔｉｏｎ
Ｇｅｎｅｒａｔｉｖｅ Ａｄｖｅｒｓａｒｉａｌ Ｎｅｔｗｏｒｋｓ，ＤＣＧＡＮ）是 ＧＡＮ 的

一种变体，在判别器和生成器中分别采用了卷积层

和转置卷积层［１］。 ＤＣＧＡＮ 的判别器包含跨距卷积

层、批归一化层、 带泄露修正线性单元 （ Ｌｅａｋｙ
ＲｅＬＵ），生成器包含转置卷积层、批归一化层、修正

线性单元层。 和原始 ＧＡＮ 对比，ＤＣＧＡＮ 的结构大

大提高了 ＧＡＮ 训练的稳定性。 因此，在结构上对

ＧＡＮ 进行改善的版本，多将 ＤＣＧＡＮ 作为基线系统

进行对比。
除了改进判别器和生成器的结构以外，还可以

将多个判别器与生成器进行堆叠，比如 ＣｏＧＡＮ［１５］、
ＳｔａｃｋｅｄＧＡＮ［１６］、ＣｙｃｌｅＧＡＮ［１７］等。

３　 ＧＡＮ 在自然语言处理中的应用

当 ＧＡＮ 处理离散符号时，有一定的局限性，因
为难以完成梯度回传。 因此，应用在自然语言处理

中 的 ＧＡＮ 多 采 用 强 化 学 习 中 的 策 略 梯 度、
Ｗａｓｓｅｒｓｔｅｉｎ 距离度量等方式克服该问题。
３．１　 序列生成

ＳｅｑＧＡＮ［１８］是第一个生成离散符号的生成式对

抗网络，结构如图 ２ 所示。 ＳｅｑＧＡＮ 将生成器 Ｇ 建

模为强化学习中的随机策略，生成器 Ｇ 基于 ＬＳＴＭ
（Ｌｏｎｇ Ｓｈｏｒｔ Ｔｅｒｍ Ｍｅｍｏｒｙ Ｎｅｔｗｏｒｋ）网络，生成 ｔｏｋｅｎ
等序列。 判别器 Ｄ 基于卷积网，负责对完整的生成

序列进行分类，判断是生成的序列还是真实的序列，
将分类的概率值以奖励返回给生成器。 ＳｅｑＧＡＮ 在

诗歌、语言、音乐等生成任务上得到了应用。
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图 ２　 ＳｅｑＧＡＮ 结构图

Ｆｉｇ． ２　 Ｔｈｅ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ＳｅｑＧＡＮ

　 　 ＭａｓｋＧＡＮ［１９］ 采用基于 ａｃｔｏｒ － ｃｒｉｔｉｃ 的条件

ＧＡＮ，将原有序列按照比例进行掩码，根据其上下文

预测候选词，以完形填空的方式克服模式崩塌的问

题。 ＭａｓｋＧＡＮ 的架构包括生成器、判别器和 ａｃｔｏｒ－
ｃｒｉｔｉｃ 网络，其中生成器和判别器基于 Ｓｅｑ２Ｓｅｑ 模型

结构。 ＭａｓｋＧＡＮ 采用了策略梯度，判别器的输出作

为奖励值，且对每一步生成均有奖励值。 实验证明

ＭａｓｋＧＡＮ 可以提高生成序列的质量。
ＴｒｅｅＧＡＮ［２０］可生成具有句法意识的序列，比如

ＳＱＬ 语句，其中判别器和生成器中均给定一定规模

的真实序列以及一系列预先定义的文法规则。 生成

器采用 ＲＮＮ（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ）网络构造一

棵句法树，判别器采用 ＴｒｅｅＬＳＴＭ 判断序列是生成

的还是真实的。 ＴｒｅｅＧＡＮ 可为任何上下文无关文法

生成树。
生成式对抗网络也用于对话生成［２１］。 给定相

应对话历史，生成器利用 Ｓｅｑ２Ｓｅｑ 模型输出针对性

的回复，判别器针对每步输出的奖励值回传给生成

器，使得生成器生成与人工回复无区分的回复序列。
相似的思路也用于提高基于神经网络的机器翻译任

务中［２２］。
ＲａｎｋＧＡＮ［２３］的生成器基于 ＬＳＴＭ 网络生成句

子，判别器基于 ＣＮＮ 对句子进行排名，判别器的目

标是使得人工书写的句子比自动生成的句子排名靠

前，而生成器的目标则相反。
３．２　 其他

除了序列生成类的任务，ＧＡＮ 还应用在信息检

索、学习隐变量表示、领域迁移、文本风格迁移等任

务上。 ＩＲＧＡＮ［２４］ 中的生成器为查询 ｑ 生成或者选

择最相关的文档 ｄ，判别器采用打分函数计算元组

（ｑ，ｄ） 的匹配度， 判别器的目标是使得生成文档的

分数比真实文档的分数要低，ＩＲＧＡＮ 采用策略梯度

训练生成器。
在迁移学习任务中，ＧＡＮ 的生成器将源领域的

特征替换成目标领域的数据特征，判别器 Ｄ 负责区

分真实的数据和生成的数据。 文献 ［ ２５］ 采用

ＷＧＡＮ 学习领域一致的词表示，有针对性地提高自

然语言处理任务的领域迁移性能。 文献［２６］在没

有平行语料的情况下，采用数据增强训练 ＣＧＡＮ
（Ｃｏｎｄｉｔｉｏｎａｌ ＧＡＮ），分别对生成的句子进行风格分

类和内容分类，从而完成句子的风格迁移。 文献

［２７］输入源领域数据，通过 ＧＡＮ 生成目标领域的

数据，完成情感分类任务的领域迁移。

４　 ＧＡＮ 的优点及缺点

ＧＡＮ 的优点是不需要先验密度函数、生成数据

速度快。 相对于 ＶＡＥ （ Ｖａｒｉａｔｉｏｎａｌ Ａｕｔｏｅｎｃｏｄｅｒｓ），
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ＧＡＮ 不需要引入下界来近似似然，但 ＶＡＥ 可以计

算重构损失，因此 ＧＡＮ 与 ＶＡＥ 结合使用未尝不是

好的选择［２８］。
ＧＡＮ 的缺点是训练过程不稳定、模式坍塌、梯

度消失问题。 如果判别器性能较弱，生成器生成的

数据多样性较弱，如果判别器性能较强，生成器越容

易出现梯度消失问题。 ＧＡＮ 的稳定性不单单由生

成器或判别器来决定，而是二者对抗训练的交互过

程决定的。 需要根据具体任务决定生成器和判别器

的网络结构，以及训练过程中的技巧，比如梯度截

断、生成器与判别器训练的步数、损失函数及学习率

的选择等等。

５　 结束语

生成式对抗网络是一个无需显式密度概率的无

监督生成式模型，模型的训练过程为判别器与生成

器的 ｍｉｎ－ｍａｘ 博弈，最终达到纳什均衡点。 本文介

绍了 ＧＡＮ 的结构及其在自然语言处理中的应用，包
括序列生成、领域迁移等，并分析了 ＧＡＮ 的优缺点。
未来期待更多的工作，研究如何解决 ＧＡＮ 的模式坍

塌以及训练中的稳定性问题。
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