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基于自适应结构图的半监督语音情感特征选择
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摘　 要： 本文研究了语音情感识别中的半监督特征选择问题， 即如何利用未标记语音情感数据来帮助选择具有情感判别性

的特征。 为了解决这个问题， 提出了一种新的基于图的半监督特征选择方法。 其可以根据标签适应度和流形平滑度， 在图

上估计一个预测标签矩阵， 从而有效地利用标记数据中的标签信息， 以及标记数据和未标记数据中的流形结构信息。 与现

有的基于图的方法相比， 该方法能同时进行特征选择和局部结构学习， 从而自适应地确定图相似度矩阵。 同时， 还对图相

似度矩阵进行了约束， 使其包含更准确的数据结构信息， 从而可以选择更有判别性的特征。 此外， 提出了一种有效的迭代

算法来优化该问题。 在典型语音情感数据集上的实验结果表明， 本文提出的方法是有效的。
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０　 引　 言

随着电子技术和计算机技术的发展，人们需要

具有情感识别能力的新型语音对话系统。 然而，要
实现这一目标，还需要克服许多困难。 首先，在特征

提取方面，尚不清楚哪些语音特征能有效区分语音

情感［１］。 其次，不同的句子、说话者、说话风格和语

速等因素都会引起不同的声学变化，给语音情感识

别增加了新的挑战［１－２］。
特征选择不仅可以突出情感所带来的可变性，

还能减少情感之外其它因素的干扰，并能保留原始

特征的可解释性［１］。 根据标签信息的可用性，特征

选择方法可分为有监督方法、无监督方法和半监督

方法。 其中，由于半监督特征选择能够通过同时使

用标记和未标记数据来最大化数据的有效性，因此，
可将其作为有监督方法和非监督方法之间一个很好

的折衷方案［３－５］。
在目前的研究工作中，有许多不同的半监督特

征选择方法，总地来说大致可分为 ３ 种类型，即：滤
波式方法、封装式方法和嵌入式方法［６］。 其中，由
于嵌入式方法在许多方面都具有优势，因此受到了

越来越多的关注［５，７－８］。 在各种嵌入式特征选择方

法中，基于图的半监督特征选择方法因其非参数性、
判别性和直推性而受到了广大研究者的青睐［９］。
由于局部流形结构在计算效率和表征能力上优于全

局结构，因此大多数嵌入式方法都试图发掘数据内

部的局部结构，并用其进行特征选择［１０］。 经典的基

于图的半监督特征选择方法主要包含 ２ 个独立的步



骤。 首先，通过挖掘局部内部结构信息，来构造相似

图矩阵。 然后，利用稀疏约束来选择有价值的特

征［１１－１２］。 尽管如此，这些方法依然存在一些缺点。
一方面，传统的基于图的特征选择方法将构造相似

图矩阵和选择特征分成 ２ 个独立的步骤，其在原始

数据中构造的相似图矩阵并不会随着后续的处理而

改变。 然而，实际数据中往往包含大量的噪声样本

和特征，使得所构造的相似图矩阵不可靠［１３］，从而

破坏数据的局部流形结构，最终导致特征选择的性

能下降。 另一方面，传统方法得到的相似图矩阵通

常不能反映理想的邻域结构。 根据局部连通性可

知，最优相似图矩阵中的连通分量应与类别数保持

一致，使得每个连通分量对应一个情感类别［１４－１５］。
然而，简单地使用 ｋ 最近邻准则进行邻域分配，很难

得到理想的相似图。
为了解决上述问题，本文提出一种新的基于自

适应结构图的半监督语音情感特征选择（Ａｄａｐｔｉｖｅ
Ｓｔｒｕｃｔｕｒｅｄ Ｇｒａｐｈ ｂａｓｅｄ Ｆｅａｔｕｒｅ Ｓｅｌｅｃｔｉｏｎ，ＡＳＧＦＳ）方

法。 该方法可以同时进行特征选择和局部结构学

习，从而选择出更有判别性的语音情感特征。 此外，
使用基于图拉普拉斯的半监督学习，来更好地利用

标记数据和无标记数据的特征选择和标签同时进行

预测，在满足标签数据的标签适应度和整个数据结

构的流形平滑度的前提下，同时进行特征选择和标

签预测。 在 ３ 个典型的语音情感数据上的实验表

明，本文所提出的方法能够改善语音情感识别的性

能。

１　 基于图的半监督学习

关于本次研究中所采用的符号表示，可将其描

述为：对于任一矩阵 Ｗ ∈ Ｒｐ×ｑ，ｗｉ 和 ｗ ｊ 分别表示该

矩阵的第 ｉ行和第 ｊ列。 对于任一向量 ｗ∈Ｒｐ，ｗ ｉ 表

示其第 ｉ 个元素。 令 １ｐ ∈ Ｒｐ 表示元素全为 １ 的列

向 量， Ｉｐ ∈ Ｒｐ×ｐ 表 示 单 位 阵。 定 义 Ｘ ＝
ｘ１，…，ｘｌ，ｘｌ ＋１，…，ｘｎ[ ] ∈ Ｒｄ×ｎ 为语音情感特征矩

阵，其中， ｌ 表示标注样本数， ｎ 为总的训练样本数，
ｄ 为原始特征维数。 定义 Ｙ ｌ ∈ Ｒ ｌ ×ｃ 为标签矩阵，其
中， ｃ 表示类别数。 如果样本 ｘｉ 被标注为第 ｊ 类，则
标签矩阵的元素 ｙｉｊ ＝ １； 否则， ｙｉｊ ＝ ０。

基于图的半监督学习方法中，先要定义一个相

似图。 图中所有节点对应着标注数据和未标注数

据，各边反映了样本之间的相似性。 这些方法通常

假设标签在图上满足平滑性，可表示如下：

∑
ｎ

ｉ ＝ １
∑

ｎ

ｊ ＝ １
ｚｉ － ｚｊ ２

２ ｓｉｊ， （１）

　 　 其中， Ｚ ＝ ｚ１，ｚ２，…，ｚｎ[ ] Ｔ ∈Ｒｎ×ｃ 为预测标签矩

阵， Ｓ ＝ ｓｉｊ[ ] ∈ Ｒｎ×ｎ 表示一个预先定义的相似图矩

阵。 采用高斯函数构造相似图矩阵的方法可表示如

下：

Ｓｉｊ ＝
ｅ －

ｘｉ－ｘｊ
２
２

２σ２ ，　 ｘｉ ∈ Ｎｋ ｘ ｊ( ) 或ｘ ｊ ∈ Ｎｋ ｘｉ( ) ，
０， 　 　 　 其它．{ （２）

其中， Ｎｋ（ｘｉ） 表示语音情感样本 ｘｉ 在原始高维

空间中的 ｋ 近邻集合。
之前的研究工作分别通过约束标签的适应度和

流形的平滑度，介绍了利用局部和全局一致性

（Ｌｏｃａｌ ａｎｄ ｇｌｏｂａｌ ｃｏｎｓｉｓｔｅｎｃｙ， ＬＧＣ） ［１６］，以及高斯场

和谐波函数（Ｇａｕｓｓｉａｎ ｆｉｅｌｄｓ ａｎｄ ｈａｒｍｏｎｉｃ ｆｕｎｃｔｉｏｎｓ，
ＧＦＨＦ） ［１７］，在图上估计预测标签矩阵的方法。 此

外，许 多 方 法 利 用 流 形 正 则 来 进 行 半 监 督 扩

展［１８－１９］，例如岭回归（ｒｉｄｇｅ ｒｅｇｒｅｓｓｉｏｎ）、支持向量机

（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ， ＳＶＭ） 和线性判别分析

（Ｌｉｎｅａｒ Ｄｉｓｃｒｉｍｉｎａｎｔ Ａｎａｌｙｓｉｓ，ＬＤＡ）。 灵活流形嵌入

（Ｆｌｅｘｉｂｌｅ Ｍａｎｉｆｏｌｄ Ｅｍｂｅｄｄｉｎｇ，ＦＭＥ）是一个半监督

流形学习的统一框架［２０］，可表示为以下优化问题：
ｍｉｎＷ，Ｚ，ｂＴｒ ＺＴＬＺ( ) ＋ γ（ Ｗ ２

Ｆ ＋ μ ＸＴＷ ＋ １ｎ ｂＴ － Ｚ ２
Ｆ）．

ｓ．ｔ． Ｚ ｌ ＝ Ｙ ｌ （３）

其中， Ｔｒ（·） 为迹运算； Ｚ ＝
Ｚ ｌ

Ｚｕ

é

ë

ê
ê

ù

û

ú
ú
； ｂ∈ Ｒｃ 为偏

置项； Ｌ ＝ Ｄ － Ｗ 为拉普拉斯矩阵；对角阵 Ｄ 的第 ｉ

个对角元素 ｄｉｉ ＝ ∑
ｎ

ｊ ＝ １
ｓｉｊ； 系数 μ 和 γ 是用来平衡不

同项的参数。 通过求解优化问题（３），可以同时学

习预测标签矩阵 Ｚ 和分类函数 ｈ（Ｗ，ｂ）。
考虑到图拉普拉斯是半监督学习的基础，并且

由于语音情感数据通常包含多种结构，可由流形正

则进行刻画，因此就可将流形正则用于语音情感分

析［２１－２２］。 基于此，本文将提出一种基于图的半监督

语音情感特征选择方法，其可在特征选择中自适应

地学习局部流形结构。

２　 基于自适应结构图的半监督特征选择

本节将详细介绍文中所提出的 ＡＳＧＦＳ 模型，并
针对其给出一种有效的优化求解算法。
２．１　 ＡＳＧＦＳ 模型

与预先在原始特征空间中构造二值图（ｂｉｎａｒｙ－
ｂａｓｅｄ ｇｒａｐｈ）或基于核的图（ｋｅｒｎｅｌ－ｂａｓｅｄ ｇｒａｐｈ）不
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同，本文采用自适应过程来学习相似图矩阵。 根据

文献［１４］可知，２ 个数据相邻的概率可以看作是两

者之间的相似性，即语音情感样本 ｘｉ 和 ｘ ｊ 之间的距

离越小，则成为彼此近邻的概率就越大。 假设 ２ 个

样本的标签越接近，其相邻的概率越大，则概率 ｓｉｊ
可通过求解如下优化问题来确定：

ｍｉｎｓｉｊ∑ ｉ，ｊ
ｚｉ － ｚｊ ２

２ ｓαｉｊ
ｓ．ｔ． ０ ≤ ｓｉｊ ≤ １，ｓｉ １ｎ ＝ １． （４）

　 　 其中，参数 α 用于避免模型得到平凡解（ ｔｒｉｖｉａｌ
ｓｏｌｕｔｉｏｎ）。 如果设置 α ＝ １， 则只有离样本 ｘｉ 最近的

数据点可以概率 １ 作为其近邻。 根据经验，本文设

置参数 α ＝ ２。
优化问题（４）中的约束条件可以确保 ｓｉｊ 是对概

率的描述，并且矩阵 Ｓ 可以看作与传统图方法一致

的相似图矩阵。 由于 ｚｉ 的维度远低于 ｘｉ， 因此自适

应结构图在一定程度上不仅能减轻维数灾难问题，
而且能有效地捕捉数据的内在结构。

在目前的研究中，许多半监督特征选择方法在

选择特征时，都尽量保持局部流形结构而不是全局

结构。 因此，要利用矩阵 Ｓ 来描述局部结构，必须假

设其大多数元素都是零。 为此，在优化问题（４）的

约束条件中添加了一个稀疏约束，即 ｓｉ ０ ＝ ｋ。
在 ＦＭＥ 中，正则项 Ｗ ２

Ｆ 用来约束模型的复杂

度，避免产生过拟合问题。 由于本文的任务是进行

特征选择，所以矩阵 Ｗ 应具有结构稀疏的特性。 为

此，考虑利用 Ｌ２，１ 范数正则［２３］来使矩阵Ｗ具备行稀

疏性，则 Ｗ 的非零行 ｗｉ 对应于第 ｉ 个特征的权重。
因此，矩阵 Ｗ 可视为最强判别性特征的组合系数，
从而能够实现特征选择。

根据以上分析，本文所提出的 ＡＳＧＦＳ 模型可表

示成如下优化问题：

　 　 ｍｉｎＷ，Ｚ，ｂ，Ｓ∑ ｉ，ｊ
ｚｉ － ｚｊ ２

２ ｓαｉｊ ＋ γ Ｗ ２，１ ＋

　 　 　 μ ＸＴＷ ＋ １ｎ ｂＴ － Ｚ ２
Ｆ

　 　 ｓ．ｔ． ０ ≤ Ｓ ≤ １，ｓｉ １ｎ ＝ １， ｓｉ ０ ＝ ｋ，Ｚ ｌ ＝ Ｙ ｌ ． （５）
在得到优化问题（５）的最优解之后，可使用 ｗｉ

的 Ｌ２ 范数 ｗ ２ 来评估所对应语音情感特征的重要

性。 在实际应用中，可根据重要程度对所有特征进

行排序，从中选择特定维数的特征子集来进行后续

的识别任务。
２．２　 模型的优化算法

由于优化问题（５）的目标函数中包含非平滑的

Ｌ２，１ 范数正则，因此本节采用交替优化的方式来对

其进行求解。

首先，固定变量 Ｗ、Ｚ 和 Ｓ 而只更新变量 ｂ， 关

于变量 ｂ 的优化问题可以表示如下：
ｍｉｎｂ ＸＴＷ ＋ １ｎ ｂＴ － Ｚ ２

Ｆ， （６）
　 　 通过对式（６）中的目标函数求偏导数，并令该

导数为零，可得如下更新公式：

ｂ ＝ １
ｎ
（ＺＴ １ｎ － ＷＴＸ １ｎ）， （７）

　 　 将式（７）带入到优化问题（５）中，并固定变量 Ｗ
和 Ｓ， 可得关于变量 Ｚ 的优化问题：

ｍｉｎＺＴｒ ＺＴＬＺ( ) ＋ Ｔｒ Ｚ － Ｙ( ) ＴＵ Ｚ － Ｙ( )( ) ＋
　 　 　 μＴｒ ＨＸＴＷ － ＨＺ( ) Ｔ ＨＸＴＷ － ＨＺ( )( ) ， （８）

其中， Ｙ ＝
Ｙ ｌ

０
é

ë

ê
ê

ù

û

ú
ú
∈ Ｒｎ×ｃ；Ｕ ∈ Ｒｎ×ｎ 是对角阵，如

果语音情感样本 ｘｉ 为标注数据，则对角元素 ｕｉｉ ＝ ¥；
否则， ｕｉｉ ＝ １；Ｌ 为对应的拉普拉斯矩阵，矩阵 Ｈ ＝

Ｉｎ － １
ｎ

１ｎ１Ｔ
ｎ 满足 Ｈ ＝ ＨＴ ＝ Ｈ２。

通过对式（８）中的目标函数求偏导数，并令该

导数为零，可得如下更新公式：
Ｚ ＝ Ｌ ＋ Ｕ ＋ μＨ( ) －１ ＵＹ ＋ μＨ ＸＴＷ( ) ， （９）

　 　 将式（７）和式（９）带入到优化问题（５）中，并固

定变量 Ｓ， 可得关于变量 Ｗ 的优化问题：
ｍｉｎＷＴｒ ＷＴＭＷ( ) － ２Ｔｒ ＧＴＷ( ) ＋ γ Ｗ ２，１，

（１０）
其中， Ｍ ＝ ＸＨ μ Ｉｎ － μ２Ｐ( ) ＨＸＴ，Ｇ ＝ μＸＨＰＵＹ，

Ｐ ＝ Ｌ ＋ Ｕ ＋ μＨ( ) －１，Ｑ ＝ ＵＹ ＋ μＨＸＴＷ。
通过对式（１０）中的目标函数求偏导数，并令该

导数为零，可得如下更新公式：

Ｗ ＝ ＢＭ ＋ γ Ｉｎ( ) －１ＢＧ， （１１）

　 　 其中， Ｂ 为对角阵，其对角元素 ｂｉｉ ＝ ２ ｗｉ
２。

由于矩阵 Ｂ 与优化变量 Ｗ 有关，因此需要利用迭代

算法进行求解［１１］。
固定变量 Ｗ、ｂ 和 Ｚ 而只更新变量 Ｓ。 由于优

化问题（５）中关于变量 Ｓ 的约束条件是作用在其每

一行上的，所以可以逐行更新变量 Ｓ。 下面以第 ｉ
行为例，阐述其更新过程。 关于变量 ｓｉ 的优化问题

可表示如下：

ｍｉｎｓｉ∑ ｊ
ｚｉ － ｚｊ ２

２ ｓαｉｊ

ｓ．ｔ． ０ ≤ ｓｉ ≤ １ｎ，ｓｉ １ｎ ＝ １， ｓｉ ０ ＝ ｋ，
（１２）

如果忽略约束条件 ｓｉ ０ ＝ ｋ 和 ０≤ ｓｉ ≤ １ｎ， 则

拉格朗日函数可表示为：

ｓｉｊ( ) ＝ ∑ ｊ
ｚｉ － ｚｊ ２

２ ｓαｉｊ( ) － η ∑ ｊ
ｓｉｊ － １( ) ， （１３）
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令 ｖｉｊ ＝ ｚｉ － ｚｊ ２
２，根据 Ｋａｒｕｓｈ－Ｋｕｈｎ－Ｔｕｃｋｅｒ 条

件［２４］可知， ｓｉｊ 的最优解可表示如下：

ｓｉｊ ＝
ｖｉｊ( )

１
１－α

∑ ｎ

ｔ ＝ １
ｖｉｔ( )

１
１－α

， （１４）

　 　 需要说明的是，上面的推导过程忽略了约束条

件 ０ ≤ ｓｉ ≤ １ｎ。 然而，由于 ｖｉｊ ≥ ０， 容易验证，式
（１４）中的结果满足该约束。 总之，当变量 Ｚ 固定

时，可以通过式（１４）来计算变量 Ｓ 的闭式解。
现在考虑另外一个约束条件 ｓｉ ０ ＝ ｋ， 其目的

是使得向量 ｓｉ 中只有 ｋ 个非零元素。 由于需要使式

（１２）中的目标函数最小，所有只需要优化其中 ｋ 个

非零元素。 同时， ｖｉｊ 越大，目标函数的值就越大。
因此，可以将 ｓｉ 中与最大的 ｎ － ｋ个 ｖｉｊ 相对应的元素

设为零，而只更新其余的 ｋ 个元素。 具体来说，假设

最小的 ｋ 个 ｖｉｊ 为 ｛ ｖｉｊ１，ｖｉｊ２，…，ｖｉｊｋ｝ （不包含 ｖｉｉ）， 那

么优化问题（１２）的最优解 ｓｉ 为：

ｓｉｊ ＝

ｖｉｊｍ( )
１

１－α

∑ ｋ

ｔ ＝ １
ｖｉｊｔ( )

１
１－α

，　 ｍ ＝ １，２，…，ｋ，

０，　 　 　 　 　 　 其它．

ì

î

í

ï
ï

ï
ï

（１５）

最终，ＡＳＧＦＳ 模型的求解算法总结在算法 １ 中。
算法 １　 自适应结构图特征选择算法

输入　 语音情感数据 Ｘ∈ Ｒｄ×ｎ， 标签 Ｙ∈ Ｒｎ×ｃ，
参数 α、γ、μ

输出　 权值 Ｗ ∈ Ｒｄ×ｃ

１ 初始化 Ｂ ＝ Ｉｄ 以及相似图矩阵 Ｓ［１１］；
２ 计算对角阵 Ｕ ∈ Ｒｎ×ｎ；

３ 计算矩阵 Ｈ ＝ Ｉｎ － １
ｎ

１ｎ１Ｔ
ｎ；

４ ｗｈｉｌｅ 不收敛 ｄｏ
５　 计算图拉普拉斯矩阵 Ｌ ∈ Ｒｎ×ｎ；
６　 计算 Ｐ ＝ Ｌ ＋ Ｕ ＋ μＨ( ) －１；
７　 计算 Ｍ ＝ ＸＨ μ Ｉｎ － μ ２Ｐ( ) Ｈ ＸＴ；
８　 计算 Ｇ ＝ μＸＨＰＵＹ；
９　 求解优化问题（１０）来更新 Ｗ；
１０　 利用式（１５）更新 Ｓ；
１１ ｅｎｄ

３　 实验与分析

３．１　 数据集

本节将在 ３ 个典型的语音情感数据集上验证

ＡＳＧＦＳ 方法的性能，包括 Ｂｅｒｌｉｎ［２５］、ｅＮＴＥＲＦＡＣＥ［２６］

和 ＣＡＳＩＡ［２７］。 这些数据集记录了各种离散的情绪

状态，例如愤怒、快乐、悲伤等。 在语音情感特征提

取方面，采用 ２０１０ 副语言挑战赛的配置，并利用开

源工具 ｏｐｅｎＳＭＩＬＥ 进行特征提取［２８］。 首先，为每个

情感音频文件提取 ３４ 个低阶特征 （ Ｌｏｗ － ｌｅｖｅｌ
Ｄｅｓｃｒｉｐｔｏｒｓ，ＬＬＤｓ），例如音高、梅尔倒谱系数和响度

等，并计算其一阶差分，得到 ６８ 个低阶特征表示。
然后，将 １９ 个统计函数部分或全部作用于每一个低

阶特征上，得到超音段特征。 此外，还为每个情感音

频文件提取音高的起始时间以及会话的持续时间。
最终，得到 １ ５８２ 维的语音情感特征表示。 在提取

特征之后，采用说话人依赖的归一化策略，对数据进

行独立的预处理，并将每个特征值标准化，使其均值

为 ０，标准差为 １。
３．２　 实验设置

在数据库的划分方面，首先采用说话人依赖的

策略，将各数据集中每个类的样本随机分为 ２ 部分。
其中，一半作为训练数据，另一半作为测试数据。 然

后，分别将训练集中每个类 ５％、１０％ 和 １５％的样本

作为半监督学习中的标注数据，其余的作为未标注

数据。
为了验证特征选择方法的有效性，利用基于径

向基（Ｒａｄｉａｌ Ｂａｓｉｓ Ｆｕｎｃｔｉｏｎ，ＲＢＦ）核函数的支持向

量机 （ Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ， ＳＶＭ） 和随机森林

（Ｒａｎｄｏｍ－Ｆｏｒｅｓｔ，ＲＦ）作为分类器来评价所选特征

的分 类 性 能， 并 采 用 是 非 加 权 平 均 召 回 率

（Ｕｎｗｅｉｇｈｔｅｄ Ａｖｅｒａｇｅ Ｒｅｃａｌｌ，ＵＡＲ） 作为性能评价指

标。 其计算公式如下：

ＵＡＲ ＝ １
ｃ ∑

ｃ

ｋ ＝ １

｜ ｘ： ｘ ∈ Ｄｋ ∩ ｙ^ ＝ ｙ ｜
ｘ： ｘ ∈ Ｄｋ

． （１６）

　 　 其中， ｙ表示样本 ｘ的真实标签； ｙ^表示分类器对

该样本的预测标签； Ｄｋ 表示属于第 ｋ 类的样本集合。
本节使用全部原始特征的分类结果作为基线

（记作 Ａｌｌ－ｆｅａ）。 除此之外，用于对比的特征选择方

法主要包括：基于 Ｌ２，１ 范数最小化的有监督特征选

择（Ｆｅａｔｕｒｅ Ｓｅｌｅｃｔｉｏｎ ｖｉａ Ｌ２，１ － Ｎｏｒｍｓ Ｍｉｎｉｍｉｚａｔｉｏｎ，
ＦＳＮＭ） 方 法［２３］、 局 部 敏 感 特 征 选 择 （ Ｌｏｃａｌｉｔｙ
Ｓｅｎｓｉｔｉｖｅ Ｆｅａｔｕｒｅ Ｓｅｌｅｃｔｉｏｎ，ＬＳＦＳ）方法［２９］、以及结构

化稀疏特征选择 （ Ｓｔｒｕｃｔｕｒａｌ Ｆｅａｔｕｒｅ Ｓｅｌｅｃｔｉｏｎ ｗｉｔｈ
Ｓｐａｒｓｉｔｙ，ＳＦＳＳ）方法［１１］。

在参数设置方面，对于所有采用正则技术的方

法，各正则化参数的取值范围为｛０．００１，０．０１，０．１，１，
１０，１００，１ ０００｝。对于所有需要构建邻接 Ｌａｐｌａｃｉａｎ
图矩阵的方法，最近邻个数 ｋ 固定取值为 ５。 由于

４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



如何确定所选特征的最优数量仍然是特征选择研究

中一个亟待解决的问题，因此本文采用在对数域的

１０，１ ５８２[ ] 区间内取 ２０ 个数值作为所选特征的维

数，并评估每个特征维数的性能。 此外，为了更好地

反映各方法的性能，每个数据集均进行 １０ 次独立的

采样，以得到不同的训练集和测试集，并在其上验证

各方法的性能，将 １０ 次结果的均值作为最终的性能。
３．３　 性能对比

图 １ ～ 图 ３ 分别展示了不同特征维数时，
ＳＶＭ 和ＲＦ 在 ５％ 、１０％ 和 １５％标注数据上的分类

结果。
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图 １　 ＳＶＭ 和 ＲＦ 分类器在 ５％标注数据上的性能曲线
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图 ２　 ＳＶＭ 和 ＲＦ 分类器在 １０％标注数据上的性能曲线
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　 　 从图 １～图 ３ 中的结果可看出，当选择的特征数

量较少时，所有特征选择方法的识别性能低于

Ａｌｌ－ｆｅａ的性能。 主要原因在于，这些特征丢失了大

量对情感识别有用的信息。 随着特征维数的增加，
所有特征选择方法的性能整体呈现上升趋势。 并

且，在特征维数的较大变化范围内，都能取得明显优

于 Ａｌｌ－ｆｅａ 的性能。 这说明原始特征中包含不相关

和冗余特征，导致对语音识别系统的性能产生负面

影响。 此外，在所有的特征选择方法中，ＡＳＧＦＳ 方

法的整体性能最优。 在特征维数相同时，其识别性

能优于其它对比方法。 而且，其能以最少的特征维

数来获得与其它方法相近的性能。 因此，本文所提

出的方法可以选择更具判别性的语音情感特征。
　 　 根据图 １～图 ３ 的结果，总结了各方法的最高精

度参见表 １、表 ２。
表 １　 不同方法在 ＳＶＭ 分类器上的性能对比

Ｔａｂ． １ 　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ ｏｎ ＳＶＭ
ｃｌａｓｓｉｆｉｅｒ

数据集 标注数据量 ／ ％Ａｌｌ－ｆｅａ ＦＳＮＭ ＬＳＦＳ ＳＦＳＳ ＡＳＧＦＳ

Ｂｅｒｌｉｎ ５ ６１．２４ ６４．８４ ６４．０１ ６２．５８ ６５．９４
１０ ６８．０２ ７２．９５ ７１．４７ ７０．０９ ７３．６９
１５ ７２．６７ ７６．６８ ７６．６４ ７７．１９ ７８．１９

ＣＡＳＩＡ ５ ５１．９０ ５８．２９ ５８．１９ ５９．８８ ６０．５０
１０ ６４．５０ ６８．７９ ６８．２１ ６９．０４ ７０．１０
１５ ６８．５０ ７３．４８ ７３．４０ ７３．０４ ７４．２３

ｅＮＴＥＲＦＡＣＥ ５ ３７．２０ ４１．７９ ４０．７０ ４０．６６ ４３．０４
１０ ４８．０９ ５０．００ ４９．０３ ４９．１５ ５０．５６
１５ ５２．２９ ５４．０２ ５３．４２ ５３．６４ ５４．７９

表 ２　 不同方法在 ＲＦ 分类器上的性能对比

Ｔａｂ． ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ ｏｎ ＲＦ ｃｌａｓｓｉｆｉｅｒ

数据集 标注数据量 ／ ％Ａｌｌ－ｆｅａ ＦＳＮＭ ＬＳＦＳ ＳＦＳＳ ＡＳＧＦＳ

Ｂｅｒｌｉｎ ５ ５４．４７ ６０．４１ ５８．９９ ５８．８０ ６１．６１
１０ ６３．３２ ６８．８５ ６６．７３ ６４．６１ ６９．７７
１５ ６４．４２ ７０．５１ ６９．４０ ６９．３５ ７１．０６

ＣＡＳＩＡ ５ ４７．８５ ５２．９４ ５２．２９ ５３．６０ ５４．６５
１０ ５７．２７ ６２．９８ ６１．８１ ６２．７３ ６３．８１
１５ ６１．３７ ６５．１７ ６４．６９ ６５．７１ ６６．１７

ｅＮＴＥＲＦＡＣＥ ５ ３４．６９ ３８．５９ ３６．４０ ３７．４６ ３９．５０
１０ ３８．８１ ４４．５７ ４１．９９ ４４．２９ ４５．２３
１５ ４０．８３ ４７．１２ ４４．０４ ４５．８６ ４７．６１

　 　 表 １、表 ２ 中，粗体数字表示在所有方法中表现

最优。 从结果可以看出：
　 　 （１） 在 ２ 个分类器中，随着标记数据的增加，所
有对比方法在各数据集上的识别性能都会提高。

（２） 所有特征选择方法在 ＳＶＭ 和 ＲＦ 上的识别

性能都优于基线系统，说明特征选择可以提高语音

情感分类的性能。
　 　 （３） 对于 Ｂｅｒｌｉｎ 数据集和 ｅＮＴＥＲＦＡＣＥ 数据集，

有监督特征选择方法 ＦＳＮＭ 优于半监督特征选择方

法 ＬＳＦＳ 和 ＳＦＳＳ，这说明在原始特征空间中所构造的

相似图可能会对特征选择的性能产生负面影响。
　 　 （ ４） 对于 ＣＡＳＩＡ 数据集，在大多数情况下，
ＬＳＦＳ 和 ＳＦＳＳ 方法的性能都优于 ＦＳＮＭ 方法，这意

味着在原始特征空间中所构造的相似图可以在一定

程度上刻画该数据的内在结构信息。
（５） 在 ３ 种不同的标注数据量中， ＡＳＧＦＳ 方法在

２ 种分类器上的性能都是最优的。 相比于基线系统，该
方法有着大约 １０％的性能提升；相比于 ＦＳＮＭ 方法，有
着 ２％的性能提升；相比于 ＬＳＦＳ 方法，有着 ４％的性能

提升；相比于 ＳＦＳＳ，有着 ３％的性能提升。 主要因为，
ＡＳＧＦＳ 方法能同时进行特征选择和局部结构学习，从
而选择更具判别性的语音情感特征。
３．４　 图相似度矩阵分析

本节将对 ＡＳＧＦＳ 方法所得到的自适应结构图

进行分析，并与传统的根据高斯函数构建的图［１１］ 进

行对比。 图 ４ ～ 图 ６ 分别展示了 Ｂｅｒｌｉｎ、ＣＡＳＩＡ 和

ｅＮＴＥＲＦＡＣＥ 数据集的 ２ 种不同的图相似度矩阵。
从结果可以看到，与传统的方法相比，ＡＳＧＦＳ 方法

所得到的自适应结构图能够更清晰、更准确地刻画

出数据内部的结构信息，从而可以利用其来帮助选

择更具判别性的语音情感特征。 这也进一步解释了

ＡＳＧＦＳ 方法的性能优于其它对比方法的原因。

50

100

150

200

250

300

50

100

150

200

250

300
50100150200250300 50100150200250300

　 　 　 　 　 　 （ａ） 高斯函数　 　 　 　 　 　 （ｂ） 自适应结构图

　 　 　 　 （ａ） Ｇａｕｓｓｉａｎ ｆｕｎｃｔｉｏｎ　 　 　 （ｂ） Ａｄａｐｔｉｖｅ ｓｔｒｕｃｔｕｒｅｄ ｇｒａｐｈ
图 ４　 Ｂｅｒｌｉｎ 数据集上的相似度矩阵对比
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图 ５　 ＣＡＳＩＡ 数据集上的相似度矩阵对比
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　 　 　 　 　 　 （ａ） 高斯函数　 　 　 　 　 　 （ｂ） 自适应结构图

　 　 　 　 （ａ） Ｇａｕｓｓｉａｎ ｆｕｎｃｔｉｏｎ　 　 　 （ｂ） Ａｄａｐｔｉｖｅ ｓｔｒｕｃｔｕｒｅｄ ｇｒａｐｈ
图 ６　 ｅＮＴＥＲＦＡＣＥ 数据集上的相似度矩阵对比

Ｆｉｇ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｓｉｍｉｌａｒｉｔｙ ｍａｔｒｉｘ ｏｎ ｅＮＴＥＲＦＡＣＥ ｄａｔａｓｅｔ
３．５　 参数敏感性分析

本节将分析 ＡＳＧＦＳ 方法对各参数的敏感性。 该

方法共包含 ２ 个正则参数： γ 和 μ， 分别控制着组稀

疏约束和分类损失函数对模型的影响程度。 图 ７ 展

示了 ＡＳＧＦＳ 方法在各参数取不同值时，使用 ５％标记

数据进行训练的语音情感识别模型的性能。 从图 ７
中的结果可以看出，不同的参数取值有着不同的识别

性能。 在 Ｂｅｒｌｉｎ 数据集上，ＡＳＧＦＳ 方法对于参数 γ 和

μ 的不同取值有着较强的鲁棒性。 在 ＣＡＳＩＡ 数据集

上，当参数 γ 的取值大于 μ 时，ＡＳＧＦＳ 方法的识别性能

更优。 与之相反，在 ｅＮＴＥＲＦＡＣＥ 数据集上，当参数 γ
的取值小于 μ 时，ＡＳＧＦＳ 方法能取得更好的性能。
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图 ７　 正则参数 γ和 μ 的敏感性分析
Ｆｉｇ． ７　 Ｓｅｎｓｉｔｉｖｉｔｙ ａｎａｌｙｓｉｓ ｏｎ ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｐａｒａｍｅｔｅｒｓ γ ａｎｄ μ

３．６　 收敛性分析

本节通过实验的方式来研究优化算法 １ 的收敛

性。 在求解 ＡＳＧＦＳ 的过程中，通过记录每次迭代后

的目标函数值，得到算法的收敛曲线，如图 ８ 所示。
由于算法 １ 在不同数量的标注数据上的收敛性是一

致的，为简洁起见，图 ８ 中只展示了 ５％标记数据的

结果。 从图 ８ 中可以看到，算法 １ 是收敛的，且收敛

速度非常快。 一般来说，算法在 １０ 次迭代之内就能

收敛到一个稳定点。

-10

-15

-20

-25

-30

-35

-40
0 2 4 6 8 10

迭代次数

目
标

函
数

值
（ａ） Ｂｅｒｌｉｎ 数据集

（ａ） Ｂｅｒｌｉｎ ｄａｔａｓｅｔ

-100

-110

-120

-130

-140

-150

目
标

函
数

值

迭代次数
0 2 4 6 8 10

（ｂ） ＣＡＳＩＡ 数据集

（ｂ） ＣＡＳＩＡ ｄａｔａｓｅｔ

-110

-120

-130

-140

-150

-160

迭代次数

目
标

函
数

值

0 2 4 6 8 10

（ｃ） ｅＮＴＥＲＦＡＣＥ 数据集

（ｃ） ｅＮＴＥＲＦＡＣＥ ｄａｔａｓｅｔ
图 ８　 ＡＳＧＦＳ 方法在 ３ 个数据集上的收敛曲线

Ｆｉｇ． ８　 Ｃｏｎｖｅｒｇｅｎｃｅ ｃｕｒｖｅｓ ｏｆ ＡＳＧＦＳ ｏｎ ｔｈｅ ｔｈｒｅｅ ｄａｔａｓｅｔｓ

４　 结束语

本文提出了一种新的半监督语音情感特征选择

方法。 该方法将组稀疏约束、流形正则和直推式分

类整合到一个联合特征选择模型中，并且能够同时
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进行特征选择和局部结构学习，从而得到自适应结

构的图。 在 ３ 个离散语音情感数据集上的实验表

明，本文所提出的方法能够选择更具判别性的语音

情感特征，从而改善语音情感识别系统的性能。
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