
书书书

第９卷　第５期
Ｖｏｌ．９ Ｎｏ．５　

　 智　能　计　算　机　与　应　用
ＩｎｔｅｌｌｉｇｅｎｔＣｏｍｐｕｔｅｒａｎｄＡｐｐｌｉｃａｔｉｏｎｓ

　
　２０１９年９月
　 Ｓｅｐ．２０１９

　　　　　　
文章编号：２０９５－２１６３（２０１９）０５－００３５－０５ 中图分类号：Ｒ１９７．１ 文献标志码：Ａ

基于机器学习的冠心病住院费用预测研究

夏　涛，徐辉煌，郑建立
（上海理工大学 医疗器械与食品学院，上海 ２０００９３）

摘　要：冠心病是一种常见的心血管疾病，具有高发病率的特点。因此，冠心病住院费用的预测对于控制医疗费用有着重
要意义。本文基于机器学习方法，通过将总的住院费用划为８个分项费用，以患者特征作为输入，结合随机森林与极端梯
度提升算法，并使用十折交叉验证确定最佳的分项费用预测模型。再根据分项费用的预测值进行求和得出总的预测住院费

用。总费用预测模型的拟合优度 （Ｒ２）为０．８２５，平均绝对百分比误差 （ＭＡＰＥ）为２９．１６％。以此预测模型测试新的数据
集，结果Ｒ２为０．７６９，ＭＡＰＥ为２９．１３％。结果表明，本文建立的费用预测模型能够有效地预测冠心病住院费用。
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０　引　言

２０１７年，国务院印发《关于进一步深化基本医
疗保险支付方式改革的指导意见》等系列政策文

件，针对医保支付方式提出了明确的指导意见，疾病

诊断相关分组［１］（Ｄｉａｇｎｏｓｉｓ－ｒｅｌａｔｅｄｇｒｏｕｐｓ，ＤＲＧｓ）
收付费改革在全国多地医院开展试点。ＤＲＧｓ是以
出院患者信息为依据，综合考虑患者的主要疾病诊

断以及治疗方式，并结合患者体征如年龄、并发症和

合并症，将疾病的复杂程度和费用相似的案例分到

同一组，从而让不同强度和复杂程度的医疗服务之

间有了客观对比依据。

随着老龄化进程的加速，中国冠心病的患病率

和死亡率呈现上升趋势。本文基于 ＤＲＧｓ收付费方

式，探究如何在冠心病患者入院时根据患者的不同

情况如性别、年龄、疾病的严重程度、手术与否等来

预测出患者的总费用，并将总费用控制在相应的

ＤＲＧｓ分组［２］中，由此达到对医疗费用的有效控制。

费用预测使医疗成本趋近于合理，从而保证医疗质

量，提高医院竞争力。另外，费用的预测能够为住院

处收取预交金提供数据参考。

近年来，随着机器学习技术的发展，基于机器学

习的疾病医疗费用预测成为研究热点之一。宋振等

人［３］采用人工神经网络模型来对胆石病患者住院

费用因素进行分析，得到住院天数、医院等级、结石

部位、是否手术等对住院费用均有影响。张继［４］使

用决策树分类算法对妇科肿瘤患者住院费用做了一

定的研究，得出妇科恶性肿瘤患者住院费用的影响



因素，包括入院诊断、年龄、婚姻、住院天数、入院情

况、出院情况、手术方式以及麻醉方式。赵璇［５］采

用决策树算法分析了影响患者医疗费用的因素，得

到住院天数、药品使用规则、卫生材料使用、就诊医

院等不同因素会影响冠心病患者费用。郭伟文等

人［６］应用灰色ＧＭ（１，１）模型预测住院费用，得到人
均住院费用模型的平均相对误差为２．３６％。

上述研究通过不同的数据挖掘算法对影响费用

的因素进行定量分析，但是没有对相应的住院总费

用加以预测。使用灰色 ＧＭ（１，１）模型预测住院费
用只是基于统计学原理对费用进行粗略的预测，缺

乏实用性和参考性。

本文采用机器学习中的集成学习方法建立冠心

病住院费用的预测模型。首先采集２０１７～２０１９三
年的冠心病患者信息以及相应的住院费用数据，对

数据进行预处理和特征选择，将得到的特征作为输

入。其次，使用４种机理不同的机器学习算法对冠
心病住院患者治疗总费用中占比最大的材料费用进

行预测性能比对，并确定最佳回归器。针对２０１７～
２０１８两年的冠心病住院的分项费用建立了８个回
归器，并进行十折交叉验证。将所有分项费用预测

值求和后与实际总费用进行比较，使用拟合优度和

平均绝对百分比误差作为度量指标，由此确定最佳

的费用预测模型。最后，应用此模型对２０１９年的冠
心病治疗费用进行预测。预测结果稳定，证明了本

文方法的实用性和有效性。

１　材料与方法

１．１　数据选取与预处理
本文数据来源于某三甲医院数据库，通过文献

阅读，从医院信息系统（ＨＩＳ）数据库和临床信息系
统（ＣＩＳ）数据库中抽取冠心病住院患者信息和费用
信息。冠心病患者的信息可以从人口学特征、临床

因素、管理因素、支付方式等因素抽取，费用信息可

以从结算日期、每一部分的费用明细等提取。

抽取患者信息和费用信息时，数据会存在异常

值、缺失值、错误值、重复记录等问题，需要进行数据

预处理，如删除住院天数小于１天或者大于１年的
住院记录等异常值。处理空值（ＮＵＬＬ）则应对缺失
值进行补充或删除该变量［７］。如果该变量缺失值

大于总样本数目的１／３，就删除该变量；若该变量的
缺失值低于样本的１／３，则根据其他信息对该变量
进行相应的补充。通过数据预处理，数据总共有

７２００份样本，将２０１７～２０１８年５８００份作为训练

集，２０１９年１４００份作为测试集。
１．２　特征处理

数据预处理后，需要选取更加精确、有意义的特

征作为模型训练的特征向量。经查阅相关文献并结

合医院数据库的有效信息，本文选取的特征见表１。
在回归建模中，分类特征不应直接使用，需要进行独

热编码［８］使其特征得以数字化。离散型特征独热

编码后，能使得特征向量之间的距离计算更加合理。

本文中“护理名称、疾病种类、医保代码、科室名称”

特征都属于离散特征，应对其进行相应的独热编码。

多类别特征独热编码后映射到高维的特征空

间，稀疏性会增多。稀疏特征会影响或误导学习器，

因此，需要通过降维删掉冗余特征只保留主成分。

本文采用 ＳｐａｒｓｅＰＣＡ［９］进行数据降维，通过机器学
习开源库 Ｓｋｌｅａｒｎ［１０］的 ｄｅｃｏｍｐｏｓｉｔｉｏｎ．ＳｐａｒｓｅＰＣＡ函
数来实现。

表１　输入特征表
Ｔａｂ．１　Ｉｎｐｕｔｆｅａｔｕｒｅｔａｂｌｅ

变量 测量 维度 降维后

性别 分类 １ １

年龄 连续 １ １

患者来源 分类 １ １

入院情况 分类 １ １

疾病种类 分类 １１ ４

并发症 分类 １ １

糖尿病 分类 １ １

高血压 分类 １ １

医保代码 分类 ６ ３

是否手术 分类 １ １

高血压等级 分类 １ １

并发症数量 连续 １ １

护理名称 分类 ５ ３

科室名称 分类 ６ ３

预计住院天数 连续 １ １

　　对疾病种类特征进行独热编码后，ＳｐａｒｓｅＰＣＡ
函数的ｎ＿ｃｏｍｐｏｎｅｎｔｓ（返回的特征数目）设置为４，而
科室名称、护理名称和医保代码的ｎ＿ｃｏｍｏｎｅｎｔｓ设置
为３。参数的设置旨在最大程度保留有效信息，减
少稀疏分量。经过降维，科室名称降至３维，护理名
称降至 ３维，医保代码降到 ３维，疾病种类降到 ４
维。结合性别、年龄、入院情况、患者来源、是否手

术、高血压等级、是否患有高血压、是否患有糖尿病、

是否并发症以及并发症的数量，共２４维特征构成回
归器的特征输入。
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１．３　基于集成学习的住院费用预测建模
机器学习中处理回归问题主要分为两大类。一

类是广义线性回归算法，另一类是集成学习方法。

其中，集成学习使用一系列学习器进行训练，运用某

种规则把各个预测结果通过整合来获得比单个学习

器更好的学习效果。集成学习相比广义线性回归优

势在于保证模型的准确度，并可有效防止模型过拟

合，具有较高的鲁棒性。本文将住院总费用拆分为

８种费用类别，包括：检验费用、材料费用、治疗费
用、住院费用、药品费用、护理费用、手术费用与其他

费用。

１．３．１　随机森林
随机森林（ＲａｎｄｏｍＦｏｒｅｓｔ，ＲＦ）是由Ｂｒｅｉｍａｎ［１１］

提出的一种有监督算法，可以运用在分类和回归问

题上。本文立足于对费用预测的建模研究，因此随

机森林由每棵回归树组成。随机森林一定程度上避

免了模型过拟合，使得模型具有很好的抗噪能力，性

能更加稳定。预测模型是由一组没有关联的回归决

策树｛ｇ（ｘ，φｋ），ｋ＝１，２，３，…，Ｋ｝
［１２］构成的集成模

型。如公式（１）所示：

ｇ（ｘ）＝１Ｍ∑
Ｋ

ｋ＝１
｛ｇ（ｘ，φｋ）｝， （１）

其中，φｔ为独立同分布随机向量，ｘ为输入向
量，Ｋ为决策树的数量。

研究中，是基于装袋思想来取出各个决策子树

｛ｇ（ｘ，φｔ）｝的均值作为回归预测的结果。
随机森林回归不仅能准确预测单项费用，而且

可以计算出特征的重要性，即年龄、性别、护理名称、

患者来源等特征对各项费用的影响程度。基于基尼

系数和袋外误差（ＯｕｔＯｆＢａｇ，ＯＯＢ）是评估特征权
重的技术指标，本文使用ＯＯＢ估测误差来得到各个
特征的权重。若 ｘｉ（ｉ＝１，２，３，４，…，２４）为输入变
量，则在Ｋ棵树上输入特征的重要性 Ｉｋ为随机置换
变量前后的袋外数据估测误差，其数学公式可写

为［１２］：

Ｉｋ（ｘｉ）＝［∑
ＮＯＯＢ

ｎ＝１
Ｉ（ｆ（ｘｎ）＝ｆｋ（ｘｎ））－∑

ＮＯＯＢ

ｎ＝１
Ｉ（ｆ（ｘｎ）＝

ｆｋ（ｘ
＇
ｎ））］／ＮＯＯＢ， （２）

所以变量ｘｉ在整个随机森林回归中的权重为：

Ｉ（ｘｉ）＝∑
Ｋ

ｎ＝１
ＩＫ（ｘｉ）／Ｋ． （３）

１．３．２　极端梯度提升
极端梯度提升 （ｅＸｔｒｅｍｅＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ，

ＸＧＢｏｏｓｔ）算法由 Ｃｈｅｎ等人［１３］提出，是一种基于梯

度提升的集成学习方法，其最大的特点是实现了并

行计算和进一步有效控制模型过拟合。

ＸＧＢｏｏｓｔ是对梯度提升决策树（ＧＢＤＴ）的
ｂｏｏｓｔｉｎｇ算法的改进。首先，ＧＢＤＴ算法在优化损失
函数时只利用了一阶导数，而 ＸＧＢｏｏｓｔ在回归树生
成过程分裂节点时考虑到模型的复杂度和损失［１４］

两个因素，对损失函数进行了二阶泰勒展开，同时用

到了一阶导数和二阶导数。其次，ＸＧＢｏｏｓｔ在目标
函数中加入了正则项，正则项里包含了树的叶子节

点个数，每个叶子节点上输出得分的 Ｌ２范数平方
和，从方差偏差的平衡角度来讲，正则项降低了模型

的方差，使学习出来的模型更加简单，并且防止过拟

合。ＸＧＢｏｏｓｔ算法可表示为：

ｙ＾（ｋ）＝∑
ｋ

ｊ＝１
ｆｊ（ｘｉ），ｆｊ∈Ω，ｉ∈ｎ， （４）

其中，Ｋ为树的总个数；ｆｋ表示第ｋ棵树；ｙ
＾
（ｋ）

表示样本ｘｉ的预测结果；ｉ为第ｉ个样本；ｎ为样本
的数量；Ω为所有分类与回归树的集合空间。

极端梯度提升算法提供了计算特征重要性的方

法，通过贪心算法对已有的节点进行分割，并使用信

息增益（Ｇａｉｎ）来计算每个特征的权重。设ＩＲ和ＩＬ
为样本集分割的左右节点，则 Ｉ＝ＩＬ∪ ＩＲ。分割后
的Ｇａｉｎ为：

Ｇａｉｎ＝１２
Ｇ２Ｌ
ＨＬ＋λ

＋
Ｇ２Ｒ
ＨＲ＋λ

－
（ＧＬ＋ＧＲ）

２

ＨＬ＋ＨＲ＋
[ ]λ －γ．

（５）

其中，ＨＬ＝∑
ｉ∈ＩＬ

ｈｉ，ＨＲ ＝∑
ｉ∈ＩＲ

ｈｉ，ＧＲ ＝∑
ｉ∈ＩＲ

ｇｉ，

ＧＬ＝∑
ｉ∈ＩＬ

ｇｉ，加入正则项λ来限制树的增长，当增益

小于λ时，将不对节点进行分割。
１．３．３　总住院费用预测建模

本文通过对特征进行处理，将上述２４维特征作
为回归器输入，并使用集成学习方法，结合十折交叉

验证建立总住院费用预测模型。

总的住院费用是由检验费用（ｊｙｆｙ）、材料费用
（ｃｌｆｙ）、药品费用（ｙｐｆｙ）、治疗费用（ｚｌｆｙ）、护理费用
（ｈｌｆｙ）、手术费用（ｓｓｆｙ）、住院费用（ｚｙｔｓｆｙ）、其他费
用（ｑｔｆｙ）构成。因此，通过对其子项费用进行预测
后求和可得到总预测住院费用。

分析可知，材料费用占总住院费用的比重最大，

该模型预测精确与否会极大影响总费用模型的性

能。因此，在建立材料费用的预测模型时采用Ｌａｓｓｏ
回归、Ｋ近邻回归（ＫＮＮ）、支持向量回归（ＳＶＲ）、随
机森林与ＸＧＢｏｏｓｔ多种机理不同的算法进行比较，拟

７３第５期 夏涛，等：基于机器学习的冠心病住院费用预测研究



合优度分别为０．８２１，０．５４９，０．６５９，０．８２４，０．８２６，确
定ＸＧＢｏｏｓｔ为材料费用的最佳预测模型。

对于材料费用之外的分项费用，由于其数值所

占的比重较低，所建立的不同费用回归器的预测精

度对总费用预测模型的影响较小。子项费用回归器

越简单，聚合而成的总费用预测框架就越稳定。此

外，随机森林需要调试的超参数少于 ＸＧＢｏｏｓｔ，以此
构建的预测模型复杂度比 ＸＧＢｏｏｓｔ低。因此，为保
证预测框架的鲁棒性，本文运用随机森林对其它子

项费用进行预测建模。

总费用预测模型的流程如图１所示。在对子项
费用建立回归模型时，采用网格搜索确定各个模型

最佳参数，随机森林模型参数见表２。
材料费用的 ＸＧＢｏｏｓｔ模型最大深度为 ３，学习

率为０．０１，集成树数目为６００，最小子节点权重为
５，训练样本子采样率为０．８，特征列采样率为０．８，
Ｌ２正则化项为１。
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图１　总费用预测模型流程图

Ｆｉｇ．１　Ｔｏｔａｌｃｏｓｔｆｏｒｅｃａｓｔｉｎｇｍｏｄｅｌｆｌｏｗｃｈａｒｔ

表２　随机森林模型参数表

Ｔａｂ．２　ＲＦｍｏｄｅｌｐａｒａｍｅｔｅｒｔａｂｌｅ

模型 回归树数量 最大树深
节点最小分割值

内部 叶子

ｊｙｆｙ ４００ ８ ２ ５
ｚｌｆｙ ４００ ５ ２ １
ｚｙｔｓｆｙ ３００ ９ ２ ６
ｙｐｆｙ ４００ ６ ２ １
ｈｌｆｙ ４００ １０ ２ １
ｓｓｆｙ ３００ ７ ２ １
ｑｔｆｙ ５００ １１ ２ １

２　实验验证与结果分析

２．１　评估方法
为了验证本研究的有效性，将２０１７～２０１８年的

５８００份数据基于十折交叉验证来训练模型，同时选
取２０１９年１４００份数据作为测试集去预测总的费
用，并采用拟合优度和平均绝对百分比误差两个指

标来评价模型的预测精度。对此可做研究分述如

下。

（１）拟合优度（Ｒ２）。衡量回归方程整体的拟合
程度，体现了因变量和自变量之间的拟合关系。Ｒ２

的值越接近１，表明预测结果和真实值的拟合程度
越好，接近０则表明拟合程度较差。拟合优度的计
算公式如下：

Ｒ２＝１－
∑ｎ

ｉ＝１
（ｙｉ－ｙｉ
＾
）２

∑ｎ

ｉ＝１
（ｙｉ－ｙｉ）

２
， （６）

（２）平均绝对百分比误差（ＭＡＰＥ）。反映预测
值与真实值的误差百分比。计算公式为：

ＭＡＰＥ＝１ｎ∑
ｎ

ｉ＝１

ｙｉ
＾－ｙｉ
ｙｉ

×１００％． （７）

其中，ｎ为总样本数；ｙｉ
＾
为模型预测值；ｙｉ为真

实值。

２．２　预测结果
本文采用十折交叉验证法训练模型，将２０１７～

２０１８年数据分成１０份，每次不重复地取其中一份
作为验证集，用其它９份做训练集。每个费用模型
经过十折交叉验证后输出１０个结果，最后取均值作
为性能度量。在确定最佳费用预测模型后，将２０１７
～２０１８年的５８００份数据当成训练集，把２０１９年的
１４００份数据当成测试集，计算出每个模型的 Ｒ２和
总费用的ＭＡＰＥ。

训练的总费用预测模型中，Ｒ２为０．８２５，ＭＡＰＥ
为２９．１６％。把２０１９年测试样本送入费用模型中
进行测试时，总费用Ｒ２为０．７６９，ＭＡＰＥ为２９．１３％，
验证了本文费用预测模型的有效性和实用性。模型

训练和测试的结果见表３。
表３　基于十折交叉验证的模型训练及预测Ｒ２结果

Ｔａｂ．３　Ｍｏｄｅｌｔｒａｉｎｉｎｇｂａｓｅｄｏｎｔｅｎ－ｆｏｌｄｃｒｏｓｓ－ｖａｌｉｄａｔｉｏｎａｎｄ

ｐｒｅｄｉｃｔｉｏｎｏｆＲ２ｒｅｓｕｌｔｓ

费用模型 回归器 Ｒ２（训练模型） Ｒ２（测试模型）

材料费用（ｃｌｆｙ） ＸＧＢｏｏｓｔ ０．８２６ ０．７９１
检验费用（ｊｙｆｙ） ＲａｎｄｏｍＦｏｒｅｓｔ ０．５８２ ０．４２７
治疗费用（ｚｌｆｙ） ＲａｎｄｏｍＦｏｒｅｓｔ ０．５２１ ０．３５０
住院费用（ｚｙｔｓｆｙ） ＲａｎｄｏｍＦｏｒｅｓｔ ０．９５３ ０．９３５
药品费用（ｙｐｆｙ） ＲａｎｄｏｍＦｏｒｅｓｔ ０．６９６ ０．６３３
护理费用（ｈｌｆｙ） ＲａｎｄｏｍＦｏｒｅｓｔ ０．８７５ ０．９０２
手术费用（ｓｓｆｙ） ＲａｎｄｏｍＦｏｒｅｓｔ ０．９８３ ０．９８１
其它费用（ｑｔｆｙ） ＲａｎｄｏｍＦｏｒｅｓｔ ０．８９７ ０．８２６
总费用 ０．８２５ ０．７６９

２．３　特征权重分析
本文将总费用拆分为８项子费用，在分别建立

费用预测模型后，计算出每个模型不同特征的重要

性，并取７个特征度最大的预测变量制图，详见图
２。

８３ 智　能　计　算　机　与　应　用　　　　　 　 　　 　 　　　　　第９卷　



　　从图２可知，住院天数特征对治疗费用模型、住
院费用模型、护理费用模型、其它费用模型以及药品

费用模型影响较大。是否手术特征对材料费用模

型、手术费用模型影响较大。这对后续费用控制的

研究有一定指导意义。

图２　费用预测模型主要特征权重图

Ｆｉｇ．２　Ｍａｉｎｆｅａｔｕｒｅｉｍｐｏｒｔａｎｃｅｓｏｆｔｈｅｃｏｓｔｐｒｅｄｉｃｔｉｏｎｍｏｄｅｌ

３　结束语

对冠心病住院费用的控制能减轻患者负担，降

低治疗成本，提高医疗质量，因此费用预测具有研究

意义。本文基于机器学习中的集成学习方法，根据

２４维特征输入构建出不同回归器，并对冠心病住院
患者的分项费用进行预测，确定了结合随机森林和

极端梯度提升的费用预测模型，而且通过拟合优度

和平均绝对百分比误差度量模型的预测性能。

实验结果显示，本文构建的费用预测模型能够

有效预测冠心病住院费用。后续工作将采集更多的

数据完善模型，进一步优化算法，提升预测性能，并

应用到疾病费用预测工具当中。
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表达及意义［Ｊ］．广东医学，２０１２，３３（２）：２３７－２３９．

［１０］张正东．Ｃｌａｕｄｉｎ－１和Ｃｌａｕｄｉｎ－１０在肝细胞癌中的表达及意义

［Ｄ］．合肥：安徽医科大学，２０１１

［１１］左忠林，陈鹏，陈小龙，等．Ｃｌａｕｄｉｎ－１８在胃癌中的临床表达关

系与治疗［Ｊ］．中华临床医师杂志（电子版），２０１８，１２（３）：１７３
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［１２］ＫＩＭＨＪ，ＨＡＮＪＨ，ＣＨＡＮＧＩＨ，ｅｔａｌ．Ｖａｒｉａｎｔｓｉｎｔｈｅ
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［Ｊ］．ＰｒｏｓｔａｔｅＣａｎｃｅｒａｎｄＰｒｏｓｔａｔｉｃＤｉｓｅａｓｅｓ，２０１２，１５（４）：３５３－

３５８．

［１３］洪双双．ＰＬＡＧ１和 ＰＬＡ２Ｇ２Ａ在肝癌中的异常表达［Ｄ］．郑

州：郑州大学，２０１１．

［１４］姜伟．复杂疾病特异的基因网路与 ｍｉｃｒｏＲＮＡ－ＴＦ协同调控网

络的构建［Ｄ］．哈尔滨：哈尔滨医科大学，２００８．
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