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基于迁移学习的软件缺陷预测算法研究

何金虎，吴翔虎，曲明成

（哈尔滨工业大学 计算机科学与技术学院，哈尔滨 １５０００１）

摘　要：软件缺陷预测技术可以用于预测软件缺陷是否存在以及其可能存在的数目，以决定软件是否可以交付，对于软件
性能的提升和质量的保证有着重要的意义。迁移学习则可以利用不同软件项目中的数据，进行跨项目的软件缺陷预测工

作，以应对传统缺陷预测算法中数据不足的问题。本文首先阐述了缺陷预测和迁移学习的相关理论研究现状及其分类，然

后对现有的ＴｒＡｄａｂｏｏｓｔ算法进行优化，修改了迭代分类器的评估指标，并结合实验证明了其合理性和优越性。
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０　引　言

软件缺陷，通常指的是软件实现未能满足客户

需求。通过对软件缺陷的预测和发现，可以更好地

提高软件产品质量。现有的软件缺陷预测方法多为

通过对大量已标记的软件缺陷样本的训练，构建一

个软件缺陷预测模型，再对一个新的软件项目进行

预测，以判定其内部各个模块中是否包含缺陷。已

有的模型构建算法通常是应用传统的机器学习算

法，并结合 ｂａｇｇｉｎｇ和 Ｂｏｏｓｔｉｎｇ的思想，对原始数据
集进行训练。但在实际项目中，一个新的问题往往

会因为缺少原始数据集样本而无法进行预测，这也

正是迁移学习产生的原因。

迁移学习可以利用已经学习到的知识对新的问

题进行预测，具体到软件缺陷预测问题中，就可以利

用已有的其它项目或公司的已标记软件缺陷数据，

选用合适的数据预处理和模型训练算法，对一个新

的项目的缺陷进行模型构建和预测。现有的跨项目

缺陷预测技术，大多集中在数据预处理阶段，如通过

度量辅助数据集和目标数据集之间样本的相关性，

筛选合适的辅助样本数据，然后使用传统的机器学

习方法进行模型构建［１］；或者通过降维的方式将２
个数据集的数据映射到同一个维度空间等。

同上文中提出的研究方法不同，本文拟结合已

有的 ＴｒＡｄａｂｏｏｓｔ［２］迁移学习算法，并针对软件缺陷
数据集中存在的数据不平衡的问题进行特殊处理，

对迭代过程中每个阶段的弱分类器的评估指标进行

了修改，同时通过一系列的实验数据，验证了其相对

于现有算法的优越性和合理性。本文对此将展开研

究论述如下。

１　相关理论和技术

１．１　迁移学习定义
文中，将讨论迁移学习中所涉及到的域和任务

的定义。域通常包含２部分内容，即特征空间 Ｘ与
特征空间的边缘分布函数Ｐ（ｘ），研究中就将域表示



为Ｄ＝｛Ｘ，Ｐ（ｘ）｝。当域不同时，则往往拥有不同的
边缘分布函数或特征空间，就软件缺陷预测问题而

言，２个域的特征空间是一致的。任务是同域相结
合的，同样包含２部分，即标签空间Ｙ与目标预测函
数ｆ（ｘ），该目标预测函数又可表示为Ｐ（Ｙ｜Ｘ），因此
任务往往可以表示为Ｔ＝｛Ｙ，Ｐ（Ｘ｜Ｙ）｝。

目前，迁移学习算法处理的通常是只有一个辅

助领域和一个目标领域的问题，其中辅助领域中存

在大量含标签的样本，目标领域中仅包含少量含目

标样本，或不含样本。两者所面临的任务相同或存

在一定关联。

结合上述定义的符号，迁移学习定义［３］如下：

已知辅助领域Ｄｓ和辅助任务 Ｔｓ、目标领域 Ｄｔ和目
标任务 Ｔｔ，且辅助领域和目标领域之间、辅助任务
和目标任务之间至少存在一个不同点，此时，迁移学

习即为使用辅助领域Ｄｓ和Ｔｓ中的知识提升或优化
目标领域Ｄｔ中目标预测函数ｆｔ（ｘ）的学习效果。

只有当域和任务两者之一存在差异时，才会用

到迁移学习，否则直接应用传统的机器学习方法即

可。同时，研究中还要求目标领域存在较少、甚至不

存在已标记数据，否则同样不需要使用迁移学习方

法。相对于传统的机器学习方法而言，迁移学习构

建的模型就性能和准确性而言还是有一定差距的，

当传统的机器学习方法条件可以得到满足时，优先

使用机器学习方法来构建模型和获得任务中的预测

函数ｆ（ｘ）。
１．２　软件缺陷预测技术概述

软件作为一款虚拟的产品，虽然不会因为硬件

的损耗而产生错误或者性能下降，但却有可能因为

本身固有的问题，在运行的过程中失效或者产生错

误的结果，造成经济损失。

为了尽可能地避免这种损失，预测尚未被发现

的缺陷，软件缺陷预测技术则应运而生。该项技术

研发时，可以将预测结果应用于软件测试的指导工

作，根据待预测模块中包含缺陷的概率，以及预测的

缺陷数目，对包含缺陷概率较大或者数目较多的模

块进行优先和重点测试，从而在测试资源和时间有

限的情况下尽可能地发现更多的缺陷，保证软件产

品的质量。

研究表明，随着软件开发过程成熟度的提高，软

件缺陷的数目也在随之下降；此外，开发人员经验是

否丰富，软件结构是否合理，软件规模是否庞大等一

系列因素也都在影响着软件缺陷的存在数目，如果

可以通过建模，发现并量化各种因素同缺陷之间的

关系，就可以利用统计学的方法来进行软件缺陷预

测的工作。软件度量指标和软件质量以及软件缺陷

预测模型之间的关系如图１所示，其中软件度量元
包括原始数据以及相关的域和任务，在构建模型过

程中，需要对这些数据进行数据预处理，包括降噪、

特征选择等，以提高软件缺陷预测模型的正确性。
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图１　度量元、预测结果同软件质量关系图

Ｆｉｇ．１　 Ｍｅｔｒｉｃｅｌｅｍｅｎｔ，ｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔａｎｄｓｏｆｔｗａｒｅ

ｑｕａｌｉｔｙｒｅｌａｔｉｏｎｓｈｉｐｄｉａｇｒａｍ

软件缺陷预测技术主要包括静态预测技术和动

态预测技术两类［４］。其中，静态预测技术出现得较

早，也是当前的研究重点所在，设计原理就是利用软

件度量元的统计对缺陷的数目和分布做出预测，常

见的分类包括基于软件度量元的缺陷预测技术、软

件缺陷分布预测技术、缺陷预测模型技术；动态缺陷

预测技术则是针对软件缺陷随着软件工程过程或者

软件运行生命周期的变化而变化的趋势进行预测，

得到其分布规律。

由于缺陷预测数据集为不平衡数据集，包含有

缺陷的样本所占比例通常不足１０％，使用常用的迁
移学习算法很难对其做到正确分类，因此需要针对

该问题对现有算法加以优化，并使用 ＡＵＣ［５］值和缺
陷检出率ＰＤ值对其性能进行评估。

２　问题定义和算法设计

２．１　问题定义
为了更好地理解算法伪代码中的符号含义，现在

对研究中可能出现的一些符号进行定义，详见表１。
表１　基本符号定义表

Ｔａｂ．１　Ｂａｓｉｃｓｙｍｂｏｌｄｅｆｉｎｉｔｉｏｎｔａｂｌｅ

符号 含义

Ｘａ 辅助领域数据集

Ｘｂ 目标领域数据集

Ｙ 类标签空间，可取值为｛－１，１｝
Ｔａ 辅助数据，Ｔａ｛Ｘａ×Ｙ｝

Ｔｂ 目标数据，Ｔｂ｛Ｘｂ×Ｙ｝

Ｔ
训练数据集定义：Ｔ｛Ｘ＝Ｘａ∪Ｘ( )ｂ ×Ｙ｝

Ｔ＝Ｔａ∪Ｔｂ
ｇ Ｘ→Ｙ真实预测函数

ｈ Ｘ→Ｙ假设函数，由算法和训练数据通过训练生成

Ｓ 测试数据集，不含标签列

　　其中，训练数据集中辅助领域数据集和目标领
域数据集的长度分别为ｎ和ｍ，一般情况下，ｎ＞＞ｍ，

５５３第５期 何金虎，等：基于迁移学习的软件缺陷预测算法研究



且ｍ值较小，因为如果 ｍ值较大，则说明在目标领
域中含有大量的可以用于模型构建和类别预测的训

练数据，并可以独立获取预测函数，此时应用传统的

机器学习方法即可。就数据分布而言，Ｔｂ和 Ｓ来源
于同一个数据域，具有相同的边缘概率分布，而 Ｔａ
则有着与 Ｓ不同的分布。通常意义上，Ｔａ和 Ｔｂ可
以用于预测类似的或者相关的任务，否则２个不同
分布的数据很难用于同一个问题的训练工作。结合

前述内容，研究中可以做出如下问题定义：

给定大量辅助领域含标签数据集 Ｔａ和少量目
标领域含标签数据Ｔｂ，以及待预测未标注的测试数
据集Ｓ，Ｔｂ和Ｓ同分布。无论是Ｔａ、还是Ｔｂ数据集，
均满足正类数目远远小于负类数目，存在类别不平

衡问题。研究中需要利用Ｔａ和Ｔｂ结合算法来构建
预测模型，使其可以用于Ｓ中的标签预测和标注。
２．２　ＴｒＡｄａｂｏｏｓｔ优化算法设计与分析

在软件缺陷预测模型构建过程中，选用的数据

集包括辅助数据集和目标数据集在内均存在数据不

平衡问题，数据集中含有缺陷的模块仅占很小的一

部分，这也导致在训练模型过程中，正例和反例不能

被同等重视，如果仅仅依据预测正确率，则无法正确

反映模型性能。就软件缺陷预测问题而言，研究需

要预测出更多的包含缺陷的模块，因此使用缺陷检

出率 ＰＤ来评估模型能够更好地契合预定目标，同
时ＰＤ也是ＲＯＣ曲线坐标轴的纵轴，ＦＰＲ为横轴。

该算法的优化思想为：在每次执行 ＴｒＡｄａｂｏｏｓｔ
算法迭代时，不再通过错误率来评估单次迭代分类

器的重要性，而是通过简易的ＡＵＣ值来度量。这样
可以在每次迭代的过程中，有倾向性地提高真正例

率，从而得到更优的预测结果。优化后 ＴｒＡｄａｂｏｏｓｔ
算法的设计代码见如下。

输入：辅助领域数据集 Ｔａ和目标领域数据集
Ｔｂ，及其并集Ｔ，未标记目标领域测试集Ｓ

弱分类算法ＷＬ（意为ＷｅａｋＬｅａｒｎ）
迭代次数Ｎ
Ｓｔｅｐ１　初始化
初始化权重向量 ｗｔ＝ ω１１，．．．，ω

１( )
ｎ＋ｍ ，权重可

以根据具体情况进行初始化，默认为：

ω１ｉ＝
１／ｎ
１{ ／ｍ　

当ｉ＝１，．．．，ｎ
当ｉ＝ｎ＋１，．．．，ｎ＋ｍ

Ｓｔｅｐ２　Ｆｏｒｔ＝１，…，Ｎ

（１）权值重构，ｐｔ＝ ｗｔ

∑ｎ＋ｍ

ｉ＝１
ωｔｉ

（２）使用分布为ｐｔ的样本数据集Ｔ对ＷＬ进行
训练，返回假设ｈｔ

（３）计算ｈｔ在Ｔｂ上ＡＵＣ值，ｐｉ为预测结果，ｙｉ
为实际标签

ＴＰ＝∑
ｉ
ｗｉ；ｐｉ＝１，ｙｉ＝１

ＦＰ＝∑
ｉ
ｗｉ；ｐｉ＝１，ｙｉ＝０

ＴＮ＝∑
ｉ
ｗｉ；ｐｉ＝０，ｙｉ＝０

ＦＮ＝∑
ｉ
ｗｉ；ｐｉ＝０，ｙｉ＝１

　ＴＰＲ＝ＴＰ／（ＴＰ＋ＦＮ）
ＦＰＲ＝ＦＰ／（ＦＰ＋ＴＮ）

ＡＵＣ＝１／２（１－ＦＰＲ＋ＴＰＲ）
（４）设置βｔ＝（１－ＡＵＣ）／ＡＵＣ，ＡＵＣ必须大于

０．５１，否则将其置为０．５１
（５）更新权重：

　ωｔ＋１ｉ ＝
ωｔｉβ

｜ｈｔ（ｘｉ）－ｃ（ｘｉ）｜
ｔ ，

ωｔｉβ
－｜ｈｔ（ｘｉ）－ｃ（ｘｉ）｜
ｔ

{
，

当ｉ＝１，．．．，ｎ
当ｉ＝ｎ＋１，．．．，ｎ＋ｍ

输出：最终分类器为：ｈｆ（ｘｉ）＝

１，∑Ｔ

ｔ＝［Ｎ２］
ｌｏｇ１
β( )
ｔ
ｈｔ( )ｘｉ≥

１
２∑

Ｔ

ｔ＝［Ｎ２］
ｌｏｇ１
β( )
ｔ
；

０，其它{ ．
本次优化的部分为算法 ｆｏｒ循环内的步骤（３），

其中计算的ＡＵＣ值并不准确，而是将阈值固定后直
接依据分类器的预测结果和实际标签来结合权重进

行计算，得到ＴＰＲ和 ＦＰＲ两个值，在此基础上计算
点（０，０），（ＴＰＲ，ＦＰＲ），（１，１）以及（１，０）围成的面
积，由于阈值不变，因此该面积仅为近似面积，小于

实际的值。关于ＡＵＣ值的下限设置为０．５１，这是因
为若设置０．５，权值将不会发生变化，则下次迭代的
结果会完全一致。

３　实验结果

本实验中，采用的数据集来自于 ＥＳＥＭ２０１６［６］。
ＥＳＥＭ２０１６数据集是作者使用增项的 ＳＺＺ算法和
ＪＨａｗｋ工具生成的。目前有研究指出，软件缺陷预
测问题常用的数据集还包括 ＮＡＳＡ的数据集，但却
存在不开源、前后数据不一致等问题，因此本实验未

采用该数据集。

ＥＳＥＭ２０１６数据集由 ２部分组成，也就是：
ＣｌａｓｓＬｅｖｅｌ、即类级别和ＭｅｔｈｏｄＬｅｖｅｌ、即方法级别，每
一个数据集中则包含有４２种度量元对应的统计数
据。本次实验主要使用 ＣｌａｓｓＬｅｖｅｌ级别的数据，着
重测试不同项目之间的迁移效果。

本文 通 过 对 比 ＴｒＡｄａｂｏｏｓｔ与 优 化 后 的
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ＴｒＡｄａｂｏｏｓｔ算法在不同数据集上的预测效果，验证
了对权值调整后的算法在面对数据集不平衡问题时

的有效性和优越性。该实验选择的评估数据包括正

确率、ＡＵＣ值以及ＰＤ值三种。其中，正确率为统计
预测结果正确的样本数目所占的比例，ＡＵＣ值则是
通过计算ＲＯＣ曲线下方区域的面积得到；ＰＤ又称
为错误检出率，ＰＤ＝ＴＰ／（ＴＰ＋ＦＮ）。正如前文研究
得到的，正确率无法正确反映预测结果的性能，ＡＵＣ
值和 ＰＤ值均可反映正例被正确预测的比例，但
ＡＵＣ值同等对待２个类别的预测，而在软件缺陷预
测问题中，研究是致力于能够更多地检测出存在的

缺陷，同时允许一定数量的误判，即将无缺陷样本预

测为有缺陷，因此较好的 ＰＤ值度量更符合本次研
发的实验要求。

实验选取了１１个不同的数据集，并按照文件名
排序后使相邻的２个数据集两两结合，前者作为辅
助数据集，后者作为目标数据集，再用其来进行模型

的构建和评估，实验结果见表２。
表２　ＴｒＡｄａｂｏｏｓｔ与优化后ＴｒＡｄａｂｏｏｓｔ实验结果对比

Ｔａｂ．２　ＣｏｍｐａｒｉｓｏｎｏｆＴｒＡｄａｂｏｏｓｔａｎｄｏｐｔｉｍｉｚｅｄＴｒＡｄａｂｏｏｓｔ

ｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓ

辅助数据

集名称

目标数据

集名称

ＴｒＡｄａｂｏｏｓｔ 优化后ＴｒＡｄａｂｏｏｓｔ

错误率

／％
ＡＵＣ ＰＤ

错误率

／％
ＡＵＣ ＰＤ

ａｕｔｏｐｌｏｔ ｄｒｊａｖａ １５．６ ０．６８ ０．３９ １６．３ ０．６６ ０．４４

ｄｒｊａｖａ ｇｅｎｏｖｉｚ ２７．７ ０．７３ ０．６４ ２７．８ ０．７２ ０．７２

ｇｅｎｏｖｉｚ ｈｔｍｌｕｎｉｔ １７．５ ０．７９ ０．６４ ２７．９ ０．７５ ０．７４

ｈｔｍｌｕｎｉｔ ｊｉｔｔｅｒｂｉｔ １１．６ ０．７０ ０．３８ １０．８ ０．６７ ０．４２

ｊｉｔｔｅｒｂｉｔ ｊｍｏｌ １５．７ ０．６２ ０．１８ １２．８ ０．６５ ０．３８

ｊｍｏｌ ｊｍｒｉ １１．３ ０．６６ ０．３７ ９．１ ０．６７ ０．５１

ｊｍｒｉ ｊｐｐｆ １９．３ ０．６８ ０．４２ １９．１ ０．６６ ０．４７

ｊｐｐｆ ｊｕｍｐ １７．４ ０．６５ ０．３７ １５．７ ０．６８ ０．４８

ｊｕｍｐ ｏｍｅｇａｔ ５．２ ０．６２ ０．１９ ６．９ ０．６３ ０．３１

ｏｍｅｇａｔ ｓａｒｏｓ １５．２ ０．５６ ０．２２ １９．９ ０．５９ ０．２９

ａｕｔｏｐｌｏｔ ｔａｎｇｏ ６．９ ０．７０ ０．２８ ８．３ ０．６１ ０．３１

　　实验结果表明，在数据集不平衡的软件缺陷预
测问题中，优化后的算法在大部分情况下 ＰＤ值是
优于原有的ＴｒＡｄａｂｏｏｓｔ算法的，而 ＡＵＣ值方面两者
则比较接近，较大的 ＰＤ值也表示可以有更多的缺
陷被预测出来。与此同时还发现，相对于传统的机

器学习方法而言，迁移学习的预测效果相对较差，因

此在拥有足够的训练数据时，将优先使用传统的机

器学习算法。

４　结束语

软件缺陷预测可以对软件的测试和交付提供指

导意见，对软件质量的保证具有实际意义。本文参

考了ＴｒＡｄａｂｏｏｓｔ算法，结合软件缺陷预测问题的特
征，对ＴｒＡｄａｂｏｏｓｔ算法进行了优化，可以在一定程度
上应对不平衡数据集带来的问题。

但需指出，该算法还存在一定的局限性。一个

缺陷预测模型的构建，除了需要优化训练算法，对于

数据的预处理也同样重要。在未来的工作中，需要

在辅助数据的筛选和度量元的选择方法上继续深入

研究，以进一步提升预测模型的性能。
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