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基于 ＢＥＲＴ 的双通道神经网络模型文本情感分析研究

严驰腾， 何利力

（浙江理工大学 信息学院， 杭州 ３１００１８）

摘　 要： 针对当前情感分析任务中使用 Ｗｏｒｄ２Ｖｅｃ、ＧｌｏＶｅ 等模型生成的文本词向量，无法有效解决多义词表征、经典神经网

络模型无法充分提取文本语义特征等问题，本文提出基于 ＢＥＲＴ 的双通道神经网络模型文本情感分析方法。 该方法采用

ＢＥＲＴ 模型生成词向量，ＢＥＲＴ 模型对下游分类任务进行微调的过程中生成文本词向量的动态表征。 然后，将词向量输入由

ＣＮＮ 与 ＢｉＧＲＵ 构建的双通道模型进行特征提取，并行获取文本的局部与全局语义特征，并通过注意力机制为输出特征分配

相应的权重分值，突出文本的情感极性。 最后将双通道输出特征融合进行情感分类。 在酒店评论数据集上进行实验，结果表

明本文模型与文本情感分析的基线模型相比，在准确率与 Ｆ１ 分值上分别提高了 ３．７％和 ５．１％。
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０　 引　 言

随着移动互联网的高速发展，众多互联网用户

积极地参与到信息的发布中，可表现为微博评论、商
品评论、直播评论等带有个人情感观点的文本信息。
针对这些主观性言论进行情感分析研究可以挖掘出

极具价值的信息，如对社会热点新闻评论进行舆情

分析，把握舆论倾向、对商品评论进行消费倾向分

析，获取消费者的消费意向等。
文本情感分析是对带有情感色彩的主观性文本

进行分析、推理和归纳的过程，其目的是挖掘文本信

息中用户的情感信息。 现有的情感分析方法主要分

为传统方法、机器学习方法和深度学习方法。 其中，
传统的方法主要利用情感词典获取文本中情感词的

情感值，再通过加权计算确定文本的整体情感倾向。
这种方法严重依赖于情感词典和评判规则的质量，
其优劣程度取决于人工设计与先验知识，对新词的

扩展性差。 基于机器学习的方法是指通过计算机对

文本情感数据进行学习，提取数据特征，自主进行情

感分类。 常用的机器学习算法有 Ｋ 近邻、朴素贝叶

斯、支持向量机和决策树等，与传统方法相比在分类

效果上有一定的提升，但是泛化能力较差。 深度学



习是机器学习的分支，通过深度学习算法可以获得

文本数据的连续且稠密的向量表示，再利用卷积神

经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ， ＣＮＮ）、循环

神经网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＲＮＮ）等模型

提取数据特征进行文本分类，这种方法可以更加充

分地获取文本中蕴含的情感特征，分类效果更好。

１　 相关工作

在文本情感分析任务中，Ｋａｕｒ 等人［１］使用 Ｎ－
Ｇｒａｍ算法对文本信息进行特征提取，ＫＮＮ 算法对

输入特征进行分类计算得到积极、消极以及中性的

情感结果。 Ｋｉｍ［２］提出 ３种尺寸大小卷积核的 ＣＮＮ
模型，在预训练好的词向量上进行特征提取，此后通

过最大池化与全连接层得到分类结果，由于 ＣＮＮ模

型只能提取文本的局部特征，因此长文本序列特征

难以捕获。 Ｂａｈｄａｎａｕ 等人［３］最早将注意力机制应

用在机器翻译领域，接下来 Ｂａｓｉｒｉ 等人［４］、Ｌｉｕ 等

人［５］、Ｙａｎｇ 等人［６］将注意力机制与神经网络相结

合，增强了算法模型对文本中关键情感信息的感知

能力，进一步提升了文本情感分析的准确率。
文本的词向量表示是文本分类任务的基石，词

嵌入方法最早使用 ｏｎｔ－ｈｏｔ、ｂａｇ－ｏｆ－ｗｏｒｄｓ 等模型对

文本进行离散表示，后来基于浅层神经网络模型的

Ｗｏｒｄ２Ｖｅｃ和 ＧｌｏＶｅ等方法，可以通过语料数据训练

出文本的连续且稠密的词向量表示，与早期方法相

比降低了词向量维度，丰富了词向量的语义，同时能

够捕捉词与词之间的相似性问题。 Ｒｈａｎｏｕｉ 等人［７］

使用 Ｗｏｒｄ２Ｖｅｃ 词嵌入技术对文本数据进行向量化

表示，然后通过神经网络的模型在 Ｆｒｅｎｃｈ ｎｅｗｐａｐｅｒｓ
数据集进行情感分析，该模型中 ＬＳＴＭ 用于捕捉数

据的时间序列特征，ＣＮＮ 对数据的局部特征进行提

取，实验结果表明双通道特征提取优于单模型的数

据特征提取。 基于浅层神经网络模型的词嵌入方法

是通过大量数据实现对词的唯一向量表示，无法解

决不同语境中词语包含的语义信息，例如 “小张考

试得了 ９２ 分，可真厉害。”、“小李考试得了 ３２ 分，
可真厉害！”，“厉害”在两句话中分别呈现褒义和贬

义的含义。 ２０１８ 年，Ｄｅｖｌｉｎ 等人［８］提出了 ＢＥＲＴ 模

型，该模型采用双向多层 Ｔｒａｎｓｆｏｒｍｅｒ 编码器结构在

大型文本语料库进行预训练，通过预训练的词向量

模型在下游 ＮＬＰ 任务中对 ＢＥＲＴ 模型进行微调，实
现不同语义环境下词向量的动态表示，从而解决词

向量的静态表征问题。 谌志群等人［９］ 提出基于

ＢＥＲＴ和双向 ＬＳＴＭ的微博评论情感分析模型，该模

型通过 ＢＥＲＴ 生成词向量，采用双向 ＬＳＴＭ 模型进

行情 感 分 析， 实 验 结 果 表 明， 该 模 型 与 基 于

Ｗｏｒｄ２Ｖｅｃ的双向 ＬＳＴＭ相比准确率更高。
基于上述工作，本文提出基于 ＢＥＲＴ 的双通道

神经网络模型的文本情感分析研究方法，该方法采

用 ＢＥＲＴ（Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｅｎｃｏｄｅｒ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｆｒｏｍ
Ｔｒａｎｓｆｏｒｍｅｒｓ， ＢＥＲＴ）模型作为词嵌入层获取文本的

向量表示，构建 ＣＮＮ 与 ＢｉＧＲＵ 双通道网络模型对

词向量进行局部特征和全局特征的提取，利用注意

力机制提高特征矩阵中关键的情感信息权重，使得

分类效果更加准确。 最后本文通过对比实验证明了

该方法的有效性。

２　 基于 ＢＥＲＴ的 ＣＮＮ－ＢｉＧＲＵ－ＡＴ情感分析

模型

　 　 本文提出结合 ＢＥＲＴ 的 ＣＮＮ－ＢｉＧＲＵ－ＡＴ 情感

分析模型，模型结构如图 １ 所示。 该模型由以下部

分组成。

酒

店

很

干

净

�

舒

适

BE
RT

CN
N

Bi
GR

U

At
te
nt
io
n

Text
Sequence

Word
Embedding

Feature
Extraction

Attention
Mechanism

Output

So
ftm

ax

x1,x2,x3,…,xn

图 １　 基于 ＢＥＲＴ 的 ＣＮＮ－ＢｉＧＲＵ－ＡＴ 模型结构图

Ｆｉｇ． １　 ＢＥＲＴ－ｂａｓｅｄ ＣＮＮ－ＢｉＧＲＵ－ＡＴ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ
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　 　 （１）词嵌入层：本文使用 ＢＥＲＴ 预训练模型获

取文本序列的动态词向量表示。
（２）特征提取层：ＣＮＮ 能够提取文本的局部特

征信息，而 ＢｉＧＲＵ能够根据文本序列的上下文语义

提取到全局特征信息，因此本文通过构建 ＣＮＮ 与

ＢｉＧＲＵ双通道模型进行特征提取。
（３）注意力层：注意力机制能够对特征提取层

输出的特征矩阵进行权重分配，突出关键词在文本

序列中的重要程度。 本文对局部特征矩阵和全局特

征矩阵分别进行注意力计算。
（４）输出层：对注意力层输出的特征向量进行

融合，使用 ｄｒｏｐｏｕｔ 正则化防止出现过拟合现象，并
通过全连接神经网络计算后，利用 ｓｏｆｔｍａｘ 函数进

行分类。
２．１　 词嵌入层

ＢＥＲＴ （ Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｅｎｃｏｄｅｒ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ
ｆｒｏｍ Ｔｒａｎｓｆｏｒｍｅｒ）是 Ｄｅｖｌｉｎ等人［８］于 ２０１８年提出的

基于双向 Ｔｒａｎｓｆｏｒｍｅｒ 编码器结构进行编码的词向

量预训练模型。 ＢＥＲＴ 采用遮挡语言模型（Ｍａｓｋｅｄ
Ｌａｎｇｕａｇｅ Ｍｏｄｅｌ， ＭＬＭ ） 和 下 一 句 预 测 （ Ｎｅｘｔ
Ｓｅｎｔｅｎｃｅ Ｐｒｅｄｉｃｔｉｏｎ， ＮＳＰ ） 来 进 行 词 向 量 训 练。
ＭＬＭ会随机选择一定比例的词元作为预测的遮蔽

词元，模型通过全局上下文来学习被遮挡的词元。
尽管 ＭＬＭ能够编码双向上下文来表示字词，但是

不能够显式地表达文本对之间的逻辑关系，而 ＮＳＰ
可以看作是句子级别的二分类问题，通过判断后一

个句子是不是前一个句子合理的下一句来挖掘句子

间的逻辑关系，因此 ＢＥＲＴ 模型通过结合 ＭＬＭ 与

ＮＳＰ 两种方法实现词向量的表示与语义特征的提

取。 ＢＥＲＴ模型结构如图 ２所示。

Outut
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Coding
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Input
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图 ２　 ＢＥＲＴ 模型结构图

Ｆｉｇ． ２　 ＢＥＲＴ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 图 ２中， ｅ１，ｅ２，…，ｅｎ 为 ＢＥＲＴ模型的输入序列，
Ｔｒｍ为 Ｔｒａｎｓｆｏｒｍｅｒ 的 Ｅｎｃｏｄｅｒ 模型， ｘ１，ｘ２，…，ｘｎ 为

ＢＥＲＴ模型的输出词向量序列。 ＢＥＲＴ 的输入序列

是词 元 嵌 入 （ Ｔｏｋｅｎ Ｅｍｂｅｄｄｉｎｇｓ ）、 片 段 嵌 入

（ Ｓｅｇｍｅｎｔ Ｅｍｂｅｄｄｉｎｇｓ ） 和 位 置 嵌 入 （ Ｐｏｓｉｔｉｏｎａｌ
Ｅｍｂｅｄｄｉｎｇｓ）信息之和，其中词元嵌入的文本序列需

要使用词元＜ｃｌｓ＞作为起始标记。 其输入序列模型

如图 ３所示。
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图 ３　 ＢＥＲＴ 模型输入序列图

Ｆｉｇ． ３　 ＢＥＲＴ ｍｏｄｅｌ ｉｎｐｕｔ ｓｅｑｕｅｎｃｅ ｄｉａｇｒａｍ

２．２　 双通道特征提取层

２．２．１　 局部语义特征提取

卷积神经网络早期被应用于计算机视觉领域，
但近年来也广泛应用到自然语言处理领域中，并取

得了不错的成绩。 ＣＮＮ 通过卷积核提取文本的局

部语义特征，本文使用多尺度卷积来获取不同距离

词语间的特征信息。 ＣＮＮ 通过卷积层对文本进行

特征提取后，通常会使用最大池化层对特征矩阵进

行压缩，这种方法会破坏文本序列的时序性，造成特

征丢失等问题。 因此本文对卷积层得到的特征矩阵

进行拼接，直接输入注意力层进行权重分配，模型结

构如图 ４所示。
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图 ４　 局部特征提取模型结构图

Ｆｉｇ． ４　 Ｌｏｃａｌ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 图 ４中， ｘ１，ｘ２，…，ｘｎ 为文本的词嵌入向量，通
过 ３个不同窗口大小的卷积核进行特征提取，每种

卷积核的维度 ｄｉｍ ＝ ７６８、通道数 Ｍ ＝ ２５６，步长设定

为 １。 对于窗口大小为 ｋ 的卷积核第 ｉ 次卷积操作

得到的局部特征 ｃｉ，此处需用到的计算公式为：
ｃｉ ＝ ｆ Ｗ ｘ ｉ，ｉ ＋ｋ－１[ ] ＋ ｂ( ) （１）

　 　 其中， ｆ 为非线性激活函数 ＲｅＬＵ；Ｗ 为卷积核

矩阵中的参数； ｘ ｉ，ｉ ＋ｋ－１[ ] 表示词向量矩阵第 ｉ 行到

（ ｉ ＋ ｋ － １） 行之间的向量； ｂ 为偏置项。 窗口大小
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为 ｋ 的卷积核卷积 （ｎ － ｋ ＋ １） 次，得到的局部特征

向量 ｃｋ
ｉ ＝ ｃ１，ｃ２，…，ｃｎ－ｋ＋１[ ] ， 各个卷积核卷积输出

的 ｃｋ
ｉ 融 合 后 得 到 局 部 特 征 矩 阵 Ｒ ＝

ｒ１，ｒ２，…，ｒｍ[ ] 。
２．２．２　 全局语义特征提取

门控循环单元（Ｇａｔｅ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ， ＧＲＵ）是长

短期记忆网络（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ， ＬＳＴＭ）的
改进模型。 循环神经网络模型 （ Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ， ＲＮＮ）在处理长序列数据进行学习时会出

现梯度消失现象，无法感知长时间序列的非线性关

系。 ＲＮＮ模型的改进版 ＬＳＴＭ［１０］通过输入门、遗忘

门和输出门解决了梯度消失的问题。 因为 ＬＳＴＭ 模

型有参数较多，训练时间较长的问题，因此 Ｃｈｏ 等

人［１１］提出了将 ＬＳＴＭ的单元状态和隐藏状态合并，
并将输入门和遗忘门合为一个更新门的 ＧＲＵ 模型，
简化了其结构，因此 ＧＲＵ 可以使用更少的参数和时

间来达到 ＬＳＴＭ的实验效果。 ＧＲＵ结构如图 ５所示。
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图 ５　 ＧＲＵ 结构图

Ｆｉｇ． ５　 ＧＲＵ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 ＧＲＵ模型向前计算公式为：
ｒｔ ＝ σ Ｗｒ ｘｔ ＋ Ｕｒ ｈｔ －１ ＋ ｂｒ( ) （２）
ｚｔ ＝ σ Ｗｚ ｘｔ ＋ Ｕｚ ｈｔ －１ ＋ ｂｚ( ) （３）

ｈ ｔ ＝ ｔａｎｈ Ｗ ｘｔ ＋ Ｕ ｒｔ☉ ｈｔ －１( ) ＋ ｂｈ( ) （４）

ｈｔ ＝ ｚｔ☉ ｈｔ －１ ＋ １ － ｚｔ( ) ☉ ｈ ｔ （５）
　 　 其中，Ｗｒ，Ｗｚ，Ｗ，Ｕｒ，Ｕｚ，Ｕ 为权重矩阵； ｂｒ，ｂｚ，
ｂｈ 为 偏 置 项； σ 为 ｓｉｇｍｏｉｄ 激 活 函 数； ☉ 为

Ｈａｒｄａｍａｒｄ乘积操作； ｒｔ 为重置门的输出向量，决定

了上一时刻的隐藏状态 ｈｔ －１ 与当前时刻输入向量 ｘｔ

的信息流入程度； ｚｔ 为更新门的输出向量，其更新过

程与 ｒｔ 类似。 将 ｒｔ 与 ｈｔ －１ 相乘，同 ｘｔ 相加经双曲正

切激活函数 ｔａｎｈ计算后可得候选隐藏状态 ｈ ｔ，ｈｔ 为

当前时刻隐藏状态，用于输出和流入下一个时刻的

ＧＲＵ单元进行计算。
单向 ＧＲＵ的各时刻隐藏状态是从前向后单向

传输的，这种方式忽略了文本的全局语义信息，无法

推断出后文中的字词对前文的影响，因此本文采用

双向门控循环单元 （ Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ
Ｕｎｉｔ， ＢｉＧＲＵ）模型进行全局语义特征提取，可以提

取正向与反向时间序列各时刻的隐藏状态，相比于

单向 ＧＲＵ其结果更加准确，ＢｉＧＲＵ模型结构如图 ６
所示。
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图 ６　 ＢｉＧＲＵ 模型结构图

Ｆｉｇ． ６　 ＢｉＧＲＵ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 图 ６中， ｘ１，ｘ２，…，ｘｎ 为文本的词嵌入向量， ｈ
→

ｉ

表示 ｈ
→

ｉ －１ 与 ｘｉ 经过 ＧＲＵ计算得到的正向隐藏状态，

ｈ
←
ｉ 表示 ｈ

←
ｉ －１ 与 ｘｉ 经过 ＧＲＵ计算得到的反向隐藏状

态， ｈｉ 表示正向 ｈ
→

ｉ 与反向 ｈ
←
ｉ －１ 拼接后的最终隐藏状

态。
２．３　 注意力层

文本信息通常会包含具有情感倾向的词汇，这
些词汇往往会对文本的情感倾向产生重要影响，使
用注意力机制可以捕获情感词予以分配较大的权重

分值，突出其在文本序列中的重要程度。 本文分别

对局部特征矩阵 Ｒ Ｒ ＝ ｒ１，ｒ２，…，ｒｍ( ) 和全局特征

矩阵 Ｈ Ｈ ＝ ｈ１，ｈ２，…，ｈｎ( ) 分别使用注意力机制，
加强文本情感极性，研究后推得的计算公式为：

ｕｒｉ ＝ ｔａｎｈ Ｗｒ ｒｉ ＋ ｂｒ( ) （６）
ｕｈｊ ＝ ｔａｎｈ Ｗｈ ｈ ｊ ＋ ｂｈ( ) （７）

　 　 其中，Ｗｒ 与 Ｗｈ 为权重参数矩阵； ｂｒ 与 ｂｈ 为偏

置项；ｔａｎｈ为非线性激活函数。
通过对权重向量 ｕｒｉ 与 ｕｈｊ 进行归一化处理，可

得到关于局部特征 ｒｉ 和全局特征 ｈｉ 的注意力分数

α ｉ 与 α ｊ，其计算公式为：

αｉ ＝
ｅｘｐ ｕｒｉ( )

∑
ｍ

ｉ ＝ １
ｅｘｐ ｕｒｉ( )

（８）

α ｊ ＝
ｅｘｐ ｕｈｊ( )

∑ ｎ

ｊ ＝ １
ｅｘｐ ｕｈｊ( )

（９）

　 　 将注意力分数 α ｉ 与局部特征矩阵 Ｒ 对应的子向

量计算加权和，可得到经注意力机制优化后的文本局

部特征向量 ｓｒ，全局特征矩阵 Ｈ 的权重优化类似，可
得到文本全局特征向量 ｓｈ。 具体的计算公式为：
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ｓｒ ＝∑
ｍ

ｉ ＝ １
αｉ ｒｉ （１０）

ｓｈ ＝∑
ｎ

ｊ ＝ １
α ｊ ｈ ｊ （１１）

　 　 双通道注意力机制层为文本中关键情感词向量

分配了相应的注意力权重，进而提高了模型情感分

析的准确性。
２．４　 输出层

本文模型输出层由全连接神经网络与 ｓｏｆｔｍａｘ
函数构成。 首先将注意力机制优化后的局部特征向

量 ｓｒ 与全局特征向量 ｓｈ 融合，得到文本最终的特征

表示 ｓ。 相应的数学公式可表示如下：
ｓ ＝ ｓｒ，ｓｈ[ ] （１２）

　 　 通过在全连接神经网络层前融合 ｄｒｏｐｏｕｔ 方法，

可以缓解模型的过拟合现象，全连接层的输出使用

ｓｏｆｔｍａｘ 函数进行分类计算，该值可由如下数学公式

计算得到：
ｏ ＝ ｆ Ｗｓ ＋ ｂ( ) （１３）
ｇ ＝ ｓｏｆｔｍａｘ ｏ( ) （１４）

　 　 其中， ｏ 为全连接层的输出向量； Ｗ 为权重矩

阵； ｂ 为偏置项； ｇ 为模型的最终输出向量。

３　 实验方法及结果分析

３．１　 实验数据集

本文使用的是谭松波老师收集整理的酒店评论

数据集，该数据集包含积极和消极评论各 ７ ０００ 条

和３ ０００条。 使用前对数据集进行预处理，去除掉特

殊字符，调整数据集结构，其数据集示例见表 １。
表 １　 数据集示例

Ｔａｂ． １　 Ｅｘａｍｐｌｅｓ ｏｆ ｔｈｅ ｄａｔａ ｓｅｔ

评论 情感标签

环境安静，离火车站近。 房间布置不错，早餐以中餐为主，丰富。 下次接着住！ １

房间感觉还可以，但是洗漱用的毛巾浴巾质量不好，感觉没有洗干净，房间隔音效果不好 ０

酒店很好，房间挺大，服务态度特别好。 地点也很好，很方便。 １

房间小，感觉卫生不太好，整个环境显得很陈旧，服务一般。 ０

　 　 表 １中，情感标签 １ 和 ０ 分别表示积极评论和

消极评论。 实验数据集以 ４ ∶ １ 比例随机划分为训

练集和测试集，每个数据集以同比例划分积极和消

极评论。 数据集中文本长度与数量关系如图 ７ 所

示，可以观察到数据集内评论以短文本居多，其中

ｔｅｘｔｌｅｎｇｔｈ ≤ １００ 的 数 据 占 比 约 ５０％， １００ ＜
ｔｅｘｔｌｅｎｇｔｈ≤ ２００的数据占比约 ２５％。
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图 ７　 文本长度与数量关系图

Ｆｉｇ． ７　 Ｔｈｅ ｒｅｌａｔｉｏｎｓｈｉｐ ｂｅｔｗｅｅｎ ｔｅｘｔ ｌｅｎｇｔｈ ａｎｄ ｑｕａｎｔｉｔｙ

３．２　 模型评估指标

为验证模型在文本情感分析任务中的效果，本
文采用 准确率（Ａｃｃｕｒａｃｙ）、查准率（Ｐｒｅｃｉｓｉｏｎ）、召回

率（Ｒｅｃａｌｌ）和Ｆ１ － ｓｃｏｒｅ（Ｆ１分值）作为评估指标，计
算公式如下：

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ

（１５）

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（１６）

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（１７）

Ｆ１ ＝
２∗Ｐｒｅｃｉｓｉｏｎ∗Ｒｅｃａｌｌ
Ｐｒｅｃｉｓｉｏｎ ＋ Ｒｅｃａｌｌ

（１８）

　 　 其中， ＴＰ （Ｔｒｕｅ Ｐｏｓｉｔｉｖｅ）表示样本正确分类为

积极情感的数量； ＦＰ （Ｆａｌｓｅ Ｐｏｓｉｔｉｖｅ）表示样本错误

分类为积极情感的数量； ＦＮ （Ｆａｌｓｅ Ｎｅｇａｔｉｖｅ）表示

将样本错误分类为消极情感的数量； ＴＮ （ Ｔｒｕｅ
Ｎｅｇａｔｉｖｅ）表示将样本正确分类为消极情感的数量。
３．３　 实验环境与超参数设定

本文模型实验环境见表 ２。
表 ２　 实验环境

Ｆｉｇ． ２　 Ｌａｂｏｒａｔｏｒｙ ｅｎｖｉｒｏｎｍｅｎｔ

实验环境 环境配置

操作系统 Ｗｉｎｄｏｗｓ １０

显卡 Ｎｖｉｄｉａ ＧＴＸ １６５０

编程语言 Ｐｙｔｈｏｎ ３．７．９

深度学习框架 Ｐｙｔｏｒｃｈ １．１．０

ＣＵＤＡ版本 １１．０
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　 　 本文词嵌入层使用 Ｇｏｏｇｌｅ发布的 “ＢＥＲＴ－Ｂａｓｅ
Ｃｈｉｎｅｓｅ” 中文预训练模型，该 模 型 采 用 １２ 层

Ｔｒａｎｓｆｏｒｍｅｒ，隐藏层的维度为 ７６８，激活函数为 Ｒｅｌｕ，
多头注意力 的 参 数 为 １２，模 型 总 参 数 大 小 为

１１０ ＭＢ。双通道特征提取层的主要参数见表 ３。
表 ３　 特征提取层模型参数设定

Ｔａｂ． ３　 Ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｌａｙｅｒ ｍｏｄｅｌ ｐａｒａｍｅｔｅｒｓ ｓｅｔｔｉｎｇ

参数 参数值

ｂａｔｃｈ ｓｉｚｅ ６

词向量维度 ７６８

ｈｉｄｄｅｎ ｓｉｚｅ ２５６

ｄｒｏｐｏｕｔ ｒａｔｅ ０．２

ｅｐｏｃｈｓ １０

学习率 ０．００１

优化器 Ａｄａｍ

卷积核尺寸 （２， ３， ４）

卷积核通道数 （２５６， ２５６， ２５６）

最大文本长度 １５０

３．４　 对比实验与结果分析

３．４．１　 ＢＥＲＴ模型词向量化效果分析

为验证 ＢＥＲＴ预训练模型对文本向量化的表示

能力，本文选取 Ｗｏｒｄ２Ｖｅｃ、ＥＬＭｏ与 ＢＥＲＴ进行实验

对比，文本数据分别通过 ３ 个模型向量化后输入到

ＢｉＧＲＵ中进行训练。 实验结果见表 ４。 结果表明基

于 ＢｉＧＲＵ 的 ＢＥＲＴ 词嵌入模型的准确率高达

０．９１１ ０，相比 Ｗｏｒｄ２Ｖｅｃ 与 ＥＬＭｏ 准确率分别提高

了 ４．５％与 ２．６％，证明了基于双向 Ｔｒａｎｓｆｏｒｍｅｒ 编码

器的 ＢＥＲＴ模型有更出色的词向量表示能力。
表 ４　 词嵌入层模型试验结果对比

Ｔａｂ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ ｗｏｒｄ ｅｍｂｅｄｄｉｎｇ ｌａｙｅｒ ｍｏｄｅｌ

词嵌入模型 Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１ － ｓｏｃｒｅ

Ｗｏｒｄ２Ｖｅｃ ０．８５６ ５ ０．８２５ １ ０．８３０ ６ ０．８２７ ８

ＬｏＥＭ ０．８７４ ０ ０．８６１ ９ ０．８４６ ４ ０．８５４ １

ＢＥＲＴ ０．８９５ ５ ０．８６１ １ ０．８８５ ２ ０．８７１ ７

３．４．２　 本文模型实验对比与结果分析

为验证本文模型的有效性，使用 ＢＥＲＴ 模型作

为词嵌入层进行文本的向量化表示，同时为验证双

通道特征提取模型与注意力机制结合的有效性，分
别构建 ＣＮＮ－ＢｉＧＲＵ 与 ＣＮＮ－ＢｉＧＲＵ－ＡＴ 模型进行

实验 对 比。 在 文 本 情 感 分 析 任 务 中， ＢｉＧＲＵ、
ＢｉＬＳＴＭ、ＴｅｘｔＲＮＮ、ＴｅｘｔＣＮＮ是情感分类中的经典模

型，本文将选取上述模型进行对比实验，其模型结构

如下。
（１）ＢｉＧＲＵ：该模型为本文的全局特征提取层，

对比实验中使用初始时刻与最后时刻的融合特征向

量作为模型输出。
（２）ＢｉＬＳＴＭ：该模型采用双向长短期记忆网络

进行特征提取，使用初始时刻与最后时刻的融合特

征向量作为模型输出。
（３）ＴｅｘｔＲＮＮ：该模型采用双向长短期记忆网络

进行特征提取，与 ＢｉＬＳＴＭ不同的是，使用最大池化

对 ＢｉＬＳＴＭ各时刻的输出特征向量进行特征提取作

为模型输出。
（４）ＴｅｘｔＣＮＮ：该模型采用多尺度卷积对输入向

量进行特征提取，不同尺度的卷积核获取到不同长

度词语的特征信息，最后使用最大池化对特征向量

进行计算作为模型输出。
（５）ＣＮＮ－ＢｉＧＲＵ：该模型为未使用注意力机制

的双通道特征提取模型，主要与本文 ＢＥＲＴ－ＣＮＮ－
ＢｉＧＲＵ－ＡＴ模型进行对比，验证注意力机制的有效

性。
所有模型对比实验结果见如表 ５。

表 ５　 不同模型的实验对比结果

Ｔａｂ． ５　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型 Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１ － ｓｏｃｒｅ

ＢＥＲＴ－ＢｉＧＲＵ ０．８９５ ５ ０．８６１ １ ０．８８５ ２ ０．８７１ ７

ＢＥＲＴ－ＢｉＬＳＴＭ ０．８９８ ５ ０．８６０ ８ ０．８９２ ４ ０．８７４ ３

ＢＥＲＴ－ＴｅｘｔＲＮＮ ０．９０２ ５ ０．８８４ ２ ０．８８３ ８ ０．８８４ ０

ＢＥＲＴ－ＴｅｘｔＣＮＮ ０．９０８ ０ ０．８９０ ５ ０．８９０ ５ ０．８９０ ５

ＢＥＲＴ－ＣＮＮ－ＢｉＧＲＵ ０．９１６ ５ ０．８９７ ５ ０．９０２ ６ ０．９００ ０

ＢＥＲＴ－ＣＮＮ－ＢｉＧＲＵ－ＡＴ ０．９２９ ０ ０．９２１ ２ ０．９１２ １ ０．９１６ ４

　 　 实验结果评估指标以 Ａｃｃｕｒａｙ 与 Ｆ１ － ｓｏｃｒｅ 为

主，根据表 ５ 可知，本文模型 ＢＥＲＴ－ＣＮＮ－ＢｉＧＲＵ－
ＡＴ 的准确率达到了 ９２． ９０％， Ｆ１ 分 数 达 到 了

９１．６４％，均高于其他模型。 其中，ＢＥＲＴ－ＢｉＧＲＵ 与

ＢＥＲＴ－ＢｉＬＳＴＭ的模型评分相差不多，因为二者具有

相同的模型结构。 ＴｅｘｔＣＮＮ模型在本文数据集中的

实验效果均好于循环神经网络模型，在酒店评论数

据集中，短文本数据占比约为 ７５％， ＴｅｘｔＣＮＮ 通过

多尺度卷积可以更好地获取到短文本序列词组之间

的特征信息，而循环神经网络擅长捕获较长文本的时

间序列特征。 通过 ＢＥＲＴ －ＣＮＮ－ＢｉＧＲＵ 与ＢＥＲＴ－
ＣＮＮ－ＢｉＧＲＵ－ＡＴ对比可知，使用了注意力机制后，
准确率提高了约 １．４％， Ｆ１ 分数提高了约 １．８％，说
明注意力机制可以有效提高模型的准确率。 综上所

述，本文所提出的基于 ＢＥＲＴ的 ＣＮＮ－ＢｉＧＲＵ－ＡＴ模

型在中文文本情感分析任务上具有很好的效果，证
明了本文模型的有效性。

１２第 ５期 严驰腾， 等： 基于 ＢＥＲＴ的双通道神经网络模型文本情感分析研究



４　 结束语

本文提出基于 ＢＥＲＴ的双通道神经网络模型的

文本情感分类方法，首先采用 ＢＥＲＴ 模型进行文本

向量化表示，结合 ＣＮＮ 和 ＢｉＧＲＵ 构建双通道模型

提取文本中蕴含的局部与全局情感特征，通过建立

注意力权重分配机制，融合加权求和后的特征向量，
经过输出层计算后，得出文本的情感倾向信息，在酒

店评论数据集中表现出了较高的准确率。 但是依然

有不足之处，表现为模型训练时间过久，其原因是

ＢＥＲＴ模型具有大量参数，且模型深度较深，在对下

游任务进行微调的过程中，需要反向传播更新大量

参数，消耗较多时间。 针对此问题拟在后续研究中

加以改进。
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［２０］ＬＩＵ Ｓｈｅｎｇ， ＹＡＤＡＶ Ｃ， ＦＥＲＮＡＮＤＥＺ－ＧＲＡＮＤＡ Ｃ， ｅｔ ａｌ． Ｏｎ
ｔｈｅ ｄｅｓｉｇｎ ｏｆ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ｆｏｒ ａｕｔｏｍａｔｉｃ
ｄｅｔｅｃｔｉｏｎ ｏｆ Ａｌｚｈｅｉｍｅｒ′ ｓ ｄｉｓｅａｓｅ ［ Ｃ ］ ／ ／ Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ ｆｏｒ
Ｈｅａｌｔｈ Ｗｏｒｋｓｈｏｐ． ＰＭＬＲ， ２０２０： １８４－２０１．

［２１］ＨＵＯ Ｙｕａｎｋａｉ， ＸＵ Ｚｈｏｕｂｉｎｇ， ＸＩＯＮＧ Ｙｕｎｘｉ， ｅｔ ａｌ． ３Ｄ ｗｈｏｌｅ
ｂｒａｉｎ ｓｅｇｍｅｎｔａｔｉｏｎ ｕｓｉｎｇ ｓｐａｔｉａｌｌｙ ｌｏｃａｌｉｚｅｄ ａｔｌａｓ ｎｅｔｗｏｒｋ ｔｉｌｅｓ［Ｊ］ ．
ＮｅｕｒｏＩｍａｇｅ， ２０１９， １９４： １０５－１１９．
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