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基于 ＮＳＧＡ－ＩＩ 的偏好分解的多目标优化算法研究

谢倩文， 何利力
（ 浙江理工大学 信息学院， 杭州 ３１００１８）

摘　 要： 对于多目标优化问题，传统的优化算法不能够很好地处理复杂的 Ｐａｒｅｔｏ 前沿（ＰＦ）上的收敛和分布问题，收敛性和分

布性二者不能得到较好的平衡；利用改进后的边界交叉方法，超平面根据补足位移移动，形成新的标准目标向量，使得更多的

个体分布落在可行区域；决策者偏好的高维多目标优化算法，能够有效地减小搜索空间，解决算法后期收敛放缓和种群退化

的问题。 本文提出基于偏好向量分解的多目标优化算法，基于 ＮＳＧＡ－ＩＩ 的偏好分解的多目标优化算法，将偏好信息作为促进

解向最优解移动的条件，能够加快收敛速度，找到接近的真实的 Ｐａｒｅｔｏ 最优前沿解（ＰＯＦ）。 本文将（ＮＳＧＡ－ＲＰＩＰＢＩ）和非支配

排序遗传算法（ＮＳＧＡ－ＩＩ）、基于优势和分解的多目标进化算法（ＭＯＥＡ ／ ＤＤ）在多目标问题测试集 ＤＴＬＺ１－４ 上进行多维目标

测试，ＮＳＧＡ－ＲＰＩＰＢＩ 在解集的收敛性和分布性效果更好。
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０　 引　 言

涉及两个或者多个要优化的冲突目标的问题称

为多目标优化问题 （ Ｍｕｌｔｉ － ｏｂｊｅｃｔｉｖｅ Ｏｐｔｉｍｉｚａｔｉｏｎ
Ｐｒｏｂｌｅｍ，ＭＯＰ）。 由于各个目标之间相互排斥，无法

取得在各个目标上的最优解。 如何取得最优解或者

逐渐靠近最优解的近似解，成为研究多目标进化算

法（ＭＯＥＡ）的重点。 目前的研究主要从两个方面着

手，一种是通过加权的方式，将多目标优化问题转化

成单目标优化问题；另外一种就是基于 Ｐａｒｅｔｏ 支配

关系得到非支配解。 Ｄｅｂ Ｋ 提出使用带有精英策略

的、非支配的排序算法 ＮＳＧＡ － ＩＩ，能够在真正的

Ｐａｒｅｔｏ 前沿附近找到最优的解 Ｉ［１］，但 ＮＳＧＡ－ＩＩ 算

法对于高维多目标优化问题，Ｐａｒｅｔｏ 非支配解会越

来越多，维度越大，拥挤距离在高维空间的计算也会

更加复杂。 张青富、李辉提出的 ＭＯＥＡ ／ Ｄ 对于低维

简单 ＰＦ 的多目标优化问题效果很好，根据分解方

法能生成一组均匀分布的解，可扩展性高、收敛快、
计算复杂度低［２］。 但当有复杂的 Ｐａｒｅｔｏ 前沿时，
ＭＯＥＡ ／ Ｄ 的均匀分布就会被破坏。 而偏好优化算

法通过建立偏好的初始条件，在进化迭代的过程中

不断朝着偏好方向去搜索，减小搜索范围，找到离偏

好信息最接近的解。 为了求解基于偏好关系的多目

标问题，Ｍｏｌｉｎａ 在参考点附近估计有效设置，提出了

适用于 ＭＯ 进化算法和 ＭＯ 元启发算法的 ｇ －



Ｄｏｍｉｎａｎｃｅ［３］；王丽萍等通过将偏好信息和分解的多

目标算法相结合，消除参考点的不同区域对算法收

敛性的影响［４］。 针对高维的多目标问题，Ｄｅｂ， Ｋ 提

出了基于参考点的非支配排序方法的进化多目标优

化算法 ＮＳＧＡ－ＩＩＩ［５］；Ｙｕａｎ 等人提出的 θ－ＤＥＡ，利用

基于分解的 ＭＯＥＡ 中的适应性评估方案，来增强最

近提出的非支配排序遗传算法 ＩＩＩ 的收敛性［６］；
Ｓｈｏｕｙｏｎｇ Ｊｉａｎｇ 提出的 ＳＰＥＡ ／ Ｒ 基于参考方向的密

度估计器，在多目标问题上显示出非常好的竞争性

能［７］；Ｋｅ Ｌｉ 等人提出的ＭＯＥＡ ／ ＤＤ 结合了基于优势

和分解的方法，使用权重向量指定和评估子区域，得
到收敛良好和分布良好的点集［８］。

在许多应用领域中，多目标矛盾的协调也是研

究的重点。 Ｌｉ 等提出了基于分解的多目标离散人

工蚁群算法，对考虑工序启动时间的置换流水车间

调度问题求解［９］；李明峰研究了一种加权惩罚适应

度的多目标气象航线模型，得到了航行的最有航

线［１０］；王原针对群体智能机器人泛用性，提出了基

于可变参数的多目标控制模型优化算法［１１］。
１　 多维偏好多目标分解算法 ＮＳＧＡ－ＲＰＩＰＢＩ
１．１　 改进的 ＰＢＩ Ａｐｐｒｏａｃｈ （ＩＰＢＩ） 方法

基于分解的多目标进化算法的代表 ＭＯＥＡ ／ Ｄ
的算法思想是通过聚合函数，将多目标问题分解成

多个单目标优化的子问题，同时对每个子问题进行

优化。 而每个子问题得到的最优解对于讨论的

ＭＯＰ 都是最优的。 ＭＯＥＡ ／ Ｄ 的每一个子问题由一

个均匀分布的权重向量构成，每生成一个新解，则基

于聚合函数对该子问题附近的解进行替换。
边界交叉聚合方法 （ Ｐｅｎａｌｔｙ － Ｂａｓｅｄ Ｂｏｕｎｄａｒｙ

Ｉｎｔｅｒｓｅｃｔｉｏｎ， ＰＢＩ）是使 Ｆ（ｘ） 尽可能的逼近 Ｐａｒｅｔｏ
前沿，通过采用惩罚的方法来处理约束，式（１）。

ｍｉｎ ｉｍｉｚｅ ｇｂｉｐ（ｘ ｜ λ，ｚ∗） ＝ ｄ１ ＋ θ·ｄ２，
ｓｕｂｊｅｃｔ ｔｏ ｘ ∈ Ω．

（１）

　 　 其中， ｚ∗ ＝ （ ｚ∗１ ，ｚ∗２ ，…，ｚ∗ｍ ） Ｔ 是参考点，对于任

意的 ｉ ＝ １，…，ｍ ，有 ｚ∗ｉ ＝ｍｉｎ ｛ ｆ∗ｉ （ｘ）ｘ ∈ Ω｝ ３， ｚ∗ｉ 从

几何意义上表示每个坐标轴方向上的最小值，将所

有方向的最小值组合成一个参考点。 ｄ１ 代表 ｆ（ｘ）
到理想点的向量投影在 λ 方向上的投影长度，其值

越小表示越优，式（２）； ｄ２ 表示 ｆ（ｘ） 到 λ 方向的垂

直距离，式（３）。 θ 表示一个惩罚约束， θ 的大小决定

了解的分布性和收敛性。 θ 越大，解的分布性越好，
保证了种群的多样性； θ 越小，能够更小范围的搜

索，收敛效果更优，通常取 θ ＝ ５。

ｄ１ ＝ ‖ （ ｚ∗ － Ｆ（ｘ）） Ｔ·λ‖
‖λ‖

， （２）

ｄ２ ＝ ‖Ｆ（ｘ） － （ ｚ∗ － ｄ１·
λ

‖λ‖
）‖． （３）

　 　 对于一些 比 较 复 杂 ＰＦ 问 题，传 统 的 ＰＢＩ
Ａｐｐｒｏａｃｈ 方法会丢失一些平缓解，导致解的分布不均

匀，本文针对这个不足提出了改进的 ＰＢＩ Ａｐｐｒｏａｃｈ
（Ｉｍｐｒｏｖｅｍｅｎｔ ＰＢＩ Ａｐｐｒｏａｃｈ）。 在种群迭代过程中，
为了让个体和参照点的距离越来越小，个体逼近参照

点形成的超平面即可达到效果。 ｗ ＝ （１，１，…，１）Ｔ 表

示该超平面的法向量。 ｄ１ 表示目标点 Ｆ（ｘ） 投影在从

Ｐａｒｅｔｏ 前沿出发的沿 ｗ 方向的投影点到参考点的距

离，式（４）； ｄ２ 表示目标点 ｆ（ｘ） 到 ｗ 的距离，式（５）。

ｄ１ ＝ ‖ （Ｆ（ｘ） － Ｐ － ｚ∗） Ｔ·ｗ‖
ｗ

， （４）

ｄ２ ＝ ‖Ｆ（ｘ） － Ｐ － （ ｚ∗ ＋ ｄ１·
ｗ

‖ｗ‖
）‖． （５）

　 　 如果参照点边界点沿着法向量穿过 ＰＯＦ，落在

ＰＯＦ 上的交点就会变成 ＰＯＦ 的边界点，那么交点以

上的部分就会被舍弃，破坏了解的整体分布效果。
为了使得到的解有较好的分布，就需要让 ＰＯＦ 上的

点落在超平面上的投影点都分布在第一象限，所以

超平面和目标都需要改动。 对于每一个目标，其落

在超平面 的 投 影 点 为 ｆ（ｘ） ＝ （ ｆ１（ｘ），ｆ２（ｘ），…，
ｆｍ（ｘ））， 而补足位移 ｄ ＝ （ｄ１，ｄ２，…，ｄｍ） 就是每个

投影点在每一个目标分量上的最小值，式（６）。
ｄｉ ＝ ｍｉｎ

ｘ∈Ｆ
ｆｉ（ｘ），ｉ ∈ ｛１，２，…，ｍ｝ ． （６）

　 　 根据补足位移来移动超平面就会达到实验效果，
使得转换后的目标解的边界值也能落在超平面上。
１．２　 ＮＳＧＡ－ＩＩ 算法

ＮＳＧＡ－ＩＩ 是一种非支配排序算法。 对于大多数

问题，提出一个选择算子，该算子通过组合父代和后

代种群，选择最佳的 Ｎ 个解决方案（根据适应度和

分布）来创建新的种群空间。 董骏峰研究的一种个

体领域的构建方法，采用相应的淘汰策略，使得求出

的解集有更好的分布性和良好的收敛性［１２］；Ｅｌａｒｂｉ，
Ｍ．提出了新的基于分解优势关系来处理多目标优

化问题， 将 ＲＰ 支配地位替换为 Ｐａｒｅｔｏ 支配地

位［１３］；Ｚｈｉｃｈａｏ Ｌｕ 提出的 ＮＳＧＡ－Ｎｅｔ，以贝叶斯网络

的形式找到具有竞争力的神经体系结构，探索潜在

的神经网络体系结构的空间［１４］。
ＮＳＧＡ－ＩＩ 的快速非支配排序将种群按照支配等

级全部划分，在同一等级的非支配解中，利用拥挤度

使得解在目标空间中分布均匀，式（７）。

２８ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　



ｎｄ ＝ ｎｄ ＋ （ ｆｍ（ ｉ ＋ １） － ｆｍ（ ｉ － １）） ／ （ ｆｍａｘ
ｍ － ｆｍｉｎ

ｍ ） ．
（７）

　 　 其中， ｆｍａｘ
ｍ 和 ｆｍｉｎ

ｍ 分别表示所有个体在第 ｍ个目

标方向的分量的最大值和最小值； ｆｍ（ ｉ ＋ １） 表示在

当前等级中第 ｉ 个点的后一个目标值； ｆｍ（ ｉ － １） 表

示在当前非支配解中第 ｉ 个点的前一个目标值，当
前非支配解中的前后两个边界的拥挤度都为 ¥。

在种群中先按照 Ｐａｒｅｔｏ 等级由低到高排列。 在

同一 Ｐａｒｅｔｏ 等级的个体按照拥挤度大小从大到小依

次放入父代种群，直到父代种群个体数量饱和为止，
至此新一代的父代种群生成。 新的父代种群生成

后，开始新一轮的选择交叉和变异，生成子代种群，
父子代种群合并，进行快速非支配排序，根据排序结

果计算拥挤度，选择合适个体组成新父代种群，一直

迭代到满足最大迭代种群数时停止迭代。
ＮＳＧＡ－ＩＩＩ 算法是在 ＮＳＧＡ－ＩＩ 的基础上的改进，

ＮＳＧＡ－ＩＩ 算法的选择策略主要根据拥挤度，在高维

目标中效果不明显。 ＮＳＧＡ－ＩＩＩ 加入了一组预先定

义的参考点，使用权重向量生成方法，针对超平面生

成均匀分布的权重向量。 Ｍ 是优化目标的个数，对
于每个优化目标，沿着维度方向划分 Ｈ 份，那么参

考点的数量为式（８）：
ｂａｓｅＳｉｚｅ ＝ Ｃｍ－１

Ｈ＋ｍ－１ ． （８）
　 　 选定参考点，借助参考点找到其对应的近似

Ｐａｒｅｔｏ 最优解。
１．３　 偏好向量的参考机制

基于参考点的多目标进化算法 ＭＯＥＡｓ 大都通

过参考点来测量群体质量的好坏。 在基于参考方向

的强度 Ｐａｒｅｔｏ 进化算法中，基于参考向量的局部适

应度分配方案保留了该子区域中最有希望的个体。
最近，田调整参考点的位置，以保持极端点和解决方

案，以实现更好的多样性［１６］；金飞飞在决策过程尽

可能多地保留决策者的偏好信息，基于得分函数定

义由于偏好关系，在有序一致性的情况下，选择最优

的决策方案［１７］。 在设计偏好多目标优化算法时，应
该考虑的重点包括如何保证偏好区域的可控性以及

分布性。
本文提出的算法在种群初始化之前，根据目标

维度的大小生成了均匀分布的权重向量，第一层的

偏好向量和偏好范围由决策者规定，通过与偏好向

量相互作用，使得权重向量分布在偏好向量的交互

半径内。 第一次的偏好向量在一定的迭代次数内保

持不变，当达到改变条件后，选取当前迭代种群的最

优解作为第二次的偏好，再次将更新后的权重向量

向偏好方向转移。
初始设置： ｒ 表示交互范围；决策者给定的 λｒｅｆ

是偏好方向； λ ｉ 为初始化之后均匀分布的权重向

量； λ ＇
ｉ 为第一层交互所需权重向量，式（９）。

λ ＇
ｉ ＝

λｒｅｆ ＋ ｒ·（λ ｉ － λｒｅｆ）
‖λｒｅｆ ＋ ｒ·（λ ｉ － λｒｅｆ）‖

． （９）

　 　 在迭代次数满足一定条件后，选择当前种群中

最符合偏好的解作为再次进化的新的偏好方向。 在

更新后的偏好向量的指导下，利用偏好向量和新的

权重向量的夹角，权重向量越靠近偏好方向，两者之

间的夹角就越小，权重向量会被选择再次进入进化

部分的几率越高，式（１０）。

ｃｏｓ（θｉ） ＝
λｎｅｗｒｅｆ·λ ＇

ｉ

‖λｎｅｗｒｅｆ·λ ＇
ｉ‖

． （１０）

　 　 得到的值越大，说明距离偏好向量越近，越有机

会被选取。
１．４　 ＲＰ 策略

为了产生更加有效的参照点，覆盖率更大，参照

点在生成时需要进行动态调整。 需要把一些无效的

参照点舍去，在参照点密度高的区域重新生成参考

点，新生成的参考点根据第一次交互产生的最优解

作为偏好参考，再次进行偏好调整。
重新生成的参照点数量，式（１１） ［１８］：

ｂａｓｅＳｉｚｅ ＝ Ｃｍ－１
Ｈ＋ｍ－１ ． （１１）

　 　 再次生成新的 Ｈ 值，式（１２）：
　 Ｈ ＝ ａｒｇｍｉｎ

Ｈ
Ｃｍ－１

Ｈ＋ｍ－１ ≥ Ｎ × ｂａｓｅＳｉｚｅ ／ ｜ ＲＰ ｜ ． （１２）

　 　 其中， Ｎ 代表种群大小， ＲＰ 表示附近有解的参

照点个数。 Ｈ 值如果满足公式（１２），Ｈ 即可确定下

来，新生成的参照点数量也可确定。
２　 算法设计

在该算法中，初始化种群数量 Ｎ 以及初始的权

重向量和理想点位置、移动位移。 在迭代次数未达

到的情况下，每次迭代生成的新个体，通过个体选

择，将一部分子代种群和父代种群统一起来，形成新

种群。 根据新种群中经过环境选择之后的个体动态

调整参考点得到均匀分布的解。 算法描述如下：
　 　 算法 ＮＳＧＡ－ＲＰＩＰＢＩ： Ｆｒａｍｅｗｏｒｋ ｏｆ ｔｈｅ ＮＳＧＡ－
ＲＰＩＰＢＩ ｐｒｏｃｅｄｕｒｅ

输入：种群迭代大小，优化问题 ＭＯＰ
输出：Ｐａｒｅｔｏ 非支配解

１： 初始化：初始化权重向量 Ｗ， 初始化种群 Ｎ，
得到初始理想点 ｚ∗ 和移动位移 ｄ

２：　 ｗｈｉｌｅ ＩｔｒＣｏｕｎｔｅｒ ＜ ＭａｘＩｔｒＣｏｕｎｔｅｒｄｏ （迭代
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次数未达到）
３：　 　 Ｉｎｄｉｖｉｄｕａｌ ＝ Ｒｅｃｏｍｂｉｎａｔｉｏｎ ＋ Ｍｕｔａｔｉｏｎ

（交叉变异进化生成新个体）
４：　 　 ＲＩｔｒＣｏｕｎｔｅｒ ＝ Ｎ ∪ Ｉｎｄｉｖｉｄｕａｌ （合并子代种

群和父代种群）
５： 　 ＰＩｔｒＣｏｕｎｔｅｒ ＝ ＥｎｖｉｒｏｍｅｎｔＳｅｌｅｃｔｉｏｎ（ＲＩｔｒＣｏｕｎｔｅｒ）

（进行环境选择）
６：　 　 ＡｄｊｕｓｔｉｎｇＲｅｆｅｒｅｎｃｅＰｏｉｎｔｓ （根据新种群

调整参考点）
７： ＩｔｒＣｏｕｎｔｅｒ ＋ ＋
８： ｅｎｄ ｗｈｉｌｅ
９： ｒｅｔｕｒｎ ＰＩｔｒＣｏｕｎｔｅｒ

３　 仿真实验及分析

３．１　 参数设置

本实验研究的多目标数量即目标维度设定为基

数 ３ 至 ５；同时初始化种群数量，种群规模设定为

３００ 至 ５００；参数 Ｍｒ 用来控制迭代次数，得到相对精

准的超平面；参数 ｆｒ 表示动态参数调整的次数，需
要适当的参数调整，得到更好的参照点；父代种群通

过交叉变异操作形成子代种群。 具体参数值设置见

表 １。
表 １　 参数设置

Ｔａｂ． １　 Ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ

参数 参数值 备注

目标维度 ３ ／ ５
种群规模 ３００ ／ ５００

Ｍｒ ０．７ 和 ｆｒ 共同作用

ｆｒ ０．０５ 控制 ＲＰ 操作执行的频率

交叉概率 Ｐｃ ＝ １．０
突变概率 Ｐｍ ＝ １ ／ Ｎ

θ ５

３．２　 算法性能评价指标

分布性 （ Ｄｉｓｔｒｉｂｕｔｉｏｎ）：衡量算法得到的解在

Ｐａｒｅｔｏ 前沿上面的分布情况，是否能够均匀分布，以
及是否覆盖到整个 Ｐａｒｅｔｏ 前沿。

收敛性（Ｃｏｎｖｅｒｇｅｎｃｅ）：衡量算法得到的解与真

实的 Ｐａｒｅｔｏ 前沿的距离［１９］，距离越小，逼近程度越

好。
反 向 代 间 距 离 ＩＧＤ （ Ｉｎｖｅｒｔｅｄ Ｇｅｎｅｒａｔｉｏｎａｌ

Ｄｉｓｔａｎｃｅ）：表示真实 Ｐａｒｅｔｏ 前沿中每个解到近似解

中所有解的欧氏距离的最小值。 ＩＧＤ 越小，表示得

到的解的收敛效果和分布效果更好。
３．３　 算法性能测试对比

种群迭代次数＝ ５００，目标维数＝ ３
（１）ＮＳＧＡ－ＲＰＩＰＢＩ 测试结果。 随着迭代次数

的增加，目标曲线越来越趋于稳定，如图 １ 所示。
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图 １　 ＮＳＧＡ－ＲＰＩＰＢＩ测试结果

Ｆｉｇ． １　 Ｔｅｓｔ ｒｅｓｕｌｔ ｏｆ ＮＳＧＡ－ＲＰＩＰＢＩ

　 　 （２）ＮＳＧＡ－ＩＩ 测试结果。 算法后期收敛效果不

能一直保持，如图 ２ 所示。
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图 ２　 ＮＳＧＡ－ＩＩ测试结果

Ｆｉｇ． ２　 Ｔｅｓｔ ｒｅｓｕｌｔ ｏｆ ＮＳＧＡ－ＩＩ

　 　 （３） ＭＯＥＡ ／ ＤＤ 算法测试结果。 ＭＯＥＡ ／ ＤＤ 在

１００ 代之后没有明显的优化，如图 ３ 所示。
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图 ３　 ＭＯＥＡ ／ ＤＤ 测试结果

Ｆｉｇ． ３　 Ｔｅｓｔ ｒｅｓｕｌｔ ｏｆ ＭＯＥＡ ／ ＤＤ

　 　 种群迭代次数＝ ３００，目标维数＝ ５
（１）ＮＳＧＡ－ＲＰＩＰＢＩ 测试结果。 种群迭代结果越

来越稳定，并且收敛性一直保持良好，如图 ４ 所示。
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图 ４　 ＮＳＧＡ－ＲＰＩＰＢＩ测试结果

Ｆｉｇ． ４　 Ｔｅｓｔ ｒｅｓｕｌｔ ｏｆ ＮＳＧＡ－ＲＰＩＰＢＩ
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　 　 （２） ＮＳＧＡ－ＩＩ 测试结果。 迭代达到一定次数

后，收敛性不能得到保证，如图 ５ 所示。
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图 ５　 ＮＳＧＡ－ＩＩ测试结果

Ｆｉｇ． ５　 Ｔｅｓｔ ｒｅｓｕｌｔ ｏｆ ＮＳＧＡ－ＩＩ

　 　 （３）ＭＯＥＡ ／ ＤＤ 测试结果。 迭代达到一定次数

后，收敛性不能得到保证，如图 ６ 所示。
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图 ６　 ＭＯＥＡ ／ ＤＤ 测试结果

Ｆｉｇ． ６　 Ｔｅｓｔ ｒｅｓｕｌｔ ｏｆ ＭＯＥＡ ／ ＤＤ

　 　 通过对比测试结果， ＮＳＧＡ － ＲＰＩＰＢＩ 相比较

ＮＳＧＡ－ＩＩ 和 ＭＯＥＡ ／ ＤＤ 来说，得到的解更加靠近真

实的最优解，同时 ＮＳＧＡ－ＲＰＩＰＢＩ 收敛效果更好，收
敛速度更快。 通过动态调整参照点，ＮＳＧＡ－ＲＰＩＰＢＩ
的优势就是能够保证全局的参照点是均匀分布的，
通过这些参照点得到的解也是均匀分布的，所以对

于真实的最优解来说，会更加具有参考价值。
４　 结束语

本文为了得到更加分布均匀的解和选择带有偏

好机制的解集，提出了偏好分解的多目标优化算法

ＮＡＧＡ－ＲＰＩＰＢＩ。 该算法利用分解算法得到均匀分

布的权重向量，同时加入决策者的偏好信息，引导得

到的解向 ＰＯＦ 收敛，更好地体现解的收敛；同时针

对 ＮＳＧＡ－ＩＩ 在复杂前沿分布不均匀的问题也提出

了改进。 通过移动超平面，增加了覆盖最优解的区

域。 最后，通过在测试函数上的对比实验，ＮＡＧＡ－
ＲＰＩＰＢＩ 比 ＮＳＧＡ－ＩＩ 和 ＭＯＥＡ ／ ＤＤ 算法展示出了更

好的收敛性和稳定性。
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