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基于混合语义的图神经网络小样本图像分类方法

付炳光， 杨　 娟， 汪荣贵， 薛丽霞

（合肥工业大学 计算机与信息学院， 合肥 ２３０６０１）

摘　 要： 现有的基于图神经网络小样本分类方法，很少关注到与标签相关的语义信息。 因此提出了基于混合语义的图神经网

络小样本图像分类方法。 使用补充词汇强化标签语义特征的表达能力，并将图像特征对齐到语义空间后，与标签语义特征混

合生成实例级的混合语义特征。 通过组合考虑任务上下文关系的图像特征和混合语义特征更好地描述样本，进而改善模型

分类结果。 在 Ｍｉｎｉ－ＩｍａｇｅＮｅｔ 和 Ｔｉｅｒｅｄ－ＩｍａｇｅＮｅｔ 数据集上的实验结果表明，该方法对图像分类精度有明显的提高。
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０　 引　 言

在计算机视觉的多个领域中，深度神经网

络［１－２］均取得了优异的效果。 深层的网络模型在训

练时通常需要大量的标记数据，昂贵的数据标注成

本使得模型训练成本大幅增加。 同时在许多实际应

用场景中，也不具备获得足够多标注样本的条件。
在这种情况下，如何利用有限的标注样本获得性能

较好的网络模型也随即成为一个亟待攻克的热点研

究方向。 基于此，小样本学习受到了广泛的关注。
研究可知，元学习方法［３－４］在训练阶段和测试阶段

构造相似的情节 （ ｅｐｉｓｏｄｅｓ）任务，模拟人类总结任

务经验的能力以使得机器从相似任务中获取通用知

识并快速适应新任务，缓解了过拟合问题，成为了众

多小样本学习方法的通用机制。
图神经网络［５］（ ｇｒａｐｈ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ，ＧＮＮ）通

过构建结构化信息的方式有效地提升深度学习模型

的性能，许多研究［６－９］也开始尝试将图模型应用到

小样本学习中。 Ｇａｒｃｉａ等人［６］实现图模型预测值到

标签值之间的后验推理，基于消息传递的想法，利用

图推理将标签信息传递到没有标签的样本上，进而

判别样本类型。 Ｌｉｕ 等人［７］使用转导推理的方法，
将所有无标注数据和有标注数据共同构建一个无向

图，然后通过标签传播得到所有数据标签。 与前面

方法中图结构仅使用一组边特征表示类内相似、类
间不同的节点关系不同，Ｋｉｍ 等人［８］构造了 ２ 组边

特征，将节点间相似关系和不相似关系分开考虑。
Ｍａ等人［９］使用支持样本和查询样本组合构成关系对

并作为图节点，在传播和聚合节点信息过程中同时考

虑节点间的相似性联系和节点内支持样本和查询样

本关系。 现有基于图神经网络的小样本学习方法通

过构建出不同的图结构，虽然取得了优异的分类效

果，但未考虑与图像相关的标签语义信息。 与之不

同，人们从少数样本中学习新概念时，不仅对比不同

样本之间的差异，同时也考虑与之相关的文本知识。
因此本文提出的方法尝试在使用图神经网络考虑图

像特征间关系的同时，融入图像标签语义信息。
元学习方法的灵活性为学习新概念时引入其他



模态提供可能。 不同模态蕴含的信息有互补性和一

致性［１０］，不同模态间既含有类似的信息，同时也可

能含有其他模态所欠缺的信息。 在图像任务中，引
入文本信息可以更全面地描述样本实例。 Ｆｒｅｄｅｒｉｋｄ
等人［１１］为获得更可靠的原型，通过生成对抗网络

（ｇｅｎｅｒａｔｉｖｅ ａｄｖｅｒｓａｒｉａｌ ｎｅｔｗｏｒｋｓ ， ＧＡＮ）将语义特征

对齐到图像特征空间，生成新特征改进图像类原型特

征计算。 Ｐｅｎｇ等人［１２］根据数据集标签在ＷｏｒｄＮｅｔ中
的关系，由标签语义特征通过图卷积神经网络（ｇｒａｐｈ
ｃｏｎｖｏｌｕｔｉｏｎ ｎｅｔｗｏｒｋ， ＧＣＮ）推理得到基于知识的分类

权重，并与视觉分类权重融合得到新类的分类权重。
Ｃｈｅｎ等人［１３］提出了 Ｄｕａｌ ＴｒｉＮｅｔ，通过编码器将图像

特征映射到语义空间，以随机添加高斯噪声等方式对

该特征增广后，由解码器反解码形成各层特征图，由
于可以无限增广，对此扩充训练特征。 Ｌｉ 等人［１４］将

标签语义特征经由多次 ｋＮＮ聚类得到多层超类语义

特征，并构造底层为标签语义，上面多层为超类语义

的树形结构的分层语义。 如此一来，图像经由分级分

类网络的同时在不同层会进行分类，训练得到良好的

特征提取器。 这些方法主要考虑类级别的语义信息，
而忽略具体实例间的差异，一定程度上丧失了识别能

力。 为此，本文方法通过混合语义模块将实例级的图

像特征对齐到语义空间并与其标签语义融合，为语义

特征添加实例间的差异信息。 此外，还通过补充语义

信息增强标签语义的表达能力。
综上所述，本文提出了基于混合语义的图神经

网络小样本分类方法。 在常用小样本数据集上进行

试验，并取得了良好的分类效果。

１　 方法

１．１　 问题定义

小样本图像分类目的是在仅有少量目标类标注

样本的情况下，训练得到泛化性能良好的分类网络

模型。 通常将数据集划分为类别互不相交的训练

集、测试集和查询集。 同时采用 ｅｐｉｓｏｄｅ 训练机

制［１５］，分为训练阶段和测试阶段，每个阶段由许多

相似的 ｎ － ｗａｙ ｋ － ｓｈｏｔ 分类任务组成（现常见 ５－
ｗａｙ １－ｓｈｏｔ和 ５－ｗａｙ ５－ｓｈｏｔ两种类型）。 具体地，训
练阶段每个分类任务从训练集中随机抽取 ｎ 个类，
每类随机抽取 ｋ ＋ ｑ 张图片，构成当前任务的支持集

Ｓ ＝ ｛（ ｘｉ， ｙｉ），ｉ ＝ １，２，…，ｎｋ｝ 和 查 询 集 Ｑ ＝
｛（ｘ ｊ，ｙ ｊ）， ｊ ＝１，２，…，ｎｑ｝， 其中 ｘｉ， ｘ ｊ 表示图像，
ｙｉ，ｙ ｊ 表示该图像对应的标签。 模型利用支持集

样本的图像和标签信息判断查询样本的标签信息，
并通过最小化已设计好的损失函数，反向传播更新

网络模型参数达到模型训练的效果。 训练阶段包含

模型验证，从验证集随机采样构造 ｎ － ｗａｙ ｋ － ｓｈｏｔ
任务，检测模型泛化能力，保存最优的模型参

数。 最终，测试阶段在测试集上验证泛化性能。
由于训练阶段和测试阶段构造类似的分类任

务，由训练得到的模型能很好地迁移到训练集任务

上。
１．２　 基于混合语义的图神经网络模型

本文提出的模型结构如图 １ 所示，包含图像特

征信息传播模块、混合语义模块和决策混合模块。
在每个分类任务中，图像通过图像特征提取网络得

到图像特征，标签由 ＧｌｏＶｅ［１６］ （Ｇｌｏｂａｌ Ｖｅｃｔｏｒ）计算

得到标签语义特征。 随后，图像特征信息传播模块

使用图神经网络考虑任务上下文关系，更新得到任

务相关的图像特征表示。 混合语义模块利用补充

语义信息和特征提取网络得到的视觉信息，增强标

签特征的表达能力，得到混合语义特征。 最后由决

策混合模块组合图像特征和混合语义特征进行分

类。
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图 １　 基于混合语义的图神经网络模型
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１．２．１　 图像特征信息传播模块

图像特征信息传播模块使用图神经网络考虑图

像特征上下文关系进而传播聚合特征信息，并更新

特征表示。模块包含 Ｌ 层图像关系图Ｇ ｌ ＝ Ｈｌ，Ｅ ｌ( ) ，
ｌ ＝１，２，…，Ｌ。 第 ｌ 层的图节点 Ｈｌ 由特征节点 ｈｌ

ｉ 组

成，特征节点 ｈｌ
ｉ 与特征节点 ｈｌ

ｊ 间的相似度可表示为

ｅｌｉｊ，两节点之间的相似度越高， ｅｌｉｊ 越接近 １，反之接

近 ０。 该层所有的节点相似关系构成了邻接矩阵

Ｅｌ。
对于图像 ｘｉ，输入到特征提取网络 Ｆｅｘ 后，经过

池化层和拉平层得到独热编码（ ｏｎｅ－ｈｏｔ ｃｏｄｉｎｇ）形
式的图像特征向量 Ｆｅｘ（ｘｉ），将其作为图中初始节点

特征 ｈ０ｉ ＝ Ｆｅｘ（ｘｉ） 。 初始邻接矩阵 Ｅ０ 采用公式（１）
进行初始化：

ｅ０ｉｊ ＝ １实例 ｉ， ｊ 标签相同

ｅ０ｉｊ ＝ ０实例 ｉ， ｊ 标签不同{ （１）

　 　 相同标签的支持集节点间的特征边设置为 １，
而不同标签的支持集节点间设置为 ０。 此外，由于

查询样本的标签未知，统一将支持集节点和查询节

点的特征边设置为 １ ／ ｎｋ。 同时，根据描述节点间相

似度关系的邻接矩阵，节点相互传播信息并聚集更

新得到下一层节点。 随后，更新节点间相似度得到

下层的邻接矩阵。 多层更新后得到每个样本的最终

图像特征。 具体地，对于第 ｋ 层更新过程表示为：

ｈｋ
ｉ ＝ ｆｋｈ（［ｈｋ－１

ｉ ，∑
ｊ

ｅｌｉｊ∗ ｈｋ－１
ｊ ］） （２）

ｅｋｉｊ ＝ ｆｋｅ（（ｈｋ
ｉ － ｈｋ

ｊ ） ２） （３）
　 　 式（２）中，“［，］”表示串接，对于第 ｋ － １层的特

征节点 ｈｋ－１
ｉ ，将其它节点特征 ｈｋ－１

ｊ 与 ｈｋ－１
ｉ 的相似度

ｅｌｉｊ 作为权重累加，将累加值与 ｈｋ－１
ｉ 级联输入到神经

网络 ｆｋｈ 中，输出作为第 ｋ 层节点特征 ｈｋ
ｉ 。 式（３）计

算两节点的特征边，节点特征向量不同维度蕴含不

同信息，在衡量特征相似度时有着不同的重要性。
将 ２个特征向量做差取平方，由神经网络 ｆｋｅ 判断不

同维度重要性，进而计算得到边特征。 式（２）和式

（３）的 ｆｋｅ， ｆｋｈ 均由多层感知机（ｍｕｌｔｉｌａｙｅｒ ｐｅｒｃｅｐｔｒｏｎ，
ＭＬＰ）和 ＲｅＬｕ 激活函数组成。
１．２．２　 混合语义模块

ＧｌｏＶｅ［１６］和 Ｗｏｒｄ２Ｖｅｃ［１７］等文本嵌入方法根据

词语在语料库中的分布，将词语转换为独热编码

（ｏｎｅ－ｈｏｔ）表示的语义特征。 语义特征不仅含有词

语信息，还蕴含语料库不同词语间的联系。 “卡车”
与“汽车”间相对于“狗”与“汽车”间具有更强的关

联性。 换而言之，对于一个与“汽车”关联性很强的

未知词语，该词语为“卡车”的概率比为“狗”的概率

更大。 据此，本节提出混合语义模块，通过文本嵌入

的方法计算得到类别标签的语义特征，并引入其他

词语作为补充描述，以增强其表达能力。
　 　 相比于因有限窗口大小而仅可捕捉局部信息的

Ｗｏｒｄ２Ｖｅｃ，本文使用可以捕获全局信息的 ＧｌｏＶｅ 方
法计算标签的语义特征，并将所有支持集类别作为

补充词语。 混合语义模块如图 ２所示。 由图 ２可看

到，当前任务类别标签和补充词语由 ＧｌｏＶｅ 方法计

算得到标签语义特征集 Ｓｔ∈ℝ ｎ×ｄｗ 和补充语义特征

集 Ｓａ ∈ ℝ ｎａ×ｄｗ， 这里的 ｄｗ 表示语义特征的维度。
运行时，先将 Ｓｔ 和 Ｓａ 分别进行线性变换后输出 Ｑ和

Ｋ，接着将 Ｑ 和 Ｋ 做矩阵乘法之后再乘以缩放系数

１ ／ 　 ｄｗ ，经过 ｓｏｆｔｍａｘ 函数输出注意力分数矩阵 Ａ，
由此推得的各数学公式分别如下：

Ｑ ＝ ＷＱ Ｓｔ （４）
Ｋ ＝ ＷＫ Ｓａ （５）

Ａ ＝ ｓｏｆｔｍａｘ（ＱＫ
Ｔ

　 ｄｗ

） （６）

Ｓｈ ＝ Ｓｔ ＋ ＡＳａ （７）

混合语义特征St

注意力分数矩阵A

标签语义特征St

补充语义特征Sa

图像特征Fex

{类别标签}

{补充词汇}

图 ２　 混合语义模块

Ｆｉｇ． ２　 Ｔｈｅ ｈｙｂｒｉｄ ｓｅｍａｎｔｉｃ ｍｏｄｕｌｅ
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　 　 式（４）和式（５）中， ＷＱ，ＷＫ ∈ ℝ ｎ×ｄｗ 为权重矩

阵，引入缩放系数 １ ／ 　 ｄｗ 得到更为平滑的输出。
式（７）将注意力分数矩阵 Ａ 与 Ｓａ 做矩阵乘法后，再
以相加的方式与标签语义特征融合，得到增强语义

特征集 Ｓｈ ＝ ｛ ｓｈ１，ｓｈ２，…，ｓｈＮ｝。 在理解特定对象时，
不同词语的重要性不同。 正如“卡车”与“汽车”之
间的联系比“狗”与“汽车”之间的联系更强，“卡
车”的语义对理解“汽车”更为重要，注意力分数矩

阵 Ａ 起到了相似的作用，反映了 Ｓａ 中的每个语义特

征补充描述 Ｓｔ 中语义特征时的重要程度。
此外，在 ｎ － ｗａｙ ｋ － ｓｈｏｔ任务下可能有多张图

片属于相同类别，不同图像特征对应同一语义特征

忽略了同类图像特征之间的差异性。 不同模态间往

往具有相关的信息［１０］，本文模型尝试将图像特征对

齐映射到语义特征空间中，与混合语义特征融合构

建实例级的语义特征表示。 对于支持集图像特征

Ｆｅｘ（ｘｉ），其映射得到的特征为：
ｓｖｉ ＝ ｆｍｌｐ（Ｆｅｘ ｘｉ( ) ） （８）

　 　 将 ｓｖｉ 与实例 ｘｉ 标签的增强语义特征 ｓｈｙ 融合得

到该实例的混合语义特征 ｓｉ：
ｓｉ ＝ ｓｖｉ ＋ ｓｈｙ （９）

１．２．３　 决策融合

由图像特征信息传播模块可以得到考虑图像上

下文关系的图像特征，而混合语义模块得到支持集

实例的混合语义特征。 不同模态间存在互补性［１０］，
可能包含其他模态所欠缺的信息，利用多个模态的

信息有助于更好地描述实例。 本方法通过式（１０）
组合支持集图像特征和混合语义特征：

ｈｉ ＝ ｆｆｕｓｉｏｎ ［ｈＬ
ｉ ， ｇ（ ｓｉ）］( ) （１０）

　 　 其中， “［，］”表示级联操作。 式（１０）中将实例

ｘｉ 的混合语义特征 ｓｉ 输入网络 ｇ 后，与其图像特征

ｈＬ
ｉ ，再经由网络 ｆｆｕｓｉｏｎ 得到混合模态特征 ｈｉ，ｇ 和 ｆｆｕｓｉｏｎ

均由多层感知机和 ＲｅＬｕ 激活函数构成。
１．３　 损失函数

为了推理查询样本的标签，使用支持集混合模

态特征和查询集图像特征计算得相似度矩阵 Ｅ ＝
ｅｉｊ{ } ｎｋ＋ｎｑ

ｉ， ｊ ＝ ０，ｅｉｊ 表示样本 ｉ 和样本 ｊ 间的相似度分数。
将 Ｅ 输入到 ｓｏｆｔｍａｘ 函数中预测每个节点的分类

Ｐ ｙｉ
 ｜ ｘｉ( ) ，可由如下公式进行计算：

ｅｉｊ ＝ ｆｅ（（ｈｉ － ｈ ｊ） ２） （１１）

Ｐ ｙ ｊ
 ｜ ｘｉ( ) ＝ ｓｏｆｔｍａｘ（∑

ｎｋ

ｊ ＝ １
ｏｎｅｈｏｔ ｙ ｊ( )·ｅｉｊ） （１２）

　 　 其中， ｉ， ｊ 分别为支持样本和查询样本下标，

ｏｎｅｈｏｔ ｙ ｊ( ) 是支持集样本 ｊ 标签的独热编码。 在给

定 ｅｐｉｓｏｄｅ任务下，利用最小化分类损失函数来训练

模型：
Ｌｃｌｓ ＝ Ｌｅ（Ｙｅ，Ｅ） （１３）

　 　 其中， Ｙｅ 是真实的相似度邻接矩阵，计算 Ｙｅ 与

预测矩阵 Ｅ 之间的二值交叉熵作为分类损失函数。
图像特征信息传播模块的邻接矩阵同样也可以

预测节点分类，增加式（１４）的损失函数用来改善训

练过程中的梯度更新，但仅用 Ｅ 作为查询样本的标

签判断。 式（１４）的数学表述具体如下：

Ｌｅ ＝∑
Ｌ

ｌ ＝ １
Ｌｅ（Ｙｅ，Ｅｌ） （１４）

　 　 ＧｌｏＶｅ［１６］将语料库中词汇 Ｘ 在词汇 Ｚ 出现的情

况下出现的概率ＰＸ｜ Ｚ 与词汇 Ｙ 在词汇 Ｚ 出现的情况

下出现的概率ＰＹ｜ Ｚ 的比值
ＰＸ｜ Ｚ

ＰＹ｜ Ｚ
，称为共现概率比。

当 Ｘ与 Ｚ的关联性和 Ｙ与 Ｚ的关联性都很强或者都

很弱时，共现概率比趋于 １，否则共现概率比趋于很

大或者趋于零。 通过引入第三个词汇 Ｚ，共现概率

比很好地描述了词汇 Ｘ和词汇 Ｙ间的相似性。 受此

启发，为使公式（８） 中图像特征更好地映射到语义

空间，通过计算映射后的特征与整体补充语义特征

的相似度矩阵 Ａｖ，ａ，实例标签语义特征与整体补充

语义特征的相似度矩阵 Ａｔ，ａ， 并计算 ２ 个相似度矩

阵之间的相似熵损失：

ＬＫＬ ＝∑［Ａｔ，ａ ｌｏｇ（Ａｖ，ａ） － Ａｖ，ａ ｌｏｇ （Ａｔ，ａ）］

（１５）
　 　 模型的总损失如式（１６）所示：

Ｌ ＝ Ｌｃｌｓ ＋ λ１ Ｌｅ ＋ λ２ ＬＫＬ （１６）
　 　 其中， λ １， λ ２ 为超参数，用于调整损失 Ｌｅ 和 ＬＫＬ

对网络模型训练的影响。

２　 实验

２．１　 数据集

为了更好地对比分析模型性能，本文在小样本

学习方法常用的 Ｍｉｎｉ－ＩｍａｇｅＮｅｔ 和 Ｔｉｅｒｅｄ－ＩｍａｇｅＮｅｔ
数据集上进行了实验。 本节中所有实验均在搭载

ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＴｉＴａｎ Ｘ １２ ＧＢ 显卡、 Ｉｎｔｅｌ ｉ７ –

９７００ＫＦ处理器并具有 １６ Ｇ 运行内存的 ＰＣ 机上完

成，采用 Ｌｉｎｕｘ版本的 ＰｙＴｏｒｃｈ １０．２深度学习框架实

现模型的搭建。
Ｍｉｎｉ－ＩｍａｇｅＮｅｔ 数据集是 ＩｍａｇｅＮｅｔ［１８］ 的子集，

有 １００个类别，每类由 ６００ 张图片组成。 有 ２ 种常

见的使用方法。 一种方法将 ８０个类别作为训练集，
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剩余的 ２０个类别作为验证集。 另一种方法将数据

集划分为包含 ６４ 个类别的训练集、１６ 个类别的验

证集和 ２０个类别的查询集。 本文使用后一种方法。
Ｔｉｅｒｅｄ－ ＩｍａｇｅＮｅｔ 数据集同样节选于 ＩｍａｇｅＮｅｔ

数据集。 不同的是该数据集比 Ｍｉｎｉ－ＩｍａｇｅＮｅｔ 包含

更多的类别，也包含更多的图片数量。 在规模上，包
含了 ６０８个小类别，平均每个类别有 １ ２８１ 个样本；
在语义结构上，是将数据集划分成 ３４个父类别来确

保类别之间的语义差距。 在以往的工作中，将 ２０ 个

父类别作为训练集、对应 ３５１ 个子类别，６ 个父类别

作为验证集、对应 ９７ 个子类别以及 ８个父类别作为

测试集、对应 １６０ 个子类别。
２．２　 实验配置

本文 分 别 采 用 ２ 种 流 行 的 网 络 Ｃｏｎｖ４ 和

ＲｅｓＮｅｔ－１２［１５］作为图像特征提取网络，使用 ＧｌｏＶｅ
计算语义特征。 Ｃｏｎｖ４ 主要由 ４ 个 Ｃｏｎｖ － ＢＮ －
ＲｅＬＵ 块组成，每个卷积块包含一个 ６４维滤波器 ３×
３ 卷积，卷积输出分别输入到后面的批量归一化和

ＲｅＬＵ 非线性激活函数。 前 ２ 个卷积块还包含一个

２×２ 最大池化层，而末端 ２ 个卷积块没有最大池化

层。 ＲｅｓＮｅｔ１２主要有 ４ 个残差块，每层残差块由 ３
层卷积层接连组成，并在残差块后添加了 ２ × ２ 的

最大池化操作。 遵循大多数现有的小样本学习工作

所用的标准设置，使用 ５－ｗａｙ １－ｓｈｏｔ 和 ５－ｗａｙ ５－
ｓｈｏｔ两种实验设置和提前结束策略，并将 Ａｄａｍ 作

为学习优化器。 在 Ｍｉｎｉ－ＩｍａｇｅＮｅｔ 上训练时，使用

随机采样并构建 ３００ ０００ 个 ｅｐｉｓｏｄｅ，设置 Ａｄａｍ 初

始学习率为 ０．００１，每 １５ ０００ 个 ｅｐｉｓｏｄｅ 将学习率衰

减 ０．１。 对于 Ｔｉｅｒｅｄ－ＩｍａｇｅＮｅｔ 数据集，使用随机采

样并构建 ５００ ０００ 个 ｅｐｉｓｏｄｅ，设置 Ａｄａｍ 初始学习

率为 ０．００１，每 ２０ ０００个 ｅｐｉｓｏｄｅ将学习率衰减 ０．１。
２．３　 模型对比实验和分析

本文模型与其他使用图模型和使用语义模态的

小样 本 学 习 方 法 在 Ｍｉｎｉ － ＩｍａｇｅＮｅｔ 和 Ｔｉｅｒｅｄ －
ＩｍａｇｅＮｅｔ数据集上的实验结果见表 １、表 ２。 表中，
标注 Ｎ ／ Ａ表示该实验结果在原文献中并未展示出

来。
　 　 表 １给出了在Ｍｉｎｉ－ＩｍａｇｅＮｅｔ数据集上，本文模

型与其他小样本方法在 ５－ｗａｙ １－ｓｈｏｔ 和 ５－ｗａｙ ５－
ｓｈｏｔ两种任务下的实验结果。 从实验结果中可以看

出，本文方法明显优于当前大多数小样本学习方法。
本文 方 法 与 经 典 小 样 本 学 习 方 法 Ｍａｔｃｈｉｎｇ
Ｎｅｔｗｏｒｋ［１９］、 ＭＡＭＬ［３］、 Ｐｒｏｔｏｔｙｐｉｃａｌ Ｎｅｔｗｏｒｋ［２０］、
Ｒｅｌａｔｉｏｎ Ｎｅｔｗｏｒｋｓ［２１］相比，准确率有明显的提升。 与

基于图神经网络的小样本方法相比，在 １－ｓｈｏｔ 情况

下本文方法比 ＧＮＮ［６］准确率高出 ５．４７％， 在 ５－ｓｈｏｔ
情况下高出 ５．１５％，而与 ＴＰＮ［７］相比，本文在 １－ｓｈｏｔ
情况下准确率高出了 ２．０５％，５－ｓｈｏｔ 情况下高出了

２．１３％。此外，与同样使用语义信息的 ＴｒｉＮｅｔ［２０］ 相
比，本文模型在 １－ｓｈｏｔ 情况下高出 ０．８２％，但是在

５－ｓｈｏｔ情况下，ＴｒｉＮｅｔ［１２］的准确率高于本文模型。 同

样使用 Ｃｏｎｖ４ 特征提取网络，与近年来最新的

ＦＥＡＴ［２４］、 ＭＥＬＲ［２５］ 模型对比，本文模型虽然在

５－ｓｈｏｔ的情况下准确率略低，但在 １－ｓｈｏｔ 情况下准

确率仍然高过这些基准参照模型。
表 １　 在 Ｍｉｎｉ－ＩｍａｇｅＮｅｔ 数据集上不同模型的准确率

Ｔａｂ． １　 Ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ｔｈｅ Ｍｉｎｉ－ＩｍａｇｅＮｅｔ ｄａｔａｓｅｔ

Ｍｏｄｅｌ ｂａｃｋｂｏｎｅ ５－ｗａｙ １－ｓｈｏｔ ５－ｗａｙ ５－ｓｈｏｔ

Ｍａｔｃｈｉｎｇ Ｎｅｔｗｏｒｋ［１９］ Ｃｏｎｖ４ ４３．５６（±０．８４） ５５．３１（±０．７３）

ＭＡＭＬ［３］ Ｃｏｎｖ４ ４８．７０（±１．８４） ６３．１１（±０．９２）

Ｐｒｏｔｏｔｙｐｉｃａｌ Ｎｅｔｗｏｒｋ［２０］ Ｃｏｎｖ４ ４９．４２（±０．７８） ６８．２０（±０．６６）

Ｒｅｌａｔｉｏｎ Ｎｅｔｗｏｒｋ［２１］ Ｃｏｎｖ４ ５０．４４（±０．８２） ６５．３２（±０．７０）

ＰＮ＋ＩＦＳＭ［２２］ Ｃｏｎｖ４ Ｎ ／ Ａ ６６．９８（±０．６８）

ＧＮＮ［６］ Ｃｏｎｖ４ ５０．３３（±０．３６） ６６．４１（±０．６３）

ＴＰＮ ［７］ Ｃｏｎｖ４ ５３．７５（±０．８６） ６９．４３（±０．６７）

ＳＴＡＮｅｔ－Ｓ ［２３］ Ｃｏｎｖ４ ５３．１１（±０．６０） ６７．１６ （± ０．６６）

ＦＥＡＴ［２４］ Ｃｏｎｖ４ ５５．１５（±０．７０） ７１．６１（±０．６３）

ＭＥＬＲ［２５］ Ｃｏｎｖ４ ５５．３５（±０．４３） ７２．２７（±０．３５）

ＴｒｉＮｅｔ［１３］ ＲｅｓＮｅｔ１８ ５８．１２（±１．３７） ７６．９２（±０．６９）

ＳＴＡＮｅｔ－Ｓ［２３］ ＲｅｓＮｅｔ１２ ５８．３５（±０．５７） ７１．０７（±０．３９）

本文方法 Ｃｏｎｖ４ ５５．８０（±０．８１） ７１．５６（±０．７７）

本文方法 ＲｅｓＮｅｔ１２ ５８．９４（±０．９１） ７３．６２（±０．７２）

表 ２　 在 Ｔｉｅｒｅｄ－ＩｍａｇｅＮｅｔ 数据集上不同模型的准确率

Ｔａｂ． ２ 　 Ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ｔｈｅ Ｔｉｅｒｅｄ － ＩｍａｇｅＮｅｔ
ｄａｔａｓｅｔ

Ｍｏｄｅｌ ｂａｃｋｂｏｎｅ ５－ｗａｙ １－ｓｈｏｔ ５－ｗａｙ ５－ｓｈｏｔ

Ｍａｔｃｈｉｎｇ Ｎｅｔｗｏｒｋ［１９］ Ｃｏｎｖ４ ５４．０２（±０．００） ７０．１１（±０．００）

Ｐｒｏｔｏｔｙｐｉｃａｌ Ｎｅｔｗｏｒｋ［２０］ Ｃｏｎｖ４ ５３．３１（±０．８９） ７２．６９（±０．７４）

ＭＡＭＬ ［３］ Ｃｏｎｖ４ ５１．６７（±１．８１） ７０．３０（±０．０８）

Ｒｅｌａｔｉｏｎ Ｎｅｔｗｏｒｋ ［２１］ Ｃｏｎｖ４ ５４．４８（±０．９３） ７１．３２（±０．７０）

Ｓｏｆｔ ｋ－ｍｅａｎｓ［ ２６］ Ｃｏｎｖ４ ５２．３９（±０．４４） ６９．８８（±０．２０）

ＧＮＮ［６］ Ｃｏｎｖ４ ４３．５６（±０．８４） ５５．３１（±０．７３）

ＴＰＮ［７］ Ｃｏｎｖ４ ５７．５３（±０．９６） ７２．８５（±０．７４）

本文方法 Ｃｏｎｖ４ ５７．１３（±０．９６） ７３．２１（±１．２２）

本文方法 ＲｅｓＮｅｔ１２ ５９．７８（±０．９２） ７４．９１（±１．２５）

　 　 表 ２给出了在 Ｔｉｅｒｅｄ－ＩｍａｇｅＮｅｔ数据集上，本文

的模型与其他小样本方法在 ５－ｗａｙ １－ｓｈｏｔ和 ５－ｗａｙ

７９第 １２期 付炳光， 等： 基于混合语义的图神经网络小样本图像分类方法



５－ｓｈｏｔ两种任务下的实验结果。 从实验结果中可以

看出，本文方法明显优于当前大多数小样本学习方

法。 本文方法与经典小样本学习方法 Ｍａｔｃｈｉｎｇ
Ｎｅｔｗｏｒｋ［１９］、 ＭＡＭＬ［３］、 Ｐｒｏｔｏｔｙｐｉｃａｌ Ｎｅｔｗｏｒｋ［２０］、
Ｒｅｌａｔｉｏｎ Ｎｅｔｗｏｒｋｓ［２１］相比，准确率均有较大提升。 与

基于图神经网络的小样本方法对比，在 １－ｓｈｏｔ 情况

下本文方法比 ＧＮＮ［６］准确率高出 １１．４７％， 在 ５－
ｓｈｏｔ情况下高出 １６．４％；与 ＴＰＮ［７］相比，本文方法在

５－ｓｈｏｔ情况下准确率高出了 ０．３４％，但在 １－ｓｈｏｔ 情
况下 ＴＰＮ［９］有着更高的分类准确率。

在 Ｍｉｎｉ － ＩｍａｇｅＮｅｔ 和 Ｔｉｅｒｅｄ － ＩｍａｇｅＮｅｔ 数据集

上，将 ５－ｗａｙ １－ｓｈｏｔ和 ５－ｗａｙ ５－ｓｈｏｔ 两种情况进行

对比可以发现随着支持集的样本数量增加，分类的

效果也更好。 将 Ｃｏｎｖ４ 和 ＲｅｓＮｅｔ１２ 两种骨干网络

进行对比发现，采用更加深层的特征提取网络能得

到更高的准确率。
２．４　 消融实验

本节通过在 Ｍｉｎｉ－ＩｍａｇｅＮｅｔ 数据集上进行消融

实验证明本文模型的有效性以及检验部分参数对模

型训练的影响。
　 　 首先，本文探究图像特征关系传播模块迭代更新

层数对模型准确率的影响。 图像特征关系传播模块

使用图神经网络充分挖掘图像特征之间的关联信息，
由多层包含特征节点和相似度邻接矩阵的相同结构

组成，网络层数影响着模块的参数，对整体性能起着

非常重要的作用，所以有必要对层数进行消融实验分

析。 选择 ５－ｗａｙ １－ｓｈｏｔ作为任务设定，层数分别选择

１、２、３、４、５，模型准确率如图 ３ 所示。 从图 ３ 中可以

看出，当层数由 １到 ３时，模型分类准确率有着明显

提升，说明在层数较少时，增加模型的层数可以提升

整体模型的分类效果。 当层数从 ３到 ５时，模型分类

效果有些许波动，但整体而言准确率趋于稳定，不断增

加模型层数不能持续提升模型的分类准确率。 因此本

文在其他所有实验中，模型层设定为 ３，既能得到较高

的模型分类准确率，同时也避免了过多耗时的计算量。
　 　 此外，为探究混合语义模块在模型训练中发挥

的作用，对混合语义模块进行消融实验。 Ｍｉｎｉ －
ＩｍａｇｅＮｅｔ数据集上，混合特征模块消融实验结果见

表 ３。 表 ３中，“仅图像”表示仅使用本文中的图神

经网络进行训练分类。 “标签语义”表示混合语义

模块直接使用标签语义而忽略其他语义信息。 “标
签语义＋视觉对齐语义”虽然使用补充语义信息，但
是补充语义仅使用在损失函数中改进模型训练。 从

实验结果可以看出，引入语义信息能提高小样本图

像分类的表现效果。 此外，使用混合语义模块在 ５－
ｗａｙ ５－ｓｈｏｔ任务下准确率的提高要逊色于 ５－ｗａｙ １－
ｓｈｏｔ任务，主要原因是在 ５－ｓｈｏｔ情况下，图像信息将

更加丰富，而语义信息模型效果的提升就很有限。
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图 ３　 ５－ｗａｙ １－ｓｈｏｔ 任务下，图像信息传递模块层数对模型分类准

确率的影响

Ｆｉｇ． ３ 　 Ｉｎｆｌｕｅｎｃｅ ｏｆ ｉｍａｇｅ ｉｎｆｏｒｍａｔｉｏｎ ｔｒａｎｓｆｅｒ ｍｏｄｕｌｅ ｌａｙｅｒｓ ｏｎ
ｍｏｄｅｌ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ｕｎｄｅｒ ５－ｗａｙ １－ｓｈｏｔ ｔａｓｋ

表 ３　 Ｍｉｎｉ－ＩｍａｇｅＮｅｔ 数据集上混合特征模块消融实验结果

Ｔａｂ． ３　 Ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｈｙｂｒｉｄ ｆｅａｔｕｒｅ ｍｏｄｕｌｅ ｏｎ
Ｍｉｎｉ－ＩｍａｇｅＮｅｔ ｄａｔａｓｅｔ

模型 ５－ｗａｙ １－ｓｈｏｔ ５－ｗａｙ ５－ｓｈｏｔ

仅图像 ５３．３４（±０．４５） ６９．８８（±０．５８）

标签语义 ５４．４２（±０．７８） ７０．７３（±０．７２）

标签语义＋补充语义 ５５．４６（±０．８８） ７１．２１（±０．８２）

标签语义＋视觉对齐语义 ５５．１４（±０．８０） ７０．９７（±０．７４）

标签语义＋补充语义＋视觉对齐语义 ５５．８０（±０．８１） ７１．７１（±０．７７）

３　 结束语

本文首先提出了基于混合语义的图神经网络小

样本分类方法。 该方法考虑实例图像特征和语义特

征之间的互补性，由此得到的融合特征，能更全面描

述实例信息。 其中，使用图神经网络模型综合考虑

支持集和查询集图像之间的关系，并使用补充语义

来增强标签语义特征的表达能力，以及利用图像对

齐语义特征构造了实例级语义特征。 本文模型在

Ｍｉｎｉ－ＩｍａｇｅＮｅｔ和 Ｔｉｅｒｅｄ－ＩｍａｇｅＮｅｔ 数据集上取得了

良好的分类效果。 考虑到现有模型面对不同任务

时，会遗忘已有的分类知识的灾难性遗忘问题，进一

步扩展模型应对小样本增量学习则是未来研究工作

的重点。
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