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基于实例相关标签噪声的消除算法综述
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摘　 要： 实例相关的标签噪声广泛存在于现实世界的数据集中，尽管近年来国内外许多学者针对实例相关的标签噪声消除算

法进行研究，但缺乏对其的详细分析。 基于此，本文对实例相关标签噪声的消除算法进行检索，综述了近年来各研究文献中

的主要技术，通过显式和隐式的方法对其进行分类研究和系统总结，选取部分算法进行实验对比，并做出展望。
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０　 引　 言

目前，在机器学习领域，例如图像分类等各种视

觉问题在深度学习方面相继涌现出一批科研成果，
尽管计算机硬件系统在图像处理等方面得到提升，
网络训练方面的技术也在不断取得突破，但要获得

良好的性能却需要大量的数据作为支撑。 随着大数

据技术的蓬勃发展，各种分类系统也日趋成为研究

热点，这些系统也需要大量的标注数据才能得到充

分的训练，但标注过程困难、且昂贵。 在一些分类模

型中，若使用标注大量错误信息的数据集，则会导致

其结果准确性并不高。 而诸如众包［１］ 等情况在现

实世界中将会产生大量的标签噪声，尽管在数十年

前就已开始对其进行研究［２－７］，但迄今为止却依然

存在各种各样的问题。
在文献［４－５］中，将标签噪声分成 ２ 种类型：特

征噪声和标签噪声。 其中，特征噪声影响该特征的

观测值，标签噪声则改变分配给实例的观测标签。
有研究表明［５］，标签噪声比特征噪声更为复杂。 并

且，标签噪声问题也是当前学界面临的重大挑战，比
如在医疗图像领域中，几乎通过医学设备诊断测试

出的数据都不是完全正确的［３－４］；在射电天文图像

处理模型的训练过程中［８－９］，通常会依赖正确的标

签，从而对模型训练带来影响。 在标签噪声分类问

题中，基于实例相关的标签噪声更接近于真实世界

的情况，因此基于实例相关的标签噪声学习算法的

研究具有重要意义。
现如今，基于实例标签噪声消除问题在深度学

习领域已取得可观研究进展，而现有的方法通常在

许多实际应用中存在不实用的先验条件，如需要干

净标签的铺助设备［１］或大量的先验信息［１０］，这些方

法耗时、耗力，较为麻烦。 一般情况下，使用显式和

隐式两种处理方式对实例标签噪声结构模型进行分

类研究。 在显式处理方式中，主要有 ２ 种经典方法：



基于标签分布来监督网络学习方法［１１－１３］ 和通过处

理小损失情况［１４－１７］。 同样，在隐式处理方式中也有

２ 种经典方法：基于损失函数方法［１８－１９］ 和基于图论

的方法［２０－２１］。 本文的工作则拟对实例标签噪声的

消除算法展开研究综述。
研究中仅考虑实例相关标签噪声对目标分类器

的影响，并对其进行综述。 针对实例相关标签噪声

消除算法加以研究，通过显式和隐式的方法进行分

析和总结，选取部分算法对其进行实验对比，并做出

展望。

１　 实例相关标签噪声的产生及影响

在现实世界的图像分类处理、目标识别等各类

应用中广泛存在着基于实例相关的标签噪声。 产生

标签噪声的因素有很多，例如数据获取过程中通信

设备本身带有错误标签［２２］；成像本身质量的变化也

会导致标注错误［２］；在射电天文领域，干涉仪等设

备获取天文信息数据时，传输过程中会不可避免地

带有嘈杂的便签；在一些标注中，信息不足也会导致

标注错误等［２３］。
近年来，基于实例相关标签噪声问题在深度学

习 领 域 引 发 了 广 泛 关 注［２４－２７］。 Ｈｅｓｋｅｓ［２４］、
Ｌａｃｈｅｎｂｒｕｃｈ［２５］证明了分类器受标签噪声的影响。
Ａｒｐｉｔ 等人［２８］提出了深度模型的泛化用于处理标签

噪声带来的影响。 Ｚｈａｎｇ 等人［２９］ 能够拟合随机标

签。 Ａｎｇｌｕｉｎ 等人［３０］和 Ｗｕ 等人［３１］证明了标签噪声

不仅降低了分类精度，且对算法模型产生误导性。
此外，Ｆｒéｎａｙ 等人［３２］、Ｓｈａｎａｂ 等人［３３］ 则指出标签噪

声影响特征选择及排序。
Ｆｒéｎａｙ 等人［３２］ 提出了概率模型概念的方法去

捕获图像，简称有向概率图，把标签噪声、地面实况

标签和噪声类型之间的关系有效联系起来，将标签

噪声分为随机标签噪声（Ｒａｎｄｏｍ Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｌａｂｅｌ
Ｎｏｉｓｅ， ＲＣＮ）、类相关标签噪声（Ｃｌａｓｓ －Ｃｏｎｄｉｔｉｏｎａｌ
ｌａｂｅｌ Ｎｏｉｓｅ， ＣＣＮ）和实例相关标签噪声（ Ｉｎｓｔａｎｃｅ－
Ｄｅｐｅｎｄｅｎｔ ｌａｂｅｌ Ｎｏｉｓｅ， ＩＤＮ），如图 １ 所示。 其中，ｘ，
ｙ， 分别为实例特征、真实标签、相应的标签噪声，ｅ
为随机变量［３４－３５］。
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图 １　 标签噪声类型图

Ｆｉｇ． １　 Ｌａｂｅｌ ｎｏｉｓｅ ｔｙｐｅ ｄｉａｇｒａｍ

２　 相关算法

在实例标签噪声学习算法的国内外的各项成果

中，皆是对不同的分类情况进行研究［３４－３６］。 在一些

研究中，会根据实例数据去创建基础模型，或基于实

例数据制定相关决策，本文主要围绕通过显式处理

和隐式处理对实例相关噪声结构进行分类探讨，有
关实例相关标签噪声处理算法如图 ２ 所示。
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图 ２　 实例相关标签噪声处理算法

Ｆｉｇ． ２　 Ｉｎｓｔａｎｃｅ－ｒｅｌａｔｅｄ ｌａｂｅｌ ｎｏｉｓｅ ｐｒｏｃｅｓｓｉｎｇ ａｌｇｏｒｉｔｈｍ

２．１　 显式处理

在实例相关标签噪声中，显式处理通过对实例

相关标签噪声进行建模，通常在学习的过程中，主模

型对 ＩＤＮ 进行清理，从而消除训练数据中错误的标

签。 表 １ 展现了显式处理算法所存在的一些缺陷。
在显式处理方式中，主要有 ２ 种方法对实例标签噪

声算法进行综述，分别是：标签概率分布的方法和处

理小损失情况的方法。 对此可做阐释分述如下。
表 １　 显式处理算法的缺陷总结

Ｔａｂ． １　 Ａ ｓｕｍｍａｒｙ ｏｆ ｅｘｐｌｉｃｉｔ ｐｒｏｃｅｓｓｉｎｇ ａｌｇｏｒｉｔｈｍｓ ｄｅｆｅｃｔｓ

去噪方法 存在缺陷

ＤＬＤＬ［１１］
ＤＬＤＬ 的标签分布稳定，需要大量的先验信息，
泛化性不强

Ｔａｎａｋａ［１２］ 学习率较低时，准确率不高

ＰＥＮＣＩＬ［１３］ 很难处理非平衡样本，噪声率较高时容易失效

Ｍｅｎｔｏｒ Ｎｅｔ［１４］ 训练过程中容易积累错误信息

Ｃｏ－ｔｅａｃｈｉｎｇ［１５］ 训练时间长，容易产生泛化

Ｃｏ－ｔｅａｃｈｉｎｇ＋［１６］ 噪声率极高时会导致小批量训练困难

Ｄｉｖｉｄｅ ＭＩＸ［１７］ 不适用于噪声率极高的情况
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２．１．１　 标签概率分布的方法

文献［１１］提出了一种深度标签分布学习方法

（Ｄｅｅｐ Ｌａｂｅｌ Ｄｉｓｔｒｉｂｕｔｉｏｎ Ｌｅａｒｎｉｎｇ， ＤＬＤＬ），通过有效

地利用了特征学习和分类器学习中的标签模糊性，
防止在训练集很小的情况下产生过拟合，由于

ＤＬＤＬ 的标签分布较为稳定，需要大量的先验信息，
导致无法更新的情况，且对不同的应用场景设计不

同，泛化性不强。 文献［１２］提出网络参数和标签联

合优化的框架，通过交替更新网络参数和标签来纠

正训练中的标签，对网络噪声数据的训练改写损失

值，通过修改损失函数，对网络进行更新。 但在学习

率较低时，得到的准确率不高。 该损失函数可由如

下公式进行描述：
Ｌ（θ，Ｙ ｜ Ｘ） ＝ Ｌｃ（θ，Ｙ ｜ Ｘ） ＋ αｌρ（θ ｜ Ｘ） ＋

　 　 　 　 　 　 　 　 βｌｅ（θ ｜ Ｘ） （１）
其中， Ｌｃ 为分类损失，是损失函数 Ｌ的主要组成

部分； ｌｅ 为一个正则化项； ｌρ 为另一个正则化项；α
和 β 为超参数。

文献［１３］提出一种端到端的框架（Ｐｒｏｂａｂｉｌｉｓｔｉｃ
Ｅｎｄ－ｔｏ－ｅｎｄ Ｎｏｉｓｅ Ｃｏｒｒｅｃｔｉｏｎ ｆｏｒ Ｌｅａｒｎｉｎｇ ｗｉｔｈ ｎｏｉｓｙ
ｌａｂｅｌｓ， ＰＥＮＣＩＬ），可以同时更新网络参数和数据标

签，是 ＤＬＤＬ 方法的变体。 与文献 ［ １２ ］ 相 似，
ＰＥＮＣＩＬ 同样不需要清洁数据集或有关噪声的先验

信息，直接利用反向传播来概率地更新和校正图像

标签，在训练过程中，ＰＥＮＣＩＬ 引入了损失函数（２）
，其中 ｌｃ 沿用了 ＫＬ－ｄｉｖｅｒｇｅｎｃｅ 的形式，并将其改为

对称形式，取得不错的性能。 该函数的数学公式见

如下：

Ｌ ＝ １
Ｃ
ｌｃ（ ｆ（ｘ；θ）， Ｙｄ） ＋ αｌｏ（ Ｙ^， Ｙｄ） ＋

　 　 　 　 β
ｃ
ｌｅ（ ｆ（ｘ；θ）） （２）

ＰＥＮＣＩＬ 的框架虽然能独立于任何模型进行训

练，但对非平衡样本的处理较为困难，在实际情况中

既存在噪声数据、又存在不均衡类别的情况也十分

常见。
２．１．２　 处理小损失情况的方法

文献［１４］提出一种学习数据驱动课程的新方

法（Ｍ－Ｎｅｔ），利用小批量随机梯度下降法进行深度

网络课程学习，通过学习另一个神经网络（Ｍｅｎｔｏｒ
Ｎｅｔ）来监督基础深度网络（Ｓｔｕｄｅｎｔ Ｎｅｔ）训练的新技

术，用来解决过拟合的问题，但在训练过程中容易积

累错误信息。 文献［１５］ 提出了一种简单有效的学

习范式（Ｃｏ－ｔｅａｃｈｉｎｇ），通过同时训练 ２ 个深度神经

网络，并令其在每一个小批中相互教学，则能很好地

解决积累的错误信息。 Ｃｏ－ｔｅａｃｈｉｎｇ 通过在小批量

数据中过滤噪声样本传递给对等网络来更新参数，
训练时间较长，可能会导致神经网络记忆泛化产生

误差，使得网络之间达成收敛，就会得到较差的训练

结果。 针对 Ｃｏ－ｔｅａｃｈｉｎｇ 的问题，文献［１６］对其进

行了改进，提出了一种新策略来训练网络 （ Ｃｏ －
ｔｅａｃｈｉｎｇ＋），能够使得神经网络抵御标签噪声的鲁棒

性，但该方法只适用于数据集噪声率较低的情况，当
噪声率极高时会导致小批量训练变得困难。 而文献

［１７］是在训练之前通过利用 ＧＭＭ 模型将训练数据

分为有标签数据和无标签数据，对其进行训练，使 ２
个网络彼此互斥，即解决了 Ｃｏ－ｔｅａｃｈｉｎｇ 的共识问

题，在噪声率较高的情况下，训练效果较好，但相较

而言还是不够理想。
在每个小批量处理下的相应网络训练结构

（ ＭｅｎｔｏｒＮｅｔ （ Ｍ － Ｎｅｔ ） ［１４］， Ｃｏｔｅａｃｈｉｎｇ［１５］，
Ｃｏｔｅａｃｈｉｎｇ＋［１６］和 Ｄｉｖｉｄｅ ＭＩＸ［１７］）如图 ３ 所示。 假设

错误流来自训练实例的偏选，网络 Ａ 和网络 Ｂ 的错

误流分别用黑色实线箭头和虚线箭头表示。 左面板

中，Ｍ－Ｎｅｔ 只训练一个网络 （Ａ）； 中间偏左面板中，
Ｃｏｔｅａｃｈｉｎｇ 同时训练 ２ 个网络 （Ａ 和 Ｂ）； 中间偏右

面板中， Ｃｏｔｅａｃｈｉｎｇ＋训练 ２ 个网络 （Ａ和Ｂ），当 ２ 个

网络的预测不一致时（！ ＝ ），更新这 ２ 个网络的参

数；右面板中，Ｄｉｖｉｄｅ ＭＩＸ 同时训练 ２ 个网络 （Ａ 和

Ｂ）， 每个网络使用从另一个网络的数据集划分，以
半监督的方式进行训练。
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图 ３　 Ｍｉｎｉ－ｂａｔｃｈ 相关网络

Ｆｉｇ． ３　 Ｍｉｎｉ－ｂａｔｃｈ ｒｅｌａｔｅｄ ｎｅｔｗｏｒｋ

２．２　 隐式处理

隐式处理方法利用更加通用的算法来消除噪声

的影响。 该处理方法主要通过损失函数去处理标签

噪声，使标签噪声训练过程中有较好的鲁棒性。 由

于 ＩＤＮ 建模困难，许多研究者们对其进行假设，但
在一些实际应用中，假设的方法会产生许多限制。
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因此，一些研究者［１８－２１，３７］ 提出了隐式地处理实例相

关的标签噪声的方法，该方法不需要对标签噪声的

生成过程做出假设。
在实例相关标签噪声中，由于一些隐式的清洁

处理方法会一起处理原有的干净标签，最终导致分

类器性能变差，图像质量下降。 为此，学者们提出从

图论方向出发，通过探索矩阵所表示的实例相邻关

系来设计标签噪声的修正处理方法。 Ｗｅｉ 等人［２０］提

出了一种通过边缘信息的标签噪声处理方法

（ＬＮＳＩ），将观察到的标签矩阵分解为 ２ 部分。 其

中，一部分揭示真实的标签，一部分采用行稀疏矩阵

对不正确的标签进行建模，这适用于二值分类，但需

要很充分的先验知识。 在隐式处理方式中，同样有 ２
种方法对实例标签噪声算法进行综述，分别是基于

损失函数的方法和基于图论的方法。 对此可给出重

点论述如下。
２．２．１　 基于损失函数的方法

文献［１８］提出了一个理论上的噪声鲁棒损失

函数集（ＧＣＥ），一种基于理论和易于使用的噪声鲁

棒损失函数类，可以很容易地应用于任何现有的

ＤＮＮ 体系结构和算法，同时在广泛的标签噪声场景

中产生良好的性能。 但在噪声率较高时，测试精度

较低。
文献［１９］提出了对称交叉熵（ Ｓｙｍｍｅｔｒｉｃ ｃｒｏｓｓ

ｅｎｔｒｏｐｙ Ｌｅａｒｎｉｎｇ， ＳＬ）的方法，该方法是反向交叉熵

（Ｒｅｖｅｒｓｅ Ｃｒｏｓｓ Ｅｎｔｒｏｐｙ， ＲＣＥ） 和 交 叉 熵 （ Ｃｒｏｓｓ
Ｅｎｔｒｏｐｙ， ＣＥ）结合体，不仅充分利用了两者的优点，
还弥补了彼此的不足，利用噪声鲁棒对应的反向交

叉熵（ＲＣＥ）对称增强 ＣＥ，避免 ＣＥ 存在标签噪声的

欠学习和过度拟合问题，但在实际应用中容易产生

混淆。
２．２．２　 基于图论的方法

实际数据集往往包含各种人为因素或测量误差

引起的标签噪声，导致训练过程中可能产生错误标

注，从而误导分类器的训练，严重降低分类性能。 现

有的隐式处理的方法中，通常是在经验风险最小化

框架下通过各种替代损失函数去解决，但需要充分

的先验信息。
文献［２０］提出一种新的半监督学习范式、一种

基于图的 ＳＳＬ 算法，称为不充分和不正确监督下的

半监督学习（ＳＩＩＳ），通过一个图来链接数据点，使标

签信息可以沿着图的边缘从缺乏标签的实例传播到

没有标签的实例。 ＳＩＩＳ 采用图趋势滤波（ＧＴＦ）和平

滑特征基追踪（ＳＥＰ）对初始的带噪标签进行过滤，

可以同时处理标签不足和标签不准确的问题。 适用

于图像、文本和音频等实例，当有限标记实例被错误

标记过多时，训练时则稍显困难。
将实例特征视为边信息，并将标签噪声去除问

题定义为矩阵恢复问题，方法称为通过侧信息处理

标签噪声。 具体地，将观察到的标签矩阵分解 ２ 两

部分之和。 其中，第一部分揭示了真实的标签，可以

通过对边信息进行低秩映射得到；第二部分采用行

稀疏矩阵对不正确的标签进行建模。 分析可知，该
方法的优点体现在 ３ 个方面：

（１）该策略具有较强的恢复能力，并通过大量

的边信息使理论工作得到了充分的论证。
（２）借助学习到的投影矩阵，可以直接处理多

类情况。
（３）模型设计只需要非常弱的假设，使得 ＬＮＳＩ

适用于广泛的实际问题。
此外，本次研究从理论上推导了 ＬＮＳＩ 的泛化

界，并证明了 ＬＮＳＩ 的期望分类误差是上界的。 在多

种数据集（包括 ＵＣＩ 基准数据集和实际数据集）上
的实验结果证实了 ＬＮＳＩ 在标签噪声处理方面的优

越性。
　 　 文献［２１］提出一类损失函数的若干充分条件，
使多类别分类问题在该损失函数下的风险最小化，
能够内在地容忍标记噪声（ＬＮＳＩ），该方法通过研究

深度网络中广泛使用的损失函数，证明其基于误差

的平均绝对值的损失函数对标记噪声具有鲁棒性，
适用于任何多类分类器学习且风险最小化。 但当数

据集过于复杂会直接导致分类器的性能变差。 表 ２
即展示了隐式学习的去噪方法中存在的缺陷。

表 ２　 隐式处理算法缺陷总结

Ｔａｂ． ２　 Ｓｕｍｍａｒｙ ｏｆ ｉｍｐｌｉｃｉｔ ｐｒｏｃｅｓｓｉｎｇ ａｌｇｏｒｉｔｈｍｓ ｄｅｆｅｃｔｓ

去噪方法 存在缺陷

ＧＣＥ［１８］ 不适用于噪声率较高的情况

ＳＬ［１９］ 相似的类容易产生混淆，分类精度不高

ＳＩＩＳ［２０］ 不适用于标注大量错误信息进行训练

ＬＮＳＩ［２１］ 不适用于庞大的数据量

　 　 综上所述，在实例相关标签噪声算法研究中，显
式和隐式方法对其处理都有各自的优点。 显式处理

会对噪声本身进行建模，并在训练过程中使用建模

后的信息来获得更好的性能；而隐式处理则通过图

论或鲁棒性等方式对其进行研究。 通过显式和隐式

处理方法可以看出，基于实例相关标签噪声算法的

研究中还存在许多不足，在未来，对于大噪声率的处

理还需要做更进一步的探讨研究。
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３　 不同算法的对比实验

（１）数据集及参数设置。 通过使用 ２ 种基准数

据集对实例相关标签噪声的算法进行对比验证，文
中使用 ＣＩＦＡＲ１０ 和 ＣＩＦＡＲ１００，见表 ３。 这些数据集

在文献中被广泛用于标签噪声的评估。 为了更好地

分析和比较算法的性能，对于所有实验，选取其动量

为 ０．９，初始学习率为 ０．００１，批处理大小为 １２８，运
行 ２００ ｅｐｏｃｈ。 由于所有数据集都是干净的，所以本

文通过手动标注错误标签，噪声率选为 ２０％、５０％和

８０％。
表 ３　 数据集参数

Ｔａｂ． ３　 Ｄａｔａ ｓｅｔ ｐａｒａｍｅｔｅｒｓ

数据集 训练 测试 类 图像大小

ＣＩＦＡＲ１０ ５０ ０００ １０ ０００ １０ ３２×３２

ＣＩＦＡＲ１００ ５０ ０００ １０ ０００ １００ ３２×３２

　 　 （２）性能测试。 多是使用 ２ 种方式：测试精确

度和标签精确度。 其中，测试精确度是正确预测数

和测试数据集数之比，而标签精确度则是干净标签

数和所有选定标签数之比。 本文只使用测试精确度

对所有算法进行测试，选取 ５ 种算法进行实验，并对

比各类算法的最后 ５０ 个 ｅｐｏｃｈ 的精确度，见表 ４。
　 　 表 ４ 中展示了 ＣＩＦＡＲ－１０ 和 ＣＩＦＡＲ－１００ 基线

方法的实验对比结果。 在噪声率为 ０．２、０．５ 和 ０．８
的情况下，验证了每种方法的性能。 其中，显式方法

有 ＰＥＮＣＩＬ、Ｄｉｖｉｄｅ ＭＩＸ，隐式方法包含 ＧＣＥ、ＳＬ。 即

如在 ２ 个数据集上看到的，所有方法都不适用于高

噪声的情况，总地来看，显式方法中 Ｄｉｖｉｄｅ ＭＩＸ 方

法相较于显式方法中其他 ２ 个方法的测试精度较

高，在数据集 ＣＩＦＡＲ－１０ 噪声率为 ２０％上测试精度

达到 ９４．５３％。 在隐式方法中，ＳＬ 方法比 ＧＣＥ 方法

较好，但在 ＣＩＦＡＲ－１０ 噪声率为 ８０％的训练上失效，
在 ＣＩＦＡＲ－１００ 噪声率为 ８０％上的测试精度较为理

想。
表 ４　 基于实例相关标签噪声算法测试精度

Ｔａｂ． ４　 Ｔｅｓｔ ａｃｃｕｒａｃｙ ｏｆ ｔｈｅ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ｉｎｓｔａｎｃｅ－ｒｅｌａｔｅｄ ｌａｂｅｌ ｎｏｉｓｅ ％

方法
ＣＩＦＡＲ１０

２０ ５０ ８０

ＣＩＦＡＲ１００

２０ ５０ ８０

ＰＥＮＣＩＬ ９１．３２（±０．５８） ８４．８７（±０．２６） ２１．６４（±０．５５） ６４．４５（±０．２１） ３３．８１（±０．６１） ２４．７８（±０．８１）

Ｄｉｖｉｄｅ ＭＩＸ ９４．５３（±０．２４） ９２．０４（±０．５８） ９１．７１（±０．６５） ７６．６５（±０．４３） ７２．４８（±０．２３） ５０．４９（±０．１８）

ＧＣＥ ８７．３４（±０．１６） ７６．７９（±０．６２） １４．７７（±０．２４） ６１．６７（±０．２９） ３１．０７（±０．２７） ２．８７（±０．９２）

ＳＬ ８７．８８（±０．２３） ８１．５０（±０．５３） － ７０．６４（±０．１８） ４６．３０（±０．３３） ２６．１１（±０．６８）

４　 结束语

本文主要讨论基于实例相关标签噪声处理算法

问题，通过显式处理和隐式处理方法系统性分析可

知，基于实例相关标签噪声问题更接近于实际应用，
但也存在一些不足。 现阶段，基于实例相关标签噪

声的消除算法都不适用于数据集噪声率较大的情

况，当噪声率极大时可能会导致无法工作。 尽管标

签噪声接近实际问题的处理，但并不能泛化为实际

数据的各类情况。 虽然能够处理错误的标签，但一

些相邻的正确标签也会一并加以处理，若想得到较

为干净的标签，过度清洁还会使得分类器性能下降。
标签噪声消除问题在大数据人工智能领域一直

都是研究热点，然而标签噪声消除研究旨在将其应

用于现实生活中，基于实例相关标签噪声消除问题

的研究能够很好地链接实际应用，解决现实世界中

存在的噪声问题。 现阶段，对于实例相关标签噪声

消除的研究仍在继续，且具有广泛性、实用性、可实

现性等特点，未来有关基实例相关标签噪声的各类

研究也会越来越多。
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