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摘　 要： 非笛卡尔磁共振重建是加速磁共振成像一种重要方法，是临床诊疗中不可或缺的工具。 然而非笛卡尔磁共振重建受

重建算法的影响导致其重建质量较差。 针对非笛卡尔磁共振重建质量较差的问题，本文提出了一种基于密度补偿的级联卷

积网络，本方法属于跨域网络，利用非均匀快速傅里叶变换层连接图像空间和测量空间。 测量空间利用数据一致层来保证数

据的一致性，图像空间利用卷积层来提取特征信息，其中卷积去噪自编码器用于提取高频信息，以重建出更多的细节部分。
为了验证方法的有效性，在 ｆａｓｔＭＲＩ 单线圈膝盖数据集上进行实验，本文提出方法在 ４ 倍加速因子条件下，峰值信噪比提高了

１．９ ｄＢ，结构相似性提高了 ０．１，在 ６ 倍加速因子条件下，峰值信噪比提高了 １．２ ｄＢ，结构相似性提高了约 ０．１。
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０　 引　 言

磁共振成像（Ｍａｇｎｅｔｉｃ Ｒｅｓｏｎａｎｃｅ Ｉｍａｇｉｎｇ，ＭＲＩ）
利用核磁共振原理进行图像重建，具有无放射性损

害、对比度高等特点，现已广泛应用在医学成像上，
是临床诊断中不可或缺的技术工具［１］。 ＭＲＩ 过程

由数据采集过程和重建过程组成，需用到的数据采

集方式有笛卡尔采样和非笛卡尔采样。 其中，非笛

卡尔采样是加速磁共振成像的一种重要方法，能够

极大地减少数据采集时间。

传统的非笛卡尔重建，主要有 ＮＵＦＦＴ （Ｎｏｎ －
Ｕｎｉｆｏｒｍ Ｆａｓｔ Ｆｏｕｒｉｅｒ Ｔｒａｎｓｆｏｒｍ ） 算 法 和 网 格 化

（Ｇｒｉｄｄｉｎｇ ） 算 法。 Ｇｒｉｄｄｉｎｇ 算 法 是 １９７５ 年 由

Ｂｒｏｕｗ［２］ 最先提出并应用在天文数据处理上，后经

发展被广泛应用在核磁共振成像和计算机层析等成

像中。 １９９３ 年，Ｄｕｔｔ 等人［３］ 全面研究了 ＮＤＦＴ 问题

的 ４ 种格式，给出了快速算法使用插值公式将数据

值从非均匀坐标点转至均匀的坐标点处，并使用标

准的傅里叶变换达到快速计算的目的，这是 ＮＵＦＦＴ
首次被提出［３－４］，此后发展至 ｎｕｆｆｔｔ 可由 ｔｆｋｂｎｕｆｆｔ 和



ｔｏｒｃｈｎｕｆｆｔ 实现。 在实现上，网格化算法和 ｎｕｆｆｔ 算法

都是卷积插值的过程，即利用合适的卷积函数与非

笛卡尔采集到的磁共振数据进行卷积，将其转换到

均匀分布的笛卡尔网格上。 该过程存在大量冗余的

计算量，同时也由于卷积函数选择的问题还存在较

大误差，冗余计算和误差是导致非笛卡尔成像速度

慢和质量差的主要原因。
近年来，不少学者将深度学习应用在欠采样的

ＭＲＩ 重建领域中，与传统的基于模型的方法有所不

同，基于深度学习的方法运用数据驱动技术，只要网

络设计得当就可以通过大量数据训练实现非笛卡尔

重建。 Ｓｃｈｌｅｍｐｅｒ 等人［５］ 提出了一个深度级联神经

网络，并使用数据一致性模块 （ Ｄａｔａ Ｃｏｎｓｉｓｔｅｎｃｙ，
ＤＣ）来保障数据的保真度。 随后荣楚誉［６］在级联网

络的基础上，通过添加非均匀变换层，将级联网络推

广至非笛卡尔情况。 ２０１８ 年，Ｚｈｕ 等人［７］ 提出了一

种基于流行逼近的自动转换（Ａｕｔｏｍａｔｅｄ Ｔｒａｎｓｆｏｒｍ
ｂｙ Ｍａｉｎｆｏｌｄ Ａｐｐｒｏｘｉｍａｔｉｏｎ，ＡＵＴＯＭＡＰ）的成像方法，
提出一种统一的图像重建框架，该方法难以找到契合

的流形估计，导致模型难以收敛，可能存在过拟合。
为了提高非笛卡尔磁共振重建质量，本文提出

了一种深度神经网络—级联卷积神经网络［８－９］，利
用密度补偿来纠正非笛卡尔 ｋ 采样空间的不均匀加

权，利用 ｆｏｒｗａｒｄ ｎｕｆｆｔ 运算子和 ａｄｊｏｉｎｔ ｎｕｆｆｔ 运算子

交替实现测量空间和图像空间的交替修正问题。 其

中，图像空间由 ３ 个卷积层和 １ 个卷积去噪自编码

器组成，本方法的测量空间能够充分利用原始 ｋ 空

间数据，图像空间利用卷积去噪自编码器能够专注

于高频信息的学习。

１　 相关工作

磁共振是一项生物磁学核自旋成像技术，通过

施加一个射频电磁波来辐射被检测物体，以此产生

磁共振信号，该磁共振信号就是 ｋ 空间数据。 研究

中将利用计算机来分析磁共振信号，进而得到磁共

振图像。 因此对于磁共振成像主要分为 ２ 个阶段：
数据采集阶段和重建阶段。 其中，数据采集阶段就

是 ｋ 空间数据的填充过程，重建阶段是实现从频率

域数据到图像的过程。
１．１　 问题建模

数据采集阶段由采集设备决定，在笛卡尔情况

下，得到的完全采样的 ｋ 空间，将其 ＩＦＦＴ 即可转换

为磁共振图像，在非笛卡尔情况下， ｋ 空间数据不是

规则分布，需要利用数据重采样技术将其转换到笛卡

尔网格上后再使用 ＩＦＦＴ 进行成像。 完全采样的 ｋ 空

间数据和磁共振图像之间的关系由式（１）来描述：

ｙｔ ｋｉ，ｋ ｊ( ) ＝ ∫¥

－¥
∫¥

－¥

ｘ（ ｉ， ｊ） ｅ －ｉ２π（ｋｉｉ ＋ｋ ｊｊ）ｄｋｉｄｋ ｊ （１）

其中， ｘ（ ｉ， ｊ） 是 需 要 重 建 的 目 标 图 像，
ｙｔ ｋｉ，ｋ ｊ( ) 是检测到的 ＭＲＩ 信号，是频率空间的表

示。 从式（１）可知，重建的图像和检测到的信号是

一对傅里叶关系对。 因此当 ＭＲＩ 信号已知时，图像

重建的过程可由式（２）来描述：

ｘ ｉ， ｊ( ) ＝ ∫¥

－¥
∫¥

－¥

ｙｔ ｋｉ，ｋ ｊ( ) ｅｉ２π（ｋｉｉ ＋ｋ ｊ ｊ）ｄｉｄｊ （２）

由于 ＭＲＩ 信号数据是复数形式，无法对其进行

直接展示，所以在数据处理中一般是提取复数的幅

值和相位数据，再从幅值和相位数据中重构出空间

图像。 对于 ｋ 空间数据，其中心部分对应于图像轮

廓，高频部分对应图像的细节部分，因此目前的图像

重建挑战即是如何充分利用高频信息得到高质量的

图像。
为了逼近更真实的磁共振重建场景，提高数据

重建速度，提出非笛卡尔采样条件，但是在该采样条

件下不能直接使用 ＩＦＦＴ，需要利用数据重采样将

ＭＲＩ 信号转换到笛卡尔网格上。 数据重采样就是卷

积插值的过程，其目的是将非笛卡尔采样的 ＭＲＩ 信
号卷积插值到均匀分布的网格上，该算法依赖于卷

积函数的选取，其数学实现可由式（３）来描述：
Ｍ∗ ｋｉ，ｋ ｊ( ) ＝ ｙｎｃ

ｔ ｋｉ，ｋ ｊ( ) ∗Ｃ ｋｉ，ｋ ｊ( )[ ]·

ＩＩＩ（
ｋｉ

Δｋｉ
，
ｋ ｊ

Δｋ ｊ
） （３）

ｙｎｃ
ｔ ｋｉ，ｋ ｊ( ) ＝ ｙｔ（ｋｉ，ｋ ｊ）·Ｓ（ｋｉ，ｋ ｊ） （４）

其中，Ｍ∗ 表示卷积插值后的数据； ｙｎｃｔ ｋｉ，ｋｊ( ) 是

测量的非笛卡尔采样数据； ｙｔ ｋｉ，ｋｊ( ) 为笛卡尔采样

数据； Ｓ（ｋｉ，ｋｊ） 为非笛卡尔采样函数，本文中探讨的

非笛卡尔采样是径向采样，因此 Ｓ（ｋｉ，ｋｊ） 为径向采样

函数； Ｃ ｋｉ，ｋｊ( ) 是网格卷积函数。
１．２　 相关算法

非笛卡尔磁共振重建常用的算法有网格化

（Ｇｒｉｄｄｉｎｇ）和非均匀傅里叶变换（ＮＵＦＦＴ）。 一般情

况下，Ｇｒｉｄｄｉｎｇ 在射电天文成像中应用较为广泛，
ＮＵＦＦＴ 算法则更多应用在磁共振图像重建中。 而

ＮＵＦＦＴ 算法主要分为 ２ 个运算子。 一个是前向

（Ｆｏｒｗａｒｄ） ＮＵＦＦＴ 运算子，前向运算的目的是模拟

成像过程中的非均匀频率域数据。 Ｆｏｒｗａｒｄ ＮＵＦＦＴ
运算子的操作流程如图 １ 所示。 另一个是伴随

（Ａｄｊｏｉｎｔ） ＮＵＦＦＴ 运算子，这是一个成像过程，是将
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非均匀的数据变换到规则的网格上后、再进行成像。

非笛卡尔采样频率域数据

插值，加窗平滑

过采样，提高成像分辨率

网格卷积函数加权处理，
去除窗函数影响

均匀频率域数据 IFFT,成像 磁共振
图像

网格卷积
函数

图 １　 Ｆｏｒｗａｒｄ ＮＵＦＦＴ 运算子的操作流程

Ｆｉｇ． １　 Ｏｐｅｒａｔｉｏｎ ｆｌｏｗ ｏｆ Ｆｏｒｗａｒｄ ＮＵＦＦＴ ｏｐｅｒａｔｏｒ

　 　 根据迭代重建的原理，可将非笛卡尔欠采样磁

共振由式（７）描述：
ｍｉｎ

ｘ
‖Ｆｓｘ∗Ｃ － ｙ‖２

２ ＋ λϕ（ｘ）{ } （５）

　 　 其中， ｘ 是待重建的目标图像； ｙ 是原始 ｋ 空间

数据； Ｆｓ 表示系统矩阵； Ｆｓｘ 是非笛卡尔欠采样数

据； Ｃ 是网格卷积函数； ‖Ｆｓｘ∗Ｃ － ｙ‖２
２ 为数据保

真项； ϕ（ｘ） 为正则化函数，对于传统的方法来说，
ϕ（ｘ） 通常是 ｘ 特定变换域的 ｌ０ 或 ｌ１ 泛式。

在选取网格卷积函数时，要满足函数时域和频

域都具有良好集中性的要求，常用的网格卷积函数

有 Ｇａｕｓｓｉａｎ 函数、Ｋａｉｓｅｒ－Ｂｅｓｓｅｌ 函数和长波球函数

ＰＳＷＦ 等。 目前在磁共振非笛卡尔重建中，常用的是

具有较好灵活性的 Ｋａｉｓｅｒ－Ｂｅｓｓｅｌ 函数，研究时用到的

时域表达式和频域表达式分别见式（６）、式（７）：

φ^ ｘ( ) ＝
　 ２

π
ｓｉｎｈ α

　
Ｋ２ － ｘ２( )

　
Ｋ２ － ｘ２

（６）

φ ξ( ) ＝ Ｉ０Ｋ
　
α２ － ξ２ 　 ξ ≤ α

０　 　 　 　 　 　 ξ ≻ α{ （７）

　 　 在执行插值运算时，要制定过采样系数 Ｋ 和插

值宽度 Ｗ， 每一个采样点都有 Ｗ２ 大小的窗口，从采

样点到插值窗口内的每个均匀点的距离决定插值权

值。 过采样系数决定最终成像的分辨率。 二者的选

择直接影响算法的速度，并且随着过采样系数 Ｋ 和

插值宽度 Ｗ 的增大，算法的计算复杂度也会变大，
由此即会带来硬件计算问题，但这样成像的误差就

越小，图像质量也越高。 综上所述可知，随着其值的

增大，成像质量有所提高，但是成像速度较慢，因此

在研究数据重采样算法时需要平衡成像速度和成像

质量，就要选择合适的过采样系数和插值宽度。

２　 本文方法

非笛卡尔磁共振重建质量由重建算法决定，目
前的重建算法存在冗余计算和计算误差大的问题，
导致重建结果较差，同时现有的神经网络算法不能

很好地提取高频信息。 为了实现高质量的非笛卡尔

磁共振重建，本文提出一种基于密度补偿的级联卷

积神经网络。
２．１　 方法理论

本文提出的非笛卡尔欠采样磁共振图像重建方

法是一种迭代重建方法，该网络是基于密度补偿的级

联卷积神经网络。 方法的整体流程可做阐述如下：
（１）将采集的 ｋ 空间数据进行非笛卡尔径向欠

采样得到模型的输入数据 ｙｎｃ。
（２）将全采样 ｋ 空间数据进行逆傅里叶变换，

得到真实的重建图像 ｘＧＴ。
（３）将 ｙｎｃ 和 ｘＧＴ 作为模型的训练数据集对，经

过网络 Ｉ 次迭代后得到网络重建结果 ｘｎｃｐｄｎｅｔ。 推得

的数学模型公式可写为：
ｘｉ ＝ ｆｎｃｐｄｎｅｔ ｘＧＴ ｜ θ( ) ＝ ｆｉ（ ｆｉ －１ … ｆ１ ｘＧＴ ｜ θ １( ) θ ｉ －１( ) θ ｉ）

（８）
其中， ｉ 为网络当前迭代次数， ｉ ∈ ［１，Ｉ］；Ｉ 为

总的迭代次数， Ｉ ＝ １０；θ ｉ（ ｉ∈［１，Ｉ］） 是每次迭代过

程中的网络参数。 基于密度补偿的神经网络依赖于

密度补偿来纠正 ｋ 空间的不均匀加权，利用非均匀

变换层来连接测量空间和图像空间，其中测量空间

和图像空间交替修正以补偿更多的细节信息，实现

高质量重建。 这里给出网络结构设计如图 ２ 所示。
对此拟展开研究分述如下。
　 　 （１）测量空间网络。 测量空间由数据一致性模

块（ＤＣ）组成，在每个步骤中引入原始测量数据，保证

数据的一致性。 ＤＣ 最早是由 Ｓｃｈｌｅｍｐｅｒ 等人［５］ 应用

在欠采样的 ＭＲＩ 中。 测量空间可由式（９）进行描述：
ｙ，ｙｉ，Ω( ) ＝ ｙ － ＭΩ ｙｉ （９）

ｙｉ
ｎｃ ＝ ＭΩ ｙｉ （１０）

　 　 其中， ｙ 为原始全采样 ｋ 空间； ｙｉ 为第 ｉ 次迭代的

全采样 ｋ 空间； Ω为采样轨迹； ＭΩ 为非笛卡尔径向欠

采样。 ＤＣ 模块可以作为先验知识来指导网络的学习。
（２）图像空间网络。 该部分网络由 ３ 个 ３ × ３

ｃｏｎｖ２Ｄ 组成，由于卷积是对实值进行操作，故而在输入

数据传送至该模块前将复数表现形式的 ｋ 空间提取实

部和虚部，再将其传入新的通道数中。 这就使得传入

图像网络空间数据的通道数比此前要多 ２ 个通道数。
该部分用于提取从测量空间到图像空间映射的特征。
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图 ２　 网络结构图

Ｆｉｇ． ２　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ｎｅｔｗｏｒｋ

　 　 （３）卷积去噪自编码器。 自编码器由编码层和

解码层组成。 编码器旨在提取特征，解码器是将特

征通过与编码层相反的网络结构还原为原始数据。
通过借助稀疏编码的思想，使用稀疏的高阶特征重

新组合来重构自身，达到输出与原始数据尽可能相

似的目的。 但是在实际图像重建中存在重构误差，
因此在自编码器的基础上，可以添加噪声来约束自

编码器重构。 这可使得编码器学习提取最重要的特

征并学习输入数据中更加鲁棒的表示。
２．２　 损失函数

磁共振重建是一个迭代重建的过程，从数学角

度看是一个不断最小化损失函数的过程。 这一过程

可以被描述为式（１１） ～式（１３）：

Ｌ θ( ) ＝ １
Ｑ∑

Ｑ

ｉ ＝ １
ｌ（ｘｉ

ｎｃｐｄｎｅｔ， ｘｉ
ＧＴ） （１１）

ｘｉ
ｎｃｐｄｎｅｔ ＝ ｆｎｃｐｄｎｅｔ（ｙｉ

ｎｃ） （１２）

ｌ（ｘｉ
ｎｃｐｄｎｅｔ ，ｘｉ

ＧＴ） ＝
∑Ｑ

ｉ ＝ １
（ｘｉ

ＧＴ － ｘｉ
ｎｃｐｄｎｅｔ） ２

Ｑ
（１３）

　 　 其中， ｘｉ
ＧＴ 是真实的磁共振图像作为模型的输

出数据集； ｘｉ
ｎｃｐｄｎｅｔ 是网络输出； ｙｉ

ｎｃ 是模型的非笛卡

尔欠采样磁共振数据，是模型的输入数据集； Ｑ 表

示训练集的样本个数； ｌ（ｘｉ
ｎｃｐｄｎｅｔ，ｘｉ

ＧＴ） 是损失函数，利
用神经网络进行磁共振图像重建就是利用大量数据

训练模型，以此最小化损失函数。

３　 实验与结果分析

３．１　 实验数据

本文数据使用的是 ｆａｓｔＭＲＩ 数据集 （ ｈｔｔｐｓ： ／ ／
ｆａｓｔｍｒｉ． ｍｅｄ． ｎｙｕ． ｅｄｕ ／ ）， 该数据集是 Ｆａｃｅｂｏｏｋ ＡＩ

Ｒｅｓｅａｒｃｈ（ＦＡＩＲ）和 ＮＹＵ Ｌａｎｇｏｎｅ Ｈｅａｌｔｈ 之间的合作

研究项目，目的是研究使用 ＡＩ 提高 ＭＲＩ 成像速度，
并且从采样不足的 ｋ 空间数据中高效恢复出图像，
ＡＩ 进行 ＭＲＩ 图像重建可以使 ＭＲＩ 更广泛应用在医

疗成像领域上，且符合更逼真的重建场景。 ｆａｓｔＭＲＩ
数据集包括 ２ 种类型：膝盖磁共振图像和脑部磁共

振图像。 数据集包括训练集、验证集以及 ｍａｓｋｅｄ 测

试数据集。 本实验采用的是单线圈膝盖数据集，图
像尺寸大小为 ３２０ × ３２０，平面分辨率为 ０． ５ ｍｍ ×
０．５ ｍｍ，切片厚度为 ３ ｍｍ，切片之间无缝隙。 训

练集总共有 ９７３ 卷 （９７３ 个 ｈ５ 文件，３４ ７４２ 张图

片），验证集共有 １９９ 卷（１９９ 个 ｈ５ 文件，１３５ 张图

片）。
３．２　 欠采样模式

为了适应更真实的磁共振成像场景，提高数据

的扫描速度，本文的欠采样模式为非笛卡尔径向欠

采样。 图 ３ 显示的是 ｔｆｋｂｎｕｆｆｔ 不同采样模式下图像

重建的结果。 图 ３（ａ） ～ （ｃ）中，左边图像是 ｋ－空间

可视化，右边图像是在图像域上的可视化。
３．３　 评价指标

为了验证本方法，采用每张图像重建时间 Ｔ 和

重建质量作为评价指标。 重建质量指标为峰值信噪

比和结构相似性。 其中，峰值信噪比 （ＰＳＮＲ） 的定

义是重建图像与原始图像之间对比质量的好坏，
ＰＳＮＲ越高、表明重建质量越好；结构相似性（ＳＳＩＭ）
的定义是比较重建图像与原始图像之间的相似性，
主要从亮度、对比度和结构三个方面来进行比较，其
值范围为［０，１］，即值越接近 １、就表示重建图像越

接近于原始图像。
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（a）完全采样

（b）4倍径向欠采样

（c）6倍径向欠采样
图 ３　 径向欠采样模式下 ｋ 空间与重建图像的可视化

Ｆｉｇ． ３　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｋ－ｓｐａｃｅ ａｎｄ ｒｅｃｏｎｓｔｒｕｃｔｅｄ ｉｍａｇｅｓ ｉｎ ｒａｄｉａｌ
ｕｎｄｅｒｓａｍｐｌｉｎｇ ｍｏｄｅ

３．４　 实验环境与参数配置

本文基于密度补偿的神经网络模型是基于

Ｔｅｎｓｏｒｆｌｏｗ ２．７．０ 版本实现的，显卡型号为 ＧＰＵ ＲＴＸ
３０９０ ∗ ３，其中显存大小为 ２４ ＧＢ。 ＣＰＵ 型号为 ４２
核 Ｉｎｔｅｌ（Ｒ） Ｘｅｏｎ（Ｒ） Ｇｏｌｄ ６３３０ ＣＰＵ ＠ ２．００ ＧＨｚ，内
存大小为 １８０ ＧＢ。

网络迭代次数 Ｉ ＝ １０， 测量空间网络由数据一

致块构成，以残差的方式不断修正测量 ｋ 空间和原

始 ｋ 空间数据之间的差距，图像空间网络由 ３ 个卷

积层组成，卷积大小都为 ３×３，由于卷积层只能处理

实数，就需要 ｋ 空间数据实部和虚部分别放入 ２ 个

通道，因此图像网络的输入通道数为 １２，输出通道数

为 １０，核的初始化方式为 ｇｌｏｒｏｔ＿ｕｎｉｆｏｒｍ 方式。 卷积

去噪自编码器用于提取高频信息，该模块由 ２ 个卷积

层和 １ 个反卷积层组成，其中卷积层卷积核大小为

５×５。在网络训练时， ｂａｔｃｈ＿ｓｉｚｅ设置为一卷数据集、即
为一个 ｈ５ 文件，损失函数为 ｍｓｅ， 优化器为 Ａｄａｍｗ，
初始学习率为 ｌｒ ＝ １０－５。 训练轮次为 ２００ 轮。
３．５　 实验结果

为了验证方法在非笛卡尔欠采样磁共振图像重

建中的有效性，以及卷积去噪自编码器在高频信息

提取中的高效性，本文将比较 ３ 种方法：
（１）传统 ｔｆｋｂｎｕｆｆｔ 重建算法，是 ｔｏｒｃｈｋｂｎｕｆｆｔ 的

进一步发展，在重建速度上优于 ｔｏｒｃｈｋｂｎｕｆｆｔ。
（２）基于密度补偿的神经网络（ｎｃｐｄｎｅｔ），通过

在网络中添加非均匀变换层重建非笛卡尔数据。
（３）基于密度补偿的级联卷积神经网络，在

ｎｃｐｄｎｅｔ 网络的基础上，为了提取高频信息，使网络

具有更好的鲁棒性，该网络利用卷积去噪自编码器

学习更多细节信息，以下称为 ｏｕｒｓ。
运行后，４ 倍非笛卡尔径向欠采样模式下重建

质量和效率对比结果见表 １，６ 倍非笛卡尔径向欠采

样模式下重建质量和效率对比结果见表 ２，４ 倍欠采

样模式下不同迭代次数下 ｏｕｒｓ 重建质量与效率对

比结果见表 ３。 图 ４ 展示的是在 ４ 倍非笛卡尔欠采

样条件下，３ 种方法的重建结果对比图。
表 １　 ４ 倍非笛卡尔径向欠采样模式下重建质量和效率对比

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ ｑｕａｌｉｔｙ ａｎｄ ｅｆｆｉｃｉｅｎｃｙ ｉｎ ｔｈｅ
４ｘ ｎｏｎ－ｃａｒｔｅｓｉａｎ ｒａｄｉａｌ ｕｎｄｅｒｓａｍｐｌｉｎｇ ｍｏｄｅ

方法 ＰＳＮＲ ＳＳＩＭ Ｔ ／ ｍｓ

ｔｆｋｂｎｕｆｆｔ ２５．５６０ ３ ０．５６８ １ ８２６．０００

ｎｃｐｄｎｅｔ ２９．７５９ ２ ０．６４５ １ ２０．２３２

ｏｕｒｓ ３１．６５６ ９ ０．７４１ １ ２２．７９３

表 ２　 ６ 倍非笛卡尔径向欠采样模式下重建质量和效率对比

Ｔａｂ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ ｑｕａｌｉｔｙ ａｎｄ ｅｆｆｉｃｉｅｎｃｙ ｉｎ ｔｈｅ
６ｘ ｎｏｎ－ｃａｒｔｅｓｉａｎ ｒａｄｉａｌ ｕｎｄｅｒｓａｍｐｌｉｎｇ ｍｏｄｅ

方法 ＰＳＮＲ ＳＳＩＭ Ｔ ／ ｍｓ

ｔｆｋｂｎｕｆｆｔ ２５．１３２ ０ ０．５１１ ０ ７３９．０００

ｎｃｐｄｎｅｔ ２９．１７８ ３ ０．５９６ ７ １９．１２２

ｏｕｒｓ ３０．６２２ ７ ０．６９７ ０ ２１．５０４

表 ３　 ４ 倍欠采样模式下不同迭代次数下 ｏｕｒｓ重建质量与效率对比

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ ｑｕａｌｉｔｙ ａｎｄ ｅｆｆｉｃｉｅｎｃｙ ｏｆ ｏｕｒｓ
ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｉｔｅｒａｔｉｏｎｓ ｉｎ ４ｘ ｕｎｄｅｒｓａｍｐｌｉｎｇ ｍｏｄｅ

迭代次数 Ｉ ＰＳＮＲ ＳＳＩＭ Ｔ ／ ｍｓ

１２ ２６．５２５ １ ０．５７７ ６ ２５．３７６

１１ ２９．１６１ ６ ０．５６９ ０ ２４．０４１

１０ ３１．６５６ ７ ０．７４１ １ ２２．７９３

８ ２９．９２３ １ ０．６８６ １ １７．７６７

７ ２８．６５９ １ ０．６３０ ９ １６．１９６

　 　 （ａ） 原始图像 　 （ｂ） ｎｃｐｄｎｅｔ 重建图像 　 　 （ｃ） ｏｕｒｓ 　
图 ４　 在 ４ 倍欠采样下 ３ 种方法的重建结果图

Ｆｉｇ． ４ 　 Ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ ｍａｐｓ ｏｆ ｔｈｅ ｔｈｒｅｅ ｍｅｔｈｏｄｓ ｕｎｄｅｒ ４ｘ
ｕｎｄｅｒｓａｍｐｌｉｎｇ ｍｏｄｅ

１５１第 １２ 期 覃芹， 等： 基于级联卷积神经网络的非笛卡尔磁共振重建



　 　 实验结果表明，基于神经网络的非笛卡尔欠采

样重建速度比传统方法更快，主要是神经网络的方

法基于数据驱动，不需要进行插值运算；ｏｕｒｓ 相比

ｎｃｐｄｎｅｔ 方法重建质量具有较大提升，主要是由于卷

积去噪自编码器能够在密度补偿展开网络中发挥高

频信息提取作用，以重建出更多的图像细节信息。
同时，为了验证 Ｉ ＝ １０ 是最佳迭代次数，对比了不同

迭代次数下 ｏｕｒｓ 重建性能。 虽然本文提出的方法

相比于 ｎｃｐｄｎｅｔ 重建时间略长，这是由于模型参数

量比 ｎｃｐｄｎｅｔ 大造成的，不过这个细微的重建时间

差别并不影响本文方法的性能。 上述结果均是在测

试集表现的结果。

４　 结束语

本文提出了一种基于密度补偿的级联卷积神经

网络，该网络用于非笛卡尔欠采样磁共振图像重建，
在本方法中，将 ＭＲＩ 图像重建过程视为从非笛卡尔

数据中迭代重建的过程，为了提取重建过程中的高

频信息部分，将卷积去噪自编码器用于该重建任务

中。 同时对比了不同加速因子欠采样模式下重建质

量和重建效率，通过实验证明了本文方法具有更强

的细节信息提取能力，在 ４ 倍欠采样和 ６ 倍欠采样

模式下，本文的方法能够有效提高重建图像的峰值

信噪比和结构相似性。 本实验建立在单线圈成像场

景上，为了验证卷积去噪自编码器在密度补偿神经

网络中提取高频信息的能力，未来的工作可以将其

应用到多线圈膝盖以及脑部图重建中。
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