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基于 Ｂｅｒｔ－ＢｉＬＳＴＭ 的商品评论情感分析研究

徐　 鹏， 罗梓汛， 黄昕凯

（广东东软学院， 广东 佛山 ５２８２２５）

摘　 要： 商品评论为商家的选品和用户的购买提供了重要的决策帮助。 为了获得商品评论的情感特征，并在评论中捕捉更多的

情感信息，本研究提出一种 Ｂｅｒｔ－ＢｉＬＳＴＭ 的情感分类模型，运用斯坦福情感分析数据集、亚马逊商品评论数据集做一个情感分

类模型，该模型利用Ｂｅｒｔ 嵌入层对句子进行分割并将其转换为词向量，然后将其传递到ＢｉＬＳＴＭ 模型中，以获取评论文本中的属

性和情感词；训练后的模型使用混淆矩阵作为评价指标，相比其他深度学习模型在最终结果上表现出明显优势。 将训练好的模

型对结果进行分类和预测，从而分析结果的情感，这就为用户与商户在购买商品或选品时提供了建议方向和引导情绪。
关键词： 文本分析； Ｂｅｒｔ； ＢｉＬＳＴＭ； 深度学习； ＮＬＰ； 情感分析； 机器学习
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０　 引　 言

在互联网迅速发展、大数据来临，以及中国电商

行业竞争加剧的背景环境下，用户于电商平台上购

买商品的行为规模呈指数级上升，评论数据也随之

增多。 通常情况下，商品的评论数据中，蕴含着用户

观点态度、情感倾向以及个人的见解。 因此挖掘出

用户的评论数据中的深层意向至关重要。 在此前提

下，商品评价分析应运而生。
商品评价分析是指通过对用户评论的处理，分

析用户对商品的关注程度和情感态度，为商户选品

和用户购买提供一定的决策辅助［１］。 在本文 Ｂｅｒｔ
与 ＢｉＬＳＴＭ 的商品评论情感分析研究中，商品评论

情感分析占据主要地位，重点旨在发现用户是否有

购买该商品的意愿并起到推荐作用，引导更多用户

进行购买及评论。 传统的关键词提取算法和预训练

模型不能很好地联系上下文的语境和词向量稀疏等

问题，不能精准有效地标出关键词。 针对此问题，本

文采用 Ｂｅｒｔ 模型对评论数据进行词向量处理，避免

分词造成的歧义，同时 ＢｉＬＳＴＭ 能结合上下文的语

境，使得模型更为精确，实现评论文本情感分析。

１　 模型构建与研究

１．１　 循环神经网络

循环神经网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＲＮＮ）
能够挖掘出特征中语义信息，使深度学习模型在处

理语言数据时运用更加广泛。 循环神经网络在原有

的神经网络基础上，增加了对隐藏层的循环结构，使
隐藏层既可不受输入影响，还能接收上一时刻隐含

层的影响［２］。 循环神经网络设计展开如图 １ 所示。
１．２　 ＬＳＴＭ

相比于 ＲＮＮ，ＬＳＴＭ 引入了输入门 ｉ、遗忘门 ｆ、
输出门 ｏ以及内部记忆单元 ｃ，通过门控状态来控制

传输状态，记住需要记忆的信息，忘记不重要的信

息；而不是和 ＲＮＮ 一样，只能够做记忆上的叠加。
ＬＳＴＭ 能有效解决传统 ＲＮＮ 在处理时间序列长期



依赖中的梯度消失和梯度爆炸的问题，且对很多需

要“长期记忆的”任务来说，效果显著，误差较小［３］。
ＬＳＴＭ 单元结构如图 ２ 所示。
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图 １　 ＲＮＮ 结构图

Ｆｉｇ． １　 ＲＮＮ ｓｔｒｕｃｔｕｒｅ
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图 ２　 ＬＳＴＭ 单元结构

Ｆｉｇ． ２　 ＬＳＴＭ ｕｎｉｔ ｓｔｒｕｃｔｕｒｅ

　 　 由图 ２ 可知， ｆｔ 称为遗忘门，表示 Ｃ ｔ －１ 需要用作

于计算 Ｃ ｔ 的特征；“⊗”表示 ＬＳＴＭ 中最重要的门机

制 ；Ｗｆ是遗忘门的权重；ｂｆ是遗忘门的偏置。此处

需用到的数学公式可写为：
ｆｔ ＝ σ（Ｗｆ· ｈｔ －１，ｘｔ[ ] ＋ ｂｆ） （１）

　 　 对于输入门 ｉ 来说，可用于控制输入 ｘ 和当前

计算的状态更新到记忆单元的程度大小。 相应的数

学表示形式为：
ｉｔ ＝ σ（Ｗｉ· ｈｔ －１·ｘｔ[ ] ＋ ｂｉ） （２）

Ｃ ｔ ＝ ｔａｎｈ （Ｗｃ· ｈｔ －１，ｘｔ[ ] ＋ ｂｃ） （３）

　 　 ｉｔ 能够控制 Ｃ ｔ

～
的部分特征，用来更新 Ｃ ｔ， 与 ｆｔ

相同，可由如下公式进行计算：
Ｃ ｔ ＝ ｆｔ∗ Ｃ ｔ －１ ＋ ｉｔ∗Ｃ ｔ （４）

　 　 对输出层来说，其设计原理的数学表达式为：
Ｏｔ ＝ σ（Ｗｏ· ｈｔ －１，ｘｔ[ ] ＋ ｂｏ） （５）

ｈｔ ＝ Ｏｔ∗ｔａｎｈ （Ｃ ｔ） （６）
　 　 上述所有表达式中， σ 通常是指 Ｓｉｇｍｏｉｄ 函数，
主要起到门控作用，其输出为 ０～１，当输出接近 ０ 或

１ 时，才能符合物理意义上的开或关。
１．３　 ＢｉＬＳＴＭ

ＢｉＬＳＴＭ 是对 ＬＳＴＭ 的改进方案。 该方案有效

解决了 ＬＳＴＭ 无法学习反向特征的问题，因此本文

采用双向 ＢｉＬＳＴＭ 模型用于情感分类，一个用于保

存上一词语的前后文，另一个用于存储下一词语的

前后文［４］。 ＢｉＬＳＴＭ 结构如图 ３ 所示。
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图 ３　 ＢｉＬＳＴＭ 结构图

Ｆｉｇ． ３　 ＢｉＬＳＴＭ ｓｔｒｕｃｔｕｒｅ

１．４　 Ｂｅｒｔ
Ｂｅｒｔ 是一个预训练的语言模型，重点强调了不再

采用传统的单向语言模型、或者把 ２ 个单向语言模型

通过浅层拼接的方法来进行预训练，而是通过使用遮

挡语言模型（ＭＬＭ）生成深度的双向语言表征［５］。
Ｂｅｒｔ 的提出为自然处理领域带来明显提升。 前

期的模型是单向训练、并将 ２ 个单向训练相结合，而
Ｂｅｒｔ 则为了将句子转化为词向量而使用了多层

Ｔｒａｎｓｆｏｒｍｅｒ［６］，对语境的分析相比单向模型来说会

更加透彻［２］。 Ｂｅｒｔ－ｂａｓｅ 的 Ｅｎｃｏｄｅｒ 是由 １２ 层结构

相同的 Ｔｒａｎｓｆｏｒｍｅｒ Ｅｎｃｏｄｅｒ 结构堆叠而成。 虽然结

构上是相同的，但相互间的权重并不共享［７］。 Ｂｅｒｔ

７８１第 １１ 期 徐鹏， 等： 基于 Ｂｅｒｔ－ＢｉＬＳＴＭ 的商品评论情感分析研究



Ｔｔｒａｎｓｆｏｒｍｅｒ Ｅｎｃｏｄｅｒ 结构如图 ４ 所示。

编码器

加&规范化

逐位前馈网络

加&规范化

多头注意力

位置编码

12?

嵌入层

图 ４　 Ｂｅｒｔ Ｔｒａｎｓｆｏｒｍｅｒ Ｅｎｃｏｄｅｒ 结构

Ｆｉｇ． ４　 Ｂｅｒｔ Ｔｒａｎｓｆｏｒｍｅｒ Ｅｎｃｏｄｅｒ ｓｔｒｕｃｔｕｒｅ

　 　 Ｂｅｒｔ 的 模 型 架 构 上 采 用 了 Ｔｒａｎｓｆｏｒｍｅｒ 的

ｅｎｃｏｄｅｒ 部分，输入由字嵌入（ ｔｏｋｅｎ ｅｍｂｅｄｄｉｎｇ）、段
嵌入 （ ｓｅｇｍｅｎｔ ｅｍｂｅｄｄｉｎｇ ） 和 位 置 嵌 入 （ ｐｏｓｉｔｉｏｎ
ｅｍｂｅｄｄｉｎｇ） 三部分相加构成， 每个输入的起始

ｔｏｋｅｎ 会固定设置为 ′ＣＬＳ′， 用于下游的分类任务，２
个不同的 ｓｅｎｔｅｎｃｅ 间会加入 ′ＳＥＰ′ 作为分隔，输入

的尾部同样会加入一个 ′ＳＥＰ′［８］。 嵌入层架构如图

５ 所示。
　 　 研究中，由 ＭＬＭ 和下一句预测（ＮＳＰ）来进行

Ｂｅｒｔ 的模型训练。 ＭＬＭ 对输入中的部分词语进行

随机选取替换，致力于通过训练能够正确预测出原

始输入的替换词，进而联合双向上下文达到双向编

码的效果［９］。 ＮＳＰ 能够预测 ２ 个句子是否连在一

起，用于挖掘句子关系。 在预处理时会以 ５０％的概

率从其他文档中随机选取首个 ｔｅｘｔ的下一个 ｔｅｘｔ，在
预训练中预测其后的 ｔｅｘｔ 是否为前一个 ｔｅｘｔ 的真实

下文，即可整理得到句子的逻辑关系［１０］。
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图 ５　 Ｂｅｒｔ 嵌入层架构

Ｆｉｇ． ５　 Ｂｅｒｔ ｅｍｂｅｄｄｅｄ ｌａｙｅｒ ｓｔｒｕｃｔｕｒｅ

　 　 注意力机制如图 ６ 所示。 运算结构为一层

Ｄｅｃｏｄｅｒ 与一层 Ｅｎｃｏｄｅｒ 对应。 在 Ｅｎｃｏｄｅｒ 中，输入

经过 Ｅｍｂｅｄｄｉｎｇ 后， 需进行位置嵌入 （ Ｐｏｓｉｔｉｏｎａｌ
ｅｎｃｏｄｉｎｇ），再经过 Ｍｕｌｔｉ－Ｈｅａｄ Ａｔｔｅｎｔｉｏｎ，最后是全连

接层［１１］。
１．５　 Ｂｅｒｔ－ＢｉＬＳＴＭ 模型构建

本文采用 Ｂｅｒｔ 的嵌入层将词序列抽取输出

ｅｍｂｅｄｄｉｎｇ 序列、再转换成词向量形式，同时将 Ｂｅｒｔ
输出的词向量经过 ＢｉＬＳＴＭ 进一步再做特征提取，
将其传送到输出层。 输出层由全连接层和 ｓｏｆｔｍａｘ
层构成，在全连接层调整特征向量的维数，并使用

ｓｏｆｔｍａｘ 分类器对评论文本进行分类，实现情感分

析。 模型设计架构如图 ７ 所示。

feedforward

feedforward

encoder decoder

feedforward

feedforward

feedforward

图 ６　 Ａｔｔｅｎｔｉｏｎ 运算

Ｆｉｇ． ６　 Ａｔｔｅｎｔｉｏｎ ｏｐｅｒａｔｉｏｎ
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X1 Pos1 Chunk1 X2 Pos2 Chunk2 X3 Pos3 Chunk3 Xn Posn Chunkn

EmbeddingnEmbedding3Embedding1 Embedding2

BiLSTM BiLSTM BiLSTM BiLSTM

评论数据

全连接层

Softmaxlayer

输出结果

输出层

注意力机制层

特征BiLSTM层

Bert词嵌入层

数据预处理层

数据输入层

图 ７　 Ｂｅｒｔ－ＢｉＬＳＴＭ 模型架构

Ｆｉｇ． ７　 Ｂｅｒｔ－ＢｉＬＳＴＭ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

　 　 在 ＢｉＬＳＴＭ 的输出层引入 Ｍｕｌｔｉ－Ｈｅａｄ Ａｔｔｅｎｔｉｏｎ
注意力机制 ，词向量在 ＢｉＬＳＴＭ 层产生的输出向量

ｈｉ 进入 Ｍｕｌｔｉ－Ｈｅａｄ Ａｔｔｅｎｔｉｏｎ 层 ｑ∈Ｒｄｑ、ｋ∈Ｒｄｋ、ｖ∈
Ｒｄｖ 输出，提高文本情感信息的利用反馈。 计算公式

见如下：
ｈｉ ＝ ｆ（Ｗ（ｑ）

ｉ ｑ，Ｗ（ｋ）
ｉ ｋ，Ｗ（ｖ）

ｉ ｖ） ∈ Ｒｐｖ （７）
其中，参数包括 Ｗ（ｑ）

ｉ ∈ Ｒｐｑ×ｄｑ、Ｗ（ｋ）
ｉ ∈ Ｒｐｋ×ｄｋ 和

Ｗ（ｖ）
ｉ ∈ Ｒｐｖ×ｄｖ， 以及池化注意力 ｆ 表示可加性注意

力。 Ｍｕｌｔｉ－Ｈｅａｄ Ａｔｔｅｎｔｉｏｎ 输出需经一个线性转换，
对应的是拼接后 ｈ 个头的结果。 对此可表示为：

Ｗｏ［ｈ１… ｈｈ］ ∈ Ｒｐｏ

２　 实验与分析

２．１　 实验数据准备

实验使用的商品评论数据集为 Ｊｕｌｉａｎ ＭｃＡｕｌｅｙ，
ＵＣＳＤ 整理的 Ａｍａｚｏｎ ｐｒｏｄｕｃｔ ｄａｔａ －Ｃｌｏｔｈｉｎｇ， Ｓｈｏｅｓ
ａｎｄ Ｊｅｗｅｌｒｙ 数据集，总共 ２７８ ６７７ 条数据，数据未带

情感标注，实验抽取 １０ ０００ 条评论作为实验数据，
并对文本内容以自然语言处理（ＳＮＯＷＮＬＰ）来做分

类辅助的人工标注， 标注结果可分为 ｐｏｓｉｔｉｖｅ、
ｎｅｕｔｒａｌ、ｎｅｇａｔｉｖｅ， 选取数据集 ７０％作为训练集，２０％
作为测试集，１０％的商品评论作为校验集。 实验部

分数据示例见表 １。

表 １　 实验数据示例

Ｔａｂ． １　 Ｅｘａｍｐｌｅｓ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｄａｔａ

文本示例 倾向性

Ｐｅｒｆｅｃｔ ｒｅｄ ｔｕｔｕ ｆｏｒ ｔｈｅ ｐｒｉｃｅ． Ｉ ｂａｕｇｈｔ ｉｔ ａｓ ｐａｒｔ ｏｆ ｍｙ
ｄａｕｇｈｔｅｒｓ Ｈａｌｌｏｗｅｅｎ ｃｏｓｔｕｍｅ ａｎｄ ｉｔ ｌｏｏｋｅｄ ｇｒｅａｔ ｏｎ ｈｅｒ．

ｐｏｓｉｔｉｖｅ

Ｗｅ ｂｏｕｇｈｔ ｓｅｖｅｒａｌ ｔｕｔｕｓ ａｔ ｏｎｃｅ， ａｎｄ ｔｈｅｙ ａｒｅ ｇｏｔ ｈｉｇｈ
ｒｅｖｉｅｗｓ． Ｓｔｕｒｄｙ ａｎｄ ｓｅｅｍｉｎｇｌｙ ｗｅｌｌ－ｍａｄｅ． Ｔｈｅ ｇｉｒｌｓ ｈａｖｅ
ｂｅｅｎ ｗｅａｒｉｎｇ ｔｈｅｍ ｒｅｇｕｌａｒｌｙ， ｉｎｃｌｕｄｉｎｇ ｏｕｔ ｔｏ ｐｌａｙ， ａｎｄ
ｔｈｅ ｔｕｔｕｓ ｈａｖｅ ｓｔｏｏｄ ｕｐ ｗｅｌｌ． Ｆｉｔｓ ｔｈｅ ３－ｙｒ ｏｌｄ ＆ ｔｈｅ ５－ｙｒ
ｏｌｄ ｗｅｌｌ． Ｃｌｅａｒｌｙ ｐｌｅｎｔｙ ｏｆ ｒｏｏｍ ｔｏ ｇｒｏｗ． Ｏｎｌｙ ｃｏｎ ｉｓ ｔｈａｔ
ｗｈｅｎ ｔｈｅ ｋｉｄｓ ｐｕｌｌ ｏｆｆ ｔｈｅ ｔｕｔｕｓ， ｔｈｅ ｗａｓｔｅ ｂａｎｄ ｇｅｔｓ
ｔｗｉｓｔｅｄ， ａｎｄ ａｎ ａｄｕｌｔ ｈａｓ ｔｏ ｕｎ－ ｔａｎｇｌｅ． Ｂｕｔ ｔｈｉｓ ｉｓ ｎｏｔ
ｄｉｆｆｉｃｕｌｔ．

ｎｅｇａｔｉｖｅ

Ｔｈｉｓ ｗａｓ ａ ｒｅａｌｌｙ ｃｕｔｅ ｔｕｔｕ ｔｈｅ ｏｎｌｙ ｐｒｏｂｌｅｍ ｉｓ ｔｈａｔ ｉｔ ｗａｓ
ｓｕｐｅｒ ｓｈｏｒｔ ｏｎ ｍｙ ５ ｙｒ ｏｌｄ ｄａｕｇｈｔｅｒ． Ｏｔｈｅｒ ｔｈａｎ ｔｈａｔ ｉｔ
ｗａｓ ｒｅａｌｌｙ ａｄｏｒａｂｌｅ

ｐｏｓｉｔｉｖｅ

Ｖｅｒｙ ｃｕｔｅ， ｓｈｏｒｔｅｒ ｔｈａｎ Ｉ ｗａｓ ｅｘｐｅｃｔｉｎｇ， ｂｕｔ ｔｈｅｎ ａｇａｉｎ，
Ｉ ｄｉｄｎ′ ｔ ｂｏｔｈｅｒ ｔｏ ｃａｌｃｕｌａｔｅ ｔｈｅ ｍｅａｓｕｒｅｍｅｎｔｓ ｂｅｆｏｒｅ
ｏｒｄｅｒｉｎｇ ｉｔ． Ｉｔ ｈａｓ ｔｈｒｅｅ ｌａｙｅｒｓ ｏｆ ｔｕｌｌｅ， ｓｏ ｉｔ′ｓ ｎｏｔ ａｓ ｆｕｌｌ
ａｓ ｔｈｅ ｐｉｃｔｕｒｅ ｌｏｏｋｓ ｉｆ ｓｔｒｅｔｃｈｅｄ ｆｕｌｌｙ， ｂｕｔ ｓｔｉｌｌ ａ ｆｕｌｌ ｓｋｉｒｔ．
Ｉ ｂｏｕｇｈｔ ｔｈｉｓ ｓｋｉｒｔ ｆｏｒ ｍｙ ｓｉｘ ｙｅａｒ－ｏｌｄ ｎｉｅｃｅ， ｓｏ Ｉ ｈｉｇｈｌｙ
ｄｏｕｂｔ ｔｈｅ ｓｋｉｒｔ ｗｉｌｌ ｅｖｅｒ ｂｅ ｓｔｒｅｔｃｈｅｄ ｔｏ ｉｔｓ ｆｕｌｌ ｃａｐａｃｉｔｙ ｏｎ
ｈｅｒ． Ｉｎ ｆａｃｔ， ｔｈｅ ｓｋｉｒｔ ｓｔｒｅｔｃｈｅｓ ｐｒｅｔｔｙ ｆａｒ ｂｕｔ ｉｓ ａｌｓｏ
ｒｅｔｒａｃｔａｂｌｅ ｓｏ ｉｔ ｃａｎ ｆｉｔ ａ ｖａｒｉｅｔｙ ｏｆ ｓｉｚｅｓ

ｎｅｕｔｒａｌ

Ｔｈｉｓ ｉｓ ａ ｇｒｅａｔ ｔｕｔｕ ａｎｄ ａｔ ａ ｒｅａｌｌｙ ｇｒｅａｔ ｐｒｉｃｅ． Ｉｔ ｄｏｅｓｎ′ｔ
ｌｏｏｋ ｃｈｅａｐ ａｔ ａｌｌ． Ｉ′ｍ ｓｏ ｇｌａｄ Ｉ ｌｏｏｋｅｄ ｏｎ Ａｍａｚｏｎ ａｎｄ
ｆｏｕｎｄ ｓｕｃｈ ａｎ ａｆｆｏｒｄａｂｌｅ ｔｕｔｕ ｔｈａｔ ｉｓｎ′ｔ ｍａｄｅ ｐｏｏｒｌｙ． Ａ＋＋

ｐｏｓｉｔｉｖｅ
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　 　 为确保数据有效性，需对文本数据进行预处理。
文本预处理的过程为：去除多余无用符号，对文本单

词进行纠错处理，通过自定义停用词表将文本数据

中的无意义单词进行剔除，使用正则表达式把文本

中特殊符号删除，再使用 Ｓｅｎｔｅｎｃｅ ＢＥＲＴ 提取到句

子主干，索引长度实现标准化，从而避免了句子过长

无法训练问题。 评论数据预处理结果示意见表 ２。
表 ２　 评论数据预处理示意表

Ｔａｂ． ２　 Ｃｏｍｍｅｎｔ ｄａｔａ ｐｒｅｐｒｏｃｅｓｓｉｎｇ ｓｃｈｅｍａｔｉｃ

评论 预处理结果

Ｖｅｒｙ ｃｕｔｅ ａｎｄ ｐｅｒｆｅｃｔ ｆｏｒ ｍｙ ６ ｙｒ
ｏｌｄ ｄａｕｇｈｔｅｒ． Ｓｈｅ ｗｏｒｅ ｉｔ ｔｏ ａ
ｐｒｉｎｃｅｓｓ ｂｉｒｔｈｄａｙ ｐａｒｔｙ． Ｌｏｔｓ ｏｆ ｆｕｎ．

ｃｕｔｅ ａｎｄ ｐｅｒｆｅｃｔ ｄａｕｇｈｔｅｒ ｗｏｒｅ
ｉｔ ｔｏ ｐａｒｔｙ ｌｏｔｓ ｏｆ ｆｕｎ

Ｍｙ ５ ｙｅａｒ ｏｌｄ ｄａｕｇｈｔｅｒ ｇｅｔ ｔｈｉｓ
ｔｏｄａｙ ｆｏｒ Ｃｈｒｉｓｔｍａｓ． Ｓｈｅ ａｎｄ ｗｅ
ａｒｅ ｖｅｒｙ ｐｌｅａｓｅｄ ｗｉｔｈ ｉｔ． Ｔｈａｎｋ ｙｏｕ
ｓｏ ｍｕｃｈ！

ｄａｕｇｈｔｅｒ ｇｅｔ ｔｈｉｓ ｐｌｅａｓｅｄ
Ｃｈｒｉｓｔｍａｓ Ｔｈａｎｋ ｍｕｃｈ

２．２　 实验参数

本文模型 Ｂｅｒｔ－ＢｉＬＳＴＭ 参数设置如下。 输入层

采用预训练模型 ＢＥＲＴ－Ｂａｓｅ－ｕｎｃａｓｅｄ，该模型采用

１２ 层 Ｔｒａｎｓｆｏｒｍｅｒ，隐层维度为 ７６８，Ｍｕｌｔｉ － Ｈｅａｄ －
Ａｔｔｅｎｔｉｏｎ 的参数为 １２，模型总参数大小为 １１０ ＭＢ。
特征提取层主要由 ＢｉＬＳＴＭ 构成。

模型训练方面，设置批次大小为 ６４，最大序列

长度为 ５１２，隐藏层个数为 １３， ｅｐｏｃｈ 为 ４，ｂａｔｃｈ ｓｉｚｅ
设定为 ２５６， 优化器选用 ＬＡＭＢ， 防止过拟合的

ｄｒｏｐｏｕｔ 率为 ０．５。
２．３　 实验评价指标

本文的研究内容是预测商品评论数据是否为消

极或积极，是自然语言处理中常见的分类任务。 若

预测结果为积极，标记为 １，否则标记为 ０。 预测结

果的混淆矩阵见表 ３。
表 ３　 混淆矩阵

Ｔａｂ． ３　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

预测结果
实际结果

１ ０

１ ＴＰ ＦＰ
０ ＦＮ ＴＮ

　 　 表 ３ 中， ＴＰ 表示预测结果为积极，实际评论也

为积极；ＦＰ 表示预测结果为积极，而实际为消极；
ＦＮ 表示预测结果为消极，而实际为积极；ＴＮ 表示预

测结果为消极，实际也为消极。 接下来，对于研究中

选用的评价指标，拟展开探讨分述如下。
（１）召回率。 表示模型实际为 １ 的样本，预测

仍为 １ 的样本概率，其计算公式为：

Ｒ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（８）

　 　 （２）精准率。 是指在所有预测为 １ 的样本中，
实际有多少个样本为 １，其计算公式为：

Ｐ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（９）

　 　 （３） Ｆ１ 值。 是对召回率和精准率的综合评价

指标，是对其进行加权平均的结果，其计算公式为：

Ｆ１ ＝ ２ＰＲ
Ｐ ＋ Ｒ

（１０）

２．４　 实验结果分析

本文 从 准 确 率 （ Ｐｒｅｃｉｓｉｏｎ ｓｃｏｒｅ）、 召 回 率

（Ｒｅｃａｌｌ ｓｃｏｒｅ）、Ｆ１（ Ｆ１ － ｓｃｏｒｅ） 三个方面作为评价指

标。 其中， Ｐｒｅｃｉｓｉｏｎ 是判别模型对负样本的区分能

力； Ｒｅｃａｌｌ 是模型对正样本的识别能力； Ｆ１ 是将

Ｐｒｅｃｉｓｉｏｎ 与 Ｒｅｃａｌｌ 相结合的综合值，这 ２ 个评价指

标的结合可以更加全面地反映分类性能。 特别地，
利用 Ｆ１ 值来评估分类器性能时，分类器的性能越

好，Ｆ１ 值越接近于 １，因此本文选其作为衡量实验效

果的主要评价指标。
在对比实验上， 本文选取了 Ｂｅｒｔ、 ＢｉＬＳＴＭ、

Ｗ２Ｖ－ＳＶＭ 模型进行训练与结果比较。 具体描述如

下。
（１ ） Ｂｅｒｔ： 使 用 预 处 理 模 型 ＢＥＲＴ － ｂａｓｅ －

ｕｎｃａｓｅｄ，参数与本文 Ｂｅｒｔ 预设参数保持一致，利用

预训练文本特征后输入 Ｂｅｒｔ 情感分类。
（２）ＢｉＬＳＴＭ：定义参数大小与 ２ 层双向 ＬＳＴＭ

的模型结构一样， 并使用全连接层，再经过 ＳｏｆｔＭａｘ
分类器输出情感分类结果。

（３）Ｗ２Ｖ－ＳＶＭ：使用 ＳＮＯＷＮＬＰ 进行分词，并
做数据转化， 接着将 Ｗｏｒｄ２Ｖｅｃ 模型词表初始化，再
将各个词向量用平均的方式生成整句对应的向量。
用矩阵进行建模与转化，拟合 ＳＶＭ 模型，并使用本

文准备的文本评论数据进行训练。
　 　 对比模型的实验结果见表 ４。 由表 ４ 的整体结

果分析可知， Ｂｅｒｔ－ＢＩＬＳＴ 模型精度与 Ｂｅｒｔ、ＢｉＬＳＴＭ
和Ｗ２Ｖ－ＳＶＭ精度相比分别提高了 ３．３２％、９．１％和

４．３５％。Ｂｅｒｔ－ＢｉＬＳＴＭ 的双向神经网络相对于传统文

本分类模型在语境上有较大提升，进行情感分析可

以获得更好的结果。 表 ５ 为示例分析结果展示。
表 ４　 对比试验模型比较

Ｔａｂ． ４　 Ｃｏｍｐａｒａｔｉｖｅ ｔｅｓｔ ｍｏｄｅｌ ｃｏｍｐａｒｉｓｏｎ ％

Ｍｏｄｅｌ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｂｅｒｔ ８２．３７ ７７．６５ ８１．４２
ＢｉＬＳＴＭ ７６．５６ ７５．７３ ７６．２９

Ｗ２Ｖ－ＳＶＭ ８１．３４ ６８．８３ ７４．６２
Ｂｅｒｔ－ＢｉＬＳＴＭ ８５．６９ ８４．２１ ８４．６７
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表 ５　 示例分析结果

Ｔａｂ． ５　 Ｓａｍｐｌｅｓ ａｎａｌｙｓｉｓ ｒｅｓｕｌｔｓ

原文本 倾向性 文本处理 结果

Ｍｙ ３－ｙｅａｒ ｏｌｄ ｇｒａｎｄｄａｕｇｈｔｅｒ ｌｏｖｅｓ ｉｔ！ Ｉ ａｌｓｏ ｇｏｔ ｈｅｒ ａ ｂａｌｌｅｒｉｎａ
ｃｏｓｔｕｍｅ ｆｏｒ ｈｅｒ Ｂｉｔｔｙ Ｂａｂｙ． Ｄｅｆｉｎｉｔｅｌｙ ａ ｂｉｇ ｈｉｔ！

ｐｏｓｉｔｉｖｅ ｇｒａｎｄｄａｕｇｈｔｅｒ ｌｏｖｅｓ ｉｔ Ｉ ｇｏｔ ａ ｂａｌｌｅｒｉｎａ ｆｏｒ Ｂｉｔｔｙ
Ｂａｂｙ Ｄｅｆｉｎｉｔｅｌｙ ｈｉｔ

ｐｏｓｉｔｉｖｅ

ｐｕｔ ｉｔ ｉｎ ｔｈｅ ｗａｓｈｅｒ ｂｃ ｌｉｋｅ ａ ｎｏｒｍａｌ ｋｉｄ ｍｙ ｄａｕｇｈｔｅｒ ｇｏｔ ｉｔ
ｄｉｒｔｙ． Ｗｈｅｎ ｉ ｔｏｏｋ ｉｔ ｏｕｔ ｉｔ ｗａｓ ａｌｌ ｒｉｐｐｅｄ ｕｐ ａｔ ｔｈｅ ｅｎｄｓ． ｓｈｅ
ｗａｓ ｓｏ ｕｐｐｓｅｔ ｗｈｅｎ ｉ ｇｏｔ ｒｉｄ ｏｆ ｉｔ ｆｏｒ ｔｈｅ ｐｒｉｃｅ ｉ ｐａｉｄ Ｉ ｔｈｏｕｇｈｔ
ｉｔ ｗｏｕｌｄ ｂｅ ａ ｌｉｔｔｌｅ ｂｅｔｔｅｒ

ｎｅｇａｔｉｖｅ ｄａｕｇｈｔｅｒ ｇｏｔ ｉｔ ｄｉｒｔｙ Ｉ ｔｏｏｋ ｉｔ ｏｕｔ ｉｔ ｗａｓ ａｌｌ
ｒｉｐｐｅｄ ｕｐ ｓｈｅ ｗａｓ ｕｐｓｅｔ Ｉ ｇｏｔ ｒｉｄ ｏｆ ｉｔ Ｉ ｐａｉｄ ｉｔ
ｗｏｕｌｄ ｂｅ ａ ｌｉｔｔｌｅ ｂｅｔｔｅｒ

ｎｅｇａｔｉｖｅ

Ｓａｉｄ ｔｈｅｙ ｗｏｕｌｄ ｆｉｔ ａ ｃｅｒｔａｉｎ ｓｉｚｅ ｂｕｔ ｗｈｅｎ ｗｅ ｇｏｔ ｔｈｅｍ ｔｈｅｙ
ａｒｅ ａ ｌｏｔ ｓｍａｌｌｅｒ ｔｈｅｎ ａｓ ｄｅｓｃｒｉｂｅｄ

ｎｅｕｔｒａｌ ｔｈｅｙ ｆｉｔ ａ ｃｅｒｔａｉｎ ｓｉｚｅ ｗｅ ｇｏｔ ｔｈｅｍ ｔｈｅｙ ａｒｅ ａ ｌｏｔ
ｓｍａｌｌｅｒ

ｎｅｕｔｒａｌ

３　 结束语

本文对基于 Ｂｅｒｔ 和 ＢｉＬＳＴＭ 的情感分析进行了

研究。 实验结果表明，Ｂｅｒｔ 将句子转化为词向量，输
入到 ＢｉＬＳＴＭ 模型中，由于 ＢｉＬＳＴＭ 能兼顾上下文的

语境，提高句意的情感丰富度，有效提升了文本分类

的准确度，得到较为优化的分类器。 经过对比实验

后，所得结果均要优于传统的机器学习模型 ＳＶＭ 以

及 Ｗ２Ｖ－ＳＶＭ、Ｂｅｒｔ、ＢｉＬＳＴＭ 等深度学习模型。 只是

本文研究仍有一定不足，如某些评论数据存在歧义，
过分积极化实则隐藏为消极，在后续研究中需要对

此类数据进行特殊处理，并且加大评论数据集，进而

提升模型整体效果，增强泛化能力。
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