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摘　 要： 矩阵相乘作为线性代数的基础运算，不仅在数学领域被大量使用，在应用数学、物理学、计算机科学、人工智能等领域

也得到了广泛应用。 基于 ＣＵＤＡ 并行优化的矩阵相乘算法的提出，有效解决了传统 ＣＰＵ 低吞吐量，高延时的问题；同时，为
了充分利用共享内存资源，还提出了合并内存优化、内存冲突优化以及循环延展（Ｌｏｏｐ Ｕｎｒｏｌｌｉｎｇ）等优化算法来深度挖掘并行

算法性能；通过在不同硬件平台上针对不同优化算法做了充分的对比实验分析，实验结果表明基于 ＣＵＤＡ 并行优化的矩阵相

乘算法具有更好的性能。
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０　 引　 言

矩阵相乘作为数值分析统计学和机器学习中最

为常见的数学运算，在 ＦＥＡ 平衡方程、线性回归、决
策树、朴素贝叶斯等等的求解上都可以分解成系列

矩阵相乘或者矩阵乘向量的运算。 在深度学习领

域，常用的卷积 （ Ｃｏｎｖｏｌｕｔｉｏｎ）、全连接、批归一化

（Ｂａｔｃｈ－Ｎｏｒｍａｌｉｚａｔｉｏｎ）、下采样（ＭａｘＰｏｏｌｉｎｇ）等计算

机视觉中常用算子操作也都离不开矩阵相乘运算。
常用的编解码器（Ｅｎｃｏｄｅｒ －Ｄｅｃｏｄｅｒ）、注意力机制

（Ｍｕｌｔｉ－Ｈｅａｄ Ａｔｔｅｎｔｉｏｎ）等自然语言处理中的基本算

子依旧离不开矩阵相乘运算。
随着矩阵维度的激增，传统单 ＣＰＵ 矩阵相乘算

法的高复杂度带来了巨大的性能瓶颈，为了缓解单

线程大矩阵相乘运算的耗时问题，一种基于共享内

存的多线程并发机制应运而生。 通过将大矩阵相乘

任务划分给多个子线程，提高计算性能；另一种是将

大矩阵划分成多个子模块单独相乘后再相加，以减

少内存访问次数，提高性能。 但是就目前而言，深度

学习的应用正日趋普及，大矩阵相乘的运算量突增，
对于实时性要求很高的人脸识别、无人驾驶、医疗影

像分割等应用来说，传统 ＣＰＵ 平台实现的矩阵运算

已无法满足需求，亟需一种更加高效的并行计算模

式打破该性能瓶颈。
英伟达工智能计算公司首次定义了 ＧＰＧＰＵ 概

念， 并 提 出 了 ＣＵＤＡ （ Ｃｏｍｐｕｔｅ Ｕｎｉｆｉｅｄ Ｄｅｖｉｃｅ
Ａｒｃｈｉｔｅｃｔｕｒｅ）并行计算架构，同时支持硬件和软件。
ＣＵＤＡ 可利用图形处理器中的多颗计算核心进行通

用计算处理，计算性能显著提升，包含 ＣＵＤＡ 指令

集架构（ＩＳＡ）以及 ＧＰＧＰＵ 内部的并行计算引擎，还
方便开发人员直接使用 Ｃ 语言来为 ＣＵＤＡ 架构编

写程序， 并在支持 ＣＵＤＡ 的 ＧＰＧＰＵ 流处理器

（Ｓｔｒｅａｍ Ｍｕｌｔｉｐｒｏｃｅｓｓｏｒ， ＳＭ）上以超高性能实现运

行。 ＣＵＤＡ 并行计算架构的问世，使得矩阵运算性

能得到质的飞跃。 本文通过使用 ＣＵＤＡ 来做矩阵

相乘运算，并充分利用 ＳＭ 资源对其性能进行优化，



且在不同 ＧＰＧＰＵ 硬件平台上针对不同优化算法做

了充分的实验对比及性能分析。

１　 相关工作

１．１　 矩阵乘积定义

矩阵相乘是一种将 ２ 个矩阵乘积运算，得到第

３ 个矩阵的二元运算。 设 Ａ 为 Ｍ ´Ｋ 的矩阵，Ｂ 为

Ｋ ´Ｎ 的矩阵，那么称Ｍ´Ｎ的矩阵Ｃ为矩阵Ａ与Ｂ的

乘积，记作 Ｃ ＝ ＡＢ，其中矩阵 Ｃ 的第 ｉ 行第 ｊ 列如公

式（１） 所示：

（ＡＢ） ｉｊ ＝ ∑
Ｋ

ｋ ＝ １
ａｉｋ ｂｋｊ ＝ ａｉ１ ｂ１ｊ ＋ ａｉ２ ｂ２ｊ ＋ … ＋ ａｉＫ ｂＫｊ

（１）
１．２　 并行计算架构简介

ＣＰＵ 实现的并行计算大多依据多处理器共享

内存机制进行多线程并行编程，典型的框架包括

ＭＰＩ （ Ｍｅｓｓａｇｅ Ｐａｓｓｉｎｇ Ｉｎｔｅｒｆａｃｅ ）， ＯｐｅｎＭＰ （ Ｏｐｅｎ
Ｍｕｌｔｉ － Ｐｒｏｃｅｓｓｉｎｇ ）， ＴＢＢ （ Ｉｎｔｅｌ Ｔｈｒｅａｄｉｎｇ Ｂｕｉｌｄｉｎｇ
Ｂｌｏｃｋｓ），ＯｐｅｎＣＬ（Ｏｐｅｎ Ｃｏｍｐｕｔｉｎｇ Ｌａｎｇｕａｇｅ）等。

目前，主流的 ＧＰＧＰＵ 实现的并行计算架构有

ＣＵＤＡ 架构、 ＲＯＣＭ、ＯｐｅｎＣＬ 等。 ＮＶＩＤＩＡ 提出的

ＧＰＧＰＵ 作为现如今最为流行的并行框架，其整体结

构主要由大量的 ＳＭ 和 ＤＲＡＭ 存储等构成，每个 ＳＭ
又由大量计算核（又称 ＣＵＤＡ 核）、ＬＤＵ（Ｌｏａｄ－Ｓｔｏｒｅ
Ｕｎｉｔｓ）、ＳＦＵ（Ｓｐｅｃｉａｌ－Ｆｕｎｃｔｉｏｎ Ｕｎｉｔｓ）、寄存器、共享

内存等构成。 ＧＰＧＰＵ 具有高并行度计算能力的基

础，每个 ＳＭ 支持数百线程并发执行，每个 ＧＰＧＰＵ
通常有多个 ＳＭ，所以一个 ＧＰＧＰＵ 可以并发执行数

千线程。 ＣＵＤＡ 采用和 ＣＰＵ 编程中常见的单指令

多数据（ＳＩＭＤ）架构类似的单指令多线程（ＳＩＭＴ）架
构来管理和执行线程，每 ３２ 个线程为一组，被称为

线程束。 一个线程块只能在一个 ＳＭ 上被调度，而
且一旦线程块在一个 ＳＭ 上被调度，就会保存在该

ＳＭ 上直到执行完成。 需要注意的是，这 ２ 种层级并

不是完全一一对应的，比如在同一时间，一个 ＳＭ 可

以容纳多个线程块。
在 ＳＭ 中，共享内存和寄存器是非常重要的资

源。 共享内存被分配在 ＳＭ 上的常驻线程块中，寄
存器在线程中被分配。 线程块中的线程通过这些资

源可以进行相互的合作和通信。 尽管线程块里的所

有线程都可以逻辑地并行运行，但并不是所有线程

都可以同时在物理层面执行。 因此线程块中的不同

线程可能会有不同的运行速度，且在需要时可以使

用 ＣＵＤＡ 语句进行线程的同步。

１．３　 内存优化算法

在大多数 ＧＰＧＰＵ 应用程序中，性能优化的关

键点在于如何高效访问内存，尤其共享内存的合理

分配使用。
典型的 ＧＰＧＰＵ 内存优化算法包括共享内存优

化、内存合并优化、内存冲突优化等。 共享内存相较

于全局内存而言，延迟要低上大约 ２０ ～ ３０ 倍，而带

宽要高出约 １０ 倍，因此合理分配共享内存是性能优

化的关键。 矩阵分块思想与 ＣＰＵ 矩阵分块思想相

同。 对齐访问含义就是如果“内存事务”（３２ 和 １２８
字节两种）的访问首地址是缓存粒度（Ｌ１ 的 １２８ 字

节或 Ｌ２ 缓存的 ３２ 字节）的偶数倍，即实现了对齐

访问。 在 Ｌ１ 缓存的情况下，由“１２８ 字节内存事务”
进行访问，如果一个线程束访问的地址是连续的

１２８ 字节，且首地址又是 １２８ 的倍数，那么这种访问

就称为合并访问，内存合并对齐访问对性能提升起

着关键作用。 往往为了获得较高的内存带宽，共享

内存被划分成了多个大小相等的存储器模块，称为

ｂａｎｋ。 内存 ｂａｎｋ 冲突表示当一个线程束中的不同

线程访问一个 ｂａｎｋ 中的不同的字地址时，就会发生

ｂａｎｋ 冲突。 如若没有 ｂａｎｋ 冲突，共享内存的访存

速度将会非常快，而如果在使用共享内存时发生了

ｂａｎｋ 冲突的话，性能将会降低很多，所以避免内存

ｂａｎｋ 冲突尤为重要。 不同于内存优化，循环延展是

一种以编程复杂为代价来提升并行代码性能的高级

的编程方式，是一种指令集优化，其性能较内存优化

提升更为明显。

２　 ＣＰＵ 并行优化算法

ＣＰＵ 实现的矩阵相乘伪代码，具体见算法 １。
通过 ３ 个 ｆｏｒ 循环即可完成公式（１）中表达的矩阵

相乘运算。
算法 １　 矩阵相乘串行实现

／ ∗定义 ３ 个矩阵 Ａ， Ｂ， Ｃ∗ ／
ｆｏｒ ｉ ｆｒｏｍ ０ ｔｏ Ｍ ｄｏ
　 ｆｏｒ ｊ ｆｒｏｍ ０ ｔｏ Ｎ ｄｏ
　 　 ｆｏｒ ｋ ｆｒｏｍ ０ ｔｏ Ｋ ｄｏ
　 　 Ｃ（ ｉ， ｊ） ＋ ＝ Ａ（ ｉ，ｋ） ∗ Ｂ（ｋ， ｊ）

２．１　 ＯｐｅｎＭＰ 并行优化

ＯｐｅｎＭＰ 是基于共享内存模型的多线程并行模

式，适合于应用在单机多核心平台上。 程序开始时

只有一个主线程，程序中的串行部分都由主线程执

行，并行的部分是通过派生其他线程来执行。 目前

主流编译器默认都已支持 ＯｐｅｎＭＰ，只需要在第一
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个 ｆｏｒ 循环之前加上“＃ｐｒａｇｍａ ｏｍｐ” 语句，表示动态

分配线程数，且保证每个 ＣＰＵ 线程单独并行地完成

矩阵点乘任务。 算法实现伪代码具体见算法 ２。
算法 ２　 矩阵相乘并行实现

／ ∗定义 ３ 个矩阵 Ａ， Ｂ， Ｃ ∗ ／
＃ｐｒａｇｍａ ｏｍｐ ／ ／开启 ＯｐｅｎＭＰ 并行优化

ｆｏｒ ｉ ｆｒｏｍ ０ ｔｏ Ｍ ｄｏ
　 　 　 ｆｏｒ ｊ ｆｒｏｍ ０ ｆｏｒ Ｎ ｄｏ
　 　 　 　 ｆｏｒ ｋ ｆｒｏｍ ０ ｔｏ Ｋ ｄｏ
　 　 　 Ｃ（ ｉ， ｊ） ＋ ＝ Ａ（ ｉ， ｋ） ∗ Ｂ（ｋ， ｊ）
２．２　 访存优化

无论对于串行、还是 ＯｐｅｎＭＰ 并行实现都未经

过任何优化， 访存延迟和通信开销会随着维度 Ｍ，
Ｎ，Ｋ的增加而增大。 例如：对于Ｍ ＝ Ｎ ＝ Ｋ的大型方

阵，矩阵乘积运算次数为 Ｎ３、 即时间复杂度为

Ｏ（Ｎ３），所需的数据量为Ｏ（Ｎ２），从而产生Ｎ阶的计

算强度。 而该算法又依赖于访存中保存的一个大工

作集，这就使得随着 Ｍ、Ｎ 和 Ｋ 增长时，ＣＰＵ 需要来

回传送数据，显然不符合减小访存的思想。
Ｃ ／ Ｃ＋＋中，默认会按行优先储存数据（一维数

组）， ｉｊｋ 枚举顺序将会使得内层 ｋ 循环中 Ｂ［ｋ， ｊ］ ＝
Ｂ［ｋ ∗ Ｋ ＋ ｊ］ 在内存中的枚举出现不连续、即按列

读取，显然降低效率。 若此时采用 ｉｋｊ 的枚举顺序将

提高访存效率，伪代码具体见算法 ３。
算法 ３　 矩阵相乘访存优化实现

／ ∗定义 ３ 个矩阵 Ａ， Ｂ， Ｃ∗ ／
ｆｏｒ ｉ ｆｒｏｍ ０ ｔｏ Ｍ ｄｏ
　 ｆｏｒ ｋ ｆｒｏｍ ０ ｔｏ Ｋ ｄｏ
　 　 Ｓ ＝ Ａ（ ｉ， ｋ）
　 　 ｆｏｒ ｊ ｆｒｏｍ ０ ｔｏ Ｍ ｄｏ
　 　 Ｃ（ ｉ， ｊ） ＋ ＝ Ｓ ∗Ｂ（ｋ， ｊ）

　 　 算法 ３ 中，在 ｋ 循环中先读取 Ａ［ ｉ， ｋ］ 保存到

寄存器变量 Ｓ 中，在内层 ｊ 循环计算时直接读取 Ｓ，
而 Ｂ［ｋ， ｊ］ 和Ｃ［ ｉ， ｊ］ 在 ｊ循环中是连续访问的。 需

要指出的是，在外层 ｋ 循环中，ｏｍｐ 并行后去掉了最

外层 ｉ 循环，Ａ［ ｉ， ｋ］ 也是连续读取的，这样就极大

提高了访存效率。
２．３　 矩阵分块优化

将矩阵乘法的计算转化为其各自分块矩阵相乘

后相加，能够有效减少乘数矩阵和被乘数矩阵调入

内存的次数，可加快程序运行速度。 矩阵分块优化

思想如图 １ 所示，通过将原始矩阵进行分块，并将每

个分块看作另一个矩阵的元素参与矩阵乘运算，接
着将相乘结果进行累加，从而完成一个矩阵分块的

矩阵乘，其他块的处理流程也和这个一样。

图 １　 矩阵分块优化思想

Ｆｉｇ． １　 Ｍａｔｒｉｘ ｂｌｏｃｋ ｏｐｔｉｍｉｚａｔｉｏｎ

３　 ＣＵＤＡ 并行优化算法

ＣＵＤＡ 允许用户定义被称为内核（ｋｅｒｎｅｌ）的 Ｃ
语言函数，在调用此类函数时，将由 Ｎ 个不同的

ＣＵＤＡ 线程并行执行 Ｎ 次，这与普通 Ｃ 语言函数只

执行一次的方式有所不同。 在定义内核时，需要使

用 ｇｌｏｂａｌ 声明限定符并使用一种全新的＜＜＜…＞＞＞
语法启动内核，同时还要指定每次调用的 ＣＵＤＡ 线

程数。 通过让每个线程对应矩阵 Ｃ 中一个元素来

进行计算 ，每个线程从矩阵 Ａ 中读取一行向量，从
矩阵 Ｂ 中读取一列向量，对这 ２ 个向量做相乘累加

运算，再将结果写回矩阵 Ｃ。
Ａ、Ｂ、Ｃ 三个矩阵都保存在 ＧＰＧＰＵ 的全局内存

中，每个线程都进行了大量重复的全局内存访问操

作，虽然线程束机制优化了全局内存的访问效率，最
大程度实现了合并访问，但 ＧＰＧＰＵ 全局内存的读

取速度仍然不高、即带宽有限。
３．１　 共享内存优化

ＣＵＤＡ 中每个线程都有自己的私有的全局内存

和寄存器，用来保存在核函数内不加修饰的声明的

局部 变 量； 线 程 块 有 自 己 的 共 享 内 存 （ Ｓｈａｒｅｄ
Ｍｅｍｏｒｙ），并对块内所有的线程可见。 相较于全局

内存 ４００～６００ 个时钟周期的访问延迟，共享内存只

有 ２０～３０ 时钟周期访问延迟，且带宽也比全局内存

高 １０ 倍，极大程度上提高了访存效率。
共享内存优化算法的核心思想借鉴了矩阵分块

优化思想，通过充分利用数据的局部性，让一个线程

块内的子线程先从全局内存中读取分块矩阵数据，
并写入到共享内存中，在计算时，直接从共享内存中

读取分块数据进行矩阵乘和累加操作，从而大大降

低了访问延迟。 接下来，让子矩阵块分别在矩阵 Ａ
的行向以及矩阵 Ｂ 的列向上滑动，直到计算过所有
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Ｎ 个元素的相乘累加为止。
３．２　 合并内存优化

内存优化的目标在于通过更少的内存事务获得

更多的内存请求，因此需要尽量进行对齐合并访问。
内存合并访问是指所有线程访问连续且对齐的内存

块，内存块大小支持 ３２ 字节、６４ 字节以及 １２８ 字

节，分别表示线程束中每个线程以一个字节（１×３２＝
３２）、１６ 位（２×３２＝ ６４）、３２ 位（４×３２ ＝ １２８）为单位读

取数据。
以合并内存访问 １２８ 字节为例，每个线程读取

一个浮点变量，那么一个线程束（３２ 个线程）将会执

行 ３２×４ ＝ １２８ 字节的合并访存指令，通过一次访存

操作完成所有线程的读取请求，其缓存有效利用率

达到 １２８ ／ １２８＝ １００％，如图 ２ 所示。

0 32 64 96 128 160 192 224 256 288 320 352 384

addressesfromawarp

图 ２　 合并内存访问

Ｆｉｇ． ２　 Ｃｏａｌｅｓｃｅｄ ｍｅｍｏｒｙ ａｃｃｅｓｓ

　 　 非合并内存访问的对比如图 ３ 所示，１２８ 字节

的数据没有进行内存对齐，首地址位于 ９６ ～ １２８ 字

节之间，为了访问 １２８ 字节之前的数据，必须访问从

０～１２７ 字节的整段内存，其缓存的有效利用率仅有

一半，１２８ ／ ２５６＝ ５０％。

0 32 64 96 128 160 192 224 256 288 320 352 384

addressesfromawarp

图 ３　 非合并内存访问

Ｆｉｇ． ３　 Ｎｏｎ－ｃｏａｌｅｓｃｅｄ ｍｅｍｏｒｙ ａｃｃｅｓｓ

３．３　 内存冲突优化

往往为了获得较高的内存带宽，共享内存被划

分成了多个大小相等的存储器模块，称为 ｂａｎｋ。 一

个 ｂａｎｋ 内对多个地址进行读取和写入的操作可以

同时进行，大大提高了整体带宽。 当每个线程访问

一个 ３２ 位大小的数据类型的数据（如 ｉｎｔ，ｆｌｏａｔ）时，
就不会发生 ｂａｎｋ 冲突，例如图 ４ 呈现了一种非内存

ｂａｎｋ 冲突的场景。
　 　 但是很多情况下，无法充分发挥 ｂａｎｋ 的作用，
以致于共享内存的带宽受阻，这可能是因为遇到了

ｂａｎｋ 冲突。 例如，当同一个线程束中不同线程去访

问共享内存中同一个 ｂａｎｋ 的不同字地址时，就会发

生 ｂａｎｋ 冲突，例如图 ５ 中同一个线程束中多个线程

访问了 Ｂａｎｋ ０ 的数据。

图 ４　 非内存 ｂａｎｋ 冲突

Ｆｉｇ． ４　 Ｎｏｎ－ｍｅｍｏｒｙ ｂａｎｋ ｃｏｎｆｌｉｃｔ

图 ５　 内存 ｂａｎｋ 冲突

Ｆｉｇ． ５　 Ｍｅｍｏｒｙ ｂａｎｋ ｃｏｎｆｌｉｃｔ

　 　 避免内存 ｂａｎｋ 冲突常用的优化思路有 ２ 个：
（１）典型的线程访问方式：每个线程束的线程

和每个 ｂａｎｋ 的 ＩＤ 一一对应或者每个线程对应唯一

的 ｂａｎｋ。
（２）多播机制：当一个线程束中的多个线程同

时访问一个 ｂａｎｋ 的相同字地址时，会将该字广播给

这些线程，从而也不会产生 ｂａｎｋ 冲突。
３．４　 循环延展优化

循环延展（Ｌｏｏｐ Ｕｎｒｏｌｌｉｎｇ）不同于内存优化，是
一种指令级优化。 前面提到的所有优化算法实现都

离不开 ｆｏｒ 循环的运用，而实际上 ｆｏｒ 循环是一种以

牺牲计算性能为代价的编程思路。
循环延展优化思想的提出，主要是为了降低循

环开销，为具有多个功能单元的处理器提供指令集

并行，同时也有利于指令流水线的调度。 目前基于

ＣＵＤＡ 编程的编译器默认都已支持循环延展化，其
实现方式和 ＯｐｅｎＭＰ 并行优化算法类似，只需在 ｆｏｒ
循环前添加“＃ｐｒａｇｍａ ｕｎｒｏｌｌ”语句，编译器将会识别

该语句，自动对其进行展开，而后并发去执行。 具体

伪代码见算法 ４。
算法 ４　 矩阵相乘循环延展优化

／ ∗定义 ３ 个矩阵 Ａ， Ｂ， Ｃ∗ ／
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＃ｐｒａｇｍａ ｕｎｒｏｌｌ ／ ／循环展开指令

ｆｏｒ ｉ ｆｒｏｍ ０ ｔｏ Ｍ Ｓｔｅｐ １
　 Ｃ（ ｉ） ＋ ＝ Ａ（ ｉ）∗Ｂ（ ｉ）
／ ∗编译器将自动循环展开结果∗／
　 ｆｏｒ ｉ ｆｒｏｍ ０ ｔｏ Ｍ ｄｏ Ｓｔｅｐ ３
　 　 Ｃ（ ｉ） ＋ ＝ Ａ（ ｉ） ∗ Ｂ（ ｉ）
　 　 Ｃ（ ｉ ＋ １） ＋ ＝ Ａ（ ｉ ＋ １） ∗ Ｂ（ ｉ ＋ １）
　 　 Ｃ（ ｉ ＋ ２） ＋ ＝ Ａ（ ｉ ＋ ２） ∗ Ｂ（ ｉ ＋ ２）

４　 性能分析

在不同设备上进行 Ｍ ＝ Ｎ ＝ Ｋ ＝ ２ ０４８ 阶矩阵相

乘及优化算法的性能对比，矩阵相乘 ＣＰＵ 并行算法

的性能对比见表 １。 明显看出基于 ＯｐｅｎＭＰ 并行优

化实现算法稍优于串行算法；矩阵相乘分块优化算

法明显优于未分块算法；最优的仍是访存优化算法

带来的性能提升。 因此，内存优化一直是性能瓶颈

的难点、也是挑战。
表 １　 矩阵相乘 ＣＰＵ 并行优化算法性能对比

Ｔａｂ． １ 　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍａｔｒｉｘ ｍｕｌｔｉｐｌｉｃａｔｉｏｎ ＣＰＵ
ｐａｒａｌｌｅｌ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｍｓ

算法 Ｘ８６＿６４ ８８ 核

算法 １ 矩阵相乘串行实现 ９６ ２３４．６３

算法 ２ 矩阵相乘 ＯｐｅｎＭＰ 并行优化实现 ９１ ９３３．１３

算法 ３ 矩阵相乘访存优化实现 １８ ４９４．８６

矩阵相乘分块优化实现 ４２ ５０３．４８

　 　 从表 １ 明显看出，虽然基于 ＣＰＵ 的并行优化算

法较串行算法有了很大提升，但运行时间仍然较长，
最优矩阵相乘访存优化算法也需 １８．４ ｓ，这个时间

明显无法满足实时性应用需求。
　 　 基于 ＣＵＤＡ 并行优化矩阵相乘算法的运行时

间，见表 ２。
表 ２　 矩阵相乘 ＣＵＤＡ 并行优化算法性能对比

Ｔａｂ． ２ 　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍａｔｒｉｘ ｍｕｌｔｉｐｌｉｃａｔｉｏｎ ＣＵＤＡ
ｐａｒａｌｌｅｌ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ

算法
１０８０Ｔｉ
（ｍｓ）

Ｐａｓｃａｌ
（ｍｓ）

Ｖ１００
（ｍｓ）

未经任何优化的矩阵相乘算法 ４０．３６ ４３．０４ ３４．１０

基于共享内存优化的矩阵相乘算法 ３５．１０ ３８．４０ ２７．５０

基于内存合并优化的矩阵相乘算法 ３０．１３ ３４．２３ １６．２３

内存冲突优化的矩阵相乘算法 ２８．０２ ３０．６４ １３．４６

基于循环延展优化的矩阵相乘算法 １０．０４ ８．５２ ５．８８

　 　 由表 ２ 明显看出，未经任何优化的 ＣＵＤＡ 并行

算法比 ＣＰＵ 实现的最快访存优化算法提升了 ４００
倍之余。 尽管原生 ＣＵＤＡ 矩阵相乘实现算法得到

了性能上的飞跃，但原生实现并没有真正充分利用

ＧＰＧＰＵ 硬件资源，利用率往往达不到 １００％。 通过

使用共享内存优化的矩阵分块优化算法，性能得到

了明显提高，这是因为共享内存访问带宽明显高于

全局内存。 其次，在 ＣＵＤＡ 内存使用中，经常会遇

到内存并非对齐、内存 ｂａｎｋ 冲突等现象，通过使用

ＮＶＩＤＩＡ 提供的 ｎｖｐｒｏｆ 和 ｎｖｖｐ 性能分析工具可以发

现内存使用中存在的问题。 通过内存合并对齐优化

之后的性能较未优化实现有很大提升，解决了内存

ｂａｎｋ 冲突后也得到了部分性能提升。 除此之外，还
发现通过指令集优化的循环延展方法性能最为出

色，这点得益于编译器优化。

５　 结束语

随着 ＧＰＧＰＵ 的 普 及， 陆 续 推 出 了 ＣＵＤＡ、
ＲＯＣＭ、ＯｐｅｎＣＬ 等并行计算架构，不仅解决了 ＣＰＵ
低算力带来的高延时，同时还为高实时性要求的人

工智能应用提供了强有力的支撑。 本文借用 ＣＰＵ
平台和当今主流的 ＣＵＤＡ 并行计算架构实现了数

学领域常用的矩阵相乘并行计算，并对其进行了有

效的性能优化，提高了利用率，从而能够充分利用

ＧＰＧＰＵ 硬件资源。 实验结果表明，合理使用共享内

存优化、指令集编译器优化能带来明显的性能提升。
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