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基于轻量多分支网络的行人重识别方法

罗丽洁， 韩　 华， 金　 婕， 黄　 丽

（上海工程技术大学 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 最新的行人重识别方法大都是基于卷积神经网络（ＣＮＮ），虽然这些网络在分类或目标检测等多项任务中有着不错

的表现，但这些方法大都侧重于图像最具辨别力的部分，忽视了其他的一些相关特征，而重识别任务需要更加丰富，具有多样

性的特征。 本文提出了一种基于 ＯＳＮｅｔ（Ｏｍｎｉ－ｓｃａｌｅ Ｎｅｔｗｏｒｋ）的多分支网络结构，ＯＳＮｅｔ 是一个轻量级的 Ｒｅ－ＩＤ 模型，可将

标准卷积分解为点卷积和深度卷积以便达到减少参数的目的。 网络主干部分加入了注意力模块，可以抑制无用信息；而多分

支的结构可以提取到更多样性的特征。 该网络主要由全局分支、局部分支、顶部擦除分支和通道分支四个部分构成。 全局分

支用于提取图像的整体特征；局部分支能学习到细粒度的特征；顶部擦除分支通过擦除高激活性区域，使得网络更加关注于

激活性较差的区域；通道分支使网络学习到更多与通道有关的信息。 在 Ｍａｒｋｅｔ－１５０１、ＣＵＨＫ０３、ＤｕｋｅＭＴＭＣ－ｒｅＩＤ 三个公开

数据集上的实验结果表明，本文提出的方法针对行人重识别问题有着优秀的性能表现。
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０　 引　 言

行人重识别技术是指通过利用一张查询图像，
从一个大规模的图像集中准确地找出属于同一个人

的所有图像，其中查询图像和图像集中的图像是来

自不同相机拍摄到的没有重叠部分的图片。 但是由

于拍摄的摄像机参数设置存在着差异，行人出现的

地点也不相同，还有不同的光影变化、行人姿态的改

变、行人换衣、部分遮挡等一系列的问题，造成拍摄

到的同一个行人图片之间会存在些许的差异，为行

人重识别的研究带来了诸多的挑战，对行人重识别

模型性能的提升带来影响。
为了能够解决上述的问题，已陆续提出了基于

度量学习［１－２］ 的方法、针对样本不平衡［３］ 方法等。
近年来，基于深度学习的行人重识别方法得到了越

来越多的关注，相较于传统的基于手工特征的方法，
用卷积神经网络［４］可以提取到图像中更为显著、丰
富的行人特征。 通常，卷积神经网络对提取到的全



局特征具有鲁棒性，因为全局特征对外观变化和空

间位置变化并不敏感，但上述的全局特征却容易忽

略掉人体潜在的相关信息和细粒度特征。 为了使得

网络能够学习到更加显著的特征，部分研究加入了

注意力机制［５－６］，产生的效果是十分明显的。 通过

注意力机制可以使网络更加专注于行人图像中有用

的信息，同时，能够减少图像中背景噪声带来的干

扰。 此外，又相继研发出各种基于局部特征的方法，
这些方法采用的策略大都是将身体划分为几个水平

部分［７－９］，从而允许网络能够更多地聚焦到局部特

征和细粒度特征上，以便减少因行人姿势的变化给

网络特征提取带来的影响。 文献 ［ １０］ 中提出了

ＤｒｏｐＢｌｏｃｋ 方法，通过去除相关区域的特征，让网络

加强学习其他区域的特征。 与 ＤｒｏｐＢｌｏｃｋ 的思想不

同，Ｂａｔｃｈ ＤｒｏｐＢｌｏｃｋ［１１］ 采用的方法是通过在网络训

练的过程中随机地丢弃掉一批特征图中的同一块区

域，令网络加强对特征图其余部分的学习。
虽然上述的方法在行人重识别问题上均已取得

了不错的成绩与效果，但是却在一定程度上增加了

模型整体的复杂性，而且还会耗费更多的计算成本

和时间成本。 因此，本文提出了一个基于 ＯＳＮｅｔ

（Ｏｍｎｉ－ｓｃａｌｅ Ｎｅｔｗｏｒｋ） ［１２］的多分支网络结构，ＯＳＮｅｔ
是一个全尺度轻量级的 Ｒｅ－ＩＤ 模型，可将标准卷积

分解为点卷积和深度卷积，能够有效减少参数量，
ＯＳＮｅｔ 参数与基于 ＲｅｓＮｅｔ５０［１３］ 的模型相比，至少要

降低一个数量级，但却能表现出更好的性能，所以在

保证模型性能的前提下，基于 ＯＳＮｅｔ 的网络更加轻

量，不仅减少了训练时间，还提高了训练效率。 而多

分支的网络结构相比单一的网络则可以学习到更加

丰富、更细粒度的特征信息，有利于提升模型的性

能。 本文的网络包含了全局分支、局部分支、通道分

支和顶端擦除分支四个部分，能够从多个维度进行

特征提取，提取到的特征也更趋多样化。

１　 网络模型

本文提出了一种基于 ＯＳＮｅｔ 的多分支网络结

构，如图 １ 所示， 其中包含了全局分支 （ Ｇｌｏｂａｌ
ｂｒａｎｃｈ）、局部分支 （ Ｌｏｃａｌ ｂｒａｎｃｈ）、顶端擦除分支

（Ｔｏｐ ｅｒａｓｅｄ ｂｒａｎｃｈ）和通道分支（Ｃｈａｎｎｅｌ ｂｒａｎｃｈ）四
个部分。 相较于单一的网络结构，多分支网络结构

可以提取到更加细粒度、更具显著性的特征。
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图 １　 多分支网络结构图
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１．１　 注意力模块

注意力模型通常用于各种深度学习的任务中，
其本质是通过权重参数加强网络对重要信息的学

习，抑制无关的信息，在行人重识别领域中得到广泛

使用。 为了能够更好地学习到有价值的图像特征，
本文提出的网络结构与一般的 ＯＳＮｅｔ 网络相比，在
ＯＳＮｅｔ 网络的 ｃｏｎｖ２ 和 ｃｏｎｖ３ 层中加入了注意力模

块，分 别 为 空 间 注 意 力 模 块 （ Ｓｐａｔｉａｌ Ａｔｔｅｎｔｉｏｎ
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Ｍｏｄｕｌｅ， ＳＡＭ）和通道注意力模块（Ｃｈａｎｎｅｌ Ａｔｔｅｎｔｉｏｎ
Ｍｏｄｕｌｅ， ＣＡＭ）。 从图 １ 中可以看到，先由空间注意

力模块处理特征，然后经由通道注意力模块，再到各

个分支网络分别进行处理。
１．１．１　 空间注意力模块

空间注意力模块更加关注于空间维度内的相关

特征，能够更好地聚合空间域中与语义相关像素，如

图 ２ 所示。 图 ２ 中，输入维度为 Ｈ × Ｗ × Ｃ 的特征图

ｘ，Ｈ、Ｗ、Ｃ 分别表示高度、宽度和通道数，经过卷积

后得到 ２ 个维度为 Ｈ × Ｗ × Ｃ
８

的特征图 ａ 和 ｂ。 特

征图 ａ 被重塑为 Ｄ × Ｃ 的张量，特征图 ｂ 被重塑为 Ｃ
× Ｄ 的张量，其中 Ｄ ＝ Ｈ × Ｗ。 经过 Ｓｏｆｔｍａｘ函数后，
再进行批量归一化处理，得到空间注意力张量。
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图 ２　 空间注意力模块

Ｆｉｇ． ２　 Ｓｐａｔｉａｌ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ

１．１．２　 通道注意力模块

通道注意力模块用于探寻不同通道间的特征映

射关系，使得网络能够更好地关注具有价值的特征，
提取到更具显著性的特征。 通道注意力模块

（ＣＡＭ）如图 ３ 所示。 本文的通道注意力模块是基

于压缩－激发块（Ｓｑｕｅｅｚｅ－ａｎｄ－Ｅｘｃｉｔａｔｉｏｎ ｂｌｏｃｋ） ［１４］，
而与文献［１４］不同的是，删除了初始 ｂｌｏｃｋ 中的全

局平均池化（Ｇｌｏｂａｌ Ａｖｅｒａｇｅ Ｐｏｏｌｉｎｇ， ＧＡＰ），有助于

将空间信息保留到注意力 ｂｌｏｃｋ 中。

H?W?C H?W?C
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图 ３　 通道注意力模块

Ｆｉｇ． ３　 Ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ

　 　 图 ３ 中，输入维度为 Ｈ × Ｗ × Ｃ 的特征图，经过

第一个卷积后维度变为 Ｈ × Ｗ × Ｃ
１６

， 再经过第二个

卷积后维度变为 Ｈ × Ｗ × Ｃ，接着经过 Ｓｏｆｔｍａｘ函数，
得到通道注意力张量。
１．２　 全局分支

全局分支的优势主要体现在学习行人图像的整体

信息方面，但对一些细粒度特征的区分度并不大。 本

文的全局分支是由ＯＳＮｅｔ 网络的 ｃｏｎｖ４层和ｃｏｎｖ５层组

成的，输入的图像特征经过一个全局最大池化（Ｇｌｏｂａｌ
Ｍａｘ Ｐｏｏｌｉｎｇ， ＧＭＰ）层后生成了一个 ５１２ 维的向量。 在

局部分支中采用的是平均池化（Ａｖｅｒａｇｅ Ｐｏｏｌｉｎｇ， ＡＰ），
而在全局分支中采用全局最大池化，主要是为全局分

支和局部分支机构提供了彼此间的功能多样性。
１．３　 局部分支

相较于全局分支，局部分支更擅长提取细粒度

特征，减少因行人姿态带来的变化，能够弥补全局分

支的不足。 局部分支采用与全局分支较为相似的层

结构，但使用平均池化代替了全局最大池化。 为了

实现特征的多样化，将特征图水平分成 ４ 个条带，并
将 ４ 个 ５１２ 维的特征向量连接起来，生成一个 ２ ０４８
维的特征向量，与 ＰＣＢ （ Ｐａｒｔ － ｂａｓｅｄ Ｃｏｎｖｏｌｕｔｉｏｎａｌ
Ｂａｓｅｌｉｎｅ）网络采用多个 ＩＤ 预测损失、并且每个部件

都具有独立的 ＩＤ 预测损失不同的是，本文的局部分

支只使用一个 ＩＤ 预测损失。
１．４　 顶端擦除分支

卷积神经网络往往只关注图像中最具辨别力的

部分，如图 ４ 所示。 高激活区域大都集中在图像的

上半部分，这会导致网络不能够很好地学习到图像

其他部分的特征，所以本文采用顶端（高激活区域）
擦除的方式、而不是随机擦除，让网络可以关注到其

他区域。 根据 ＢＤＢ（Ｂａｔｃｈ ＤｒｏｐＢｌｏｃｋ）网络中提出的
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擦除大小为特征图像高度的三分之一、且宽度相同

的区域效果为最好，故本文也采用了这种方法。

图 ４　 激活图与顶端擦除

Ｆｉｇ． ４　 Ａｃｔｉｖａｔｉｏｎ ｍａｐ ａｎｄ ｔｏｐ ｅｒａｓｅｄ ｍａｐ

　 　 每个训练批次输入行人图像，经过神经网络，输
出特征图 Ｆ， 根据文献［１５］提出的定义，可以将特

征图像 Ｆ 转换为激活图 Ａ， 即：

Ａ ＝ ∑
ｃ

ｉ ＝ １
Ｆ ｉ （１）

　 　 其中， Ｆ ｉ 表示每个大小为 Ｈ × Ｗ的张量， ｃ表示

通道数。
在 Ａ 的基础之上，将每个条带 ｒ ｊ 的相关性 Ｒ 定

义为第 ｊ 行上值的平均值，对此可表示为：

ｒ ｊ ＝
∑
ｗ

ｋ ＝ １
Ａ ｊ，ｋ

ｗ
（２）

　 　 再将 ｒ ｊ 值最大的行归零。
１．５　 通道分支

加入通道分支可以使得网络提取到关于通道的

更多信息，丰富整个网络提取到特征的多样性。 首

先，通过卷积的方式生成一个 ５１２ 维的向量，然后将

这个向量划分为 ２ 个长度为 ２５６ 维的向量，再使用

１×１ 的卷积对特征进行缩放，得到 ２ 个 ５１２ 维向量

分别为 ｃ１ 和 ｃ２。 这里，１ × １ Ｃｏｎｖ 的参数在 ２ 个通

道部分之间共享，可以减少参数的数量，节约计算时

间。
１．６　 损失函数

为了使模型能够得到更好的训练，总的损失函

数为每个分支的损失函数之和，包括了三元组损失

Ｌｔｒｉｐｌｅｔ， ＩＤ 损失 Ｌｉｄ 和中心损失 Ｌｃｅｎｔｅｒ， 数学表达式为：
Ｌｓｕｍ ＝ λ１Ｌｉｄ ＋ λ２Ｌｔｒｉｐｌｅｔ ＋ λ３Ｌｃｅｎｔｅｒ （３）

　 　 其中， λ１，λ２，λ３ 为权重参数，实验中的取值分

别为 λ１ ＝ １， λ２ ＝ １， λ３ ＝ ０．００５。
进一步地，给出 ＩＤ 损失公式具体如下：

Ｌｉｄ ＝ － １
Ｎ∑

Ｎ

ｉ ＝ １
ｑｉ ｌｏｇ（ｐｉ） （４）

　 　 其中， Ｎ 表示样本的数量； ｐｉ 表示预测行人 ＩＤ
为 ｉ 的概率； ｑｉ 表示真实的标签。 三元组损失分别

从每一个 ｂａｔｃｈ 中抽取 Ｐ 个行人的 Ｋ 张图片，推导

得到的公式为：

Ｌｔｒｉｐｌｅｔ ＝ ∑
Ｐ

ｉ ＝ １
∑

Ｋ

ａ ＝ １
［α ＋ ｍａｘ

ｐ ＝ １．．．Ｋ
‖ｘ（ ｉ）

ａ － ｘ（ ｉ）
ｐ ‖２ －

ｍｉｎ
ｎ ＝ １．．．Ｋ
ｊ ＝ １．．．Ｐ， ｊ≠ｉ

‖ｘ（ ｉ）
ａ － ｘ（ ｉ）

ｎ ‖２］ ＋

（５）

其中， ｘ（ ｉ）
ａ ，ｘ（ ｉ）

ｐ ，ｘ（ ｉ）
ｎ 分别表示从锚点样本、正样

本和负样本中提取到的特征， α 表示边缘超参数。
为了能够提高网络对特征的鉴别能力，对类内

距离进行约束，采用中心损失作为特征提取的依据，
中心损失的数学定义公式可写为：

Ｌｃｅｎｔｅｒ ＝
１
２ ∑

ｍ

ｉ ＝ １
‖ｘｉ － ｃｙｉ‖

２
２ （６）

　 　 其中， ｍ 表示 ｍｉｎｉ－ｂａｔｃｈ 大小； ｘｉ 表示样本特

征； ｃｙｉ 表示第 ｙｉ 个类别的特征中心。

２　 实验结果与分析

２．１　 数据集和评价指标

本文的实验是在 Ｍａｒｋｅｔ－１５０１［１６］、ＣＵＨＫ０３［１７］、
ＤｕｋｅＭＴＭＣ－ｒｅＩＤ［１８］三个公开数据集上进行的。 表 １
中的数据为这 ３ 个数据集的基本信息。 表 １ 中，
Ｍａｒｋｅｔ－１５０１ 数据集是通过 ６ 个摄像头采集到的

１ ５０１个行人的图片。 ＤｕｋｅＭＴＭＣ－ｒｅＩＤ 数据集用 ８
个摄像头采集到 １ ８１２ 个行人的图片，下文由

ＤｕｋｅＭＴＭＣ 表示。 ＣＵＨＫ０３ 是通过 ５ 对摄像头采集

到的１ ４６７个行人的图片，其中 ＣＵＨＫ０３－Ｌ 的行人

框由人工进行标注，而 ＣＵＨＫ０３－Ｄ 的行人框则由机

器进行标注。
表 １　 数据集信息

Ｔａｂ． １　 Ｄａｔａｓｅｔ ｉｎｆｏｒｍａｔｉｏｎ

数据集
训练集 ／

张

训练集

／ （人·个－１）

测试集 ／
张

测试集

／ （人·个－１）

ＤｕｋｅＭＴＭＣ １６ ５２２ ７０２ １７ ６６１ ７０２

Ｍａｒｋｅｔ－１５０１ １２ ９３６ ７５１ １９ ７３２ ７５０

ＣＵＨＫ０３－Ｌ ７ ３６８ ７６７ ５ ３２８ ７００

ＣＵＨＫ０３－Ｄ ７ ３６５ ７６７ ５ ３３２ ７００

　 　 上述的数据集分别采集于不同地点、不同季节、
不同时间段，采集图片的设备包含了高清摄像头和

低清摄像头。 数据集中的行人图片有着复杂的背
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景、明显的光照变化、不同的清晰程度，贴近现实场

景。
本文采用２个常用的评价指标：首位命中率 （ｒａｎｋ１）

和平均精度值（Ｍｅａｎ Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ， ｍＡＰ） 来对

行人重识别模型的性能进行评价。 其中， ｒａｎｋ１ 表

示的是与每张查询图片所对应的返回的图片集中排

在第一张是准确的概率，而 ｍＡＰ 表示的是返回查询

图片结果平均精度（Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ， ＡＰ） 的平均

值。
２．２　 实验细节

本文实验是在 ＰｙＴｏｒｃｈ １．７．１ 上展开，编程语言

选用了 Ｐｙｔｈｏｎ ３． ８，硬件设备为配有一块 ＮＶＩＤＩＡ
ＲＴＸ ３０９０ ＧＰＵ 的服务器，系统是 Ｕｂｕｎｔｕ ２０．０４ 版本。

将输入图像调整为 ２５６×１２８ 像素，训练期间使

用随机水平翻转和擦除［１９］作为数据增强方式，采用

Ａｄａｍ［２０］ 作为优化器。 训练批量大小为 ４８，一个批

量由 ８ 个样本组成，其中每个样本包含 ６ 个行人的

身份。 训练时使用 ＷａｒｍＵｐ 策略，一共进行 １１０ 个

ｅｐｏｃｈ 的训练，初始学习率设置为 ６ｅ－０４，到第 ５０ 个

ｅｐｏｃｈ 的时候学习率降为 ６ｅ－０５；到第 ８０ 个 ｅｐｏｃｈ 的

时候，学习率降为 ６ｅ－０６；最后，到第 １１０ 个 ｅｐｏｃｈ 的

时候，学习率下降到 ６ｅ－０７。
２．３　 消融实验

加入多分支会在一定程度上增加模型的参数、
增加计算成本，因此，必须有充分理由，才可增加网

络分支。 为探究多分支网络各个分支对模型性能的

影响，在 Ｍａｒｋｅｔ－１５０１ 和 ＣＵＨＫ０３－Ｄ 两个数据集上

进行消融实验。 表 ２ 显示的是网络在不同分支组合

下的性能。 表 ２ 中，Ｇ 表示全局分支，Ｐ 表示局部分

支，Ｔ 表示顶端擦除分支，Ｃ 表示通道分支。 结果表

明，使用多分支的结构相比于单分支有所提升，在
ＣＵＨＫ０３－Ｄ 上表现比较明显， ｒａｎｋ１ 有 ３．１ 个百分

点的提升， ｍＡＰ 有 ４．１ 个百分点的提升。 从实验结

果可以看出，每增加一个网络分支在一定程度上对

网络的性能都有所提升，多个分支在网络结构中起

到了互补的作用。 在二分支网络中，全局加上局部

分支的效果最好。 这样一来，全局分支用以提取图

像的一般特征，加上局部分支后，改进了网络对细粒

度特征的学习。 在三分支的网络结构中，全局加局

部、再加顶端擦除分支的组合效果是最好的，顶端擦

除分支的加入可以令网络关注到容易被忽略的低信

息区域，学习到更加丰富的特征。 因此，实验结果表

明，多分支的网络结构可以相互弥补不足，加强彼此

之间对复杂特征的学习，增强网络对特征的提取能

力。
表 ２　 各个分支对网络性能的影响

Ｔａｂ． ２　 Ｔｈｅ ｉｎｆｌｕｅｎｃｅ ｏｆ ｅａｃｈ ｂｒａｎｃｈ ｏｎ ｔｈｅ ｎｅｔｗｏｒｋ ｐｅｒｆｏｒｍａｎｃｅ

Ｂｒａｎｃｈ
Ｍａｒｋｅｔ－１５０１

ｒａｎｋ１ ｍＡＰ

ＣＵＨＫ０３－Ｄ

ｒａｎｋ１ ｍＡＰ

Ｇ ９４．９ ８８．７ ８０．５ ７６．７

Ｇ＋Ｐ ９５．３ ９０．２ ８２．９ ７９．３

Ｇ＋Ｔ ９５．２ ９０．３ ８２．４ ７９．０

Ｇ＋Ｃ ９５．１ ９０．２ ８１．５ ７８．８

Ｇ＋Ｐ＋Ｔ ９５．５ ９０．３ ８３．３ ８０．６

Ｇ＋Ｐ＋Ｃ ９５．４ ９０．４ ８３．２ ８０．４

Ｇ＋Ｃ＋Ｔ ９５．６ ９０．４ ８３．０ ８０．１

Ｇ＋Ｐ＋Ｔ＋Ｃ ９５．９ ９０．６ ８３．６ ８０．８

　 　 使用注意力机制可以令网络提高行人重识别模

型的性能，加强网络对重要信息的学习，抑制无关信

息。 因此，在这部分的消融实验中，在 Ｍａｒｋｅｔ－１５０１
上评估了注意力模块对网络的影响。 注意力模块对

网络性能的影响见表 ３。
表 ３　 注意力模块对网络性能的影响

Ｔａｂ． ３ 　 Ｔｈｅ ｉｎｆｌｕｅｎｃｅ ｏｆ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅｓ ｏｎ ｔｈｅ ｎｅｔｗｏｒｋ
ｐｅｒｆｏｒｍａｎｃｅ

Ａｔｔｅｎｔｉｏｎ Ｍｏｄｕｌｅ
Ｍａｒｋｅｔ－１５０１

ｒａｎｋ１ ｍＡＰ

Ｎｏ ９５．２ ８９．５

ＳＡＭ ９５．４ ９０．１

ＣＡＭ ９５．４ ９０．０

ＳＡＭ＋ＣＡＭ ９５．８ ９０．９

　 　 从表 ３ 的实验结果可以看出，注意力模块有助

于网络抑制无用信息，与未加入注意力模块相比，加
入后模型的 ｒａｎｋ１ 提升了 ０．６ 个点，ｍＡＰ 提升了 １．４
个点。

为了验证顶端擦除（Ｔｏｐ ＤｒｏｐＢｌｏｃｋ）的方式要

比随机擦除（Ｒａｎｄｏｍ ＤｒｏｐＢｌｏｃｋ）的方法更加优越，
在 Ｍａｒｋｅｔ－１５０１ 和 ＤｕｋｅＭＴＭＣ 上进行了消融实验。
顶端擦除对网络性能的影响见表 ４。

表 ４　 顶端擦除对网络性能的影响

Ｔａｂ． ４ 　 Ｔｈｅ ｉｎｆｌｕｅｎｃｅ ｏｆ ｔｏｐ ＤｒｏｐＢｌｏｃｋ ｏｎ ｔｈｅ ｎｅｔｗｏｒｋ
ｐｅｒｆｏｒｍａｎｃｅ

Ｍｅｔｈｏｄ
Ｍａｒｋｅｔ－１５０１

ｒａｎｋ１ ｍＡＰ

ＤｕｋｅＭＴＭＣ

ｒａｎｋ１ ｍＡＰ

Ｒａｎｄｏｍ ＤｒｏｐＢｌｏｃｋ ９５．８ ９０．６ ９０．９ ８１．７

Ｔｏｐ ＤｒｏｐＢｌｏｃｋ ９６．２ ９１．１ ９１．６ ８２．９

　 　 从表 ４ 的实验结果可以看出，顶端擦除要比随

机擦除在 ２ 个数据集上的表现更好。 顶端擦除可以
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提高网络对低信息区域的关注，提取到更为丰富的

信息，相比随机擦除更加具有针对性。
２．４　 与其他方法对比

将本文的网络与先进方法在 ３ 个数据集上进行

比较，实验结果均未使用 Ｒｅ－ｒａｎｋｉｎｇ 方法，取 ３ 次

实验的平均值。 其中，ＢｏＴ（Ｂａｇ ｏｆ Ｔｒｉｃｋｓ） ［２１］是一个

加入了很多训练技巧的基线网络；ＯＳＮｅｔ （ Ｏｍｎｉ －
ｓｃａｌｅ Ｎｅｔｗｏｒｋ） ［１２］是一个轻量级的行人重识别网络；
ＭＨＮ（Ｍｉｘｅｄ Ｈｉｇｈ Ｏｒｄｅｒ Ａｔｔｅｎｔｉｏｎ Ｎｅｔｗｏｒｋ） ［２２］ 让网

络学习混合高阶注意力； ＢＤＢ （ Ｂａｔｃｈ ＤｒｏｐＢｌｏｃｋ
Ｎｅｔｗｏｒｋ） ［１１］ 对 特 征 图 进 行 了 随 机 擦 除； ＡＢＤ
（Ａｔｔｅｎｔｉｖｅ Ｂｕｔ Ｄｉｖｅｒｓｅ Ｎｅｔｗｏｒｋ） ［２３］ 结合了通道和位

置注意力；Ｐｙｒａｍｉｄ［２４］ 是一个学习不同粗细粒度特

征的金字塔模型；ＳＣＳＮ（ Ｓａｌｉｅｎｃｅ －Ｇｕｉｄｅｄ Ｃａｓｃａｄｅｄ
Ｓｕｐｐｒｅｓｓｉｏｎ Ｎｅｔｗｏｒｋ［２５］挖掘图像中潜在的显著性特

征；ＳＣＲ（ Ｓｐａｔｉａｌ ａｎｄ Ｃｈａｎｎｅｌ Ｐａｒｔｉｔｉｏｎ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎ
Ｎｅｔｗｏｒｋ） ［２６］是一个对全局和局部特征进行联合训

练的网络。
　 　 表 ５ 是本文所提出的方法在 Ｍａｒｋｅｔ － １５０１ 和

ＤｕｋｅＭＴＭＣ 两个公开的数据集上与最近几年在行人

重识别领域中先进方法的比较结果。 从表 ５ 中可以

看出，同样使用 ＯＳＮｅｔ 作为主干网络，本文的方法在

Ｍａｒｋｅｔ－１５０１ 数据集上比 ＯＳＮｅｔ 的 ｒａｎｋ１高出 １．３个

百分点，ｍＡＰ 高出 ６．３ 个百分点；在 ＤｕｋｅＭＴＭＣ 数

据集上比 ＯＳＮｅｔ 的 ｒａｎｋ１ 高出 ２．９ 个百分点， ｍＡＰ
高出 ９．６ 个百分点。 与采用随机擦除策略的 ＢＤＢ
网络相比，在 Ｍａｒｋｅｔ－１５０１ 数据集上本文的方法比

ＢＤＢ 的 ｒａｎｋ１ 高出 ０．８ 个百分百点，ｍＡＰ 则高出 ４．５
个点；在 ＤｕｋｅＭＴＭＣ 数据集上比 ＢＤＢ 的 ｒａｎｋ１ 高出

２．５个百分点， ｍＡＰ 高出 ４．５ 个百分点。 和采用特征

金字塔的方法（Ｐｙｒａｍｉｄ）、挖掘潜在图像显著特征的

方法（ＳＣＳＮ）、对全局特征和局部特征进行联合训练

的方法（ＳＣＲ）等先进方法相比，本文提出的方法也

有着更佳的表现。
　 　 表 ６ 是本文的方法在 ＣＵＨＫ０３－Ｄ 和 ＣＵＨＫ０３－
Ｌ 上与先进方法的比较。 由表 ６ 可知，同样与 ＯＳＮｅｔ
网络相比，本文的方法在 ＣＵＨＫ０３－Ｄ 上有着更好的

表现， ｒａｎｋ１ 高出 １１．２ 个百分点， ｍＡＰ 高出 １２．９ 个

百分点，在 ＣＵＨＫ０３－Ｌ 上 ＯＳＮｅｔ 没有实验数据。 与

ＢＤＢ 网络相比，本文的方法在 ＣＵＨＫ０３－Ｄ 上， ｒａｎｋ１
高出了 ７．１ 个百分点，ｍＡＰ 高出 ７．２ 个百分点；并且

在 ＣＵＨＫ０３－Ｌ 上， ｒａｎｋ１ 高出 ６．１ 个百分点，ｍＡＰ 高

出 ６．８ 个分点。 与其他的先进方法相比，本文的方

法在 ＣＵＨＫ０３－Ｄ 上比 ＳＣＳＮ 在 ｒａｎｋ１ 上低了 １．２ 个

百分点，ｍＡＰ 上低了 ０．３ 个百分点，而在 ＣＵＨＫ０３－Ｌ
上，比 ＳＣＳＮ 在 ｒａｎｋ１ 上低了 １．３ 个百分点，在 ｍＡＰ
上低 ０．５ 个百分点。 结果表明，本文提出的方法在

ＣＵＨＫ０３－Ｄ 和 ＣＵＨＫ０３－Ｌ 数据集上，虽然没有能够

在 ｒａｎｋ１ 和 ｍＡＰ 两项性能评价指标上都达到最佳，
但在行人重识别问题上仍然有着不错的性能表现。

表 ５　 Ｍａｒｋｅｔ－１５０１ 和 ＤｕｋｅＭＴＭＣ 上与最先进方法比较

Ｔａｂ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｓｔａｔｅ －ｏｆ － ｔｈｅ －ａｒｔｓ ｏｎ Ｍａｒｋｅｔ － １５０１ ａｎｄ
ＤｕｋｅＭＴＭＣ

Ｍｅｔｈｏｄ
Ｍａｒｋｅｔ－１５０１

ｒａｎｋ１ ｍＡＰ

ＤｕｋｅＭＴＭＣ

ｒａｎｋ１ ｍＡＰ

ＢｏＴ ９４．５ ８５．９ ８６．４ ７６．４

ＯＳＮｅｔ ９４．８ ８４．９ ８８．６ ７３．５

ＭＨＮ ９５．１ ８５．０ ８９．１ ７７．２

ＢＤＢ ９５．３ ８６．７ ８９．０ ７８．６

ＡＢＤ ９５．６ ８８．３ ８９．０ ７８．５

Ｐｙｒａｍｉｄ ９５．７ ８８．２ ８９．０ ７９．０

ＳＣＳＮ ９５．７ ８８．５ ９１．０ ７９．０

ＳＣＲ ９５．７ ８９．０ ９１．１ ８１．４

Ｔｈｅ ｐｒｏｐｏｓｅｄ ９６．１ ９１．２ ９１．５ ８３．１

表 ６　 ＣＵＨＫ０３－Ｄ 和 ＣＵＨＫ０３－Ｌ 上与最先进方法比较

Ｔａｂ． ６ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｓｔａｔｅ － ｏｆ － ｔｈｅ － ａｒｔｓ ｏｎ ＣＵＨＫ０３ －Ｄ ａｎｄ
ＣＵＨＫ０３－Ｌ

Ｍｅｔｈｏｄ
ＣＵＨＫ０３－Ｄ

ｒａｎｋ１ ｍＡＰ

ＣＵＨＫ０３－Ｌ

ｒａｎｋ１ ｍＡＰ

ＢｏＴ － － － －

ＯＳＮｅｔ ７２．３ ６７．８ － －

ＭＨＮ ７１．７ ６５．４ ７７．２ ７２．４

ＢＤＢ ７６．４ ７３．５ ７９．４ ７６．７

ＡＢＤ － － － －

Ｐｙｒａｍｉｄ ７９．９ ７４．８ ７８．９ ７６．９

ＳＣＳＮ ８４．７ ８１．０ ８６．８ ８４．０

ＳＣＲ ８２．２ ７７．６ ８３．８ ８０．４

Ｔｈｅ ｐｒｏｐｏｓｅｄ ８３．５ ８０．７ ８５．５ ８３．５

　 　 通过在行人重识别领域 ３ 个公开数据集上与其

他的先进方法进行比较发现，本文提出的多分支网

络在性能上有着一定的优越性，尤其是在 Ｍａｒｋｅｔ－
１５０１ 和 ＤｕｋｅＭＴＭＣ 两个数据集上， ｒａｎｋ１和ｍＡＰ 都

有着最佳的性能，在 ＣＵＨＫ０３ 数据集上虽然没有都

达到最佳性能，但也有着不错的表现。 相比于单一

的网络结构，多分支网络可以挖掘出行人图像中更

多的具有相关性的特征，也丰富了特征的多样性，更
加适合行人重识别任务。 加入注意力模块后，可以

令网络更多地关注到有用的信息，抑制一些不具有
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效信息的区域、如图片的背景，减少对网络进行特征

提取的干扰。
２．５　 结果可视化

图 ５ 是本文的模型在一次训练的过程中 ｒａｎｋ１、
ｒａｎｋ３、ｒａｎｋ５、ｒａｎｋ１０ 和 ｍＡＰ 随着 ｅｐｏｃｈ 迭代的变化

趋势。 从图 ５ 中可以看出，各项指标都在随着 ｅｐｏｃｈ

次数的增加逐渐地上升，前 ８０ 个 ｅｐｏｃｈ 的上升趋势

比较明显，后 ３０ 个 ｅｐｏｃｈ 上升趋势比较缓慢。 根据

本文实验的设置，到第 ８０ 个 ｅｐｏｃｈ 的时候降低网络

的学习率，模型逐渐开始收敛，到第 １００ 个 ｅｐｏｃｈ 的

时候，各项评价指标逐渐趋于平稳，所以本文的实验

一共取 １１０ 个 ｅｐｏｃｈ， 对实验结果进行分析。
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　 　 （ａ） 在 Ｍａｒｋｅｔ－１５０１ 上的运行结果 （ｂ） 在 ＤｕｋｅＭＴＭＣ 上的运行结果 （ｃ） 在 ＣＵＨＫ０３－Ｄ 上的运行结果 （ｄ） 在 ＣＵＨＫ０３－Ｌ 上的运行结果

图 ５　 ｒａｎｋ１、ｒａｎｋ３、ｒａｎｋ５、ｒａｎｋ１０ 和 ｍＡＰ 随着 ｅｐｏｃｈ 的变化

Ｆｉｇ． ５　 ｒａｎｋ１、ｒａｎｋ３、ｒａｎｋ５、ｒａｎｋ１０ ａｎｄ ｍＡＰ ｃｈａｎｇｅ ｗｉｔｈ ｅｐｏｃｈｓ

　 　 激活图与查询图像检索结果如图 ６ 所示。 从图

６ 中可以看到，正确的结果以绿色框突出显示，而不

正确的结果以红色框突出显示，行人图像中红色越

深的部分代表激活的程度越高，越蓝的部分代表激

活程度越低。 本文使用 Ｔｏｐ ＤｒｏｐＢｌｏｃｋ，对高激活区

域进行擦除、而不是随机的 ＤｒｏｐＢｌｏｃｋ，可以使激活

的部分更加分散到行人身上，这有助于提取到更好

的特征表示。 而加入注意力模块可以令网络更多地

关注到行人身上，减少背景对提取特征时的干扰，可
以使得网络更加关注到图像的有效区域。

图 ６　 激活图与查询图像检索结果

Ｆｉｇ． ６　 Ａｃｔｉｖａｔｉｏｎ ｍａｐ ａｎｄ ｑｕｅｒｙ ｉｍａｇｅ ｒｅｔｒｉｅｖａｌ ｒｅｓｕｌｔｓ

　 　 从图 ６ 中看到，模型根据查询图像检索到的匹

配图片中，对于一些与查询图片十分相似的负样本，
模型在判断上仍会出现错误，负样本困难也一直是

行人重识别研究的难题，但排在前面的大都是正确

结果，说明模型还是具有不错的性能。

３　 结束语

本文提出了一种基于轻量多分支网络结构的方

法，用于解决行人重识别特征提取的问题。 使用轻

量级网络 ＯＳＮｅｔ 作为主干网络，主要由全局分支、局

部分支、顶部擦除分支和通道分支四个部分构成。
其中，全局分支提取行人的一般特征；局部分支将特

征图进行分割，学习更细粒度的特征；顶部擦除分支

通过丢弃特征图的高激活区域使得网络更加关注于

激活性较差的区域，能够学习到更加丰富的信息；通
道分支用于获取更多的通道信息。 使用多分支的网

络结构能够使网络学习到更具多样性、且区分度更

高的特征。 通过在 ３ 个公开数据集上的仿真实验证

明，本文提出的轻量多分支网络模型在行人重识别

领域有着优秀表现，并且与更加复杂的 ＳＯＴＡ 方法
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相比性能更加优越。
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