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摘　 要： 针对当前智能算法对证券数据预测准确度不高，以及基于最小损失函数的模型树（Ｍｏｄｅｌ Ｔｒｅｅ ｂａｓｅｄ ｏｎ Ｌｅａｓｔ Ｌｏｓｓ
Ｆｕｎｃｔｉｏｎ，ＭＴＬＬＦ）预测模型不适用于证券数据的预测的问题，本文提出基于最大离差分裂算法的模型树预测方法（Ｍｏｄｅｌ
Ｔｒｅｅ ｂａｓｅｄ ｏｎ Ｄｅｖｉａｔｉｏｎ Ｍａｘｉｍｉｚａｔｉｏｎ， ＭＴＤＭ）。 使用两组包含完整牛熊市的沪深 ３００ 指数日收盘价数据进行分组实验验证，
得到的均方误差 ＭＳＥ（Ｍｅａｎ Ｓｑｕａｒｅｄ Ｅｒｒｏｒ）分别为 ０．００００５８ 和 ０．０００１４０；均方根误差 ＲＭＳＥ（Ｒｏｏｔ Ｍｅａｎ Ｓｑｕａｒｅｄ Ｅｒｒｏｒ）分别为

０．００７６３４ 和 ０．０１１８２２；平均绝对百分比误差 ＭＡＰＥ（Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｐｅｒｃｅｎｔ Ｅｒｒｏｒ）分别为 ０．０１１８５７ 和 ０．０１１３４８ 的结果。 说明了

ＭＴＤＭ 预测的稳定性较好，且预测准确度较高。 并分别与基于长短记忆神经网络（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ）和粒子

群优化算法（Ｐａｒｔｉｃａｌ Ｓｗａｒｍ Ｏｐｔｉｍｉｚａｔｉｏｎ，ＰＳＯ）的预测方法进行实验对比，结果表明 ＭＴＤＭ 算法的预测误差显著低于前两者。
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０　 引　 言

股票是市场经济的重要体现，在一定程度上反

映着我国的经济发展状况，在经济发展走势分析中

发挥着重要作用。 沪深 ３００ 指数是股票市场的重要

指数之一，它能够反映沪深两市市场整体表现和价

格变动。 预测沪深 ３００ 指数在指导沪深两市个股投

资和分析沪深市场变化等方面具有重要意义。 预测

沪深 ３００ 指数的研究方法主要分为三种，分别是基

本面分析法、技术分析法和量化分析法。 其中量化

分析法是利用计算机技术进行统计、数值模拟，进而

研究证券数据的一种方法［１］。 该方法分析的数据

量大、形成的模型严格，因此能够取得较好的分析效

果。
将机器学习、神经网络等现代预测方法应用于

股指的分析和预测是当前的一个研究热点。 熊

涛［２］等提出基于自组织神经网络（ Ｓｅｌｆ Ｏｒｇａｎｉｚｉｎｇ
Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＳＯＭ）和支持向量机（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ
Ｍａｃｈｉｎｅ，ＳＶＭ）的多步预测方法，即先用 ＳＯＭ 对沪

深 ３００ 指数序列进行聚类，随后基于划分后的数据

集分别构建 ＳＶＭ，得到多步预测模型，结果表明该

模型的预测效果要好于单一的 ＳＶＭ。 唐艳琴［３］ 等

为解决基于 ＳＶＭ 的预测模型复杂、耗时长的问题，
提出了一种基于多输出的学习方法，该模型在预测

沪深 ３００ 指数时比 ＳＶＭ 预测的均值方差提高了约

１０ 倍，运行时长也减少了近 ３ ／ ４。 文献［４］提出了

使用多支持向量机对股指进行混合频率抽样预测方

法。 文献［５］提出将夏普比率引入到 ＳＶＭ 股指预

测中，提升投资回报。 周荣谦［６］ 提出的基于 Ｍｏｒｌｅｔ



小波核函数 ＳＶＭ 的沪深 ３００ 指数预测方法，得到了

较低的 ＲＭＳＥ，预测效果较好。 文献［７］结合小波变

异的混合函数连接人工神经网络和粒子群优化算

法，对沪深 ３００ 指数进行了预测。 文献［８］和文献

［９］分别使用 ＭｏｄＡｕｇＮｅｔ 框架和多隐层人工神经网

络混合模型对标准普尔 ５００ 指数进行预测，预测误

差均较低。 戴德宝等［１０］ 使用文本挖掘和情感分析

方法，生成投资者情绪时间序列，并使用 ＳＶＭ 和神

经网络对上证投资者情绪综合指数进行预测。 冯宇

旭［１１］等提出的基于长短期记忆神经网络的沪深

３００ 指数预测方法，比同一测试集上的 Ａｄａｂｏｏｓｔ 算
法得到的 ＲＭＳＥ 要低。 文献［１２］提出特征值归一

化加权多线性主成分分析对恒生指数进行特征提

取，并使用 ＳＶＭ 预测。 文献 ［ １３］ 将 ｌｏｇｉｓｔｉｃ 回归

（ＬＲ）模型级联到梯度增强决策树（Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ
Ｄｅｃｉｓｉｏｎ Ｔｒｅｅ，ＧＢＤＴ）模型上，由此构成股指预测模

型，并对上证指数、纳斯达克指数和标准普尔 ５００ 指

数进行预测，预测准确率较高。
综上所述，现有文献中使用机器学习算法对沪

深 ３００ 指数预测较少，且仅有的研究得到的预测效

果也欠佳。 模型树是机器学习中的一种算法，从理

论上看，相较于其它机器学习算法，它具有叶子节点

是分段线性函数的特性，能够更好得拟合连续型数

据，得到较好的预测效果，从而更适用于预测领域。
在应用方面，模型树算法在众多数值型变量的预测

问题中，证实了其有理想的预测性能。 张建明［１４］ 等

将模型树算法用于汽轮机汽耗性预测、ＧＯＹＡＬ Ｍ
Ｋ［１５］等将模型树算法应用于闸下冲刷预测、李建

更［１６］提出用模型树预测 ＰＭ２．５浓度，均取得了较好

的预测效果，证实了它在连续值预测方面的可行性。
因此，本文将基于模型树算法构建预测模型，改进模

型树的分裂算法，使其适用于沪深 ３００ 指数预测，提
高预测的准确度，这在理论分析和实际应用中都具

有重要意义。
１　 模型树算法

本文使用目前常见的基于最小损失函数的模型

树算法进行证券数据分裂，并针对证券数据的特征

进行改进，提出了基于最大离差分裂算法的模型树。
１．１　 基于最小损失函数的模型树算法

基于最小损失函数的模型树是分类回归树

（Ｃｌａｓｓｉｆｉｃａｔｉｏｎ Ａｎｄ Ｒｅｇｒｅｓｓｉｏｎ Ｔｒｅｅｓ，ＣＡＲＴ）的变体，
既可以用于分类也可以用于回归。 其对样本数据集

进行二分递归分裂，最终形成一棵以叶节点为分段

线性函数的二叉树，并对生成的模型树进行后剪枝，

得到最优模型树。 模型树作为回归模型时，给定数

据集 Ｄ ＝ ｛（ｘ１，ｙ１），．．．，（ｘｉ，ｙｉ），．．．，（ｘｎ，ｙｎ）｝， 则生

成初始模型树 ＭＴ０ 的步骤如下：
Ｓｔｅｐ １　 求解式（１），得到最优的特征 Ａ 和特征

分裂点 ｓ，

ｍｉｎ}

Ａ，ｓ

ｍｉｎ}

ｃ１

∑
ｘｉ∈Ｄ１（Ａ，ｓ）

（ｙｉ － ｃ１）２ ＋ ｍｉｎ}

ｃ２

∑
ｘｉ∈Ｄ２（Ａ，ｓ）

（ｙｉ － ｃ２）２[ ] ．

（１）
其中， ｃ１ 为数据集 Ｄ１ 的均值， ｃ２ 为数据集 Ｄ２ 的

均值。
Ｓｔｅｐ ２　 用选定的（ Ａ ， ｓ ）将当前数据集划分

成 Ｄ１ 和 Ｄ２ 两个数据集。
Ｓｔｅｐ ３　 分别对 Ｄ１ 和 Ｄ２ 两个数据集进行线性

回归，得到分段线性函数 ｆ１ 和 ｆ２， 作为当前父节点

的两个子节点。
Ｓｔｅｐ ４　 对每个子节点执行上述步骤，直至满

足停止条件。
Ｓｔｅｐ ５　 输出生成的模型树 ＭＴ０。
直接采用生成的 ＭＴ０ 做预测，往往会产生过拟

合现象，需要对其进行剪枝操作，但又要防止剪掉一

些节点后导致预测的误差增加。 因此，采用代价复

杂度剪枝算法进行后剪枝。 具体算法如下：
输入　 生成的模型树 ＭＴ０

输出　 最优模型树 ＭＴ
Ｓｔｅｐ １　 设 ｋ ＝ ０，ＭＴ ＝ ＭＴ０，γ ＝ ＋ ¥。
Ｓｔｅｐ ２　 自下而上遍历每个内部节点 ｔ， 并计算

Ｃ（Ｔｔ）、 Ｔｔ 和整体损失函数的减少程度 ｇ（ ｔ）。 计

算公式见式（２）和（３）。

ｇ（ ｔ） ＝
Ｃ（ ｔ） － Ｃ（Ｔｔ）

｜ Ｔｔ ｜ － １
， （２）

γ ＝ ｍｉｎ（γ，ｇ（ ｔ）） ． （３）
　 　 其中， Ｔｔ 是以 ｔ 为根节点的子树， Ｃ（Ｔｔ） 是对训

练数据的预测误差； Ｔｔ 是 Ｔｔ 的叶节点个数。
Ｓｔｅｐ ３　 自上而下访问内部节点。 若 ｇ（ ｔ） ＝ γ，

则剪去该分支，得到树 ＭＴｔ。
Ｓｔｅｐ ４　 设 ｋ ＝ ｋ ＋ １，γｋ ＝ γ，ＭＴｋ ＝ ＭＴｔ。
Ｓｔｅｐ ５ 　 如果 ＭＴｔ 不是由根节点单独构成的

树，则回到 Ｓｔｅｐ ３。
Ｓｔｅｐ ６ 　 使用交叉验证法在子树序列 ＭＴ１，

ＭＴ２，…，ＭＴｎ 中选取最优子树 ＭＴ。
１．２　 基于最大离差分裂算法的模型树

由于基于最小损失函数的模型树计算得出的分

裂点不理想（如图 ２），导致预测效果不好，故对其分

裂算法进行改进，提出最大离差分裂算法，使得其能
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够适用于证券数据的分裂，提高预测的准确度。
基于最大离差分裂算法的模型树的主要算法流

程如下：
输入　 沪深 ３００ 指数数据集 Ｙ
Ｓｔｅｐ １　 对全体沪深 ３００ 指数数据 Ｙ 进行线性

回归，得到初始的线性回归直线 Ｌｐａｒｅｎｔ 及对应的线性

回归函数 ｙｌｉｎｅ。 Ｌｐａｒｅｎｔ 与实际值的首次和最后一次交

点，分别为 ｓｔａｒｔ 和 ｅｎｄ。
Ｓｔｅｐ ２　 搜索分裂属性。 对已构建的线性回归

函数搜索分裂属性，并将分裂属性取并集，即回归属

性集合。
Ｓｔｅｐ ３　 生成分裂点和线性回归函数。 若第 ｉ 个

交易日在 ｓｔａｒｔ 和 ｅｎｄ之间，即 ｉ∈［ｓｔａｒｔ，ｅｎｄ］，则从沪

深 ３００ 指数数据中选择与 Ｌｐａｒｅｎｔ 上的点距离最远的点，
作为分裂点 ｓｐｌｉｔＰｏｓ，其计算方法如式（４）、（５）。

△ｙｉ ＝｜ ｙｉ － ｙｌｉｎｅ ｉ ｜ ， （４）
ｓｐｌｉｔＰｏｓ ＝ ｉ，

ｓ． ｔ． △ｙｉ ＝ ｍａｘ△ｙｉ ． （５）
　 　 以此将数据分为左右两段，并对两段数据分别

进行线性回归，得到 Ｌｌｅｆｔ 和 Ｌｒｉｇｈｔ。 线性回归函数为

ｙｌｅｆｔ 和 ｙｒｉｇｈｔ，二者分别作为父节点的左右子树。 将得

到的 Ｌｒｉｇｈｔ 作为 Ｌｐａｒｅｎｔ，ｙｒｉｇｈｔ 作为 ｙｌｉｎｅ。
Ｓｔｅｐ ４ 　 遍历递归，生成模型树。 递归执行

Ｓｔｅｐ２ 和 Ｓｔｅｐ３，至达到阈值条件，即 ｅｎｄ － ｓｔａｒｔ ＜
１０，Ｒ ＞ ０．９。 其中 Ｒ 为最大相关系数，最后生成的

右子树为 Ｌｌａｔｅｓｔ。
Ｓｔｅｐ ５　 构建好模型树 ＭＴ ，使用沪深 ３００ 测试

集数据进行预测。 以 Ｌｌａｔｅｓｔ 作线性回归预测，计算并

输出预测衡量指标，则算法结束。
最大离差分裂算法流程如图 １ 所示。

　 　 图 １ 中， ｙｌｉｎｅ 为原始沪深 ３００ 数据进行线性回

归得到的回归方程； ｉ表示第 ｉ个交易日； ｙｉ 表示第 ｉ
个交易日的真实值； ｙｌｉｎｅｉ 表示第 ｉ 个交易日的线性

回归值； ｓｐｌｉｔＰｏｓ 表示分裂点； Ｒ 为最大相关系数。
２　 实证分析

２．１　 预测评价指标

本文使用均方误差 ＭＳＥ，均方根误差 ＲＭＳＥ 和

平均绝对百分比误差 ＭＡＰＥ 作为预测评价指标，用
于描述预测值偏离真实值的程度。 三者的计算方法

如公式（６） ～公式（８）。

ＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
（ｙ（ ｉ） － ｙ^（ ｉ）） ２， （６）

ＲＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
（ｙ（ ｉ） － ｙ^（ ｉ）） ２ ， （７）

ＭＡＰＥ ＝ １００％
ｎ ∑

ｎ

ｉ ＝ １
｜ ｙ（ ｉ） － ｙ^（ ｉ） ｜ ／ ｙ（ ｉ） ． （８）

　 　 其中， ｙ（ ｉ） 为第 ｉ 个交易日沪深 ３００ 指数收盘

价的真实值； ｙ^（ ｉ） 为第 ｉ 个交易日沪深 ３００ 指数收

盘价的预测值； ｎ 为样本总数。
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N
Y

输入沪深300指
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图 １　 最大离差分裂算法流程图

Ｆｉｇ． １　 Ｍａｘｉｍｕｍ ｄｅｖｉａｔｉｏｎ ｓｐｌｉｔｔｉｎｇ ａｌｇｏｒｉｔｈｍ ｆｌｏｗ ｃｈａｒｔ

　 　 由上述公式可知，三者的值越小则说明模型预

测的结果误差越小，即与真实值越接近，预测效果也

越好。
２．２　 实验数据及预处理

２．２．１　 ＭＴＤＭ 算法分组对比样本数据的选取

本文选取两组时间段的沪深 ３００ 指数日收盘

价，作为训练样本数据和测试样本数据。 ２００７ 年 ８
月 １５ 日至 ２００８ 年 １１ 月 ６ 日的 ３００ 个交易日的收

盘价作为第一组的训练样本数据，２００８ 年 １１ 月 ７
日至 ２０１４ 年 ７ 月 １６ 日的１ ３８１个交易日的收盘价

作为第一组的测试样本数据。 ２０１３ 年 ４ 月 ２０ 日至

２０１４ 年 ７ 月 １６ 日的 ３００ 个交易日的收盘价作为第

二组的训练样本数据，２０１４ 年 ７ 月 １７ 日至 ２０１９ 年

１ 月 ４ 日的１ ０９２个交易日的收盘价作为第二组的测

试样本数据。
在两组数据的测试样本数据中，均包含了完整

的上涨牛市数据、下跌的熊市数据以及震荡数据，使
得实验能充分包含前述几种情况，更好地验证模型

预测的有效性。
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２．２．２　 ＭＴＤＭ 算法与其他算法对比样本数据的选取

在与其他预测算法进行对比时，保持与原实验

一致的时间段数据作为数据样本，即将文献［１１］提
出的 ＬＳＴＭ ／ Ａｄａｂｏｏｓｔ、 ＳＶＲ ／ ＬＳＴＭ ／ Ａｄａｂｏｏｓｔ 回归集

成算法应用于 ２０１２ 年 ５ 月 ３ 日 ～ ２０１７ 年 ９ 月 ４ 日

的沪深 ３００ 指数的预测；文献［６］提出的 ＰＳＯ 算法

优化，应用于 ２０１５ 年 １２ 月 １１ 日 ～２０１６ 年 １１ 月 １２
日的沪深 ３００ 指数的预测。 将基于最大离差分裂算

法的模型树的沪深 ３００ 指数模型分别用于上述两个

时间段，其中训练样本数据在此基础上分别增加

３００ 个交易日收盘价数据，即 ２０１１ 年 ２ 月 １ 日 ～
２０１２ 年 ５ 月 ２ 日、２０１４ 年 ９ 月 １７ 日～２０１６ 年 １１ 月

１１ 日分别作为二者的训练样本数据，从而保持对比

实验的一致性。
２．２．３　 数据预处理

在预测时，由于原始数据差距较大，直接输入模

型树预测模型，预测误差较大。 为保证模型测预效

果，采用归一化方法处理这些数据，经过线性变换，可
以映射到［０，１］范围内，归一化表达式如公式（９）：

ｘ＇ ＝
ｘ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
． （９）

　 　 其中， ｘ＇ 为归一化后的数据， ｘｍｉｎ 、 ｘｍａｘ 分别为

样本数据的最小值和最大值。
２．３　 分裂和预测效果

为保证展示效果，在此与 ＬＳＴＭ 算法预测方法

对比的数据，以 ２０１１ 年 ２ 月 １ 日至 ２０１７ 年 ９ 月 ４
日，共 １６０３ 个交易日的沪深 ３００ 收盘价数据为例，
说明分裂过程；以该对比实验第一年的测试数据，即
２０１２ 年 ５ 月 ３ 日至 ２０１３ 年 １１ 月 ５ 日共 ３６５ 个样本

数据说明预测效果。
（１）基于最小损失函数的模型树分裂效果

基于最小损失函数的模型树分裂效果如图 ２
所示。
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图 ２　 基于 ＭＴＬＬＦ 算法的分裂效果图

Ｆｉｇ． ２　 Ｓｐｌｉｔｔｉｎｇ ｅｆｆｅｃｔ ｂａｓｅｄ ｏｎ ＭＴＬＬＦ ａｌｇｏｒｉｔｈｍ

　 　 其中，折线表示真实值；圆点表示回归分裂点；
虚线表示相邻分裂点的连接线。 由图 ２ 可见，分裂

点连接线的走势没有反映沪深 ３００ 指数的走势特

征，导致分裂效果不好，不能够很好地应用于证券数

据分析当中。
（２）基于最大离差分裂算法的模型树分裂效果

基于最大离差分裂算法的模型树分裂效果如图

３ 所示。
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图 ３　 基于 ＭＴＤＭ 算法的分裂效果图

Ｆｉｇ． ３　 Ｓｐｌｉｔ ｅｆｆｅｃｔ ｄｉａｇｒａｍ ｂａｓｅｄ ｏｎ ＭＴＤＭ ａｌｇｏｒｉｔｈｍ

　 　 由图 ３ 可以看出，每个圆点都落在代表真实值

折线的拐点处，分裂点连接线的走势与沪深 ３００ 指

数的走势基本契合，分裂效果理想，适应证券数据的

特征，为后续的预测奠定了基础。
（３）基于最大离差分裂算法模型树的预测效果

使用基于最大离差分裂算法的模型树，对沪深

３００ 数据进行预测，得到的预测结果如图 ４ 所示。
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图 ４　 基于 ＭＴＤＭ 算法的预测效果图

Ｆｉｇ． ４　 Ｆｏｒｅｃａｓｔ ｅｆｆｅｃｔ ｄｉａｇｒａｍ ｂａｓｅｄ ｏｎ ＭＴＤＭ ａｌｇｏｒｉｔｈｍ

　 　 由图 ４ 可见，基于 ＭＴＤＭ 算法的预测结果接近

真实值，与真实值的拟合程度较高，预测效果较好。
２．４　 预测性能对比分析

（１）ＭＴＤＭ 算法分组实验预测性能对比

使用 ＭＴＤＭ 算法模型对前述两组实验数据进

行预测，得到的 ＭＳＥ、ＲＭＳＥ 和 ＭＡＰＥ 见表 １。
表 １　 分组实验性能对比表

Ｔａｂ． １　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｔａｂｌｅ ｏｆ ｇｒｏｕｐｉｎｇ ｅｘｐｅｒｉｍｅｎｔ

组别 ＭＳＥ ＲＭＳＥ ＭＡＰＥ

第一组 ０．０００ ０５８ ０．００７ ６３４ ０．０１１ ８５７

第二组 ０．０００ １４０ ０．０１１ ８２２ ０．０１１ ３４８

　 　 由表 １ 可知，ＭＴＤＭ 预测方法在不同长度的时
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间段内的预测误差变化较小。 对于牛市、熊市以及

震荡市场数据的预测均具有较好的适用性，预测稳

定性和预测精度都有较好的表现。
（２）ＭＴＤＭ 与其他算法预测性能对比

ＭＴＤＭ 算法与基于 ＬＳＴＭ 的预测方法以及 ＰＳＯ
优化预测方法进行对比，得到的 ＭＳＥ、 ＲＭＳＥ 和

ＭＡＰＥ 分别见表 ２、表 ３。
表 ２　 与基于 ＬＳＴＭ 预测方法的性能对比表

Ｔａｂ． ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｔａｂｌｅ ｗｉｔｈ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｍｅｔｈｏｄ
ｂａｓｅｄ ｏｎ ＬＳＴＭ

方法 ＭＳＥ ＲＭＳＥ ＭＡＰＥ

ＳＶＲ ／ ＬＳＴＭ ／ Ａｄａｂｏｏｓｔ ０．００１ ２７９ ０．０３５ ７５８ —

ＬＳＴＭ ／ Ａｄａｂｏｏｓｔ ０．０００ ５５３ ０．０２３ ５１４ —

ＭＴＤＭ（本文算法） ０．０００ １１５ ０．０１０ ７３０ ０．０１１ １６９

表 ３　 与 ＰＳＯ 算法优化预测方法的性能对比表

Ｔａｂ． ３ 　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｔａｂｌｅ ｗｉｔｈ ＰＳＯ ａｌｇｏｒｉｔｈｍ
ｏｐｔｉｍｉｚａｔｉｏｎ ｐｒｅｄｉｃｔｉｏｎ ｍｅｔｈｏｄ

方法 ＭＳＥ ＲＭＳＥ ＭＡＰＥ

ＰＳＯ 算法优化 ０．０００ ２５６ ０．０１６ ０００ —

ＭＴＤＭ（本文算法） ０．０００ ０９１ ０．００９ ５２７ ０．０１０ ２５５

　 　 由表 ２、３ 可知，ＭＴＤＭ 预测方法的预测误差显

著低于其他算法，具有更好的预测效果。
３　 结束语

本文使用最大离差分裂算法改进了模型树，使得

模型能够适应证券数据的特征，经不同时间段的沪深

３００ 指数预测实验验证，以及与其他预测方法的对比，
表明本模型具有良好的预测准确度和稳定性。

基于最大离差分裂算法的模型树预测模型在找

到分裂点并分裂数据后，仅用模型树的最右子树进

行预测，丢失了兄弟节点、父节点之间的关系。 下一

步拟使用多叉模型树，利用节点间的关系、最右子树

等所有分裂信息构建预测模型，进一步减小预测误

差，提高预测准确率。
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