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二类不均衡数据分类问题常用策略研究

杨小军， 刘　 志， 王力猛， 刘　 文
（国防大学 联合勤务学院， 北京 １００８５８）

摘　 要： 类分布不均衡问题在现实世界中广泛存在，针对不均衡数据集的分类方法及其性能评估方法，都与传统分类算法大

相径庭。 本文在分析常用的二类不均衡数据分类策略的基础上，选取了十个公开的 ＫＥＥＬ 科研数据集，用 Ｇ－ｍｅａｎ 值和 ＡＵＣ
值分别衡量分类器的准确率和泛化性能。 在 ＫＥＥＬ 平台上对常用的三类策略中的 １２ 种方法的性能进行了验证，明确了算法

各自的适用情况。
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０　 引　 言

分类是数据挖掘领域的一类重要问题，现有的

分类方法都很成熟，如决策树、支持向量机、朴素贝

叶斯方法等，并利用这些方法成功地解决了许多实

际问题。 但随着应用范围的扩大和研究的深入，分
类方法在使用过程中遇到了数据样本分布不均衡问

题。 通常称数据分布不均衡的数据集为不均衡数据

集，数据分布不均衡表现为两种形式：一是类间数据

分布不均衡；二是在某一类样本的内部存在着类内

不均衡。 在不均衡数据集中，将样本数量少的类称

为少数类或正类，样本数量多的类称为多数类或负

类。
对不均衡数据进行正确分类，是数据分类的一

个难题。 问题来源于不均衡数据集的样本分布特

点，以及传统分类算法固有的局限性。 传统分类算

法的重要前提是：数据集中各样本比例是均衡的；以
总体最大精度为目标，很容易忽略少数类；所有的分

类错误代价都相同。 因此，如果用传统的分类器来

直接处理不均衡数据集，会造成少数类样本的分类

精度较差，尤其是数据不均衡严重时更是如此。 鉴

于目前研究不均衡分类问题都是基于不均衡的两类

问题，则本文主要研究比较二类不均衡数据分类问

题的常用策略。
１　 不均衡数据分类策略

常用的不均衡数据分类策略主要有如下几类：
在数据层面，通过重采样来解决数据分布不均衡状

况；在算法层面，通过代价敏感算法或是集成算法提

升不均衡数据分类时的性能；通过数据层面与算法

层面相结合的策略进行改进。
１．１　 数据层面的处理方法

由于不均衡数据集是数据样本之间比例不均

衡，可通过对各类别数据的增删，重新实现不同类别

数据样本之间的平衡。 数据重采样是最具代表性的

数据层面处理办法，可将其分为欠采样、过采样，以
及二者结合的混合采样方法。 最简单的重采样为随

机过采样（ＲＯＳ）方法和随机欠采样（ＲＵＳ）方法。 通

过简单复制 ／删除部分样本的方式，达到平衡二类样

本比例的目的。 而随机方法的缺点是增加了过学习



的概率。 因此目前考虑更多的是启发式方法。
Ｃｈａｗｌａ 提出的 ＳＭＯＴＥ［１］方法，是一种经典的启

发式过采样方法。 ＳＭＯＴＥ 方法首先为每一个少数

类样本随机地挑选出几个相邻的样本，然后在这个

少数类样本和挑出的邻近样本的连接线上，以随机

方式取点，生成没有重复的少数类样本。 因此，在很

大程度上解决了随机过采样方法产生的过拟合问

题。 此后，在 ＳＭＯＴＥ 方法的基础上形成了大量的

改进算法：如 Ｄ－ＳＭＯＴＥ 过抽样算法，是采用求最近

邻样本均值点的方法来生成少数类样本；Ｎ－ＳＭＯＴＥ
算法［２］，则采用了周围空间结构信息的邻居计算公

式来生成少数类样本等等。
启发式欠采样方法为达到更好的分类效果，采

用方法去除掉那些远离分类边界的、有数据重叠的、
且对分类作用不大的多数类样本。 典型的欠采样方

法有 Ｔｏｍｅｋ ｌｉｎｋｓ 方法［３］ 和 ＥＮＮ 方法等。 Ｔｏｍｅｋ
ｌｉｎｋｓ 方法是先判断两个不同类样本之间是否构成

了 Ｔｏｍｅｋ ｌｉｎｋｓ，是则进行样本剪辑；ＥＮＮ 算法的基

本思想是，删除离每个多数类样本最近的 ３ 个近邻

样本中的 ２ 个。 在实际应用中，为了达到最佳效果，
一般将各种欠采样和过采样方法混合使用。 在增加

少数类数据样本同时，减少了多数类数据样本，最终

达到两类数据样本平衡的目的。 ＳＭＯＴＥ ＋ Ｔｏｍｅｋ
ｌｉｎｋｓ、ＳＭＯＴＥ＋ＥＮＮ［４］是典型的混合采样方法。
１．２　 算法层面处理方法

在算法层面，不均衡数据学习常用的方法有：代
价敏感算法、集成学习方法、单类学习方法和特征选

择方法。
１．２．１　 代价敏感算法

传统分类器以实现样本整体误差最小为最终目

标。 在训练过程中，由于数量偏少的缘故，少数类样

本的预测准确率很低，甚至出现被忽略的情况。 为

了提升少数类的重要程度，代价敏感算法给少数类

样本造成的误差施加更大的惩罚。 算法的中心思想

是：运用该方法训练分类器的目标是最小化样本的

整体误分代价，不再追求实现样本整体误差最小化。
代价敏感算法的核心是代价矩阵的设计，其设计是

否合理，最终决定了分类模型的性能。 在二分类问

题中，代价矩阵见表 １。
　 　 其中， Ｃ ｉｊ 表示第 ｉ 类样本被误分成 ｊ 类的代价，
应赋大于 ０ 的值。 左对角线上的元素 Ｃ ｉｉ 表示被正

确分类的代价，其取值应为 ０。 重要的类别应赋更

大的代价，如 Ｃ ｉｊ ＞ Ｃ ｊｉ 表示第 ｉ 类样本比第 ｊ 类更重

要。 在类不均衡学习中，一般更为关心少数类样本。

如癌症检测中的指标异常、机器故障检测中出现的

异常等。 因此可将少数类视为重要类，在代价敏感

学习中赋予更大的错分代价［５］。 但误分代价具体

取值难以确定。
表 １　 二分类问题的代价矩阵

Ｔａｂ． １　 Ｔｈｅ ｃｏｓｔ ｍａｔｒｉｘ ｏｆ ｂｉｎａｒｙ ｃｌａｓｓｉｆｉｃａｔｉｏｎ

预测第 ｉ 类 预测第 ｊ 类

真实第 ｉ 类 Ｃｉｉ Ｃｉｊ

真实第 ｊ 类 Ｃ ｊｉ Ｃ ｊｊ

１．２．２　 集成学习算法

集成算法是将多个弱分类器组合构造成一个强

分类器。 由于单个算法能力有限，找到的多数是局

部最优解，而非全局最优解。 集成学习算法对多个

局部最优解进行综合，可以提升分类器的性能，已被

证明是一种能有效解决不均衡问题的技术。 典型的

集成 算 法 有 装 袋 方 法 （ Ｂａｇｇｉｎｇ ） 和 提 升 方 法

（Ｂｏｏｓｔｉｎｇ），其主要思想是先对训练集进行不同方式

的训练，得到不同的基分类器；再对基分类器进行组

合，最终达到提升集成分类器学习效果的目的。 在

Ｂａｇｇｉｎｇ 算法中，为了提高集成分类器泛化能力，以
有放回的方式从原始训练集中随机选取出若干样例

形成训练集，多次选取不同训练集以增加基分类器

差异度。 ＡｄａＢｏｏｓｔ 算法是 Ｂｏｏｓｔｉｎｇ 方法中的代表，
通过在迭代中加大被错误分类样本的权重，减少被

正确分类样本的权重，由有差异的训练样本集得到

不同的基分类器，最终经过加权集成为最终的分类

器。 在迭代过程中，Ｂａｇｇｉｎｇ 算法每个样本的权重都

一样，而 Ｂｏｏｓｔｉｎｇ 算法却能够根据样本的错误率不

断调整样本的权重。 因此，在处理不均衡分类问题

时，基于 Ｂｏｏｓｔｉｎｇ 的算法在一定程度上优于基于

Ｂａｇｇｉｎｇ 的算法［６］。
在实际处理不均衡数据分类时，通常将数据层

面的方法与算法层面的方法相结合，解决不均衡分

类问题。 如，将采样技术和集成算法结合。 其中最

典型的是 Ｎｉｔｅｓｈ Ｖ．Ｃｈａｗｌａ 提出的 ＳＭＯＴＥＢｏｏｓｔ［７］ 方
法。 该 方 法 通 过 结 合 ＳＭＯＴＥ 过 采 样 技 术 和

ＡｄａＢｏｏｓｔ 提升方法，来解决不均衡数据分类问题。
ＳＭＯＴＥＢｏｏｓｔ 算法在训练开始前，先使用 ＳＭＯＴＥ 方

法生成少数类样本，再使用 Ａｄａｂｏｏｓｔ 方法对样本分

类，提升了少数类样本的分类准确率，避免了过拟

合。 此外，将采样和代价敏感算法相结合，也是不均

衡数据学习的一类重要方法。
对常用的集成算法进一步集成就形成了混合集

成算法。 为防止采用降采样技术后，造成多数类样
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本信息丢失的情况， Ｌｉｕ 等提出 ＥａｓｙＥｎｓｅｍｂｌｅ 和

ＢａｌａｎｃｅＣａｓｃａｄｅ 算法［３］。 ＥａｓｙＥｎｓｅｍｂｌｅ 算法首先利

用 Ｂａｇｇｉｎｇ 技术对多数类样本进行多次有放回随机

采样，形成多个与少数类样本数量相同的多数类样

本子集；接着将每个多数类样本子集与少数类样本

组合，用 ＡｄａＢｏｏｓｔ 方法训练分类器；最后将所有的

多 数 类 子 集 所 形 成 的 分 类 器 再 组 合。
ＢａｌａｎｃｅＣａｓｃａｄｅ 算法与 ＥａｓｙＥｎｓｅｍｂｌｅ 算法的原理类

似，区别之处在于每一次形成多数类样本子集时，已
正确分类的多数类样本将被从多数类样本集中去

掉。
此外，单类学习方法是在分类时，只识别样本中

的少数类，主要应用于异常检测领域。 特征选择从

已知的特征集合中选择出代表性特征子集，从而保

留原数据的主要信息，其目的是去除冗余特征。 在

不均衡数据集中选出关键的区分特征，将会增强少

数类和多数类的区分度，提升分类器中少数类和整

体的正确率。
２　 不均衡数据分类器评估指标

评价分类器性能的指标有查准率、召回率（查
全率）、 Ｆ － ｍｅａｓｕｒｅ、ＡＵＣ 等。 对于传统分类器来

说，数据集中多数类和少数类的分布大致保持均衡，
分类准确率是最常用的性能评价指标。 对不均衡数

据集，则不能用准确率去评价一个分类器的好坏了，
而常用 Ｇ － ｍｅａｎ和 Ｆ － ｍｅａｓｕｒｅ、ＡＵＣ作为分类器性

能的评估指标。
表 ２　 分类结果的混淆矩阵

Ｔａｂ． ２　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｏｆ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ

预测正类 预测负类

真实正类 ＴＰ（真正） ＦＮ（假负）

真实负类 ＦＰ（假正） ＴＮ（真负）

　 　 表 ２ 表达的是二类分类结果的混淆矩阵。 表中

ＴＰ和 ＴＮ分别表示被正确预测的正类、负类样本数，
ＦＰ和ＦＮ则分别表示被错误预测为正类的负类样本

数和被错误预测为负类的正类样本数。 因 ＴＰ ＋ ＴＮ
是分类器正确预测的样本数，ＦＰ ＋ ＦＮ 则是分类错

误的样本数量，ＴＰ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ是所有数据样本

数量。 则分类准确率 Ａｃｃ 可以由式（１） 得出：

Ａｃｃ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ

． （１）

　 　 查准率 Ｐｒｅｃｉｓｉｏｎ、召回率（查全率）Ｒｅｃａｌｌ、真正

率 ＴＰＲ、真负率 ＴＮＲ 等指标，也可由这 ４ 个变量，通
过以下各式得到：

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

， （２）

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

， （３）

ＴＰＲ ＝ ＴＰ
ＴＰ ＋ ＦＮ

， （４）

ＴＮＲ ＝ ＴＮ
ＴＮ ＋ ＦＰ

． （５）

　 　 其中， 查准率和召回率是一对矛盾的度量指

标，一个指标高时，另一指标往往偏低。 为实现两者

之间的平衡，将其合并为一个 Ｆ － ｍｅａｓｕｒｅ度量。 只

有当查准率和召回率都高时，Ｆ － ｍｅａｓｕｒｅ 的值才会

大，其计算公式如下：

Ｆ － ｍｅａｓｕｒｅ ＝ ２ × Ｐｒｅｃｉｓｉｏｎ × Ｒｅｃａｌｌ
Ｐｒｅｃｉｓｉｏｎ ＋ Ｒｅｃａｌｌ

． （６）

　 　 此外，采用 Ｇ － ｍｅａｎ来衡量真正率 ＴＰＲ和真负

率 ＴＮＲ 之间的关系。 只有当正类和负类的准确率

同时都高时，Ｇ － ｍｅａｎ值才会高，Ｇ － ｍｅａｎ值可用来

衡量不均衡分类器的整体准确率， 其计算公式如

下：

Ｇ － ｍｅａｎ ＝ 　 ＴＰＲ × ＴＮＲ ． （７）
　 　 在不均衡数据学习中，还有一种常用的性能评

价标准： 受控者操纵特征曲线下面积（ＡＵＣ）。 受控

者操纵特征曲线（ＲＯＣ） 显示了分类模型真正率和

假正率之间的关系，是对各样本的决策输出值排序

而形成的。 ＲＯＣ 曲线下的面积就是 ＡＵＣ 测度，
ＡＵＣ 能很好地评价不均衡分类器的泛化性能。

Ｆ － ｍｅａｓｕｒｅ、Ｇ － ｍｅａｎ 与 ＡＵＣ 的取值范围均为

［０，１］， 分类器性能与其值成正比，即指标值越大，
分类器性能越好。
３　 各种策略分析实验

各种处理不均衡数据集的方法各有优劣。 在不

同的应用场景下，对各种不同的数据类型，需要采用

不同的处理方法。 下面对常用的 ３ 种类不均衡分类

策略：重采样方法、代价敏感学习、集成学习及其组

合方法进行实验分析比较。 本文试验数据来自于

ＫＥＥＬ 数据集（ ｈｔｔｐ： ／ ／ ｗｗｗ． ｋｅｅｌ． ｅｓ ／ ）， 本文从中选

取了 １０ 个样本数据集，见表 ３。 使用基于 Ｊａｖａ 语言

的开源软件 ＫＥＥＬ 实现了不均衡数据集的分类学

习。 ＫＥＥＬ 软件有专门的不均衡数据学习模块，集
成了大部分主流的不均衡数据处理方法。 实验采用

Ｇ － ｍｅａｎ 和 ＡＵＣ 值作为评价不均衡分类学习能力

的指标，用 Ｇ － ｍｅａｎ 值衡量分类器的准确率，ＡＵＣ
值衡量分类器的泛化性能， 取值越大，性能越优。

３２第 １１ 期 杨小军， 等： 二类不均衡数据分类问题常用策略研究



实验采用 ５ 折交叉验证法。 实验环境具体配置为：
处理器为 Ｉｎｔｅｌ ｉ７ － ４７２０ ２． ６０ＧＨｚ；８Ｇ 内存；６４ 位

ｗｉｎｄｏｗｓ 操作系统。
３．１　 实验方法与结果

（１）重采样方法在不均衡数据集上的分类性能

比较。 实验选用了过采样方法 ＳＭＯＴＥ、欠采样方法

Ｔｏｍｅｋ ｌｉｎｋｓ 方法、混合采样方法 ＳＭＯＴＥ ＿ Ｔｏｍｅｋ
ｌｉｎｋｓ 和 ＳＭＯＴＥ＿ＥＮＮ 方法。 通过重采样方法实现

了数据集的再平衡之后，选用常用的决策树算法

Ｃ４．５ 进行分类。 各种重采样方法与 Ｃ４．５ 算法的结

合在不同数据集上的性能见表 ４。 表中的 ＴＬ 表示

Ｔｏｍｅｋ ｌｉｎｋｓ 欠采样方法，ＳＭＯＴＥ＿ＴＬ 表示 ＳＭＯＴＥ＿

Ｔｏｍｅｋ ｌｉｎｋｓ 混合采样方法。
表 ３　 不均衡数据集基本信息

Ｔａｂ． ３　 Ｂａｓｉｃ ｉｎｆｏｒｍａｔｉｏｎ ａｂｏｕｔ ｉｍｂａｌａｎｃｅｄ ｄａｔａ ｓｅｔｓ

样本集 记录个数 属性个数 不均衡比率

ｗｉｓｃｏｎｓｉｎ ６８３ ９ １．８６
Ｈａｂｅｒｍａｎ ３０６ ３ ２．７８
ｖｅｈｉｃｌｅ０ ８４６ １８ ３．２５
ｙｅａｓｔ３ １４８４ ８ ８．１
ｅｃｏｌｉ４ ３３６ ７ １５．８

ｇｌａｓｓ－０－１－６＿ｖｓ＿５ １８４ ９ １９．４４
ｙｅａｓｔ－１－２－８－９＿ｖｓ＿７ ９４７ ８ ３０．５７

ｅｃｏｌｉ－０－１－３－７＿ｖｓ＿２－６ ２８１ ７ ３９．１４
ｙｅａｓｔ６ １４８４ ８ ４１．４

ａｂａｌｏｎｅ１９ ４１７４ ８ １２９．４４

表 ４　 重采样方法性能比较

Ｔａｂ． ４　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｓａｍｐｌｅ ｍｅｔｈｏｄ

样本集

Ｇ － ｍｅａｎ 值

ＳＭＯＴＥ＋

Ｃ４．５
ＴＬ＋Ｃ４．５

ＳＭＯＴＥ＿ＴＬ ＋

Ｃ４．５
ＳＭＯＴＥ＿ＥＮＮ ＋

Ｃ４．５

ＡＵＣ 值

ＳＭＯＴＥ＋

Ｃ４．５
ＴＬ＋Ｃ４．５

ＳＭＯＴＥ＿ＴＬ＋

Ｃ４．５
ＳＭＯＴＥ＿ＥＮＮ＋

Ｃ４．５

ｗｉｓｃｏｎｓｉｎ ０．９６ ０．９５０ ９ ０．９４９ ０．９４５ ６ ０．９６０ １ ０．９５１ ２ ０．９４９ １ ０．９４５ ９

Ｈａｂｅｒｍａｎ ０．６１８ ６ ０．６０６ ０．６００ ６ ０．５７６ ７ ０．６３６ ４ ０．６３２ ８ ０．６１１ １ ０．５８９ １

ｖｅｈｉｃｌｅ０ ０．９３５ ９ ０．９２７ ７ ０．９２１ ９ ０．９２７ ８ ０．９３６ ０ ０．９２８ ２ ０．９２２ ４ ０．９３０ ３

ｙｅａｓｔ３ ０．９０３ ３ ０．８８７ ４ ０．８９ ０．９１２ ８ ０．９０４ ４ ０．８９０ ８ ０．８９１ ０ ０．９１３ ３

ｅｃｏｌｉ４ ０．９５０ ２ ０．７７７ ７ ０．８６１ ７ ０．８８３ ５ ０．９５１ ３ ０．８１３ ９ ０．８６９ ９ ０．８８７ ０

ｇｌａｓｓ－０－１－６＿ｖｓ＿５ ０．９５６ ０．７９４ ２ ０．８５１ ３ ０．９５８ ９ ０．９５７ １ ０．８９１ ４ ０．８６５ ７ ０．９６

ｙｅａｓｔ－１－２－８－９＿ｖｓ＿７ ０．６３５ ７ ０．２４３ ４ ０．５２７ ０．５６５ ４ ０．６７４ ４ ０．５４４ ０ ０．６０７ ８ ０．６１８ ２

ｅｃｏｌｉ－０－１－３－７＿ｖｓ＿２－６ ０．３２３ ７ ０．７４０ １ ０．７１５ ８ ０．７７０ ２ ０．６１９ ０ ０．８４８ １ ０．８２２ ７ ０．８６９ ０

ｙｅａｓｔ６ ０．８１３ ４ ０．７５７ ７ ０．８１３ ６ ０．８２２ １ ０．８３０ ６ ０．７９５ ５ ０．８３０ ６ ０．８３６ ９

ａｂａｌｏｎｅ１９ ０．３３８ ９ ０ ０．３６８ １ ０．４９１ ６ ０．５５５ ８ ０．５ ０．５６６ １ ０．６０５ ３

　 　 （２）３ 种代价敏感算法在不同数据集上的性能

比较。 实验结果见表 ５。 Ｃ４．５ＣＳ 表示代价敏感决策

树算法， ＳＶＭＣＳ 表示代价敏感支持向量机算法，
ＮＮＣＳ 表示代价敏感神经网络算法。

表 ５　 代价敏感方法性能比较

Ｔａｂ． ５　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｏｓｔ－ｓｅｎｓｉｔｉｖｅ ｌｅａｒｎｉｎｇ ｍｅｔｈｏｄ

样本集
Ｇ － ｍｅａｎ 值

Ｃ４．５ＣＳ ＳＶＭＣＳ ＮＮＣＳ

ＡＵＣ 值

Ｃ４．５ＣＳ ＳＶＭＣＳ ＮＮＣＳ

ｗｉｓｃｏｎｓｉｎ ０．９６３ ５ ０．９７０ ７ ０．９６２ ２ ０．９６３ ６ ０．９７０ ７ ０．９６２ ４

Ｈａｂｅｒｍａｎ ０．５００ ４ ０．５６９ ８ ０．５５７ １ ０．５７５ ２ ０．６１９ ７ ０．５７６ ５

ｖｅｈｉｃｌｅ０ ０．９２８ ５ ０．９６２ ９ ０．７６９ ８ ０．９２８ ９ ０．９６３ ０．７８６ ２

ｙｅａｓｔ３ ０．９１１ ２ ０．８９４ ８ ０．７１６ １ ０．９１１ ７ ０．８９５ １ ０．７４２ ９

ｅｃｏｌｉ４ ０．８５３ ４ ０．９５１ ２ ０．５０８ ４ ０．８６３ ６ ０．９５２ ９ ０．６６

ｇｌａｓｓ－０－１－６＿ｖｓ＿５ ０．９８８ ５ ０．９７３ ９ ０．８７０ ４ ０．９８８ ６ ０．９７４ ３ ０．８８

ｙｅａｓｔ－１－２－８－９＿ｖｓ＿７ ０．６２０ ６ ０．７０７ ４ ０．４５３ ３ ０．６７６ ９ ０．７１３ １ ０．５０７ ８

ｅｃｏｌｉ－０－１－３－７＿ｖｓ＿２－６ ０．７３４ ６ ０．７６８ ３ ０．６７０ ９ ０．８２８ １ ０．８６９ ０．７８７ ３

ｙｅａｓｔ６ ０．７８４ ５ ０．８７３ ０．４６３ ３ ０．８０８ ２ ０．８７５ ８ ０．５６２ ４

ａｂａｌｏｎｅ１９ ０．３０７ １ ０．７５５ ７ ０．３０４ ４ ０．５７ ０．７６１ ５ ０．４１０ ８

４２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　



　 　 （３）重采样方法 ＳＭＯＴＥ 和 ＳＭＯＴＥ＿ＥＮＮ 方法

性能比较。 选用经典的重采样方法 ＳＭＯＴＥ 和

ＳＭＯＴＥ＿ＥＮＮ 方法，将其与代价敏感决策树算法

Ｃ４．５ＣＳ进行组合，观察其是否比与普通决策树算法

Ｃ４．５ 结合性能提升更大，结果见表 ６。

表 ６　 重采样与代价敏感集成方法性能比较

Ｔａｂ． ６　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｎｓｅｍｂｌｅ ｌｅａｒｎｉｎｇ ｍｅｔｈｏｄ ａｂｏｕｔ ｒｅｓａｍｐｌｅ ａｎｄ ｃｏｓｔ－ｓｅｎｓｉｔｉｖｅ ｌｅａｒｎｉｎｇ

样本集
Ｇ － ｍｅａｎ 值

ＳＭＯＴＥ＋Ｃ４．５ＣＳ ＳＭＯＴＥ＿ＥＮＮ ＋Ｃ４．５ＣＳ

ＡＵＣ 值

ＳＭＯＴＥ＋Ｃ４．５ＣＳ ＳＭＯＴＥ＿ＥＮＮ ＋Ｃ４．５ＣＳ

ｗｉｓｃｏｎｓｉｎ ０．９５７ ８ ０．９５４ ０ ０．９５７ ９ ０．９５４ ２

Ｈａｂｅｒｍａｎ ０．４３３ ５ ０．６４７ ９ ０．５７６ ６ ０．６５１ ８

ｖｅｈｉｃｌｅ０ ０．９２７ ６ ０．９２１ ６ ０．９２７ ７ ０．９２２ ９

ｙｅａｓｔ３ ０．９０３ ５ ０．９１１ ８ ０．９０４ ２ ０．９１３

ｅｃｏｌｉ４ ０．９４５ ３ ０．８８６ ９ ０．９４６ ５ ０．８９４ ９

ｇｌａｓｓ－０－１－６＿ｖｓ＿５ ０．９０１ ２ ０．８４９ ２ ０．９１ ０．８６２ ９

ｙｅａｓｔ－１－２－８－９＿ｖｓ＿７ ０．４４５ ８ ０．５４４ ８ ０．５５０ ５ ０．５７７ ５

ｅｃｏｌｉ－０－１－３－７＿ｖｓ＿２－６ ０．５２７ ６ ０．７４７ １ ０．７３１ ８ ０．８２０ ８

ｙｅａｓｔ６ ０．８１８ ３ ０．８２２ ２ ０．８３４ ２ ０．８３２ ９

ａｂａｌｏｎｅ１９ ０．４９４ ４ ０．３９０ ９ ０．５９６ ３ ０．５５９ ７

　 　 （４）经典集成方法性能比较。 比较 ３ 种经典集

成方法 ＳＭＯＴＥＢｏｏｓｔ、ＥａｓｙＥｎｓｅｍｂｌｅ、ＢａｌａｎｃｅＣａｓｃａｄｅ
在不同数据集上的性能，这 ３ 种集成方法均以 Ｃ４．５
决策树算法作为弱分类器，结果见表 ７。

表 ７　 经典集成方法性能比较

Ｔａｂ． ７　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｌａｓｓｉｃａｌ ｅｎｓｅｍｂｌｅ ｌｅａｒｎｉｎｇ ｍｅｔｈｏｄ

样本集
Ｇ － ｍｅａｎ 值

ＳＭＯＴＥＢｏｏｓｔ ＥａｓｙＥｎｓｅｍｂｌｅ ＢａｌａｎｃｅＣａｓｃａｄｅ

ＡＵＣ 值

ＳＭＯＴＥＢｏｏｓｔ ＥａｓｙＥｎｓｅｍｂｌｅ ＢａｌａｎｃｅＣａｓｃａｄｅ

ｗｉｓｃｏｎｓｉｎ ０．９６５ １ ０．９６５ ８ ０．９６１ ０ ０．９６５ ２ ０．９６５ ９ ０．９６１ １

Ｈａｂｅｒｍａｎ ０．６０９ ７ ０．６５７ ４ ０．６３３ １ ０．６１４ ６ ０．６６１ ０．６３６ ８

ｖｅｈｉｃｌｅ０ ０．９７５ ９ ０．９５１ ５ ０．９２８ ２ ０．９７６ １ ０．９５１ ８ ０．９２８ ９

ｙｅａｓｔ３ ０．８８５ ２ ０．９１０ ９ ０．９１０ ９ ０．８８７ ８ ０．９１０ ９ ０．９１１ ６

ｅｃｏｌｉ４ ０．８７３ ８ ０．８８９ ８ ０．９１２ ２ ０．８８５ ７ ０．８９３ １ ０．９１４ ８

ｇｌａｓｓ－０－１－６＿ｖｓ＿５ ０．８６４ ３ ０．８６６ ５ ０．９６４ １ ０．８８ ０．８７２ ９ ０．９６５ ７

ｙｅａｓｔ－１－２－８－９＿ｖｓ＿７ ０．５６０ ２ ０．６５９ ２ ０．６７０ ２ ０．６５１ ４ ０．６７８ ４ ０．６７２ ７

ｅｃｏｌｉ－０－１－３－７＿ｖｓ＿２－６ ０．７２６ ３ ０．６８２ ７ ０．７０２ ７ ０．８３１ ７ ０．７９２ ２ ０．７９９ ７

ｙｅａｓｔ６ ０．７２５ ２ ０．８２４ ７ ０．８１３ ６ ０．７７４ ３ ０．８２９ ３ ０．８１６ ４

ａｂａｌｏｎｅ１９ ０．２３６ １ ０．６６０ ２ ０．６１５ ３ ０．５３６ ６ ０．６７１ ７ ０．６２３ ７

３．２　 实验结果分析

（１）重采样方法分析。 根据表 ４ 的实验结果，
过采样方法 ＳＭＯＴＥ 在大部分数据集上的 Ｇ－ｍｅａｎ
值和 ＡＵＣ 值都高于欠采样方法 Ｔｏｍｅｋ ｌｉｎｋｓ，只有在

一个数据集“ｅｃｏｌｉ－０－１－３－７＿ｖｓ＿２－６”上出现例外，
而且随着不平衡率的增加，二者之间的差值有逐渐

增大的趋势，这说明 ＳＭＯＴＥ 方法的性能全面优于

Ｔｏｍｅｋ ｌｉｎｋｓ 方法。 混合采样方面，当不均衡率小于

３ 时，ＳＭＯＴＥ＿ＴＬ 采样方法的 Ｇ－ｍｅａｎ 值和 ＡＵＣ 值

都高于 ＳＭＯＴＥ＿ＥＮＮ 方法。 不均衡率大于 ３ 后，

ＳＭＯＴＥ＿ＥＮＮ 方法的 Ｇ－ｍｅａｎ 值和 ＡＵＣ 值普遍高于

ＳＭＯＴＥ＿ＴＬ 方法，说明 ＳＭＯＴＥ＿ＥＮＮ 的准确率和泛

化性能优于 ＳＭＯＴＥ ＿ ＴＬ 方法。 比较 ＳＭＯＴＥ 和

ＳＭＯＴＥ＿ＥＮＮ 这两种相对更好的方法，当不平衡率

在 ３０ 以内时，ＳＭＯＴＥ 方法的 Ｇ－ｍｅａｎ 值和 ＡＵＣ 值

高于 ＳＭＯＴＥ＿ＥＮＮ 方法或是与其接近。 当不平衡率

超过 ３０ 时，ＳＭＯＴＥ＿ＥＮＮ 方法的 Ｇ－ｍｅａｎ 值和 ＡＵＣ
值才会高于 ＳＭＯＴＥ 方法。

（２）代价敏感学习方法分析。 根据表 ５ 的实验

结果，代价敏感支持向量机算法 ＳＶＭＣＳ 的 Ｇ－ｍｅａｎ
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值和 ＡＵＣ 值，大多数情况下都高于另外两种代价敏

感算法。 在不均衡比例较高时，代价敏感决策树方

法 Ｃ４． ５ＣＳ 的性能与代价敏感支持向量机算法

ＳＶＭＣＳ 的性能相差不大，在两个数据集中 Ｃ４．５ＣＳ
的准确率与泛化性能甚至超过了 ＳＶＭＣＳ 方法。 当

不均衡比例超过 １００ 时，如在“ ａｂａｌｏｎｅ１９”数据集

中，ＳＶＭＣＳ 的性能比另外两种代价敏感方法要高出

很多。 相比较而言，代价敏感神经网络算法的性能

比另外两种算法差。
（３）重采样方法与代价敏感方法集成分析。 根

据表 ６ 的实验结果，当不平衡率小于 １０ 时，二种集

成方法在不同数据集上所表现出的性能没有明显的

规律可循。 不平衡率在 １０ ～ ２０ 时，ＳＭＯＴＥ＋Ｃ４．５ＣＳ
集成方法的性能要强于 ＳＭＯＴＥ＿ＥＮＮ＋Ｃ４．５ＣＳ集成

方法。 当不平衡率在 ２０ ～ １００ 时则相反，ＳＭＯＴＥ＿
ＥＮＮ＋Ｃ４．５ＣＳ 方法的性能要强于 ＳＭＯＴＥ＋Ｃ４．５ＣＳ 方

法。 当数据分布严重不均衡时，ＳＭＯＴＥ＋Ｃ４．５ＣＳ 方

法的性能又超过了 ＳＭＯＴＥ＿ＥＮＮ＋Ｃ４．５ＣＳ 方法。 总

体而言，重采样方法与代价敏感方法的集成方法其

性能表现出的规律性不强。
（４）Ｃ４．５ 为基分类器的 ３ 种经典集成方法比较

分析。 根据表 ７ 的实验结果，当不均衡率小于 ３ 时，
ＥａｓｙＥｎｓｅｍｂｌｅ 方法的性能优于其它二种方法。 不平

衡率在 ８～３０ 之间时，ＢａｌａｎｃｅＣａｓｃａｄｅ 的性能要强于

ＳＭＯＴＥＢｏｏｓｔ 方法和 ＥａｓｙＥｎｓｅｍｂｌｅ 方法。 当不均衡

率超过 ４０ 后，ＥａｓｙＥｎｓｅｍｂｌｅ 较另外两种集成方法重

新取得了性能优势。 当不均衡率超过 １００ 时，
ＳＭＯＴＥＢｏｏｓｔ 方法的 Ｇ－ｍｅａｎ 值明显下降，ＡＵＣ 值也

不如另外两种算法。
４　 结束语

迄今为止，对于不均衡数据分类的理论成果非

常少，本文所作的研究也只是在实验数据的基础上，
总结出一些经验性的结果，迫切需要进行更深入的

理论分析和研究。 另外，目前研究不均衡分类问题

都是基于不均衡的二分类问题，即使是不均衡的多

类问题，也是通过将原问题分解成二类问题的方法

去解决，并没有针对多类不均衡问题公认的评价指

标。 因此，需要进一步的深入研究，提出针对多类不

均衡分类问题的评价指标和相应的学习算法。
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