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基于卷积神经网络的天气现象识别方法研究
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摘　 要： 为实现基于图片的天气现象识别，本文提出一种基于卷积神经网络的天气现象识别技术。 深度学习在图片分类方面

表现出了巨大的优势，本文采用最新的卷积神经网络模型 ＤｅｎｓｅＮｅｔ，自动提取图像中每种天气现象的特征，通过对同一地点

拍摄的晴、阴、雨、雪 ４ 种天气进行训练、测试，得到最终的识别结果。 实验结果表明，该方法对图片中天气的识别达到了预期

的效果，并且相较于传统的方法减少了实验步骤，缩短了时间。
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０　 引　 言

在现代道路交通中，恶劣的天气条件会对城市交

通产生很大的影响。 雾、雪和其它极端天气条件可能

导致交通拥堵、驾驶员视野的模糊以及道路的湿滑会

造成严重的交通事故。 通过对天气和环境的实时检

测，结合交通信息，可以有效减少恶劣天气对道路交

通造成的影响，提高恶劣天气下的出行效率。 因此，
实现天气状况的实时预测在很多方面具有重要意义。

传统的天气现象检测方法中，主要是通过气象

卫星检测结果，结合地面观测站建立的大气模型实

现天气预测［１－２］。 该方法可以实现大范围的天气趋

势预报，对小区域的实时天气预报准确度较低。 通

过布置大量的传感器，可以提高预测的精度，但传感

器部署和维护的成本较高，实现难度大。 视觉图像

采集具有成本低、效率高等优点，如果将城市中大量

部署的交通摄像头和网络摄像头结合起来，通过机

器学习的方法，对摄像头采集到的户外图像进行处

理，识别范围将会更加广泛。 文献［３］通过图片中

ＨＩＳ 空间直方图等特征，判断辅助驾驶系统拍摄的

图像是晴天还是雨天；文献［４］分析了天气现象对

图像的影响，提取图像功率谱斜率、对比度、噪声等

特征进行训练，建立决策树，并在非叶子节点构造

ＳＶＭ 分类器，实现了对室外图像中的天气现象识

别。 但这些方法只能识别特定场景下拍摄的图片，
而且训练过程复杂，无法满足越来越高的要求。
　 　 随着卷积神经网络［５－７］ 的发展，其在图片分类

方面的优势更加明显。 因此，本文将卷积神经网络

应用到基于图片的天气分类中。 该方法借助卷积神

经网络不用手工提取图像特征的优点，对拍摄于同

一地点、不同时刻的 ４ 种天气图片进行训练、测试，
取得了较好的结果。

１　 ＤｅｎｓｅＮｅｔ 模型

图片的移动、规模大小和变形对于 ＣＮＮｓ 的分

类识别没有影响。 在自然图像识别任务，特别是复

杂的现实环境中的图像识别中，ＣＮＮｓ 都有出色的

表现。 ＣＮＮ 的实现过程如图 １ 所示。
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图 １　 ＣＮＮ 训练过程

Ｆｉｇ． １　 ＣＮＮ ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓｓ

　 　 ＤｅｎｓｅＮｅｔ［８－９］是 ２０１７ 年 ＣＶＰＲ 会议上提出的一

种新的卷积神经网络模型，具有密集连接的网络结

构。 在该网络中，任何两层之间都有直接的连接，网
络每一层的输入是之前所有层输出的并集，该层所

学习 的 特 征 图 也 会 作 为 之 后 所 有 层 的 输 入。
ＤｅｎｓｅＮｅｔ 的模型结构［１０］如图 ２ 所示。
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图 ２　 ＤｅｎｓｅＮｅｔ 模型结构图

Ｆｉｇ． ２　 ＤｅｎｓｅＮｅｔ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 设第 Ｌ 层的变换函数为 Ｈ＿Ｌ ，输出为 Ｙ＿Ｌ， 可

以用下式表示 ＤｅｎｓｅＮｅｔ 每一层的变换：
Ｙ＿Ｌ ＝ Ｈ＿Ｌ（［Ｙ＿０，Ｙ＿１，．．．，Ｙ＿｛Ｌ － １｝］） （１）

　 　 ＤｅｎｓｅＮｅｔ 与其它网络最主要的不同是：
（１）网络中的每一层都直接与前面层相连，实

现特征的重复利用。
（２）网络的每一层都设计的特别“窄”，每层都

只学习非常少的特征图，从而达到降低冗余性的目

的。 其中网络密集连接是基于网络设计“窄”的前

提，否则在训练过程中会出现欠拟合的现象。
与此同时，ＤｅｎｓｅＮｅｔ 还有如下优点：
（１）省参数。 在 ＩｍａｇｅＮｅｔ 数据集［１１－１２］ 上实验

达到相同的识别率，ＤｅｎｓｅＮｅｔ 的参数量是 ＲｅｓＮｅｔ［１３］

的一半。 模型越小可以明显的减小带宽，大大减少

支出。
（２） 省计算。 相较于其它神经网络模 型，

ＤｅｎｓｅＮｅｔ 的计算量只有其它神经网络模型的一半。
鉴于 ＤｅｎｓｅＮｅｔ 的各种优势，本文选其作为训练

模型，将数据集中的训练集进行训练获得模型，利用

模型获得单张图片的识别结果。

２　 实　 验

由于缺乏大规模的天气数据集，本文使用互联

网上获得的小规模图片，这些图片拍摄于同一地点

的不同时间段，可以分为 ４ 个类别：晴天、阴天、降雨

和降雪，所有图片的分辨率均为 ２２４×２２４。 因为数

据集较少，本文将数据集中 ６０％的图片作为训练

集，全部图片作为验证集，经过多次迭代获得训练模

型。 ４ 种样本天气图像如图 ３（ａ） ～图 ３（ｄ）所示。

（ａ） 晴天图像　 　 　 　 　 　 　 （ｂ） 阴天图像

（ａ） Ｓｕｎｎｙ ｄａｙ ｉｍａｇｅ　 　 　 　 （ｂ） Ｃｌｏｕｄｙ ｉｍａｇｅ

（ｃ） 雨天图像　 　 　 　 　 　 　 　 （ｄ） 雪天图像

（ｃ） Ｒａｉｎｙ ｄａｙ ｉｍａｇｅ　 　 　 　 　 （ｄ） Ｓｎｏｗ ｄａｙ ｉｍａｇｅ
图 ３　 样本图像数据

Ｆｉｇ． ３　 Ｓａｍｐｌｅ ｉｍａｇｅ ｄａｔａ

　 　 为了保证实验的准确性，本文提出的算法是基

于 ｔｅｎｓｏｒｆｌｏｗ 后端的 ｋｅｒａｓ 深度学习库的开源代码。
在 Ａｎａｃｏｎｄａ 平台下使用 ｐｙｔｈｏｎ３．６ 进行编程。 实验

中用到的 ＤｅｎｓｅＮｅｔ 模型共 ７０９ 层，在该结构中使用

全局池化层（ＧＡＰ）来替代全连接层，学习率设为

０．００１，使用权值衰减防止过拟合，权值衰减设定为

０．０００１。
在代码中调用了绘图模块，训练结果的准确率
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和损失会以曲线图的形式表现出来，如图 ４ 和图 ５
所示（红色为训练结果，蓝色为验证结果）。 在该实

验中共训练迭代 ２０ 次，在第十次迭代之后，准确率

逐渐增长缓慢，趋于稳定。
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图 ４　 训练和验证准确率
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图 ５　 训练和验证损失值

Ｆｉｇ． ５　 Ｔｒａｉｎｉｎｇ ａｎｄ ｖｅｒｉｆｉｃａｔｉｏｎ ｌｏｓｓ ｖａｌｕｅｓ

　 　 通过测试实验，可以获得数据集中每张图片的

天气识别结果。 该方法对晴天和阴天的识别率高于

雨天和雪天。 通过图片分析发现，雨雪天错误率较

高的主要原因是图片的数量较少，降雨过程中形成

的水雾影响了图片的质量。

３　 结束语

本文提出了一种基于卷积神经网络的天气现象

识别方法，相较于传统的机器学习识别方法，该方法

省去了手动提取图像中各类天气特征的步骤，大大

节省了识别时间。由实验结果可知，该方法在对图

像中的天气现象进行识别时取得了不错的结果，为
接下来的研究打下了基础。 由于本文使用的是小样

本，而卷积神经网络在大量样本时才能获得更加准

确的识别率。 在接下来的工作中，可在以下几个方

面作出改进：
（１）扩充数据集的大小，可以在固定位置设置

摄像头，固定间隔时间拍摄图片，对每张图片中的天

气现象进行手工标记。
（２）利用多种神经网络进行天气识别，将获得

的多个结果进行融合，以期得到更准确的结果。
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