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基于卷积神经网络的白细胞二分类的研究

崔兆文， 王　 武

（贵州大学 电气工程学院， 贵阳 ５５００２５）

摘　 要： 随着计算机技术的快速发展，利用深度学习和图像处理技术辅助医师完成医疗诊断成为研究的热点问题之一。 在医

疗临床领域，人体外周血白细胞的检测对疾病的判断有不可或缺的作用，提出了基于深度学习的一种人体外周血白细胞分类

的方法。 首先建立了卷积神经网络模型，采用中值滤波和图像压缩技术对人体外周血血液图像进行预处理。 利用衰减因子

防止卷积神经网络过拟合，同时利用粒子群算法对衰减因子进行优化，寻找最优的衰减因子。 实验表明，优化后的神经网络

模型对无颗粒白细胞识别率为 ９６．６１％，对有颗粒白细胞识别率为 ９６．５６％，基本满足既定目标。 利用卷积神经网络的方法，在
避免精确分割细胞复杂性的同时避免人工选取特征的差异性，而且取得了不错的准确率。
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０　 引　 言

人体外周血是人体的不可或缺的成分，血液细

胞数量的检测是评估健康状况的一项重要的指标。
血液细胞基本分为 ３ 种，分别是红细胞（Ｒｅｄ Ｂｌｏｏｄ
Ｃｅｌｌ， ＲＢＣ）、白细胞（Ｗｈｉｔｅ Ｂｌｏｏｄ Ｃｅｌｌ， ＷＢＣ）和血

小板。 传统的血细胞仪耗时较长，并且会破坏血液

中血细胞的形态，不便于医生对血液细胞的形态进

一步观察。
随着计算机水平的不断提高，机器学习与深度

学习迎来了快速的发展，特别是在图像处理领域得

到了越来越广泛的应用。 本文主要研究血液中白细

胞二分类的问题，即血液中白细胞分为有粒白细胞

（又称为粒细胞）和无粒白细胞。
赵晓晴等人［１］ 的研究将血液细胞色彩空间从

ＲＧＢ 转到 ＨＳＶ，从而在 ＨＳＶ 图层进行分析，同时利

用基于距离的分水岭算法对图像进行分割。 贾洪

飞［２］利用 ＨＩＳ 色彩空间对白细胞进行定位，同时利

用深度学习网络完成对白细胞进一步的分类。
Ｂｏｄｚáｓ 等人［３］提出一种基于传统数字图像处理技

术和机器学习算法的自动识别急性淋巴细胞白血病

的方法，引入三阶段过滤算法获取最佳分割结果，应
用机器学习分类器、人工神经网络和支持向量机完

成分类工作。 Ｃｈｅｎ 等人［４］ 将特征提取和深度学习

与光子时间拉伸实现的高通量定量成像相结合，捕
获定量光学相位和强度图像，并提取单个细胞的多



种生物物理特征，这些生物物理测量形成一个多维

特征空间，用于细胞分类。
本文使用改进的卷积神经网络对人体外周血白

细胞进行分类，并在卷积神经网络的基础上引入衰

减因子，防止卷积神经网络出现过拟合的情况，再通

过粒子群算法优化衰减因子参数。 数据集为 Ｋａｇｇｌｅ
上 ２０１８ 年发布的数据集。

１　 理论与方法

改进卷积神经网络方法血液白细胞图像的总体

分布框图如图 １ 所示。 由图 １ 可知，首先设计初始

的卷积神经网络，然后导入通过预处理的外周血白

细胞图片的数据集。 在原有卷积神经网络的基础上

引入衰减因子，防止卷积神经网络出现过拟合的情

况，同时利用粒子群算法对衰减因子的参数进行优

化，找到最适合卷积神经网络的衰减因子的参数。
每一次衰减因子参数的更新都需要重新运行一次网

络。 接 下 来， 本 文 拟 介 绍 卷 积 神 经 网 络

（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ， ＣＮＮ）结构设计、图
像预处理、学习率衰减以及粒子群算法［５］。
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图 １　 改进卷积神经网络方法血液白细胞图像的总体分布框图
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１．１　 卷积神经网络结构设计

本文研究基于卷积神经网络的人体外周血白细

胞二分类的方法。 卷积神经网络是一类含卷积计算

的前馈神经网络，是深度学习的代表算法之一，卷积

神经网络具有表征学习的能力，能够对输入信息进

行平移不变的分类。
卷积神经网络一般由输入层、卷积层、池化层、

全连接层和输出层组成。 其中，卷积层是实现卷积

神经网络特征提取功能的核心，相当于特征提取器。
池化层能够压缩数据和减少提取出图像中的特征，
进而压缩图片。 全连接层的输入是将卷积层和池化

层提取的特征进行加权，将特征空间通过非线性变

换映射到样本标记空间。
　 　 卷积神经网络架构如图 ２ 所示。 研究中，建立

初步卷积神经网络框架，卷积神经网络由 １ 个输入

层、６ 个卷积层、２ 个池化层、１ 个全连接层以及 １ 个

输出层组成。 本文卷积核的大小均为 ３∗３，步长均

为 １，采用“ＳＭＡＥ”方式，保证输入图片和输出图片

大小一致。 本文池化核大小为 ２∗２，步长为 ２，采取

最大池化的方法。 文中设计的卷积神经网络，以二

分类为例，得到的每层信息见表 １。 由表 １ 可知，第
一个卷积层的卷积核个数为 ３２，第二个卷积层的卷

积核个数为 ６４，第三个卷积层的卷积核个数为 １２８，
第四个卷积层的卷积核个数为 １９２，第五个卷积层

的卷积核个数为 １２８，全连接层神经元个数为 ２５６，
输出层神经元个数为 ２。

表 １　 二分类卷积神经网络信息表

Ｔａｂ． １　 Ｉｎｆｏｒｍａｔｉｏｎ ｔａｂｌｅ ｏｆ ｂｉｎａｒｙ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

层 数据 参数

输入层 （Ｎｏｎｅ， ５６， ５６， ３） ０

卷积层 １ （Ｎｏｎｅ， ５６， ５６， ３２） ８９６

池化层 １ （Ｎｏｎｅ， ２８， ２８， ３２） ０

卷积层 ２ （Ｎｏｎｅ， ２８， ２８， ６４） １８ ４９６

卷积层 ３ （Ｎｏｎｅ， ２８， ２８， １２８） ７３ ８５６

卷积层 ４ （Ｎｏｎｅ， ２８， ２８， １９２） ２２１ ３７６

池化层 ２ （Ｎｏｎｅ， １４， １４， １９２） ０

卷积层 ５ （Ｎｏｎｅ， １４， １４， １２８） ２２１ ３１２

全连接层 （Ｎｏｎｅ， ２５６） ６ ４２２ ７８４

输出层 （Ｎｏｎｅ， ２） ５１４

　 　 本文选取的作为神经元在卷积层与全连接层的

激活函数的数学公式可写为：
Ｒｅｌｕ ＝ ｍａｘ（０，ｘ） （１）

　 　 其中， ｍａｘ 表示取 ０ 和 ｘ 中的最大值。
本文选取的作为神经元在输出层的激活函数，

可使得输出层神经元输出映射到 （０，１） 区间内，方
便损失函数的建立。 该激活函数的数学公式为：

６５１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



Ｓｉ ＝
ｅｚｉ

∑ｅｚｉ
（２）

　 　 其中， ｚｉ 表示输出层第 ｉ 激活函数的输入。
本文选取的作为卷积神经网络的损失函数的数

学公式具体如下：

Ｌｏｓｓ ＝ － １
ｎ∑

ｎ

ｉ ＝ １
∑
ｍ

ｊ ＝ １
ｙ ｊ ｌｏｇ ｙ^ ｊ （３）

　 　 其中， Ｌｏｓｓ表示神经网络的损失值； ｎ表示训练

数据的个数； ｍ 表示训练数据的分类个数； ｙ ｊ 表示

训练数据的标签； ｙ^ ｊ 表示训练数据的预测值。
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图 ２　 卷积神经网络架构图

Ｆｉｇ． ２　 Ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

１．２　 图像预处理

数字图像的采集是在复杂的环境中进行的，在
采集与传输的过程中，难免会引入噪声，为了能够对

血液图像做到更好的识别，即需对原始血液图像进

行处理。 所以首先需要进行图像滤波。 图像滤波的

方式主要有 ２ 种：线性滤波和非线性滤波。 其中，线
性滤波的方式、比如均值滤波，对高斯噪声有较好的

抑制作用，但是并不能较好地保护图像的细节信息，
导致图片变得模糊。 非线性滤波、比如中值滤波，能
够较好地保护图像的细节信息，保持图片的清晰度。
本文选用的是中值滤波。

中值滤波公式如下（４）所示：
Ｍ ＝ ＭＩＤ｛ｘ１，ｘ２，ｘ３，…，ｘｎ｝ ＝ ｘｎ１

＋ｎ
２
　 ｎ 为奇数 （４）

　 　 其中， Ｍ表示求取 ｎ个数据的中值，这里的 ｎ为

奇数；ＭＩＤ（） 是计算给定数据的中值的符号；ｘ１，ｘ２，
ｘ３，…，ｘｎ 表示原图像临近领域的像素点值，且其大

小排序为 ｘｎ１ ≤ ｘｎ２ ≤ ｘｎ３ ≤ … ≤ ｘｎｎ，排在中间的数

据则为 ｘｎ１
＋ｎ
２
。

在中值滤波后，需要对图片的尺寸进行处理，原
图像是 ６４０∗４８０∗３ 像素，本文将图片压缩成 ５６∗
５６∗３ 像素的图片，方便计算机处理与识别。
１．３　 学习率衰减

在卷积神经网络学习的过程中，随着训练的进

行、学习率将逐渐衰减，这样有利于卷积神经网络学

习模型的建立。 在训练过程开始时，使用较大的学

习率值，可以使结果快速收敛，随着训练的进行，逐

步降低学习率和收敛的速度，有助于找到最优结果。
目前，比较常用的 ２ 种学习率衰减方法：线性衰减和

指数衰减。 本文采用的是指数衰减的方式。 指数衰

减的数学定义的公式表述为：

ｌｒａｔｅ ＝ Ｉｎｉｔ＿ｌｒａｔｅ × ｄｒｏｐ⌊ １＋ｅｐｏｃｈ
ｅｐｏｃｈｓ＿ｄｒｏｐ」 （５）

　 　 其中， ｌｒａｔｅ 表示当前学习率； Ｉｎｉｔ＿ｌｒａｔｅ 表示初

始学习率； ｄｒｏｐ 表示衰减指数； ｅｐｏｃｈ 表示当前迭代

次数； ｅｐｏｃｈｓ＿ｄｒｏｐ 表示调整系数； ⌊」 表示对符号内

的数值向下取整。
利用这种衰减方式进行学习率的更新，可以使

得学习率的更新速度较慢，容易建立识别率较高的

深度学习模型。
１．４　 粒子群算法

粒 子 群 算 法 （ Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ Ｏｐｔｉｍｉｚａｔｉｏｎ，
ＰＳＯ），从随机解出发，并利用迭代寻找最优解，通过

适应度来评定解的品质。 这种算法具有实现容易、
精度高、收敛快等优点。
　 　 在 Ｄ 维空间中，设有 Ｎ 个粒子，粒子 ｉ 的位置为

ｘｉ ＝（ｘｉ１，ｘｉ２，ｘｉ３，…，ｘｉＤ）， 将 ｘｉ 代入适应函数 ｆ（ｘｉ）
可以求取函数值；粒子的速度为 ｖｉ ＝ （ｖｉ１，ｖｉ２，ｖｉ３，…，
ｖｉＤ）， 粒子 ｉ 个体经过的最佳位置： ｐｂｅｓｔｉ ＝ （ｐｉ１，ｐｉ２，
ｐｉ３，…，ｐｉＤ）， 种群所经历的最佳位置 ｇｂｅｓｔｉ ＝ （ｇ１，
ｇ２，ｇ３，…，ｇＤ）， 通常迭代中粒子的速度和位置应该

被限制，即在第 ｄ（１≤ ｄ≤Ｄ） 维的位置变化范围限

定在 ［Ｘｍｉｎ，ｄ，Ｘｍａｘ，ｄ］ 内， 速 度 变 化 范 围 限 定 在

［ － Ｖｍｉｎ，ｄ，Ｖｍａｘ，ｄ］ 内，粒子 ｉ 在第 ｄ 维的速度更新公
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式见如下：
ｖｋｉｄ ＝ ｗｖｋ－１ｉｄ ＋ ｃ１ｒ１（ｐｂｅｓｔｉｄ － ｘｋ－１

ｉｄ ） ＋ ｃ２ｒ２（ｐｂｅｓｔｄ －
ｘｋ－１
ｄ ） （６）

　 　 　 　 　 　 ｘｋ
ｉｄ ＝ ｘｋ－１

ｉｄ ＋ ｖｋ－１ｉｄ （７）
其中， ｖｋｉｄ 表示第 ｋ 次迭代粒子 ｉ 第 ｄ 维飞行速

度； ｘｋ
ｉｄ 表示第 ｋ 次迭代粒子 ｉ 第 ｄ 维飞行位置； ｃ１，

ｃ２ 表示学习最大步长； ｒ１，ｒ２ 表示 ２ 个随机数，取值

为［０，１］，增加搜索随机性； ｗ 表示惯性权重，用于

调节搜索范围。
由以上公式推知，粒子速度的更新与粒子先前

的速度有关，粒子当前位置与粒子最佳位置的偏差

以及粒子当前位置与种群最佳位置的偏差有关。
粒子群算法优化流程如图 ３ 所示。 由图 ３ 可

知，首先对粒子群进行初始化，包括群体的规模大

小、粒子的随机位置以及粒子的初始速度。 根据适

应度评价函数，确定每个粒子的适应度，每个粒子将

其当前适应度与历史最佳适应度做比较，如果当前

适应值比历史最佳适应值更高，更新当前位置为粒

子历史最佳位置；同样地，将粒子当前位置与种群最

佳位置进行比较，如果当前适应度高，更新当前位置

为粒子历史最佳位置。 根据式（６）和式（７）更新粒

子的速度与位置。 继续根据适应度评价函数来判

断，确定更新后的参数。 继续反复进行参数的更新，
直到满足条件或达到最大迭代次数。

更新适应度pbest、gbest
更新粒子位置和速度

达到迭代次数
或满足要求

结束

计算粒子
适应度

初始化
粒子群

开始

Y

N

图 ３　 粒子群算法优化流程图

Ｆｉｇ． ３　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ Ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ

　 　 本文主要是使用粒子群算法对衰减因子中的

Ｉｎｉｔ＿ｌｒａｔｅ、ｄｒｏｐ 和 ｅｐｏｃｈｓ＿ｄｒｏｐ 参数进行优化。 同

时，本文选取的粒子群优化算法的适应度函数可写

为如下形式：
Ｆ（Ｘ） ＝ ０．５Ｌｏｓｓｔｒａｉｎ（Ｘ） ＋ ０．５Ｌｏｓｓｔｅｘｔ（Ｘ） （８）

　 　 其中， Ｆ（Ｘ） 表示适应度函数； Ｌｏｓｓｔｒａｉｎ（Ｘ） 表示

训练数据的损失函数； Ｌｏｓｓｔｅｘｔ（Ｘ） 表示测试数据的

损失 函 数； Ｘ 表 示 衰 减 因 子 （ Ｉｎｉｔ＿ｌｒａｔｅ，ｄｒｏｐ，
ｅｐｏｃｈｓ＿ｄｒｏｐ） 三个参数的集合变量。

为了减少神经网络每次初始参数不一致带来的

偏差，取同一参数下 ３ 次神经网络的损失函数的平

均值作为某一粒子的适应度函数。 同时，当粒子参

数一致时，能够直接获取其适应函数，不需要进行复

杂的计算就能得到其适应度函数。

２　 实验数据与结果分析

图像处理与分析实验的结果是基于 Ｔｅｎｓｏｒｆｌｏｗ
的 Ｋｅａｒｓ 深度学习框架下进行的， 操作系统是

Ｗｉｎｄｏｗｓ１０，编程语言为 Ｐｙｔｈｏｎ，使用的编译软件是

Ｐｙｃｈａｒｍ 与 Ｓｐｙｄｅｒ。 硬件配置的处理器为 Ｉｎｔｅｌ（Ｒ）
Ｃｏｒｅ（ＴＭ） ｉ５－９４００Ｆ ＣＰＵ，运行内存为 １６ Ｇ，显卡型

号为 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＧＴＸ １６５０。
２．１　 实验数据

数据集为 Ｋａｇｇｌｅ 上发布的数据集，数据集中原

始图片共计 ４００ 张，数据集发布者通过数据增强手

段将 ４００ 张原始图片拓展成 １２ ４４４ 张图片。 在原

始数据中，无粒白细胞图片为 ５４ 张，有粒白细胞图

片为 ３４６ 张，无粒白细胞与有粒白细胞数据相差较

大，这是上文中提到的要改进损失函数的原因。 发

布拓展后的图片训练集与测试集，训练数据图片

９ ９５７ 张，测试数据图片 ２ ４８７ 张。 在训练集中，无粒

白细胞图片为 ４ ９６１ 张，有粒白细胞图片为 ４ ９９６ 张；
在测试集中，无粒白细胞图片为 １ ２４０ 张，有粒白细胞

图片为 １ ２４７ 张。 血液细胞的示意如图 ５ 所示。

（ａ） 有粒白细胞　 　 　 　 　 （ｂ） 无粒白细胞

图 ４　 血液细胞原始图片

Ｆｉｇ． ４　 Ｏｒｉｇｉｎａｌ ｐｉｃｔｕｒｅ ｏｆ ｂｌｏｏｄ ｃｅｌｌｓ

２．２　 模型对比

本文做了 ３ 种网络模型的对比实验，分别是：本
文提出的网络、ＧｏｏｇＬｅＮｅｔ 网络和 ＲｅｓＮｅｔ 网络。 实

验对比结果如图 ６ 所示。 由图 ６ 可知，本文的算法
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相较于 ＧｏｏｇＬｅＮｅｔ 网络无论在损失、还是在准确度

上都有着较为明显的提升，和 ＲｅｓＮｅｔ 网络在训练集

的运行效果上相差不大。 在测试集上，本文提出的

网络优于 ＲｅｓＮｅｔ 网络。 结果说明本文提出的网络

无论在训练集、还是测试集均有着较好的效果，即本

文模型要优于 ＧｏｏｇＬｅＮｅｔ 网络和 ＲｅｓＮｅｔ 网络。
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图 ５　 不同模型下的损失函数和准确度

Ｆｉｇ． ５　 Ｌｏｓｓ ｆｕｎｃｔｉｏｎ ａｎｄ ａｃｃｕｒａｃｙ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

　 　 本文建立的模型混淆矩阵如图 ７ 所示。 图 ７
中，‘Ａ’表示无粒白细胞，‘Ｂ’表示有粒白细胞。 由

图 ７ 分析可知， （Ａ，Ａ） ＝ １ １９８ 表示血液图片中实际

标签与预测标签均为无粒白细胞有 １ １９８ 个，识别

正确； （Ｂ，Ｂ） ＝ １ ２０１ 表示血液图片中实际标签与预

测标签均为有粒白细胞有 １ ２０１ 个，识别正确； （Ａ，
Ｂ） ＝ ４２ 表示实际标签为有粒白细胞、但识别标签为

无粒白细胞有 ４２ 个，识别错误； （Ｂ，Ａ） ＝ ４６ 表示实

际标签为无粒白细胞、但识别标签为有粒白细胞有

４６ 个，识别错误。 卷积神经网络模型对无粒白细胞

识别率为 ９６．６１％，对有粒白细胞识别率为 ９６．５６％，
识别效果基本一致。
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图 ６　 卷积神经网络模型混淆矩阵

Ｆｉｇ． ６　 Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｍｏｄｅｌ ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ
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