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摘　 要： 潜在因子（Ｌａｔｅｎｔ Ｆａｃｔｏｒ， ＬＦ）模型是解决大规模稀疏数据缺失信息填补的有效方法之一。 但是，传统的 ＬＦ 模型及其

大部分变种考虑的目标数据集形式单一，且模型训练迭代次数多，收敛速度慢，很难满足快速响应的实时性需求。 针对这些

问题，本文综合考虑了模型预测精度和训练花费时间这两个方面，创新地提出一种融合迁移学习（Ｔｒａｎｓｆｅｒ Ｌｅａｒｎｉｎｇ， ＴＦ）和神

经网络（Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＮＮ）的潜在因子（ＴＬ－ＮＮＬＦ）模型。 一方面，通过迁移不同评分模式间的共享潜在信息来充分挖掘

已知信息之间的关系，更好地进行特征的表征学习；另一方面，引入神经网络来减缓由于引入额外的评分领域所造成的模型

训练负担，在保证满意的预测精度的同时提高模型的训练速度。 最后，在真实数据集上的实验结果表明，和其他经典 ＬＦ 模型

相比，本文提出的 ＴＬ－ＮＮＬＦ 模型能够在预测精度有所保证的前提下大大减少了模型训练时间。
关键词： 潜在因子模型； 矩阵分解； 大规模稀疏数据； 迁移学习； 神经网络

Ｌａｔｅｎｔ Ｆａｃｔｏｒ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ ａｎｄ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ
ＷＵ Ｊｉｎｇ１， ＳＯＮＧ Ｙａｎ２

（１ Ｃｏｌｌｅｇｅ ｏｆ Ｓｃｉｅｎｃｅ， Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｓｈａｎｇｈａｉ ｆｏｒ Ｓｃｉｅｎｃｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ， Ｓｈａｎｇｈａｉ ２０００９３， Ｃｈｉｎａ； ２ Ｓｃｈｏｏｌ ｏｆ
Ｏｐｔｉｃａｌ－Ｅｌｅｃｔｒｉｃａｌ ａｎｄ Ｃｏｍｐｕｔｅｒ Ｅｎｇｉｎｅｅｒｉｎｇ， Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｓｈａｎｇｈａｉ ｆｏｒ Ｓｃｉｅｎｃｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ， Ｓｈａｎｇｈａｉ ２０００９３， Ｃｈｉｎａ）

【Ａｂｓｔｒａｃｔ】 Ｌａｔｅｎｔ Ｆａｃｔｏｒ （ＬＦ） ｍｏｄｅｌ ｉｓ ｏｎｅ ｏｆ ｔｈｅ ｅｆｆｅｃｔｉｖｅ ｍｅｔｈｏｄｓ ｔｏ ｓｏｌｖｅ ｔｈｅ ｐｒｏｂｌｅｍ ｏｆ ｆｉｌｌｉｎｇ ｍｉｓｓｉｎｇ ｉｎｆｏｒｍａｔｉｏｎ ｉｎ ｌａｒｇｅ－
ｓｃａｌｅ ｓｐａｒｓｅ ｄａｔａ． Ｈｏｗｅｖｅｒ， ｔｈｅ ｔｒａｄｉｔｉｏｎａｌ ＬＦ ｍｏｄｅｌ ａｎｄ ｍｏｓｔ ｏｆ ｉｔｓ ｖａｒｉａｎｔｓ ｏｎｌｙ ｃｏｎｓｉｄｅｒ ａ ｓｉｎｇｌｅ ｆｏｒｍ ｏｆ ｔａｒｇｅｔ ｄａｔａ ｓｅｔ， ａｎｄ ｔｈｅ
ｍｏｄｅｌ ｈａｓ ｍａｎｙ ｔｒａｉｎｉｎｇ ｉｔｅｒａｔｉｏｎｓ ａｎｄ ｓｌｏｗ ｃｏｎｖｅｒｇｅｎｃｅ ｓｐｅｅｄ， ｗｈｉｃｈ ｍａｋｅｓ ｉｔ ｄｉｆｆｉｃｕｌｔ ｔｏ ｍｅｅｔ ｔｈｅ ｒｅａｌ－ｔｉｍｅ ｒｅｑｕｉｒｅｍｅｎｔｓ ｏｆ ｒａｐｉｄ
ｒｅｓｐｏｎｓｅ． Ｔｏ ｓｏｌｖｅ ｔｈｅｓｅ ｐｒｏｂｌｅｍｓ， ｔｈｉｓ ｐａｐｅｒ ｉｎｎｏｖａｔｉｖｅｌｙ ｐｒｏｐｏｓｅｓ ａ ｓｏ－ｃａｌｌｅｄ ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ ｉｎｃｏｒｐｏｒａｔｅｄ ａｎｄ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ＬＦ
（ＴＬ－ＮＮＬＦ） ｍｏｄｅｌ ｔｈａｔ ｉｎｔｅｇｒａｔｅｓ ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ ａｎｄ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ， ｗｈｉｃｈ ｃｏｍｐｒｅｈｅｎｓｉｖｅｌｙ ｃｏｎｓｉｄｅｒｓ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ａｃｃｕｒａｃｙ
ａｎｄ ｔｈｅ ｔｒａｉｎｉｎｇ ｔｉｍｅ ｏｆ ｔｈｅ ｍｏｄｅｌ． Ｏｎ ｔｈｅ ｏｎｅ ｈａｎｄ， ｔｈｅ ｒｅｌａｔｉｏｎｓｈｉｐ ｂｅｔｗｅｅｎ ｋｎｏｗｎ ｉｎｆｏｒｍａｔｉｏｎ ｃａｎ ｂｅ ｆｕｌｌｙ ｅｘｐｌｏｒｅｄ ｂｙ
ｔｒａｎｓｆｅｒｒｉｎｇ ｔｈｅ ｓｈａｒｅｄ ｐｏｔｅｎｔｉａｌ ｉｎｆｏｒｍａｔｉｏｎ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｒａｔｉｎｇ ｐａｔｔｅｒｎｓ， ｓｏ ａｓ ｔｏ ｃａｒｒｙ ｏｕｔ ｂｅｔｔｅｒ ｌｅａｒｎｉｎｇ ｏｆ ｆｅａｔｕｒｅ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ．
Ｏｎ ｔｈｅ ｏｔｈｅｒ ｈａｎｄ， ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｉｓ ｉｎｔｒｏｄｕｃｅｄ ｔｏ ａｌｌｅｖｉａｔｅ ｔｈｅ ｍｏｄｅｌ ｔｒａｉｎｉｎｇ ｂｕｒｄｅｎ ｃａｕｓｅｄ ｂｙ ｔｈｅ ｉｎｔｒｏｄｕｃｔｉｏｎ ｏｆ ａｄｄｉｔｉｏｎａｌ ｒａｔｉｎｇ
ｄｏｍａｉｎ， ｗｈｉｃｈ ｃａｎ ｉｍｐｒｏｖｅ ｔｈｅ ｍｏｄｅｌ ｔｒａｉｎｉｎｇ ｓｐｅｅｄ ｗｈｉｌｅ ｅｎｓｕｒｉｎｇ ｓａｔｉｓｆａｃｔｏｒｙ ｐｒｅｄｉｃｔｉｏｎ ａｃｃｕｒａｃｙ． Ｆｉｎａｌｌｙ， ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ
ｏｎ ｒｅａｌ ｄａｔａ ｓｅｔｓ ｓｈｏｗ ｔｈａｔ ｃｏｍｐａｒｅｄ ｗｉｔｈ ｏｔｈｅｒ ｃｌａｓｓｉｃａｌ ＬＦ ｍｏｄｅｌｓ， ｔｈｅ ＴＬ－ＮＮＬＦ ｍｏｄｅｌ ｐｒｏｐｏｓｅｄ ｉｎ ｔｈｉｓ ｐａｐｅｒ ｃａｎ ｇｒｅａｔｌｙ ｒｅｄｕｃｅ
ｔｈｅ ｍｏｄｅｌ ｔｒａｉｎｉｎｇ ｔｉｍｅ ｏｎ ｔｈｅ ｐｒｅｍｉｓｅ ｏｆ ｇｕａｒａｎｔｅｅｉｎｇ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ａｃｃｕｒａｃｙ．
【Ｋｅｙ ｗｏｒｄｓ】 Ｌａｔｅｎｔ Ｆａｃｔｏｒ ｍｏｄｅｌ； ｍａｔｒｉｘ ｄｅｃｏｍｐｏｓｉｔｉｏｎ； ｌａｒｇｅ－ｓｃａｌｅ ｓｐａｒｓｅ ｄａｔａ； ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ； ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ

�哈尔滨工业大学主办 学术研究与应用

基金项目： 国家自然科学基金（６２０７３２２３）； 中央军委装备发展部航天飞行动力学技术国防科技重点实验室资助（６１４２２１０２００３０４）。

作者简介： 吴　 静（１９９８－），女，硕士研究生，主要研究方向：推荐系统、数据挖掘； 宋　 燕（１９７９－），女，博士，教授，博士生导师，ＣＣＦ 高级会员

（Ｎｏ．９３０７３ＳＭ），主要研究方向：大数据算法、图像处理、预测控制。

通讯作者： 宋　 燕　 　 Ｅｍａｉｌ：ｓｏｎｇｙａ＠ ｕｓｓｔ．ｅｄｕ．ｃｏｍ

收稿日期： ２０２１－１２－０９

０　 引　 言

随着信息时代的迅猛发展，数据呈现爆炸式增

长且常以高维矩阵的形式被存储［１－２］。 然而，由于

天然限制、技术不足等原因使得高维稀疏矩阵普遍

存在［３］。 并且当面临这样的大规模数据缺失的场

景时，传统潜在因子（Ｌａｔｅｎｔ Ｆａｃｔｏｒ，ＬＦ）模型的性能

往往不尽如人意。
实际上，现实应用中总是可以使用多种评分模

式来描述两两实体之间的关系［４－６］，并且不同评分

模式之间存在一定的关联性，即实体之间的关系并

不会因为评分模式的改变而改变。 也就是说，当某

位用户需要对商品进行评价时，如果该用户在二分

制评分模式下点击了喜欢按钮，那么在五分制评分

模式中有很大概率会给出 ３ ～ ５ 分这样的高分。 因

此，基于不同评分模式之间的关联性，可以通过迁移

学习将辅助领域中的潜在信息迁移到目标领域，以
此缓解其中的数据稀疏问题［７］。

此外，时间效率逐渐成为评判模型性能好坏的

原因之一。 现有的学习方法、如随机梯度下降法等

等，往往需要多次迭代达到模型收敛，从而造成模型

训练效率低［８－１０］。



综上，本文提出的 ＴＮ－ＮＮＬＦ 模型主要贡献如

下：
（１）基于传统的 ＬＦ 模型，建立了一种新的融合

迁移学习和神经网络的潜在因子模型。
（２）基于不同评分模式之间的关联性，通过迁

移学习来迁移不同评分模式之间的共享潜在信息，
以便充分挖掘已知信息之间的关系。

（３）利用神经网络进行模型参数训练，减缓由

于额外的评分领域的引入所造成的模型训练负担。
（４）在 ２ 个真实工业应用数据集上的实验结果

表明，本文提出的 ＴＬ－ＮＮＬＦ 模型能够在保证满意

的预测精度的前提下大大加快了模型训练速度。

１　 相关工作

１．１　 迁移学习

与经典的机器学习方法不同的是，迁移学习主

要基于不同领域之间所存在的潜在联系，能够通过

从相关的辅助领域中迁移共享的知识，以此来改进

模型在目标领域中的学习效果［１１］。
具体地，基于迁移内容的不同，可以将迁移学习

分为以下 ３ 种类型：
（１）基于实例的迁移，即从辅助领域中挑选出

有助于目标领域学习的实例。
（２）基于特征的迁移学习，即提取并迁移辅助

领域和目标领域之间所共享的特征表示。
（３）基于模型的迁移学习，又称为基于共享参

数的迁移，通过找到辅助领域与目标领域的空间模

型的共享参数以达到迁移的目的［１２－１３］。

１．２　 自编码神经网络

一个简单的自编码神经网络模型主要包含 ３ 层

结构：输入层、隐藏层、输出层［１４－１６］。 主要工作原理

是：在隐藏层将输入数据映射到维度更低的特征空

间中以提取重要潜在信息，再对特征空间中所包含

的信息进行重构并作为输出层数据。
一般情况下，通常使输入层和输出层样本数据

维度相同，从而可以更好地重构原始数据。 这里假

设输入层包含 ｍ 个样本 ｘ１，ｘ２，…，ｘｍ， 编码层包含 ｆ
个神经元，对应的输出层数据为 ｙ１，ｙ２，…，ｙｍ。 研

究中可利用欧式距离建立重构误差损失函数，得到

具体形式如下：

Ｊ ＝ １
２ ∑

ｍ

ｉ ＝ １
‖ｘｉ － ｙｉ‖２

Ｆ （１）

　 　 其中， ｍ 表示输入层样本个数。

２　 模型研究设计

２．１　 ＴＬ－ＮＮＬＦ 模型

本文提出的模型考虑的场景是：基于五分制和

二分制这 ２ 种不同的评分模式来描述相同项目集合

中两两实体之间的关系。 并且将五分制评分模式领

域作为目标领域，二分制评分模式领域作为辅助领

域。
一般地，若定义目标矩阵 Ｘ ＝ ｘｉ， ｊ[ ] Ｉ × Ｊ ∈

１，２，３，４，５，？{ } ， 辅助矩阵 Ｙ ＝ ｙｉ， ｊ[ ] Ｉ × Ｊ ∈
０，１，？{ } ， 已知值集合 Δ，其中 Ｉ 和 Ｊ 分别表示不同

模式评分矩阵所包含的项目集合， “？ ” 表示缺失

值。 具体的模型结构如图 １ 所示。
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图 １　 ＴＬ－ＮＮＬＦ 模型结构图

Ｆｉｇ． １　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ａｎ ＴＬ－ＮＮＬＦ ｍｏｄｅｌ
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　 　 首先进行目标函数的构造，为了避免模型训练

过程中出现过拟合的情况而引入正则化项［８－１０］，得
到具体形式为：

Ｊ１（Ｕ，Ｖ） ＝ ∑
（ ｉ， ｊ）∈Δ

（ｘｉ， ｊ － ｕｉ，·ｖ ｊ，·） ２( ＋

λＵ‖ｕｉ，·‖２
Ｆ ＋ λ Ｖ ‖ｖ ｊ，·‖２

Ｆ ) （２）

Ｊ２（Ｕ，Ｗ） ＝ ∑
（ ｉ， ｊ）∈Δ

（ｙｉ， ｊ － ｕｉ，·ｗ ｊ，·） ２( ＋

λＵ ‖ｕｉ，·‖２
Ｆ ＋ λＷ ‖ｗ ｊ，·‖２

Ｆ ) （３）
其中， ｘｉ， ｊ，ｙｉ， ｊ 分别表示目标矩阵 Ｘ， 辅助矩阵

Ｙ 中的元素； ｕｉ，· 表示共享因子矩阵 Ｕ 的第 ｉ 行元

素； ｖ ｊ，·，ｗ ｊ，· 分别表示第 ｎ 层神经网络中因子矩阵

Ｖ，Ｗ 的第 ｊ 行元素； λＵ，λ Ｖ，λＷ 分别表示正则化系

数。
２．２　 基于神经网络进行参数训练

根据图 １，若假设 ＴＬ－ＮＮＬＦ 模型中包含 ｎ 层神

经网络结构，则可得到模型训练过程如下：
（１）当 ｎ ＝ １、 即模型为单层神经网络结构时。

首先训练辅助矩阵 Ｙ， 将矩阵 Ｙ 的每一行作为输入

数据，并依次训练因子矩阵 Ｕ１ 和 Ｗ１。 其次将因子

矩阵Ｕ１ 迁移到目标矩阵 Ｘ的训练过程中，此时将矩

阵 Ｘ 的每一行作为输入数据，并训练因子矩阵 Ｖ１。
（２）当 ｎ ≥ ２、 即模型包含多层神经网络结构

时。 其第一层训练过程和单层神经网络模型类似；
而从第二层开始，则是将上一层训练好的因子矩阵

Ｕｎ－１ 作为下一层的输入，这也有利于潜在信息的进

一步提取。 最后依次训练因子矩阵 Ｕｎ，Ｗｎ。
接下来，基于梯度法来求解对应的因子矩阵

Ｕｎ，Ｖｎ，Ｗｎ。 若仅仅考虑单层神经网络结构、即当

ｎ ＝１ 时的情况，研究可得到的具体求解步骤分述如

下。
（１）第一步，求解因子矩阵 Ｕ１。 将辅助矩阵 Ｙ

中的已知值集合作为输入，且通过权重矩阵 Ａｆ × Ｉ

和偏置向量 ｂ１×ｆ 对输入层数据进行编码，得到初始

化后的因子矩阵 Ｕ１Ｘ， 即：

Ｕ１ ＝
ｕ１

１，·

︙
ｕ１

Ｉ ，·

é

ë

ê
ê
ê
ê

ù

û

ú
ú
ú
ú

＝

ｈ（ａ１，·ｙ１，·
Ｔ ＋ ｂ１） … ｈ（ａｆ，·ｙ１，·

Ｔ ＋ ｂｆ）
︙ ⋱ ︙

ｈ（ａ１，·ｙ Ｉ ，·
Ｔ ＋ ｂ１） … ｈ（ａｆ，·ｙ Ｉ ，·

Ｔ ＋ ｂｆ）

é

ë

ê
ê
ê
ê

ù

û

ú
ú
ú
ú

（４）

其中， ａ１，·，…，ａｆ，· 分别表示权重矩阵 Ａｆ × Ｉ 的

每一行元素， ｂ１，…，ｂｆ 则分别表示偏置向量 ｂ１×ｆ 中

的每一个元素。

通常情况下需要使用反向传播算法训练权重矩

阵 Ａ 和偏置向量 ｂ［１７］， 然而该算法容易加重模型训

练负担。 所以为了加快模型训练速度，本文使用随

机学习算法来确定权重矩阵以及偏置向量［１８－２０］。
（２）第二步，求解因子矩阵 Ｗ１。 根据初始化后

的因子矩阵 Ｕ１，并利用梯度法求解目标函数。 研究

中首先求偏导，可以得到：
∂Ｊ２

∂ｗ１
ｊ，·

＝ － ２∑
ｉ∈Ｉ（ｊ）

ｕ１
ｉ，·( ) Ｔ（ｙｉ， ｊ － ｕ１

ｉ，·ｗ１
ｊ，·） ＋ ２ Δ（ｊ） λＷｗ１

ｊ，·

（５）
其中， Ｉ（ ｊ） 表示矩阵每行的已知元素集合， ｜

Δ（ ｊ） ｜ 表示辅助矩阵 Ｙ 中第 ｊ 列的已知值集合中的

元素个数。
接着，令 ∂Ｊ２ ／ ∂ｗ１

ｊ，· ＝ ０ 有：

∑
ｉ∈Ｉ（ｊ）

ｕ１
ｉ，·( ) Ｔｕ１

ｉ，· ＋ Δ（ｊ） λＷＥ( ) ｗ１
ｊ，· ＝ ∑

ｉ∈Ｉ（ｊ）
（ｕ１

ｉ，·）Ｔｙｉ， ｊ

（６）
其中， Ｅ 表示一个维度为 ｆ × ｆ 的单位矩阵；且

∑ ｉ∈Ｉ（ ｊ）
（ｕ１

ｉ，·） Ｔｕ１
ｉ，· 是一个维度为 ｆ × ｆ 的完全矩阵。

最终可以得到因子矩阵 Ｗ１ 中每一行元素的更

新公式为：

ｗ１
ｊ，· ＝ ∑

ｉ∈Ｉ（ ｊ）
ｕ１
ｉ，·( ) Ｔｕ１

ｉ，· ＋ Δ（ ｊ） λＷＥ( )
－１ ∑

ｉ∈Ｉ（ ｊ）
ｕ１
ｉ，·( ) Ｔｙｉ， ｊ( )

（７）
（３）第三步，更新因子矩阵 Ｕ１。 为了使其更好

地近似辅助矩阵 Ｙ， 需要进一步更新因子矩阵 Ｕ１。
类似地，利用梯度法，首先求偏导得到：

　 　
∂Ｊ２

∂ｕ１
ｉ，·

＝ － ２∑
ｊ∈Ｊ（ ｉ）

（ｙｉ， ｊ － ｕ１
ｉ，·ｗ１

ｊ，·） ｗ１
ｊ，·( ) Ｔ ＋

２ Δ（ ｊ） λＵｕ１
ｉ，· （８）

其中， Ｊ ｉ( ) 表示矩阵每一列的已知元素集合。
并令 ∂Ｊ２ ／ ∂ｕ１

ｉ，· ＝ ０， 得到其最终参数更新形式

为：

ｕ１
ｉ，·＝ ∑

ｊ∈Ｊ（ｉ）
ｙｉ， ｊ ｗ１

ｊ，·( ) Ｔ( ) ∑
ｊ∈Ｊ（ｉ）

ｗ１
ｊ，· ｗ１

ｊ，·( ) Ｔ ＋ Δ（ ｊ） λＵＥ( )
－１

（９）

其中，∑ ｊ∈Ｊ（ ｉ）
ｗ１

ｊ，·（ｗ１
ｊ，·） Ｔ 是一个维度为 ｆ × ｆ的

完全矩阵。
（４）第四步，求解因子矩阵 Ｖ１。 此时将目标矩

阵 Ｘ作为输入，并借助更新后的因子矩阵Ｕ１ 进行参

数训练。 类似地，可以得到因子矩阵 Ｖ１ 的具体参数

更新形式如下：

ｖ１
ｊ，· ＝ ∑

ｉ∈Ｉ（ ｊ）
ｕ１

ｉ，·( ) Ｔｕ１
ｉ，· ＋ Δ（ ｊ） λ ＶＥ( )

－１
·
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∑
ｉ∈Ｉ（ ｊ）

ｕ１
ｉ，·( ) Ｔｘｉ， ｊ( ) （１０）

通过上述求解过程，可以得到当 ｎ ＝ １ 时的单层

ＴＬ－ＮＮＬＦ 模型中各个因子矩阵中元素的具体训练

规则。
其次考虑一般情况，也就是当 ｎ ≥ ２、 即模型包

含多层网络结构时的情况。 从图 １ 可以看出，和第

一层神经网络模型不同的是，此时将上一层的因子

矩阵、即 Ｕｎ－１ 中的元素作为下一层输入。 也就是

说，此时仅仅考虑潜在因子矩阵的信息提取。 并且

由于潜在因子的矩阵规模远远小于原始矩阵，这不

仅减轻了模型负担，同时也有助于进一步挖掘原始

矩阵中所包含的潜在信息。
因此，当 ｎ ≥ ２ 时，首先通过随机学习算法初始

化权重矩阵和偏置向量对上一步训练完成的因子矩

阵 Ｕｎ－１ 进行编码，并得到因子矩阵 Ｕｎ 的具体更新

规则如下：

Ｕｎ ＝
ｕｎ

１，·

︙
ｕｎ

Ｉ ，·

é

ë

ê
ê
ê
ê

ù

û

ú
ú
ú
ú

＝

ｈ（ｚｎ１，· ｕｎ－１
１，·( ) Ｔ ＋ ｄ１） … ｈ（ｚｎｆ，· ｕｎ－１

１，·( ) Ｔ ＋ ｄｆ）
︙ ⋱ ︙

ｈ（ｚｎ１，· ｕｎ－１
Ｉ ，·( ) Ｔ ＋ ｄ１） … ｈ（ｚｎｆ，· ｕｎ－１

Ｉ ，·( ) Ｔ ＋ ｄｆ）

é

ë

ê
ê
ê
ê

ù

û

ú
ú
ú
ú

（１１）
其中， ｚｎ１，·，…，ｚｎｆ，· 分别表示第 ｎ 层神经网络模

型的权重矩阵 Ｚｎ 中的每一行元素， ｄｎ
１，…，ｄｎ

ｆ 则分别

表示偏置向量 ｄｎ 的每一个元素。
其次，类似地，根据梯度法，得到因子矩阵 Ｗｎ

的更新公式：

ｗｎ
ｊ，· ＝ ∑

ｉ∈Ｉ（ ｊ）
ｕｎ
ｉ，·( ) Ｔｕｎ

ｉ，· ＋ Δ（ ｊ） λＷＥ( )
－１ ∑

ｉ∈Ｉ（ ｊ）
ｕｎ
ｉ，·( ) Ｔｙｉ， ｊ( )

（１２）
并根据求解后的因子矩阵 Ｗｎ， 进一步更新因

子矩阵 Ｕｎ， 得到如下更新公式：

ｕｎ
ｉ，· ＝ ∑

ｊ∈Ｊ（ｉ）
ｙｉ， ｊ （ｗｎ

ｊ，·）Ｔ( ) ∑
ｊ∈Ｊ（ｉ）

ｗｎ
ｊ，·（ｗｎ

ｊ，·）Ｔ ＋ Δ（ｊ） λＵＥ( )
－１

（１３）
最后，则通过将对应神经网络层训练好的因子

矩阵 Ｕｎ 进行知识迁移，得到因子矩阵 Ｖｎ 的具体更

新公式如下：

ｖｎ
ｊ，· ＝ ∑

ｉ∈Ｉ（ ｊ）
ｕｎ

ｉ，·( ) Ｔｕｎ
ｉ，· ＋ Δ（ ｊ） λ ＶＥ( )

－１

∑
ｉ∈Ｉ（ ｊ）

ｕｎ
ｉ，·( ) Ｔｘｉ， ｊ( ) （１４）

至此，文中全面论述了利用神经网络进行 ＴＮ－

ＮＮＬＦ 模型中参数更新的具体过程。 最终可以通过

Ｘ^ｎ ＝ＵｎＶｎ， Ｙ^ｎ ＝ＵｎＷｎ 得到完整的目标矩阵、辅助矩

阵所对应的估计矩阵。
２．３　 算法设计和复杂度分析

基于以上参数更新规则，研发设计了 ＴＬ－ＮＮＬＦ
模型算法，算法的步骤流程可见如下。

算法　 ＴＬ－ＮＮＬＦ 模型算法

输入：已知值集合 Δ， ｆ，ｎ，正则化系数 λ
输出：因子矩阵 Ｕｎ，Ｖｎ

Ｓｔｅｐ １： 当 ｎ ＝ １ 时根据式（４） 求解因子矩阵

Ｕ１，当 ｎ ≥ ２ 时根据式（１１） 求解因子矩阵 Ｕｎ；
Ｓｔｅｐ ２： 根据式（１２）求解因子矩阵 Ｗｎ；
Ｓｔｅｐ ３： 根据式（１３）更新因子矩阵 Ｕｎ；
Ｓｔｅｐ ４： 根据式（１４）求解因子矩 阵 Ｖｎ。
不难发现，该算法主要时间开销来自于元素更

新公式（１２） ～ （１４）中逆矩阵的计算。 具体地，对于

每个逆矩阵的求解需要花费的时间复杂度为 Θ（
ｆ３）， 其中 ｆ 表示因子空间的维度。 也就是说，时间

复杂度往往和 ｆ 呈线性关系， ｆ 值越小、时间开销越

少。 另外，神经网络层数 ｎ 的设置也十分重要，这是

因为 ｎ 越大、表示层数越多，模型训练所需花费的时

间也越多。

３　 实验结果与分析

３．１　 评估指标

为了有效衡量提出的模型算法的精确度， 采用

均方根误差（ＲＭＳＥ） 和平均绝对误差（ＭＡＥ） 作为

实验评估指标［９，２１－２４］，具体公式如下：

ＲＭＳＥ ＝
∑ （ ｉ， ｊ）

（ｘｉ， ｊ － ｘ^ｉ， ｊ） ２

Ｔ
（１５）

ＭＡＥ ＝
∑ （ ｉ， ｊ）

ｘｉ， ｊ － ｘ^ｉ， ｊ ａｂｓ

Ｔ
（１６）

　 　 其中， Ｔ 表示测试集； Ｔ 表示测试集中元素

个数； ｘｉ， ｊ 表示真实值； ｘ^ｉ， ｊ 表示根据测试集 Ｔ 训练

得到的估计值。 并且， ＲＭＳＥ 和 ＭＡＥ 的值越小，表
示模型预测精度越高。
３．２　 实验数据集及预处理

本文选取了 ２ 个真实工业应用数据集作为实验

数据集来验证提出模型的性能。 对此数据集拟做阐

释分述如下。
（１ ） Ｄ１ （ ＭｏｖｉｅＬｅｎｓ １ Ｍ ） ［２５］： 该 数 据 集 由

ＧｒｏｕｐＬｅｎｓ 研究组根据 ＭｏｖｉｅＬｅｎｓ 网站收集的电影
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评分数据，其中共包含 ６ ０４０ 位用户对 ３ ８８３ 部电影

的评分数据，且评分区间为［１，５］。 该数据集密度

为 ４．２６％。
（２） Ｄ２（Ｄｏｕｂａｎ） ［３］：该数据集来自中国最大的

在线图书、电影和音乐供应商－豆瓣。 其中包含了

１２９ ４９０位用户对 ５８ ５４１ 个项目的评分，评分区间为

［１，５］。 该数据集密度仅为 ０．２２％。
考虑到目前没有适合本文这种场景、即用二分

制和五分制两种不同的评分模式来描述相同项目集

合中两两实体之间的关系，因此在实验过程中参考

文献［５－７，２１］中的方法处理实验相关数据集。 具

体地，对数据集 Ｄ１， 将目前大规模稀疏的五分制评

分矩阵作为目标矩阵 Ｘ， 并通过公式（１７）得到对应

的辅助矩阵 Ｙ：

ｙｉ，ｊ ＝
０　 ｘｉ， ｊ ≤ ３
１　 ｘｉ， ｊ ＞ ３{ （１７）

　 　 另外为了保证模型训练过程中的客观、公正，需
要将实验数据集中所有元素进行归一化；并将所有

的实验均采用 ８０％－２０％的训练集－测试集实验来

设置，进行 ５ 折交叉验证；在此基础上重复进行 １０

次实验，再取 １０ 次结果的平均值作为最终结果、且
记录下来。 以上所有实验都是用 Ｐｙｃｈａｒｍ 社区版实

现，在 Ｉｎｔｅｌ Ｃｏｒｅ ＣＰＵ ３．３０ ＧＨｚ，１６ ＧＢ 内存的计算

机上运行。
３．３　 模型参数设置

在进行对比实验之前，需要事先通过参数灵敏

度实验。 首先将正则化系数 λＵ，λ Ｖ，λＷ 预设为 λＵ ＝
λ Ｖ ＝ λＷ ＝ λ 以降低训练成本。 因此，可以明确实验

中需要训练的参数包括：正则化系数 λ、 潜在因子

维度 ｆ、 神经网络层数 ｎ。 具体的参数训练结构如

图 ２～图 ５ 所示。
　 　 图 ２ 展示了当潜在因子维数 ｆ ＝ ４０ 时，不同神

经网络层数下正则化系数 λ 对模型的影响。 可以

发现，正则化参数 λ 的最优值随数据集的变化而变

化，并且正则化参数 λ 的最优值还会受到神经网络

层数 ｎ 的影响。 具体地从图 ２（ａ）中可以发现，在数

据集 Ｄ１ 中，当正则化参数 λ 的值为 ０．００１，此时若神

经网络层数 ｎ ＝ １ 时有 ＲＭＳＥ 最小值为 ０．１４１ ２，而
当 ｎ ＝ ５ 和 ｎ ＝ １１ 时， ＲＭＳＥ 最小值分别为 ０．１２８ ０
和 ０．１２２ ３。
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　 　 　 （ａ） Ｄ１ 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） Ｄ２

图 ２　 正则化系数 λ对 ＲＭＳＥ 的影响

Ｆｉｇ． ２　 Ｉｎｆｌｕｅｎｃｅ ｏｆ ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｃｏｅｆｆｉｃｉｅｎｔ λ ｏｎ ＲＭＳＥ

　 　 图 ３ 展示了当正则化系数 λ ＝ ０．００１ 时，不同神

经网络层数下潜在因子维数 ｆ 对模型的影响。 类似

地可以发现，潜在因子维数 ｆ 会随着神经网络层数 ｎ
的变化而变化。 具体地从图 ３（ａ）中可以发现，在数

据集 Ｄ１ 中，若潜在因子维数 ｆ ＝ ４０， 此时当神经网

络层数 ｎ ＝ １ 时有 ＲＭＳＥ 最小值为 ０．１２６ ２，而当 ｎ ＝
５ 和 ｎ ＝ １１ 时， ＲＭＳＥ 最小值则分别为 ０．１２５ ３ 和

０．１０５ ４。
另外，由于时间效率也是判断模型性能好坏的

关键因素，因此还记录了不同潜在因子维数 ｆ 和神

经网络层数 ｎ 下的时间花销，具体结果如图 ４、图 ５
所示。
　 　 从图 ４（ａ）、图 ４（ｂ）中发现，在数据集 Ｄ１ 上，当
潜在因子维数 ｆ ＝ １０ 时、 模型训练 时 间 仅 为

１ ６３４ ｍｉｎ，而当 ｆ ＝ １６０ 时、模型训练过程则需要花

费３７ ２５０ ｍｉｎ。尽管潜在因子维数越大，模型的特征

表示能力越强，但同时也大大增加了实验负担。 类

似地，从图 ５（ａ）、图 ５（ｂ）中可以发现，无论是在数

据集 Ｄ１、还是 Ｄ２ 中，模型训练时间都会随着神经网

络层数 ｎ 的增加而增加。
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图 ３　 潜在因子维数 ｆ 对 ＲＭＳＥ 的影响

Ｆｉｇ． ３　 Ｉｎｆｌｕｅｎｃｅ ｏｆ Ｌａｔｅｎｔ Ｆａｃｔｏｒ ｄｉｍｅｎｓｉｏｎ ｆ ｏｎ ＲＭＳＥ
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图 ４　 不同潜在因子维数 ｆ 的时间花费

Ｆｉｇ． ４　 Ｔｉｍｅ ｃｏｓｔｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ Ｌａｔｅｎｔ Ｆａｃｔｏｒ ｄｉｍｅｎｓｉｏｎ ｆ
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图 ５　 不同神经网络层数 ｎ 的时间花费

Ｆｉｇ． ５　 Ｔｉｍｅ ｃｏｓｔｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｌａｙｅｒｓ ｏｆ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ

　 　 综上所述，本次研究中设置 ＴＬ－ＮＮＬＦ 模型中

参数为：在 Ｄ１ 中，正则化系数 λ ＝ ０．００１， 潜在因子

维数 ｆ ＝４０， 神经网络层数 ｎ ＝ ５；在 Ｄ２ 中，正则化系

数λ ＝ ０．０００ ８， 潜在因子维度 ｆ ＝ ４０， 神经网络层数

ｎ ＝ ５。
３．４　 实验结果分析

最后为了评估本文所提出模型的有效性，共选

择了 ３ 种经典的 ＬＦ 模型与本文提出模型进行对比

实验，具体如下：
（１） Ｍ１： ＮＬＦ［２６］。 ＮＬＦ 是一种目前应用较广泛

的基于单一目标领域的非负 ＬＦ 模型。
（２） Ｍ２： ＣＭＦ［７］。 ＣＭＦ 是一种跨领域的联合矩

阵分解。
（３） Ｍ３： ＭＬＦ［２０］。 ＭＬＦ 是一种基于随机算法
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的 ＬＦ 模型。
（４） Ｍ４： ＴＬ－ＮＮＬＦ。 ＴＬ－ＮＮＬＦ 是本文提出的

一种新颖的 ＬＦ 模型。
接着根据上述参数设置对模型 Ｍ１ ～ Ｍ４ 进行对

比实验，最终结果见表 １。 表 １ 中，每个括号中的值

表示该模型在某一指标下的排序值。 这里，仅考虑

了本文提出模型在目标领域中的预测误差和训练时

间，值得注意的是，该模型同样适用于辅助领域。

表 １　 模型 Ｍ１ ～Ｍ４ 在 Ｄ１ ～Ｄ２ 的最小预测误差和相应时间开销

Ｔａｂ． １　 Ｌｏｗｅｓｔ ｐｒｅｄｉｃｔｉｏｎ ｅｒｒｏｒ ａｎｄ ｔｈｅ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｔｉｍｅ ｃｏｓｔｓ ａｃｈｉｅｖｅｄ ｂｙ ｍｏｄｅｌｓ Ｍ１ ～Ｍ４ ｏｎ Ｄ１ ～Ｄ２

Ｄ１

ＲＭＳＥ Ｔｉｍｅ ＭＡＥ Ｔｉｍｅ Ｍｅａｎ Ｒａｎｋｉｎｇ

Ｄ２

ＲＭＳＥ Ｔｉｍｅ ＭＡＥ Ｔｉｍｅ Ｍｅａｎ Ｒａｎｋｉｎｇ

Ｍ１ ０．１２４ ５（３） ２ ６８９．５９（３） ０．１０９ ３（４） ２ ８６２．２５（３） ３．２５ ０．０８１ ２（３） ２ ０８４．９６（３） ０．０７５ ８（３） ２ ０７６．９１（３） ３

Ｍ２ ０．１０８ ３（１） ４ １５６．６２（４） ０．０８９ ２（１） ４ ２６８．２１（４） ２．５ ０．０７１ １（２） ３ ４９９．６２（４） ０．０６３ ０（２） ３ ５１２．８３（４） ３

Ｍ３ ０．１２６ ７（４） ８６９．４３（１） ０．１０６ ２（３） ８６９．６４（１） ２．２５ ０．０８３ ８（４） ６８３．９６（１） ０．０８１ ２（４） ６７９．７８（１） ２．５

Ｍ４ ０．１１２ １（２） １ ５６３．７９（２） ０．０９１ ５（２） １ ５６９．９８（２） ２ ０．０６７ ２（１） １ ０５２．８１（２） ０．０５９ ２（１） １ ０３２．１３（２） １．５

　 　 研究中遵循的具体排序规则如下：首先将 ４ 个

模型基于评价指标和花费时间值的大小分别进行排

序，其中 １ 表示最好，４ 表示最差；其次分别计算每

个模型的平均排名，例如在数据集 Ｄ１ 中，模型 Ｍ１ 的

每项排名分别为：３、３、４、３，所以模型 Ｍ１ 的整体平均

排名为（３＋３＋４＋３） ／ ４ ＝ ３．２５。 此处的平均排名值越

低，表示模型整体性能越好。
至此，由表 １ 中可以得到以下结论：
（１）模型 Ｍ４ 在 ２ 个真实数据集上关于评价指

标 ＲＭＳＥ 和 ＭＡＥ 的整体表现明显优于模型 Ｍ１ 和

Ｍ３。 具体地，在数据集 Ｄ１ 中，模型 Ｍ１ 和 Ｍ３ 分别取

得最小ＲＭＳＥ值为 ０．１２４ ５和 ０．１２６ ７，而引入了迁移

学习的 Ｍ４ 所取得的最小 ＲＭＳＥ 值为 ０．１１２ １，较 Ｍ１

和Ｍ３ 相比分别提升了 １．２４％，１．２６％。 类似地，基于

评价指标 ＭＡＥ，模型 Ｍ４ 的表现也有明显提升。
（２） 模型 Ｍ４ 在模型训练时间上的花费远远小

于模型 Ｍ２。 具体地，在数据集 Ｄ１ 中，模型 Ｍ２ 取得

的最小 ＲＭＳＥ 值为 ０．１０８ ３，而其在训练过程中需要

花费 ４ １５６．６２ ｍｉｎ；尽管模型 Ｍ４ 取得的最小 ＲＭＳＥ
值为 ０．１１２ １，较 Ｍ１ 相比降低了 ０．３８％， 而模型训练

仅花费 １ ５６３．７９ ｍｉｎ。
（３）模型 Ｍ４ 的整体排名都优于其他传统的 ＬＦ

模型。 也就是说，模型Ｍ４ 能够在保证模型预测精度

的前提下大大减少了模型训练时间。 因此，综合考

虑模型预测精度和训练花费时间这 ２ 个方面，模型

Ｍ４ 性能优于其他经典的 ＬＦ 模型。

４　 结束语

如何有效缓解数据稀疏问题逐渐成为一大研究

热点。 本文综合考虑模型预测精度和训练花费时间

两个方面，一方面基于不同模式下评分数据之间的

关联性，引入迁移学习将二分制评分数据的潜在知

识迁移到五分制评分领域中以缓解其存在数据稀疏

问题；另一方面，利用神经网络进行模型训练以加快

模型训练速度，并且通过合理地设置实验参数，能够

在保证较好的预测精度的前提下大大缩短了模型训

练所花费的时间。 最终在 ２ 个真实数据集上的实验

结果表明，本文提出的模型整体性能优于其他传统

ＬＦ 模型。 最后，如何进一步充分挖掘不同评分模式

之间的公共知识将成为未来的重要研究方向。
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