
第 １２ 卷　 第 ６ 期

Ｖｏｌ．１２ Ｎｏ．６ 　
　

智　 能　 计　 算　 机　 与　 应　 用

Ｉｎｔｅｌｌｉｇｅｎｔ Ｃｏｍｐｕｔｅｒ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓ
　

　 ２０２２ 年 ６ 月

　 Ｊｕｎ． ２０２２

　 　 　 　 　 　文章编号： ２０９５－２１６３（２０２２）０６－００７８－０６ 中图分类号： ＴＰ３９１．１ 文献标志码： Ａ

基于 ＣｏｌＢｅｒｔ－ＥＬ 和 ＭＲＣ 模型的零样本实体链接
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摘　 要： 本论文研究零样本实体链接任务。 当前的两阶段方法主要存在 ２ 个问题：（１）在候选实体生成阶段，由于过分追求效

率，没有充分考虑指称项所在文本和实体摘要之间的交互，导致召回率不高；（２）在候选实体排序阶段，只是单独地考虑了每

个候选实体和指称项的关系，这在一定程度上影响了整体的精度。 针对这些问题，本文提出了一种基于 ＣｏｌＢｅｒｔ－ＥＬ 和 ＭＲＣ
模型的零样本实体链接方法。 在候选实体生成阶段，提出了一个基于 ＣｏｌＢｅｒｔ 的变种方法—ＣｏｌＢｅｒｔ－ＥＬ，既可以让指称项所在

文本和实体摘要进行充分交互，又可以快速地检索。 在候选实体排序阶段，将其建模成一个多项选择问题，并提出了一个基

于机器阅读理解的模型来对结果进行统一排序。 实验结果验证了本文提出方法的有效性。
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０　 引　 言

实体链接任务的目标是将文本中的实体指称项

链接到知识库中对应的实体，是许多信息抽取［１］ 和

自然语言理解［２］等应用的重要组成部分，因其解决

了命名实体的词汇歧义。 传统的实体链接解决方案

通常假定在测试中要链接的实体在训练过程中已经

见过，但是在实际应用中，这种假设往往并不成立。
要链接的实体往往在训练集中没有出现过，并且每

个实体也没有很多的结构化先验信息，如别名表、先
验概率、结构化数据等［３］，仅有一段关于实体的摘

要信息。 这种情况被称为零样本实体链接。
当前零样本实体链接方法主要采取两阶段的策

略［４］，如图 １ 所示，第一阶段是候选实体生成，其目

标是快速找到文本中实体指称项在知识库中的候选

实体集合；第二阶段是候选实体排序，其目标是对候

选实体进行精准的重排序，并返回得分最高的实体

作为指称项匹配的实体。 然而，这些方法主要存在

２ 个问题。 第一个问题是在候选实体生成阶段，由
于过分追求效率，对指称项所在文本和实体摘要进

行单独编码，没有充分考虑两者之间的交互，导致召

回率不高；第二个问题是在实体排序阶段，只是单独

地考虑了每个候选实体和指称项的关系，未将所有

候选实体作为一个整体进行考虑，这在一定程度上

影响了整体的精度。
　 　 综前问题所述，本文提出了一种基于 ＣｏｌＢｅｒｔ－
ＥＬ 和 ＭＲＣ 模型的零样本实体链接方法。 在候选实

体生成阶段，针对指称项所在文本和实体摘要缺乏交

互的问题，提出了一个基于 ＣｏｌＢｅｒｔ［５］ 的变种方法－
ＣｏｌＢｅｒｔ－ＥＬ，既可以让指称项所在文本和实体摘要进

行充分交互，又可以快速地检索。 在候选实体排序

阶段，针对所有候选实体没有整体考虑的问题，本文



将其建模成一个多项选择问题，并提出了一个基于

机器阅读理解的模型来对结果进行统一排序。
　 　 研究中，在公开的零样本实体链接数据集

ＺＥＳＨＥＬ［６］上进行了实验，与基线方法的结果相比，

在候选实体生成阶段，召回率提升了 ５．９％，在候选

实体排序阶段，准确率提升了 ４．１２％。 实验结果验

证了本文提出方法的有效性。
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图 １　 两阶段零样本实体链接方法

Ｆｉｇ． １　 Ｔｗｏ－ｓｔａｇｅ ｚｅｒｏ－ｓｈｏｔ ｅｎｔｉｔｙ ｌｉｎｋｉｎｇ ｍｅｔｈｏｄ

１　 相关工作

零样本实体链接可以分为候选实体生成和候选

实体排序两个阶段。 在候选实体生成阶段，主要分

为基于词义的方法和基于语义的方法。 例如，文献

［６］中使用 ＢＭ２５ 基于词义的方法来生成候选实体。
但这种方法存在词汇不匹配问题，这会导致模型在

一开始就把正确答案排除在外，导致召回率过低，在
后一阶段即使使用复杂的模型也无法找到正确答

案。 文献［７］中使用了 ＢＥＲＴ 等基于语义的方法来

生成候选实体。 基本思路是将指称项所在文本和实

体摘要使用 ＢＥＲＴ 进行单独编码，最后计算两者的

相似性。 然而这种方法没有充分考虑两者之间的交

互，依然会导致召回率不高。
在候选实体排序阶段，目前的零样本实体链接

方法主要采用 Ｃｒｏｓｓ － ｅｎｃｏｄｅｒ 的方法进行重排

序［６－７］。 研究时将实体指称项所在文本和每个候选

实体的摘要进行拼接后，利用 Ｂｅｒｔ 编码器得到拼接

后句子的编码，再通过一个全连接层输出匹配的分

数。 最后取所有候选实体中分数最大者作为当前实

体指称项应该链接的实体。 但是这种方法是单独考

虑每一个候选实体的，在整体的精度上的表现有待

加强。

２　 方法

２．１　 任务定义

零样本实体链接任务是在给定一个仅包含实体

摘要信息的知识库前提下，将一个文本中出现的实

体指称项链接到该知识库中的实体上去，并且测试

集中的实体所在领域和训练集中实体所在领域不

同。 零样本实体链接问题的形式化定义如下：给定

一 个 仅 包 含 实 体 摘 要 信 息 的 知 识 库

Ψ ＝ ｛（ｅｉ，ｄｅｓｃｉ）｝ ｎ
ｉ ＝ １，这里 ｅｉ 表示知识库中的第 ｉ 个

实体， ｄｅｓｃｉ 表示知识库中第 ｉ 个实体的摘要。 某一

领 域 内 的 实 体 指 称 项 语 料 集 合 为

Ｄ ＝ ｛（ｍ ｊ，ｔｅｘｔ ｊ）｝ ｔ
ｊ ＝ １，其中 ｔｅｘｔ ｊ 表示一段文本， ｍ ｊ 表

示这段文本中出现的一个实体指称项。 零样本实体

链接系统的目标是从知识库中找出文本中出现的实

体指称项 ｍ ｊ 对应的实体 ｅ∗。
２．２　 候选实体生成

本文提出了一种基于 ＣｏｌＢｅｒｔ［５］ 的变种方法－
ＣｏｌＢｅｒｔ－ＥＬ 用于生成候选实体。 ＣｏｌＢｅｒｔ 最早用于

信息检索领域，主要用于估计查询和文档的相关性。
其基本思路是先对文本中的每个词向量和实体摘要

中的每个词向量进行独立编码，然后采用一种后期

交互（Ｌａｔｅ Ｉｎｔｅｒａｃｔｉｏｎ）的方式来计算指称项和候选

实体的相似度，考虑到了匹配的效率，又让文本和摘

要进行了充分交互。 本文对其原始模型的输入进行

了重 新 设 计， 使 其 能 够 用 于 实 体 链 接 任 务。
ＣｏｌＢｅｒｔ－ＥＬ模型结构如图 ２ 所示。
　 　 对于每个实体指称项，其具体表示形式为：
ＣＬＳ[ ] Ｍ[ ] ｃｔｘｔｌ ＜ ｍ ＞ ｍｅｎｔｉｏｎ ＜ ／ ｍ ＞ ｃｔｘｔｒ ＳＥＰ[ ]

其中， ｍｅｎｔｉｏｎ 表示实体指称项； ｃｔｘｔｌ 和 ｃｔｘｔｒ 分
别表示文档中 ｍｅｎｔｉｏｎ 的左右上下文； ＜ ｍ ＞ 和
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＜ ／ ｍ ＞ 是标记实体指称项的特殊词。 文中在

ＣＬＳ[ ] 位右边放置特殊词 Ｍ[ ] 来表明这是一个实

体指称项所在文本的输入序列。 实体指称项相关信

息 的 输 入 序 列 分 词 后 的 形 式 是 Ｔｍ ＝
ｍ１，ｍ２，…，ｍｎ[ ] ，ｎ ＝ Ｔｍ 。 将 Ｔｍ 送入到编码器中

编码得到 Ｅｍ ＝ ［ｍ′
１，ｍ′

２，…，ｍ′
ｎ］。

蜜

分数
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图 ２　 ＣｏｌＢｅｒｔ－ＥＬ 模型结构图

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ＣｏｌＢｅｒｔ－ＥＬ ｍｏｄｅｌ

　 　 实体及其摘要的具体输入形式为：
［ＣＬＳ］［Ｅ］ ｔｉｔｌｅ［ＥＮＴ］ｄｅｓｃｒｉｐｔｉｏｎ

其中， ｔｉｔｌｅ ， ｄｅｓｃｒｉｐｔｉｏｎ 分别是实体名称和实体

摘要分词后的形式， ＥＮＴ[ ] 是用来分隔实体名称

和实体摘要的特殊标志。 这里用 Ｅ[ ] 来表明输入

的是实体摘要。 实体相关信息输入序列分词后的形

式是 Ｔｅ ＝ ｅ１，ｅ２，…，ｅｔ[ ] ，ｔ ＝ Ｔｅ 。 将 Ｔｅ 送入编码

器编码后得到输出向量 Ｅｅ ＝ ［ｅ′１，ｅ′２，…，ｅ′ｔ］。
得到实体指称项和实体相关词向量的编码后，

编码器将输出编码通过一个没有激活函数的线性

层。 该层减小每个词向量编码的输出维度，使其小

于 Ｂｅｒｔ 编码器的隐藏层维度，用于控制 ＣｏｌＢｅｒｔ－ＥＬ
的计算成本。 最后，每一个输出编码将会用 Ｌ２ 范式

被归一化。 这样做的优点是任意 ２ 个编码的点积的

结果将落在［－１，１］范围内，等同于两者的余弦相似

度。
综上，当给出 Ｔｍ ＝ ［ｍ１，ｍ２，…，ｍｎ］，Ｔｅ ＝ ［ ｅ１，

ｅ２，…，ｅｔ］ 后，得到实体指称项和实体编码的方式如

下：
Ｅｍ ＝ Ｎｏｒｍａｌｉｚｅ Ｌｉｎｅａｒ Ｂｅｒｔ Ｔｍ( )( )( ) （１）
Ｅｅ ＝ Ｎｏｒｍａｌｉｚｅ Ｌｉｎｅａｒ Ｂｅｒｔ Ｔｅ( )( )( ) （２）

　 　 当得到实体指称项和实体相关信息的编码后，
利用公式（３）计算实体与当前实体指称项的相关性

分数：

Ｓｍ，ｅ ＝ ∑
ｉ∈｜ Ｅｍ｜

ｍａｘＳｉｍ
ｊ∈｜ Ｅｅ｜

Ｅ( ｍｉ
·Ｅｅｊ） （３）

　 　 也就是，先计算实体指称项的每一个词编码与

实体所有词向量编码的余弦相似度，选出最大者作

为实体指称项当前词编码的最大相似度分数。 将实

体指称项每一个词编码的最大余弦相似度分数相

加，便得到当前实体与实体指称项的相关性分数。
２．３　 候选实体排序

候选实体排序的目标是对实体指称项的每个候

选实体进行重新排序，选出与实体指称项相关性最

大的候选实体，并将其当作实体指称项应该链接的

实体。 该过程的输出结果直接决定了整体框架的好

坏。 因此，本文使用了一个基于机器阅读理解

（ＭＲＣ）的模型来充分考虑指称项文本和候选实体

摘要之间的交互，并且考虑了全部的候选实体。
ＭＲＣ 模型结构如图 ３ 所示。

具体来说，对于每一个候选实体，研究将实体的

摘要信息和指称项所在文本进行拼接，拼接结果如

下所示：
ＣＬＳ[ ] Ｍ[ ] ｃｔｘｔｌ ＜ ｍ ＞ ｍｅｎｔｉｏｎ ＜ ／ ｍ ＞

ｃｔｘｔｒ ＳＥＰ[ ] ［Ｅ］ ｔｉｔｌｅ［ＥＮＴ］ｄｅｓｃｒｉｐｔｉｏｎ
这种输入形式使得实体指称项和候选实体的信

息通过编码器得到更深层次的交互，更好地捕捉到

实体指称项和实体之间的语义信息和句法特征，从
而能够更好地完成链接的任务。
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图 ３　 ＭＲＣ 模型结构图

Ｆｉｇ． ３　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ＭＲＣ ｍｏｄｅｌ

　 　 此后，研究将输入送进 Ｂｅｒｔ 编码器得到每个词

向量的编码，再取其中第一位 ＣＬＳ 的输出送入一个

Ｌｉｎｅａｒ线性层，最终得到一个标量、 即候选实体与实

体指称项的相关性分数，具体计算见公式（４）：
Ｓｍ，ｅ ＝ Ｌｉｎｅａｒ（ ｒｅｄ（Ｂｅｒｔ（Ｔｍｅ））） （４）

　 　 其中， Ｔｍｅ 是实体指称项与实体拼接后的输入；
Ｂｅｒｔ（·） 是将输入进行编码的编码器；ｒｅｄ（·） 是只

保留第一位 ＣＬＳ编码的函数；Ｌｉｎｅａｒ（·） 是将一维向

量转变为标量的线性层。
为了通盘考虑全部的候选实体，将全部候选实

体的相关性分数输入到一个 Ｓｏｆｔｍａｘ 层，并取得分

最高的候选实体作为实体指称项应该链接的实体。
计算公式如下所示：

ｅ∗ ＝ ａｒｇ ｍａｘ
ｅｕ

ｅｘｐ （Ｓｍ，ｅｕ）

∑ ６４

ｖ ＝ １
ｅｘｐ （Ｓｍ，ｅｖ）

（５）

　 　 其中， ｅｕ 表示第 ｕ 个候选实体。
２．４　 训练

ＣｏｌＢｅｒｔ－ＥＬ 模型的训练过程如下：模型的输入

是三元组 ＜ ｍ，ｅ ＋，ｅ － ＞ ，这里 ｍ是实体指称项及其

上下文， ｅ ＋ 是实体指称项的正例实体， ｅ － 是实体指

称项的负例实体。 正例实体是由数据集给定的，而
负例实体是通过 ＴＦ－ＩＤＦ 技术［８］ 计算得到的，是和

正确实体的摘要最相似的 ７ 个实体摘要。 ＣｏｌＢｅｒｔ－
ＥＬ 模型是一个二分类任务，模型参数是通过二元交

叉熵损失函数来进行优化的。
ＭＲＣ 模型的训练过程如下：构建了 ２ 种不同的

训练 集 来 训 练 ＭＲＣ 模 型。 第 一 种 是 通 过 用

ＣｏｌＢｅｒｔ－ＥＬ模型生成的候选实体来训练 ＭＲＣ，第二

种是通过用 ＴＦ－ＩＤＦ 技术生成的候选实体来训练

ＭＲＣ。 在对 ＭＲＣ 进行训练时，如果数据中实体指

称项的正确实体不包含于候选实体集合中，则将丢

弃这条数据。 由于利用 ＴＦ－ＩＤＦ 技术生成的候选实

体集合中实体指称项的候选实体个数并不总是相同

的，就可将候选实体个数相同的实体指称项数据放

到一个批次中，用于对 ＭＲＣ 模型的训练。 本文构建

模型的参数是通过交叉熵损失函数来优化的，其中

负例是候选实体集合中的所有非正例实体。
２．５　 检索优化

ＣｏｌＢｅｒｔ－ＥＬ 模型采用后期交互的方式，对每个可

能的实体进行详尽的评估是极其消耗计算资源的。
由于文中只关注其中分数较高的部分实体，为了加快

检索效率，先通过一个粗粒度的匹配算法快速从整个

实体集合的离线索引中找到 Ｔｏｐ － Ｋ 个相似实体，再
使用 ＣｏｌＢｅｒｔ－ＥＬ 算法对这些实体进行相似度计算。

具体来说，使用了 Ｆａｃｅｂｏｏｋ 的 Ｆａｉｓｓ （Ｆａｃｅｂｏｏｋ ＡＩ
Ｓｉｍｉｌａｒｉｔｙ Ｓｅａｒｃｈ）［９］库来对实体摘要中的每个词向量

的编码进行存储。 在第一个阶段，先以指称项所在文

本中的每个词向量的编码作为查询，然后从 Ｆａｉｓｓ 库中

找到与每个词向量最相似的 Ｔｏｐ － Ｋ′ 个实体摘要，最终

对一个实体指称项来说，共得到 Ｎ × Ｋ′ 个实体摘要，其

中 Ｋ′ ＝ Ｋ
２
，Ｎ 为实体指称项中词向量的数量。 这里使

用 了 ＩＶＦＰＱ 索 引 （ ｉｎｖｅｒｔｅｄ ｆｉｌｅ ｗｉｔｈ ｐｒｏｄｕｃｔ
ｑｕａｎｔｉｚａｔｉｏｎ）［１０］。 接下来，针对统计得到的这些实体摘

要，选择出现次数最多的 Ｔｏｐ － Ｋ个实体作为快速检索

的结果。 在第二个阶段，则通过 ＣｏｌＢｅｒｔ －ＥＬ 算法对

Ｔｏｐ － Ｋ个实体进行重新排序，并返回 Ｔｏｐ － Ｋ个结果。

３　 实验

３．１　 实验准备

本文实验中使用的数据集是 ＺＥＳＨＥＬ，这是由

文献［６］在提出零样本实体链接任务时从维基百科

文档中创建的。 数据集一共划分了 １６ 个领域，每个

领域内的实体数量范围从 １０ ｋ 到 １００ ｋ 不等。 训练

集、验证集、测试集分别拥有 ８、４、４ 个不同的领域，
包含的实体指称项个数分别是 ４９ ｋ、１０ ｋ、１０ ｋ。 研

究中选用 Ｂｅｒｔ－ｂａｓｅ［１１］作为 ＣｏｌＢｅｒｔ－ＥＬ 模型和 ＭＲＣ
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模型的基础编码器，选用 ＡｄａｍＷ［１２］作为优化器。
３．２　 对比方法

本文的方法主要是评估零样本实体链接系统的

链接性能。 研究时分别评估了两阶段模型的表现并

与目前最优的方案做比较。 在候选实体生成阶段，
与文献［６］提出的 ＢＭ２５ 模型和文献［７］提出的 Ｂｉ－
ｅｎｃｏｄｅｒ 模型进行比较；在候选实体排序阶段，又与

文献［７］中的 Ｃｒｏｓｓ－ｅｎｃｏｄｅｒ 模型进行了比较。
３．３　 评估指标

模型预测的结果最终会被归为以下 ４ 类： ＴＰ为

将正类预测为正类数；ＴＮ 为将负类预测为负类数；
ＦＰ 为将负类预测为正类数；ＦＮ 为将正类预测为负

类数。
对候选实体生成模型评估的指标为召回率

（Ｒｅｃａｌｌ），该值可由如下计算公式求得：

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（６）

　 　 对候选实体排序模型评估的指标为 Ｎｏｒｍａｌｉｚｅｄ
Ａｃｃｕｒａｃｙ 和 Ｕｎｎｏｒｍａｌｉｚｅｄ Ａｃｃｕｒａｃｙ。 Ａｃｃｕｒａｃｙ 的计

算公式可写为：

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ

（７）

　 　 Ｎｏｒｍａｌｉｚｅｄ 是对候选实体集合中包含正确实

体的测试集中的样例在实体链接系统上的表现，即
评估时不考虑那些候选实体集合中不包含正确实体

的测试集实体指称项数据。 而 Ｕｎｎｏｒｍａｌｉｚｅｄ 是指实

体链接系统在所有测试集上的表现。
３．４　 候选实体生成实验评估

ＣｏｌＢｅｒｔ－ＥＬ 模型在训练集上训练之后，挑选在

验证集上表现最好的模型用来对测试集数据进行测

试。 在候选实体的选取中， 基线选择将实体输入的

ＣＬＳ 位编码与实体指称项输入的 ＣＬＳ 位编码做点积

以获取两者之间的相似度。 与之相比，研究中充分

利用了实体指称项和实体输入的每一位词向量的编

码表示，计算了每一个可能的实体与实体指称项之

间的相关性。 同时，复现了基线的模型，并得到了基

线模型在测试集 ４ 个领域的表现。 实验证明，本文

提出的模型精度优于基线，测试集总体表现详见表

１，各个领域表现详见表 ２。
表 １　 训练集 ／测试集前 ６４ 位召回率

Ｔａｂ． １　 Ｒｅｃａｌｌ＠６４ ｏｎ ｔｒａｉｎ ／ ｔｅｓｔ ｓｅｔ ％

Ｔｒａｉｎ Ｔｅｓｔ

ＢＭ２５［６］ ７６．８６ ６９．１３
Ｂｉ－ｅｎｃｏｄｅｒ［７］ ８８．６５ ７９．７１
ＣｏｌＢｅｒｔ－ＥＬ ９１．１０ ８５．６１

表 ２　 测试集各领域前 ６４ 位的召回率

Ｔａｂ． ２　 Ｒｅｃａｌｌ＠６４ ｏｎ ｅａｃｈ ｄｏｍａｉｎ ｗｉｔｈｉｎ ｔｅｓｔ ｓｅｔ ％

ｆｏｒｇｏｔｔｅｎ＿ｒｅａｌｍｓ ｌｅｇｏ ｓｔａｒ＿ｔｒｅｋ ｙｕｇｉｏｈ

Ｂｉ－ｅｎｃｏｄｅｒ［７］ ９０．３３ ９０．４９ ８１．１７ ７０．２７

ＣｏｌＢｅｒｔ－ＥＬ ９３．６７ ８９．３２ ８４．３６ ８２．９９

３．５　 候选实体排序实验评估

在用 ＣｏｌＢｅｒｔ－ＥＬ 模型为每个实体指称项评估

完前 ｋ 个实体、并得到 ６４ 个候选实体后，就在这些

候选实体上训练了 ＭＲＣ 模型，且在测试集上对

ＭＲＣ 模型进行了测试，结果见表 ３。 由表 ３ 可知，本
文研究在端到端的精度上超越了基线的精度。

表 ３　 ＭＲＣ 模型非标准化精度

Ｔａｂ． ３　 Ｔｈｅ Ｕｎｎｏｒｍａｌｉｚｅｄ Ａｃｃｕｒａｃｙ ｏｆ ＭＲＣ ｍｏｄｅｌ

方法 Ｔｅｓｔ （Ｕ．Ａｃｃ）

ＢＭ２５［６］ ５５．０８

Ｃｒｏｓｓ－ｅｎｃｏｄｅｒ［７］ ６１．３４

ＣｏｌＢｅｒｔ－ＥＬ ６５．４６

　 　 为了进一步验证 ＭＲＣ 模型的有效性，研究又在

文献［７］提供的候选实体集上对 ＭＲＣ 进行了训练。
由于在用 ＴＦ－ＩＤＦ 技术为实体指称项生成实体的时

候，每个实体指称项的候选实体个数不总是一致的，
因此本文将候选实体个数相同的数据放到同一批次

中进行训练。 具体的分数见表 ４。
表 ４　 ＭＲＣ 模型标准化精度

Ｔａｂ． ４　 Ｔｈｅ Ｎｏｒｍａｌｉｚｅｄ Ａｃｃｕｒａｃｙ ｏｆ ＭＲＣ ｍｏｄｅｌ

方法 Ｖａｌｉｄａｔｉｏｎ （Ａｃｃ） Ｔｅｓｔ （Ａｃｃ）

ＢＭ－２５［６］ ７６．０６ ７５．０６

Ｃｒｏｓｓ－ｅｎｃｏｄｅｒ［７］ ７５．０６ ７６．５６

ＣｏｌＢｅｒｔ－ＥＬ ７６．５６ ７８．２４

４　 结束语

本文提出了一种基于 ＣｏｌＢｅｒｔ－ＥＬ 和 ＭＲＣ 模型

的零样本实体链接方法。 在候选实体生成阶段，为
了加快检索效率，研究中先通过一个粗粒度的匹配

算法快速从整个实体集合的离线索引中找到 Ｔｏｐ －
Ｋ 个相似实体，再使用 ＣｏｌＢｅｒｔ－ＥＬ 算法对这些实体

进行相似度计算。 在候选实体排序阶段，则考虑了

全部的候选实体，将其建模成一个多项选择问题，提
出了一个基于机器阅读理解的模型来对结果进行统

一排序。 本次研究中在零样本实体链接数据集

ＺＥＳＨＥＬ 上分别对候选实体生成和候选实体排序两

阶段的效果进行评估，实验结果验证了本文提出方

法的有效性。
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４　 结束语

本文利用 ＴＣ２７７ 芯片的丰富资源和 ｅｌｍｏｓ 高性

能探头 ＩＣ，配置 ＩＣ 各个参数并基于实时矫正算法

设计了 １２ 路超声波雷达自动泊车测距与定位系统，
应用于泊车 ＥＣＵ 中，经过实车对前方 ４ 个短距超声

波雷达的功能测试，在 ２０～２５０ ｃｍ 范围内可将测量

精度提高到 １．５ ｃｍ，证明该算法较大地提高了检测

精度，可适应于复杂环境中的泊车应用，为实现视觉

与超声波雷达数据融合以进行可视化距离检测提供

有效帮助［１２］。
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