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基于 ＢＰ－ＬＳＴＭ 组合神经网络模型的汽车车速预测

王维强， 于金泉， 周一鹤， 严运兵

（武汉科技大学 汽车与交通工程学院， 武汉 ４３００６５）

摘　 要： 准确的汽车车速预测对整车能量分配、道路交通管理具有重要意义。 针对汽车车速本身具有高度时变性以及单模型

预测存在局限性的特点，提出：反向传播神经网络－长短时记忆网络（ＢＰ－ＬＳＴＭ）组合神经网络模型，首先利用 ＢＰ 神经网络进

行训练，将训练集数据和得到的预测输出、残差输入到 Ａｄａｍ 算法优化的 ＬＳＴＭ 神经网络中，用于训练 ＬＳＴＭ 模型。 结合 ＢＰ
网络结构简单、预测时间短、ＬＳＴＭ 精度高的优点，通过深度学习框架 Ｔｅｎｓｏｒｆｌｏｗ 进行模型的搭建与验证，实现基于 ＢＰ－ＬＳＴＭ
组合神经网络模型的短时车速预测。 结果表明：组合神经网络预测效果优于 ＢＰ、ＬＳＴＭ 两种单一模型，预测精度得到改善。
关键词： 车速预测； 组合神经网络模型； ＢＰ 神经网络； ＬＳＴＭ 神经网络
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０　 引　 言

随着智能交通出行的发展需求，道路信息实时

预测变得越来越重要，神经网络通过自身学习为汽

车车速预测提供了新的解决方案。 汽车的能量管理

策略可以结合神经网络、机器学习等方法对路况信

息进行实时预测，大大提高能量管理策略的效率，改
善发动机的工作区间，优化整车能量分配，降低故障

发生率。 如果提前预知汽车在未来时刻的行驶状

态，如车速、需求转矩等信息，便能运用全局优化算

法控制车辆性能达到一定时域内的最优状态［１］。
此外，预测汽车未来车速，可用于汽车路径导航、碰
撞预警及节能辅助驾驶系统，其研究具有重要的理

论与应用价值［２］。

近些年随着机器学习的发展，不少学者使用基

于数据驱动的方法对未来车速进行预测［３］。 牛超

凡［４］提出了基于 ＢＰ 神经网络的短期车速预测器，
实现车速的预测，未考虑 ＢＰ 网络容易陷入局部极

值的问题。 楼挺［５］设计了遗传算法优化的 ＬＳＴＭ 神

经网络，用于道路车速预测，证明 ＬＳＴＭ 在解释时间

序列的波动性上有明显优势。 Ｅｐｅｌｂａｕｍ 等人［６］ 融

合多深度学习模型构建时间依赖的数据回归模型，
并将历史速度数据汇总到网络模型中，实验结果表

明该方法比单独的深度学习模型具有更好的准确

性。 韩少剑等人［７］ 建立了混合深度学习的工况预

测模型，并利用 ＳＴＬ 分解算法实现对车速的预测。
提升了车速预测的准确性，但是由于结构复杂、算法

繁琐，大大增加了预测时间，导致预测效率较低。



单一模型的预测方法很难满足多方面的要求，
综合考虑预测精度和预测效率两方面因素，本文提

出了 ＢＰ－ＬＳＴＭ 组合神经网络模型。 其中，ＢＰ 神经

网络具有出色的非线性映射能力且结构简单，模型

训练时间较短，将其放在组合神经网络模型的第一

层。 ＬＳＴＭ 揭示了时间序列的本质，是处理时间序

列数据的常用方法［８］，将其放在第二层。 训练集数

据首先利用 ＢＰ 进行训练，训练集数据和得到的残

差序列输入到第二层 ＬＳＴＭ 网络中，Ａｄａｍ 算法优化

ＬＳＴＭ 网络的权值和阈值。 把 ２ 种神经网络的优点

结合起来，降低了网络复杂度，提高模型训练效率的

同时，增强预测精度。 本文以东风华神 Ｒ４０１ 纯电

动载货汽车监测数据为基础，利用深度学习框架

Ｔｅｎｓｏｒｆｌｏｗ 进行模型的搭建与验证，证明此组合神经

网络模型预测精度优于 ＢＰ、ＬＳＴＭ 单模型，对汽车

车速预测有重大意义。

１　 神经网络理论基础

１．１　 ＢＰ 神经网络基本原理

ＢＰ 神经网络（Ｂａｃｋ Ｐｒｏｐａｇａｔｉｏｎ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，
ＢＰＮＮ）、即反向传播神经网络，由输入层、隐藏层、
输出层组成，各层之间的神经元是全连接，层内各个

神经元无连接［９］，网络结构如图 １ 所示。

y1

yk

yn

x1

xi

xm

δ

δ

δ

φ

φ

φ

ak

bh

bj

wij wjk

输入层 隐含层 输出层

图 １　 ＢＰ 神经网络结构

Ｆｉｇ． １　 ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 在图 １ 中， ｘｉ 表示输入层第 ｉ 个神经元的输入，
ｉ ＝１，２，…，ｍ； ｗ ｉｊ 为输入层第 ｉ个神经元到隐含层第

ｊ 个神经元的连接权值， ｊ ＝ １，２，…，ｈ；隐含层第 ｊ 个
神经元阈值记为ｂｊ；隐含层激活函数为 δ；ｗｊｋ 为隐含层

第 ｊ个神经元到输出层第 ｋ个神经元之间的权值，ｋ ＝
１，２，…，ｎ，输出层第 ｋ个神经元的阈值为ａｋ，输出层的

激活函数为 φ；ｙｋ 为输出层第 ｋ 个神经元输出。
ＢＰ 神经网络算法有正向传播、反向传播两个过

程，并利用梯度下降法，通过反向传播来不断调整网

络的权值和阈值，使误差平方和最小。 其原理和学

习过程如下。
（１）正向传播过程。 隐含层第 ｊ 个神经元的输

入 ｎｅｔ ｊ 和输出 ｈ ｊ 分别为：

ｎｅｔ ｊ ＝ ∑
ｎ

ｉ ＝ １
ｗ ｉｊｘｉ ＋ ｂ ｊ （１）

ｈ ｊ ＝ δ（ｎｅｔ ｊ） ＝ δ（∑
ｎ

ｉ ＝ １
ｗ ｉｊｘｉ ＋ ｂ ｊ） （２）

　 　 输出层第 ｋ 个神经元的输入ｎｅｔｋ 和输出ｙｋ 为：

ｎｅｔｋ ＝ ∑
ｈ

ｉ ＝１
ｗｊｋｈｊ ＋ ａｋ ＝ ∑

ｈ

ｉ ＝１
ｗｊｋδ（∑

ｈ

ｉ ＝１
ｗｉｊｘｉ ＋ ｂｊ） ＋ ａｋ （３）

ｙｋ ＝ φ（ｎｅｔｋ） ＝ φ［∑
ｈ

ｉ ＝ １
ｗ ｊｋδ（∑

ｈ

ｉ ＝ １
ｗ ｉｊｘｉ ＋ ｂ ｊ） ＋ ａｋ］ （４）

（２）反向传播过程。 得到输出层输出 ｙｋ 后，利
用反向传播的思想来调整参数，减少网络训练迭代

次数，提高模型训练准确性。 对于每一个样本 ｐ，设
其输出层第 ｋ 个节点的期望输出为Ｔｋ，则此样本的

二次型误差目标函数Ｅｐ 为：

Ｅｐ ＝
１
２ ∑

ｎ

ｋ ＝ １
（Ｔｋ － ｙｋ） ２ （５）

　 　 定义损失函数 ｃｏｓｔ（ｘ）， 可以表示为：

ｃｏｓ ｔ（ｗ，ｂ） ＝ １
Ｎ∑

Ｎ

ｋ ＝ １
（ｗｘｋ ＋ ｂ － ｙｋ） ２ （６）

１．２　 ＬＳＴＭ 神经网络

ＬＳＴＭ 通过控制缓存中的值保存的时间来记住

更长期的信息，有效解决了当连续数据的序列变长、
反向传播更新参数时，梯度消失或梯度爆炸等问题。
其核心在于引入自循环的思想，以产生梯度长时间

持续流动的路径，在处理和时序相关的问题上具有

较好的效果。
ＬＳＴＭ 网络有输入门限、遗忘门限、输出门限三

个门控单元，网络结构如图 ２ 所示。
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图 ２　 ＬＳＴＭ 神经网络结构

Ｆｉｇ． ２　 ＬＳＴＭ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 由图 ２ 可知，ＬＳＴＭ 神经网络中各组成部分的

设计功能拟做阐释与解析如下。
（１）遗忘门 ｆｔ： 决定哪些信息被遗忘，哪些信息

通过细胞状态。 公式如下：
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ｆｔ ＝ σ（Ｗｆ［Ｙ ｔ －１，Ｚ ｔ］ ＋ ｂｆ） （７）
　 　 其中， Ｗｆ 是遗忘门权重矩阵； Ｚ ｔ 为当前时刻负

载； ｂｆ 表示偏置向量； σ 表示激活函数 ｓｉｇｍｏｉｄ。
（２）输入门 ｉｔ： 通过激活函数来决定哪些值用

来更新，并保留到下个状态单元中。 ２ 个神经元 ｉｔ
和 ｖｔ 计算公式如下：

ｉｔ ＝ σ（Ｗｉ［Ｙ ｔ －１，Ｚ ｔ］ ＋ ｂｉ） （８）
ｖｔ ＝ ｔａｎｈ（Ｗｊ［Ｙ ｔ －１，Ｚ ｔ］ ＋ ｂ ｊ） （９）

　 　 其中， Ｗｉ、Ｗｊ 是输入门权重矩阵， ｂｉ 和 ｂ ｊ 为偏

置向量。
生成更新后的神经元状态信息 Ｃｔ 的数学公式

可写为如下形式：
Ｃｔ ＝ ｆｔ·Ｃｔ －１ ＋ ｉｔ·ｖｔ （１０）

　 　 （３）输出门 ｏｔ： 计算当前信息输出到下一时刻

的程度，决定着模型的输出。 此处需用到的数学公

式为：
ｏｔ ＝ σ（Ｗｏ［Ｙ ｔ －１，Ｚ ｔ］ ＋ ｂｏ） （１１）

　 　 其中， Ｗｏ 为输出门权重矩阵， ｂｏ 为偏差向量。
当前时刻神经元的输出 Ｙ ｔ 可由如下数学公式

计算求出：
Ｙ ｔ ＝ ｏｔ·ｔａｎｈ（Ｃｔ） （１２）

２　 组合神经网络模型设计

通过统计分析和大量的实验可以看出，当前的

道路交通状况对后续的交通状况有很大的影响，并
且连续时间段内的车速状况之间存在较强的时间序

列关系［１０］。
２．１　 模型设计

本文提出的组合模型网络结构有 ２ 层。 第一层

采用 ＢＰ 网络，ＢＰ 网络结构简单，训练速度快，能提

高预测效率，但是其在处理时间序列上精度不如

ＬＳＴＭ ，故模型第二层采用 ＬＳＴＭ，并用 Ａｄａｍ 算法优

化 ＬＳＴＭ。 输入端接入 ＢＰ 神经网络，预测输出和残

差作为 ＬＳＴＭ 的输入，在提高网络的非线性映射能

力的同时降低过拟合的概率，前一时刻的输出值参

与下一时刻的计算，增强对车速的识别与预测［１１］。
本文设计研发的组合神经网络结构如图 ３ 所示。
　 　 图 ３ 中， ｚｔ１、ｚｔ２ 表示 ＢＰ、ＬＳＴＭ 神经网络隐含层

神经元， ｙｔ 为 ＢＰ 网络输出层的神经元， ｙｔ′ 为预测

残差， ｆｔ、ｉｔ、ｏｔ 分别表示输入门、遗忘门、输出门， Ｙｔ

为模型输出。
　 　 汽车行驶在同一工况时，当下及未来一小段时

域内汽车车速和前几个时间段的车速有关，利用神

经网络的自学习能力，构建出组合神经网络模型，忽

略紧急情况的影响。 定义 Δｔ 为采集报文信号的时

间间隔。

yt
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yt′

xt zt1
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ot
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图 ３　 ＢＰ－ＬＳＴＭ 组合神经网络结构

Ｆｉｇ． ３　 ＢＰ－ＬＳＴＭ ｃｏｍｂｉｎｅｄ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 令 Δｔ 为预测时间， ｖｔ 为第 ｔ 个时间间隔中采集

到的车速信息，车速序列可表示为：
Ｖ ＝ （ｖ１，ｖ２，…，ｖｔ）

　 　 记组合模型输入序列、输出序列分别为：
Ｘ ＝ （ｘ１，ｘ２，…，ｘｔ）
Ｙ ＝ （Ｙ１，Ｙ２，…，Ｙｔ）

　 　 采集 １０ ｍｉｎ 内的车速数据， Δｔ 为 ２００ ｍｓ， ΔＴ
设置为 １８０ ０００ ｍｓ，使用前 ２ ４００ 个数据对模型进行

训练，后 ６００ 个数据对模型进行测试验证。 这里的

组合预测模型参数见表 １。
表 １　 组合预测模型参数表

Ｔａｂ． １　 Ｐａｒａｍｅｔｅｒｓ ｔａｂｌｅ ｏｆ ｃｏｍｂｉｎｅｄ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ

训练参数 参数值

ＢＰ 隐含层神经元数 ３６
ＬＳＴＭ 隐含层神经元数 ２４

Ｄｒｏｐｏｕｔ ０．２
激活函数 ｓｉｇｍｏｉｄ
迭代次数 ６０

２．２　 基本原理

ＢＰ 神经网络模型接受来自训练集数据的输入，
通过梯度下降算法不断修正权值 ｗ ｉｊ 和阈值 ｂｉ，反复

训练最后输出预测结果 ｙｔ 和预测残差 ｙｔ′， 二者共

同输入到后端 ＬＳＴＭ 模型中，ＬＳＴＭ 再对输入进行训

练，其中 ＬＳＴＭ 模型内使用自适应矩估计（Ａｄａｐｔｉｖｅ
ｍｏｍｅｎｔ ｅｓｔｉｍａｔｉｏｎ Ａｄａｍ）算法，核心即是矩估计思想

和动量衰减，Ａｄａｍ 通过计算梯度的一阶矩估计和

二阶矩估计给不同的参数设计独立的自适应性学习

率，算法设计表述见如下。
１：步长 ε 默认设置为 ０．００１
２：矩估计的指数衰减率 ρ１ 和ρ２ 分别设置为 ０．９

和 ０．９９９
３：用于数值稳定的小常数 μ 设置为 １０ －８

４：初始化一阶和二阶矩变量 ｓ ＝ ０，ｒ ＝ ０
５：初始化时间步 ｔ ＝ ０
６：ｗｈｉｌｅ 没有达到停止标准 ｄｏ
７：从训练集采集包含 ｍ 个样本 ｛ｘ（１），…，ｘ（ｍ）｝
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的小批量，对应目标为 ｙ（ ｉ）

８：梯度： ｇ ＝ １
ｍ

Ñθ∑
ｉ
Ｌ（ ｆ（ｘ（ ｉ）；θ），ｙ（ ｉ））

９：更新有偏一阶矩估计： ｓ ← ρ１ｓ ＋ （１ － ρ１）ｇ
１０：偏一阶矩估计： ｍｔ ＝ ｂ１ｍｔ －１ ＋ （１ － ｂ１）∗ｇ

１１：修正一阶矩的偏差： ｍ′ ＝
ｍｔ

１ － ｂｔ
１

１２： 偏 二 阶 矩 估 计： ｖｔ ＝ ｂ２ｖｔ －１ ＋ （１ －
ｂ１）∗ｇ∗ｍ′

１３：修正二阶矩的偏差： ｖ′ ＝
ｖｔ

１ － ｂ２
ｔ

１４：计算更新： θｔ ＝ θｔ － ｍ′
１５：应用更新： θ ← θ ＋ θｔ

１６：Ｅｎｄ ｗｈｉｌｅ
２．３　 模型预测流程

综合预测精度、预测效率（以运行时间为准）两
方面因素，考虑 ＢＰ 神经网络和 ＬＳＴＭ 神经网络各自

优势，提出了 ＢＰ－ＬＳＴＭ 组合神经网络模型实现汽

车车速预测，预测流程如图 ４ 所示。 对此，文中给出

研究详述如下。

数据采集、归一化处理

划分训练集、测试集

开始

BP网络模型

数据集 预测残差

LSTM网络模型
Adam算法优化

残差修正后的预测输出

反归一化、输出结果

结束

图 ４　 预测流程图

Ｆｉｇ． ４　 Ｐｒｅｄｉｃｔｉｏｎ ｆｌｏｗ ｃｈａｒｔ

　 　 （１）把采集到的数据进行数据增强、归一化处

理，然后把数据集随机分成并无交集的训练集、测试

集，各占 ８０％、２０％，最后 Ｆｏｒ 循环遍历整个训练集，
配成输入特征、输入标签对，送入样本。

（２）Ｐｙｔｈｏｎ 语言设计 ＢＰ 神经网络，初始化权

值、阈值，输入训练集、测试集，训练 ＢＰ 网络模型，
得到最优模型参数，输出预测值和预测残差。

（３）利用 Ｐｙｔｈｏｎ 语言、深度学习框架 Ｔｅｎｓｏｒｆｌｏｗ
进行 ＬＳＴＭ 神经网络模型搭建，接收来自上一层 ＢＰ
神经网络的输入， 利用 ＬＳＴＭ 优化预测残差，此处

的 ＬＳＴＭ 神经网络中引入 Ａｄａｍ 算法。

（４）最终的预测结果为 ＢＰ 网络预测结果加上

ＬＳＴＭ 修正后的预测残差。

３　 仿真结果和分析

３．１　 数据采样及预处理

对于汽车车速预测问题，历史车速将作为最重

要的输入，因此汽车历史数据的采集对车速预测的

准确性影响很大。 为了验证汽车在频繁启停工况下

车速连续变化时组合模型的准确性，特采集东风华

神 Ｒ４０１ 纯电动载货汽车在连续急加速、急减速时

的行驶信息，收集到的信号根据 ＣＡＮ 通信协议进行

解码处理，解码后的部分信息见表 ２。
表 ２　 解码信息表

Ｔａｂ． ２　 Ｄｅｃｏｄｅｄ ｉｎｆｏｒｍａｔｉｏｎ ｔａｂｌｅ

ｔｉｍｅｓｔａｍｐ Ｏｒｉｇｉｎａｌ ｄａｔａ Ｓｐｅｅｄ ／ （ｋｍ·ｈ－１）
２７ ０７５．１ ０００００１５４Ｃ ３４
２７ ２７７．５ ５ＥＣ２５Ｃ２９Ｅ ３４
２７ ４７５．１ ０００００１５４Ｃ ３４
２７ ６７５．２ ０００００１５４Ｃ ３４
２７ ８７５．８ ５ＥＣ２５Ｃ２９Ｅ ３５

　 　 汽车车速数据具有波动性、复杂性，数据预处理

是以数据为驱动的机器学习算法应用中重要的环

节［１２］。 本文所使用的汽车车速数据，不可避免地会

出现一些异常数据，对于这些数据，要及时地调整、
剔除。 把剩下的数据和时序数据一一匹配，此后经

过清洗、归一化处理后得到增强数据集，作为组合模

型的输入数据。
３．２　 模型训练环境及评价指标

ＢＰ－ＬＳＴＭ 组合模型使用 ｐｙｃｈａｒｍ３．６、深度学习

框架 Ｔｅｎｓｏｒｆｌｏｗ２．７ 实现模型的搭建，利用 Ａｎａｃｏｎｄａ
环境中 Ｋｅｒａｓ、ｎｕｍｐｙ 数据库训练模型。 模型隐藏层

神经元个数均是 １２８，其中使用 Ａｄａｍ 优化器对

ＬＳＴＭ 进行优化， ｓｉｇｍｏｉｄ 为激活函数。 本次研究中

搭建的环境设置是：硬件设备为华硕 Ｗ５１９Ｌ；ＣＰＵ
为酷睿 ｉ５－５２００Ｕ；软件为 ｐｙｃｈａｒｍ３．６。

为了客观准确地评价提出 ＢＰ－ＬＳＴＭ 网络结构

对汽车车速的预测效果，本文选定均方根误差

（ＲＭＳＥ） 和平均相对误差 （ＭＡＰＥ） 作为预测精度

评价指标，以模型学习、预测总时间衡量预测效率。
本文给出的数学定义具体如下。

（１）均方根误差 （ＲＭＳＥ）。 指预测值与真实值

偏差的平方和与观测次数 ｎ 比值的平方根，表征了

预测的精确度。 公式如下：

ＲＭＳＥ ＝ １
ｎ∑

ｎ

ｔ ＝ １
（ＹＢＰ－ＬＳＴＭ（ ｔ） － Ｙ（ ｔ）） ２ （１３）
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　 　 （２）平均相对误差 （ＭＡＰＥ）。 表征了样本数据

离散程度，公式如下：

ＭＡＰＥ ＝ １
ｎ ∑

ｎ＋ｋ

ｔ ＝ ｋ＋１

ＹＢＰ－ＬＳＴＭ（ ｔ） － Ｙ（ ｔ）
Ｙ（ ｔ）

（１４）

　 　 其中， ＹＢＰ－ＬＳＴＭ（ ｔ） 和 Ｙ（ ｔ） 分别表示 ＢＰ－ＬＳＴＭ
网络的预测车速和真实车速。
３．３　 模型预测及对比分析

为了验证本文所提出的混合神经网络方法的有

效性，将 ＢＰ－ＬＳＴＭ 组合神经网络预测结果分别和

ＢＰ、ＬＳＴＭ 神经网络算法进行结果对比分析，并通过

均方根误差和平均相对误差两个评估指标的计算值

来评判预测模型的性能。
采集报文信号的时间间隔 Δｔ 为 ２００ ｍｓ，取过去

１０ ｍｉｎ 的车速数据，共 ３ ０００ 个。 预测时间间隔 ΔＴ
设定为 ３ ｍｉｎ，把上述数据输入到 ＢＰ 单模型中，得
到的结果如图 ５ 所示。
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图 ５　 ＢＰ 神经网络预测结果

Ｆｉｇ． ５　 ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ

　 　 由图 ５ 中可以看出，ＢＰ 模型预测结果反映了真

实值的变化趋势，但是也存在较高的延迟，且对急剧

变化时的车速不敏感。 将同样的数据放进 ＬＳＴＭ 模

型中，得到的预测结果如图 ６ 所示。
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图 ６　 ＬＳＴＭ 模型预测结果

Ｆｉｇ． ６　 ＬＳＴＭ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ

　 　 由图 ６ 不难看出，ＬＳＴＭ 模型的预测结果相较

于 ＢＰ 模型有了很大提升，二者拟合效果更好，在车

速呈近似线性变化时效果最理想，但在车速变化呈

非线性时仍有提升空间，而且在车速最低、且急剧变

化时预测效果不理想。 针对此现象，根据组合神经

网络模型设计思路，把相同的数据输入到 ＢＰ－ＬＳＴＭ
组合神经网络模型中，得到的预测结果见图 ７，损失

结果见图 ８。
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图 ７　 ＢＰ－ＬＳＴＭ 模型预测结果

Ｆｉｇ． ７　 ＢＰ－ＬＳＴＭ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ
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图 ８　 ＢＰ－ＬＳＴＭ 模型预测损失结果

Ｆｉｇ． ８　 ＢＰ－ＬＳＴＭ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｐｒｅｄｉｃｔｉｏｎ ｌｏｓｓ ｒｅｓｕｌｔｓ

　 　 从图 ７ 中可以看出，组合模型在预测精度上表

现得比前 ２ 种单模型要好，预测的车速拟合了真实

车速的变化趋势。 从图 ８ 中可以看到，真实数据损

失大多一直处在 ０．０００ ２ 和 ０．０００ ６ 之间，迭代次数

为 １０ 次时，真实损失突然升高。 随着迭代次数的增

加，预测损失一直在 ０．００４ 范围，基本上保持不变。
预测误差始终在一较低范围浮动，也说明了组合神

经网络模型在预测车速方面的准确性和稳定性。
３ 种模型的预测误差指标和组合神经网络模型

相比于 ２ 种单模型的预测指标降低百分比则详见

表 ３、表 ４。
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表 ３　 ３ 种模型预测结果对比

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｔｈｒｅｅ ｍｏｄｅｌｓ

模型 均方根误差 （ＲＭＳＥ） 平均相对误差（ＭＡＰＥ） ＴＩＭＥ ／ ｓ

ＢＰ ０．７４６ ９２ ０．５５６ ５４ ５８

ＬＳＴＭ ０．６０２ ８４ ０．４３２ ４２ ７０

ＢＰ－ＬＳＴＭ ０．４８９ ２５ ０．３９９ ７６ ７４

表 ４　 组合神经网络预测指标降低百分比

Ｔａｂ． ４　 Ｐｅｒｃｅｎｔａｇｅ ｒｅｄｕｃｔｉｏｎ ｉｎ ｃｏｍｂｉｎｅｄ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｐｒｅｄｉｃｔｏｒｓ
％

基准 ＢＰ ＬＳＴＭ

ＲＭＳＥ 降低百分比 ３４．４９８ １８．８４２

ＭＡＰＥ 降低百分比 ２８．１７１ ７．５５３

　 　 由表 ３ 中可以看出，ＢＰ－ＬＳＴＭ 组合模型的预测

结果与实际车速数据二者之间的均方根误差 ＲＭＳＥ
为 ０．４８９ ２５，平均绝对误差 ＭＡＰＥ 为 ０．３９９ ７６，远远

小于 ＢＰ、ＬＳＴＭ 的误差数值。 误差在可接受范围

内，反映了汽车未来 ３ ｍｉｎ 内的趋势，准确完成了车

速预测。 组合神经网络预测模型用的时间长于 ２ 种

单模型，但是用时增加的百分比低于精度提升的百

分比。 此外，根据表 ４ 可知，组合模型在均方根误

差、平均相对误差上相比 ＢＰ 单模型分别降低了

３４．４９８％和 ２８．１７１％；相比于 ＬＳＴＭ 模型分别降低了

１８．８４２％、７．５５３％，预测精度得到明显提高。
３．４　 对比实验及分析

为了说明组合模型的可适用性，使用另外一种

数据集验证仿真，采集报文信号的时间间隔 Δｔ 为
２００ ｍｓ，取过去 １０ ｍｉｎ 的车速数据，共 ３ ０００ 个。 预

测时间间隔 ΔＴ 设定为 ３ ｍｉｎ，把上述数据输入到

ＢＰ－ＬＳＴＭ模型中，误差损失曲线如图 ９ 所示。
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真实损失
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图 ９　 ＢＰ－ＬＳＴＭ 模型预测损失结果

Ｆｉｇ． ９　 ＢＰ－ＬＳＴＭ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｐｒｅｄｉｃｔｉｏｎ ｌｏｓｓ ｒｅｓｕｌｔｓ

　 　 从图 ９ 可以看到，真实数据损失一直处在 ０．０００ ２
和 ０．０００ ４ 之间，随着迭代次数的增加，预测损失在

逐步下降，最终接近于真实数据损失。 刚开始预测

损失较高的原因可能是出现了过拟合现象，随着 ＢＰ
神经网络模型不断迭代和 ＬＳＴＭ 神经网络模型对预

测残差的不断优化，使得预测误差逐步减小，最终和

真实损失误差一致。

４　 结束语

综上所述，通过建立 ＢＰ、ＬＳＴＭ、ＢＰ－ＬＳＴＭ 三种

神经网络模型，利用 Ｐｙｔｈｏｎ 语言实现对应算法，对
不同数据集进行仿真分析和对比验证，得出本文提

出的 ＢＰ －ＬＳＴＭ 组合神经网络模型相较于单一模

型，在预测精度、训练稳定性上有较大的提高，使用

不同的数据集，也能保证预测误差在一较小范围内，
提出的 ＢＰ－ＬＳＴＭ 组合神经网络模型在汽车车速预

测方面具有更高的准确度。
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